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ABSTRAKT

Detekce riiznych objektt ¢i tvarti ve snimku je velmi dilezitym prvkem veskerych
operaci zahrnujicich praci s obrazem. Uplatiiuje se nejen ve zpracovani lékatskych obrazo-
vych dat (hledani struktur v tomografech), ale i v bezpe€nosti (napf. kontrola zda vse je na
svém miste¢), a v osobnim sektoru u fotoaparati a kamer (detekce obliceje, usmévu...).

Samoziejmé existuje jeste vice vyuziti.

Kli¢ova slova: Detekcia, objekt, bezpecnost’, kamera

ABSTRACT

Detection of different objects and shapes in an image is a very important element of
any operations which involve image processing. It is applied not only in the processing of
medical image data (searching for structures in tomographs), but also in security (e.g.
checking if everything is in its place) and in the personal sector where it is connected with
cameras and video cameras (detection of faces, smiles... ). There are, of course, even more

sorts of usage.

Keywords: Detection, objects, security, video camera
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UvVOD

V sucasnej dobe sa Coraz viac ziskané informacie spracovavaju do digitalnej podo-
by. K prvotnym a doélezitym vnemom u Cloveka patri zachytavanie objektov okom

a nasledné spracovanie mozgovym vnemom.

Podobne aj pocitacové videnie je proces spracovania obrazu snimaného objektivom
alebo inym obrazovym zdznamom. Umoziuje porozumiet mu a interpretovat’ ho. Pocitac
nahradi pracu mozgu, uskutocni spracovanie a vyhodnotenie informacie. Dokéze roz-

poznat’, ¢o sa pred objektivom deje a vykona d’alSie potrebné ukony.

Systémy pocitacového videnia sa vyuzivaji v mnohych oblastiach zivota. Mozno
ich vyuzivat’ pri detekcii javov zachytenymi prostrednictvom bezpecnostnych kamier,
k vzdjomnej interakcii pocitaca s clovekom, v oblasti obrazovej kontroly kvality vyrobkov.
Je mozné ich vyuzit aj ako sucast riadiacich systémov robotov alebo samostatne riadiacich
automobilov. V beznom zivote sa najcastejSie stretavame s detekciou prvkov v obraze

v kamere ¢i fotoaparate ako je detekcia tvare alebo ismevu .

Cielom tejto prace bude navrhnut vhodnu metodiku na rozpoznanie objektov
v obraze prostrednictvom programu Matlab. Najskor je potrebné spracovat’ tedriu spraco-
vania obrazu a neurénovych sieti ako aj oboznamit’ sa so samotnym programom Matlab.
Nasledne prakticka ¢ast’ uz bude zamerana na samotnll tvorbu programu na rozpoznavanie

objektov.
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I. TEORETICKA CAST
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1 SPRACOVANIE OBRAZU

Spracovanie obrazu je mozné vSeobecne chapat’ ako prevod nasnimaného analdgo-
vého obrazu do digitalnej podoby a jeho nasledné spracovanie. Proces nasnimania a rozpo-
znania obrazu je mozné rozdelit’ do niekol’kych krokov. Kazda literatira definuje cely po-
stup inak a z toho dovodu ho nemozno presne definovat’. Je nutné aby boli vSetky kroky

uskutocnené spravne a to v akom poradi, zalezi na pouzitej aplikacii. [1]
Postupnost’ zakladnych krokov:

e snimanie a digitalizacia,
e predspracovanie,

e segmentacia,

e popis objektov,

e Kklasifikécia.

1.1 Snimanie a digitalizacia

Ziskany obraz prostrednictvom kamery, skeneru, lekarskych alebo inych zariadeni
sa uklada v ciselnej podobe do pocita¢a. Vstupné informacie mézu byt jas alebo niekol'ko
spektralnych zloziek ak sa jedna o farebné snimanie obrazu. Tieto zlozky rozliSujeme pod-

l'a pouzitého farebného modelu ako napriklad RGB, HSV, CMYK a pod.

Digitalizécia je pojem, ktory sa pouZiva pri prevode analogového signélu do dis-
krétneho tvaru. Digitalny obraz je ekvivalent spojitej funkcie f(x,y). V tejto funkcii sa pou-
Zivaji hodnoty x a y ako suradnice v nasnimanom obraze a funkénd hodnota zodpoveda
napriklad jasu. Ziskava sa vzorkovanim obrazu do matice MxN bodov a kvantovanim do K

urovni. Prvky v takejto matici st nazyvané pixely. [1]

1.1.1 RGB

Farebny model RGB je momentalne najpouzivanej$im modelom v digitalnych ob-
razoch. Vyuziva sa v obrazovkach, projektoroch, digitalnych fotoaparatoch apod. Ako uz
vyplyva z nazvu, RGB model je zloZeny z troch zakladnych farieb a to: Cervend (Red),
zelena (Green) a modra (Blue). Tieto farby sa d’alej kombinuju a tym sa vytvaraji odtiene
roznych farieb. Model RGB je zalozeny na aditivnom mieSani farieb ¢o znamena, ze ¢im

sa zmieSa viac farieb tym bude vysledna farba svetlejsia. [2]
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Model RGB je mozné zobrazit’ ako jednotkovi kocku na osiach, ktoré su oznacené
R, G a B. Pociato¢ny bod, teda [0,0,0], charakterizuje ¢iernu farbu a bod na opacnej strane
suradnicovej sustavy, teda [1,1,1], charakterizuje bielu farbu. Jednotlivé farby sa nachadza-
ju na osiach v bodoch 1 a teda Cervena na osi R v bode [1,0,0], zelena na osi G v bode
[0,1,0] a modra na osi B v bode [0,0,1]. Ostatné vrcholy kocky tvoria tzv. doplnkové far-
by, ktoré¢ sa oznacuju ako sekundérne. Popis tejto charakteristiky je mozné vidiet’ na ob-

razku &.1. [2,17]

B
Blue | [0.0, 1]
: Vhite
: . 1.1.
E Gra ,!,;f.‘;f-rrlr
| G G
Blackke----------+--=----+ reemn
, [0,1,0]
Red |.”
[1,0,0]

Obrazok ¢.1: RGB model [2]

1.1.2 CMYK

V tomto farebnom modeli je mieSanie farieb rieSené subtraktivne, teda ¢im zmie-
Same viacej farieb tym bude vysledna farba tmavsia. Model CMY je zaloZeny z troch za-
kladnych farieb a to: modrozelend (Cyan), fialova (Magenta) a zItd (Yellow). Model
CMYK bol navrhnuty a vyuziva sa vyhradne v tlaCiarenskych procesoch. TlaCiarenska
farba nesmie dokonale kryt’ a to z dovodu, aby bolo mozné dané farby kombinovat’. Zmie-
Sanim vSetkych farieb sa nedostane Cierna ale takzvand Spinavo hneda a ak by sa tato farba
vyuzivala ako ¢ierna viedlo by to k nadmernému spotrebovaniu tonerov. Pre tento pripad
bola pridana Cierna farba a tak vznikol model CMYK, kde K reprezentuje Ciernu farbu

(blacK). [2]
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Tento proces sa da taktiez popisat’ jednotkovou kockou ako pri modeli RGB, len
s rozdielom, Ze vrcholy Ciernej a bielej su prehodené. Prevod medzi modelmi RGB a CMY

je vyobrazeny na obrazku ¢.2. [2]

el 1 [ R
Ml=|1|-|G
'Y | |1] | B]

Obréazok ¢.2: Model CMY [2]

Prevod medzi tymito modelmi nie je dokonaly nakolko sa ob¢as nedéd zobrazit
konkrétna farba v oboch modeloch. Niektoré farby v modeli RGB sa nedaju napodobnit’ v
modeli CMYK a tak sa nahradzaju najblizSou moZnou alebo najpodobnejSou farbou. To
ma za nasledok mierne zmeny farieb v tlacenom obraze oproti tomu, ktory vidime

na monitoroch. [2]

1.1.3 HSV

Farebny model HSV, ktory niekedy byva oznafeny aj HSB, sa sklada z troch za-
kladnych zloziek. Zakladny rozdiel medzi modelom HSV a modelmi RGB a CMYK je
v tom, ze informéacia o farbe je v prvej zlozke, nazyvanej odtient (Hue). Tu sa konkrétne
odtiene farieb vyjadruji uhlom v rozmedzi 0° az 360°. Nésledne konkrétny uhol reprezen-
tuje prevladajticu farbu. Druhou zlozkou je sytost’ (Saturation) a t4 sa meni v rozmedzi 0 az
1 ¢o udava cistotu danej farby. Ako posledné zlozka je hodnota jasu (Value), ktora je tak-
tiez v rozmedzi 0 azZ 1 a udava mnozstvo bieleho svetla. Najvacs§im rozdielom od predo-
Slych modelov je moznost’ oddelenia jasu a sytosti ¢o umoziuje pracovat’ s nimi bez ohl’a-

du na farebny odtien. [2]

Pri praci s Matlabom sa vyuziva na prevod medzi modelmi RGB a HSV prikaz
rgb2hsv alebo rgb2hsb. Pracuje sa zo samostatnou maticou jasu, o ndm nasledne neov-
plyviluje zostadvajice matice farebného odtiefia a sytosti farby. Jedinym problémom pri
praci s modelom HSV je prechod medzi ¢iernou a bielou farbou, ktory nie je plynuly. Ten

sa uskutociiuje na Sestuholniku a nie po kruznici. [2,17]
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f’J A

-~ .l
) I |-

II'IIIIWI |
; bmrenvary b (H)
sytost (5)
Obrazok ¢.3: Model HSV ako Sestboky ihlan [2]

1.2 Predspracovanie obrazu
Predspracovanie obrazu je potrebné na vylepSenie obrazu aby bolo mozné jeho
d’alSie spracovanie. V podstate ide o potlacenie Sumu, ktory vznika pri digitalizécii obrazu

alebo o zvyraznenie inych parametrov obrazu. [3,4]

Zakladné rozdelenie predspracovania obrazu:

e geometrickd transformécia,
e transformicia jasu,

e filtracia a zaostrenie.[1]

1.2.1 Geometricka transformacia

Geometricka transformdcia objektov, ¢i uz sa jednd o dvojrozmernt alebo trojroz-
mernu, je najdolezitejSou operaciou, ktord sa vyuziva v digitdlnom zobrazeni obrazu. Me-
dzi geometrické transformécie sa zarad’uje zmena mierky, Skdlovanie, rotaciu, skosenie a
rézne kombinacie tychto metdd, ktoré sa nazyvaju zlozené transformécie. Této transforma-

cia sa uskutoc¢nuje v priestore homogénnych stiradnic. V nasledujicom vyjadreni je mozné

vidiet’ prevod z kartézskych do homogénnych suradnic. [1]
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Obrazok ¢.4: Prevod medzi Kartézskymi a homogénnymi stradnicami [5]

1.2.1.1 Zmena mierky

Zmenou mierky sa ovplyviiuje vel'kost” a poloha transformovaného objektu v zavis-
losti k pociatku suradnic. Spominand operacia zapricifiuje zmensenie alebo zvacsenie ob-
jektu, podl'a toho aké hodnoty ziskavaju koeficienty mierky. Ak sa koeficienty nachadzaju
v intervale (0,1), dochadza k zmenSeniu objektu a zaroven posunu k pociatku stiradnicové-
ho systému. Ak sa koeficienty nachddzaju v intervale (1,00) dochadza k zvac¢Seniu objektu a
zaroven posunu od pociatku stiradnicového systému. Ak niektora z hodndt v intervale bude
zaporna, dojde k rovnakym procesom, ale v opacnom smere. Nasledujlica matica zobrazuje
transformaciu 2D objektu, kde Sx je koeficient zmeny mierky na osi X a Sy je koeficient

zmeny mierky na osi Y. [5]

s, 0 0
S(s.,8,) 0 s, 0
0 0 1

Obrazok ¢.5:Transformac¢na matica 2D objektu [5]

1.2.1.2 Rotacia

Rotaciou objektu sa mysli posunutie objektu o urcity uhol, ktory zviera s pociatkom
suradnicovej sustavy. Objekt moze byt natoCeny 'ubovolnym spdsobom, no vychéadza sa
z predpokladu, ze zviera s pociatkom suradnicovej sustavy nulovy uhol. Pre rotaciu objek-
tu sa zvoli uhol a a podla znamienka uré¢ime smer rotacie, bud’ kladny (v smere hodino-
vych ruciciek) alebo zaporny (proti smeru hodinovych ruciciek). Nésledne sa zvolené hod-

noty dosadia do transformacnej matice. [5]
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cos(a) —sin(a) 0
R(a) = | sin(a) cos(a) 0
() 0 1

Obrazok ¢.6: Transormacna matica rotacie objektu [5]

1.2.1.3 Skosenie

Skosenie sa uskutocniuje v zavislosti na osi x alebo y. V zavislosti orientacie podla
osi x alebo y sa dosadzuji hodnoty za koeficient do niektorej z matic. Inverziou matic sa

ziskava skosenie v zapornom smere. [5]

1 sh, 0 1 00
Sh,(shy)={0 1 0], Shy(shy)=| sh, 1 0
0 0 1 0 01

Obrazok ¢.7: Transformaéné matice skosenia [5]

1.2.1.4 ZlozZené transformacie

Zlozenim viacerych transformadcii sa ziskava matica, ktord popisuje vSetky vyuzité
operacie. Ked’Ze ide o nasobenie matic, zalezi na poradi jednotlivych operacii. Teda je roz-
diel ak najskor uskutocnime posunutie a nasledne rotaciu okolo pociato€ného bodu surad-
nicového systému alebo dany proces zamenime. Ak by sa vypocitali nové koeficienty v
zavislosti na prvej operacii, je mozné sa dostat’ k rovnakému vysledku. Nasledujuca matica
sa sklada zo skosenia a zmeny mierky, kde sx a sy st koeficienty zmeny mierky a shy a shy

su koeficienty skosenia v smere danej osi. [5]

V(sha, shy, sz, sy) = Shy(sh:) Shy(shy) S(sz,s,) =

Sz + sgshyshy  syshy 0
szsh,, sy 0
0 0 1

Obrazok ¢.8: Matica zlozenej transformacie [5]
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1.2.2 Transformacia jasu

Transformacia jasu je upravou stupnice jasu nasnimaného obrazu, ktord ma za ciel’
zvyraznit’ urCité rysy obrazu. Niektoré transformacie jasu maju za nasledok zvyraznenie
neziaduceho Sumu. Zakladné transformacie st bodové, lokalne a globalne, zéalezi ¢im sa
riadi dané operacia. Bodové transformacie jasu sa riadia jasom konkrétneho pixelu, ktory
podla stanoveného vzorca nasledne zvyrazni vybrany pixel. Lokéalne transformacie vyuzi-
vaju malé okolie vybraného bodu a podl'a ich hodn6t sa meni jas v danom pixely. Globalne
transformécie vyuzivaji hodnoty jasu celého obrazu a nasledne ich aplikuju na vybrany

pixel v obraze. [6]

1.2.2.1 Negativ

Prevod obrazu na negativ je povazovany za najjednoduchs$iu transformaciu jasu
ked’Ze zdrojovy obraz nie je potrebné analyzovat. Pri prevode s hodnoty intenzity jasu f
nahradené inou hodnotou intenzity podl'a uz vopred stanovenej inverznej operacie pre
vSetky X,y v obraze. [6]

gx,y)=1-f(xy)

Obrazok ¢.9: Rovnica inverzného vypoctu negativu [6]

Sedoténovy obraz, ktory sa vyuziva pri predspracovani obrazu je definovany inter-
valom (0, L-1) diskrétnych Grrovni jasu a nasledne sa zmeni aj transformac¢na rovnica. Tato
rovnica sa vyuZziva len v pripade, ak je nutné invertovat’ binarny teda prahovy obraz za
ucelom detekcie regionov pixlov.[6]

gx,y)=L—-1-f(xy)

Obrazok ¢.10: Rovnica Sedotonového obrazu [6]

1.2.2.2 Logaritmicka transformacia a gama korekcia

Jednou z dalSich transformacii, ktoré nezahfiiaji okolie pixlov st logaritmické

transformécie a gama korekcie. Ich ciel'om je kompresia hodndt jasu a ta je dana vzt'ahom:

g=clog(1+f)

V tomto pripade musi byt f > 0, €o reprezentuje hodnotu jasu s nevyhovujicim

dynamickym rozsahom a konStanta ¢ sa vyuziva k normovaniu vyslednej hodnoty do inter-
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valu g € (0,1). Z dovodu nelinearnej zavislosti starych CRT obrazoviek vznikla gama ko-

rekcia, ktora je definovana vztahom:
g=cf’
Predpoklada sa, ze vstupnd hodnota f € (0,1) a hodnota Y je dana typom pouzitej

obrazovky. [6]

1.2.2.3 Roztiahnutie kontrastu

Roztiahnutie kontrastu sa uskuto¢ituje po Castiach a je to jedna z najjednoduchsich
linedrnych transformacii. Ak je rozdiel v Grovniach jasu vel'mi maly a obraz je nekonstant-
ny, vtedy sa vyuZziva tento typ transformdcie.Spominané nedostatky v obraze mézu byt
spOsobené slabym osvetlenim, nizkym dynamickym rozsahom snimacieho senzoru alebo
nespravnym nastavenim zdznamového zariadenia. Roztiahnutie kontrastu slizi na zvySenie
dynamického rozsahu urovni jasu v spracovanom obraze. Na nasledujicom grafe je mozné
vidiet' typicka transforméciu pouzivanu pri roztahovani kontrastu. Body (r1,s1) a (r2,52)

urcuju tvar transformacnej funkcie. [6]
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Vstupni Uroven intenzity, r

Obrazok ¢.11: Rozt’ahovanie kontrastu [6]
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Ak nastane pripad, ked’ r1 = s1 a r2 = s, vtedy je transformdcia line4rna a v takomto
pripade nedochadza k ziadnej zmene vo vyslednom obraze. Ak r1 =12, s1 =0 a s2 = L-1
z transformacie sa stdva prahova funkcia a to mé za nasledok vytvorenie binarneho, teda
¢iernobieleho obrazu. Za predpokladu, Ze r1 je minimalna hodnota jasu a r2 je maximalna
hodnota jasu v obraze, hodnoty z intervalu (ri, r2) sa normalizuji nasledovne: r € (0, 1).
Za tychto okolnosti sa transformdacia uskutocnuje tak, ze od hodnoty jasu r sa odrata mini-
malna hodnota jasu a vyndsobi sa koeficientom roztiahnutia 1/(r> - r1). Nasledne vznika
vztah: [7]

_ r—rl
S_rZ—rl

1.2.3 Filtracia a zaostrenie

Tato metdda ma za Glohu odstranenie Sumu z digitalizovaného obrazu a zviditeI'ne-
nie horSie rozpoznatelnych casti. V danej metdde sa rozpoznavaju dve zakladné filtracie.
Prvou je filtracia v priestorovej oblasti, ktora mé4 za ulohu spracovat’ obraz ako linedrnu
kombinéciu vstupného obrazu s koeficientmi filtrov. Zadkladnym matematickym nastrojom
tohto druhu filtracie je konvolicia. Druhym tipom je filtracia vo frekvenénej oblasti.
Ta najskor uskuto¢ni prevod obrazu do frekvencnej reprezentécie, ktora sa filtruje a na-
sledne sa prevedie spit’ na obraz. Prevod sa uskutociiuje niektorou z metdd ako Fourierova,
vlnova alebo diskrétna kosinusova transformécia. Filtraciu zaist'ujt filtre typu dolnd, horna

a pasmova priepust’. [§]

1.3 Segmentacia obrazu

Segmentécia obrazu je subor procesov, v ktorom dochadza k analyze obsahu spra-
covanych dat. Za najdolezitejSi faktor pre spravnu segmenticiu sa povazuje charakter

vstupného obrazu. [9]

Ulohou segmentécie je rozdelenie obrazu na &asti, ktoré aspoii uréitou mierou stvi-
sia s realitou. Pre vSetky oblasti v danej mnozine je potrebna ich vzédjomna nezlucitelnost’.
Medzi najdenymi segmentmi a skuto€nymi objektmi sa hl'add miera zhody. Podl'a miery
zhody medzi nimi sa rozdel'uju na kompletni a ¢iastoénti segmentaciu. Ciastoéna segmen-

tacia ma mensSiu mieru zhody ako kompletna segmentécia. [4]
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Ak sa vyuziva kompletna segmentacia, je potrebné pouzit’ vyssiu Girovenl spracova-
nia a aj dostato¢né znalosti rieSenia dané¢ho problému. Taktiez je mozné narazit’ na prob-
1émy, ktoré si nevyzaduji spominanu vysSiu urovein spracovania. Nasledne je mozné pou-
zit’ niz§iu Uroven spracovania. Tento pripad nastava vtedy, ak su skimané objekty s poza-

dim, ktoré ma konstantny jas. [10]

Pri Ciastocnej segmentécii sa ziskava obraz, ktory je rozdeleny do niekolkych sa-
mostatnych Casti. NajvacSou vyhodou tohto typu segmentacie je schopnost’ spracovat’ aj
zlozité scény a zniZenie objemu spracovanych dat. Vysledkom je kone¢ny stibor homogén-
nych oblasti, ktoré maju urcité vlastnosti farby, jasu apod. Takto nadobudnuté oblasti maju
moznost’ vzajomného prekrytia. Jedinou nevyhodou Ciastocnej segmentacie je potreba vy-

uzitia d’al$ich postupov, aby bolo mozné ziskat’ relevantné vysledky. [1]

Segmentaciu obrazu je mozné rozdelit’ podl'a pouZitych vlastnosti na tri zakladné
metody. Prva metdda je zalozend na globalnej znalosti obrazu alebo aspon jeho Casti. Tato
metoda je reprezentovana pomocou histogramu. Druhd metdda su algoritmy, ktoré su za-
loZzené na urCovani hranic medzi oblastami. Tretia metdda spociva v algoritmoch, ktoré

spominané oblasti vytvaraju. [9,16]

1.4 Popis objektov

Popis objektov je mozny dvomi sposobmi. Prvy je takzvany kvantitativny pristup a
to je mozné za pomoci suboru ¢iselnych charakteristik. Pod pojmom stbor ¢iselnych cha-
rakteristik sa da predstavit' vel’kost’ objektu, farebny rozptyl alebo komparativnost. Dal$ou
moznost'ou popisu objektov je kvalitativny pristup. Tento spdsob popisu hovori o stvislos-
ti medzi vybranymi objektmi a popisuje ich tvarové vlastnosti. Sposob akym bude popis
uskutocneny zavisi podla d’al§ieho vyuzitia. Pri rozpoznavani objektov su tieto popisy po-
vazované za vstupné informécie. Nasledny vysledok popisov zavisi od postupu, ktory bol

vyuzity na klasifikaciu objektov. [1,15]

1.5 Klasifikacia

Klasifikacia ma za ulohu zaradit’ objekt, ktory sa naSiel v obraze do niektorej zo
skupin znamych tried. Metody klasifikéacie sa rozdel'uju do dvoch skupin a to priznakovu a

Strukturalnu klasifikaciu.
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Priznakové klasifikacia vyuziva skupiny charakteristickych c¢isel objektu, ktoré
popisuju jeho vlastnosti ako su poloha alebo velkost’ a pracuje s kvantitativnym popisom
objektov. Ako priznakova klasifikacia sa moze brat’ aj takzvana zhlukova analyza. Tato
analyza triedi objekty do skupin tak, aby boli objekty s ur€itymi vlastnostami zaradené v

jednej skupine.

Strukturalna klasifikacia vyuZiva priradenie istych vlastnosti, ktoré objekt charakte-
rizuju a pracuje s kvalitativnym popisom objektov. Spominané vlastnosti st nasledne po-
drobené algoritmom rozboru slova, ktoré popisuju objekt a ndsledne sa kontroluje syntax,

aby mohol byt’ definovany jazyk, gramatika a abeceda.[7,8]
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2 NEURONOVE SIETIE

Neuronové siete sa vyuzivaju na rozpoznavanie a klasifikaciu objektov. Su inSpi-
rované biologickymi neurénovymi sietami. Tato vlastnost’ ich predurCuje, aby sa mohli
spravat’ do urcitej miery rovnako alebo aspont podobne ako biologické neurénové siete. Z
toho vyplyva, Ze vytvorenie umelého 'udského mozgu so vSetkymi funkciami je takmer
nemozné, ¢i uz z pohl'adu poctu neurénov, ich spdésobu prepojenia alebo spravania jednot-
livych typov neurénov. No je tu prilezitost’ nasimulovat’ niektoré funkcie I'udského mysle-

nia a nasledne ich implementovat’. [11]

Pri uskuto¢novani vypoctov sa pracuje s distribuovanym, paralelnym spracovanim
informécii. Ukladanie, spracovanie a nasledné preddvanie informécii neprebicha len za
pomoci ur¢itych pamétovych Casti, ale prostrednictvom celej neurdnovej siete. Spracova-

nie informacie a pamét’ je v podstate globalna a nie lokalna. [11]

Prostrednictvom vizieb medzi jednotlivymi neuréonmi sa ukladaju nadobudnuté
znalosti. Vézby, ktoré vedu k ziskaniu spravnych odpovedi, su nad’alej posiliiované a nao-
pak vizby smerujice k nespravnym odpovediam sa oslabuju pomocou opakovanych expo-

zicii prikladov, ktoré popisuju problémovy priestor. [11]

NajpodstatnejSia a najzakladnejSia vlastnost’ neurénovych sieti je ucenie. Tento fakt
poukazuje na rozdiel medzi beznym vyuZitim pocitacov a vyuZzitim prostriedkov, ktoré
pracuju na baze neurénovych sieti. Doteraz sa tvorili algoritmy uZivatel'skych programov,
ktoré transformovali mnozinu vstupnych dat do mnoZiny vystupnych dat, no pri pouZiti
neurdonovych sieti nebude potrebné vykonavat’ spominany proces. To akym sposobom sa
budu transformovat’ data zavisi na procese ucenia, ktory je zaloZeny na expozicii vzorcov
popisujucich rieSenu problematiku, ¢o je takzvana trénovacia mnoZzina. V tomto pripade uz
nie je potrebnd algoritmizacia uloh, pretoze je nahradena spominanymi trénovacimi mno-

Zinami neuroénovej siete a jej naslednym ucenim. [11]

2.1 Model neuronu

Siet’ viacerych navzajom prepojenych jednoduchych procesorov sa nazyva neuro-
nova siet. Podl'a biologickej predlohy sa popisuji umelo vytvorené neurdny, ktoré tvoria
zakladnt jednotku zloZitého komplexu a ten sa nazyva neurénova siet. Na nasledovnom

vyobrazeni sa nachddza model neurénove;j siete. [11,13]
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Obrazok ¢.12: Schéma biologického neurénu [12]
Na obrazku €.12 su vyobrazené jednotlivé Casti neuronu. Teda je mozné vidiet’ Ze

neurodn sa sklada z:

e "Dendrity reprezentuju miesto vstupu signalov do tela neuronu.

o Telo bunky scita signaly dané okolitymi neuronmi. Takto stanoveny vnutorny po-
tencial vedie k excitacii (vybudeniu) neuronu.

e Axonové viakno prendsa signal, dany stupniom excitacie k synapsiam.

o Synapsie tvoria vystupné zariadenie neuronov, ktoré signal zosiliuje ¢i zoslabuje a
odovzdava ho dalsim neuronom.

e Myelinovy povlak je to vodiva membrana, ktora pokryva celé telo axonového viak-

na" [11].
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Vyssie uvedeny model neurénu je mozné vyjadrit’ nasledovne:

Neuron i
X . Axonove vlakno
Synapse
Neuronj Neuron n

Y -

Neuron k
™ Synaptickd vaha y

Dendrity

Obrazok ¢.13: Schematicky model neurénu [11]
Kde xijx reprezentuju vstupné signaly neurénov (i,j,k), wijk st synaptické vahy
upravujice vystupny signal neuronov (i,j,k) a y je vystupny excitacny signal neurénu n.

[11]

2.1.1 Formalny neurdn

Formalny neurdén je povazovany za zdkladnu jednotku matematického vyjadrenia
neurdnovych sieti, ktori sa ziskava zo zjednoduseného biologického neurénu. Schematické
znazornenie formalneho neurdnu je vyobrazend na obrazku ¢.13. Spominany neurén ma »
vystupy z inych neurénov alebo aj podnety z vonkajSieho okolia. Vstupy sa ohodnocuji

redlnymi synaptickymi vdhami (wi...n) a tie ur€uju mieru priepustnosti danych vstupov.

Teda na Gpravu vstupného signalu a urcenie ddlezitosti daného spoja veduceho k neurénu

sa vyuzivaju prave uz spominané synaptické vahy. [13,14]

Celkovy podnet neurénu udava vazeny sucet:

f=;W*x—ﬂ



UTB ve Zliné, Fakulta aplikované informatiky 25

Spominany podnet sa niekedy oznacuje aj ako potencial neurénu a nan neurén rea-
guje vystupnou odozvou Z = § (€), kde S tvori prenosova funkciu. Ak prenosova funkcia
naberd tvar skokovej funkcie, vtedy sa jedna o potencial, ktory pracuje ako binarny klasi-
fikator. Dal3ou veli¢inou, ¢o uréuje neurdn, je takzvany prah @. Tento prah ma trvaly vy-
stup -1 a povazuje sa za Specialny pripad vahy spoja, ktory vedie do fiktivneho neuronu.
Nésledne je mozné oznaCit @ = wo a X0 = 1 kedy dostaneme vztah
=y wxx—@ =w xx. Ak podnet prekro¢i hodnotu 0, teda w * x > 0, tak bod x sa
nachddza v kladnom nadpriestore, ¢o vymedzuje separujica nadrovina w * x = 0, inak lezi

v doplnkovom nadpriestore. [11,13]

Aktivacnd funkcia neurénu udéva hodnotu expozicie y a ta sa niekedy oznacuje aj
ako prenosova funkcia. Takze prenosova funkcia S uskuto¢niuje vnutorny prevod potencia-
lu neurénu na definovany obor vystupnych hodnot y. NajcastejSie sa obor vystupnych hod-
nét obmedzuje intervalom (0,1) alebo (-1,1). Na nasledujicom obrazku je mozné vidiet

tvar a matematické vyjadrenie najpouzivanejSich prenosovych funkcii. [14]

a) ostra nelinearita b) saturovana linedrni funkee

(skokovitd funkee) (linearni prahova funkce — LTF)
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Obrazok ¢.14: Tvar a vyjadrenie najCetejSie vyuzivanych funkcii [14]
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2.2 Viacvrstvové siete a model backpropagation

Medzi najrozsirenejsi spdsob prepojenia spojitych perceptronov patria viacvrstvoveé

siete. Topologiu siete je mozné vidiet’ na nasledujucom obrazku. [11]

Vystupni vrstva

Synaptické
vahy Wwjj

Vnitfni
neurony

Vstupni vrstva

Obrazok ¢.15: Viacvrstvova neurénova siet’ [11]

Na uvedenom zndzorneni je zretel'ne vidiet, Ze neurénova siet’ sa skladd minimalne
z troch vrstiev neurdénov a to s vstupnd, vystupna a minimalne jedna vnitorna vrstva. Me-
dzi dvoma susediacimi vrstvami je plné neurénové prepojenie, Co znamena, ze kazdy neu-
ron z niz8ej vrstvy je prepojeny s kazdym neurénom z vySsej vrstvy. V tomto type neuro-
novej siete sa informdcie spracuvaju doprednym (feedforward) Sirenim signdlu. Postup

spracovania je nasledovny:

o "Najprv su excitované na zodpovedajucu uroven (v rozmedzi 0 az 1) neurony
vstupnej vrstvy.

o Tieto excitacie su pomocou vizieb privedené k nasledujucej vrstve a upravené (zo-
silnené ¢i zoslabené) pomocou synaptickych vah.

o Kazdy neuron tejto vyssej vrstvy vykond sumar upravenych signalov od neuronov
nizsej vrstvy a je excitovany na uroven danu svojou aktivacnou funkciou.

e Tento proces prebicha cez vSetky vnutorné vrstvy az k vrstve vystupnej, kde potom

ziskame excitacné stavy vSetkych jej neuronov" [11].

Takymto spdsobom sa ziskava odozva neurénovej siete na vstupné podnety, ktoré
su dané excitaciou neurénov vystupnej vrstvy. Aj v biologickom systéme prebieha podob-
ny spdsob Sirenia signalov, kde napriklad vstupnt vrstvu tvoria zrakové bunky a vo vy-

stupnej vrstve, mozgu, su rozpoznané jednotlivé pozorované objekty. Korektna odozva na
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vstupnom signaly je stanovend synaptickymi vahami. Samotny proces stanovenia synap-

tickych véh je opdt’ spojeny s pojmom ucenia neurénovej siete. [11,13]

Pre ucenie neurénovej siete je primarne potrebna trénovacia mnozina, ktora obsa-
huje prvky popisujice rieSenu problematiku a d’alej taka metoda, aby bola schopna tieto
prvky zafixovat’ v neuroénovej vrstve vo forme synaptickych vah. Trénovacia mnozina ur-
cuje, akym spdsobom su excitovana neurdny vstupnej a vystupnej vrstvy. Definicia tréno-
vacej mnoziny T hovori o mnozine prvkov alebo vzoriek, ktoré su uréené, ako usporiadané

dvojice, nasledujucim sposobom: [11]

T ={{1,01} {12,02}......{Ip,Op} },
Ii = (i1,12,.....1k), 1j € (0, 1),
O = (01,02,....0m), 0j € (0,1).

Kde p predstavuje pocet vzoriek v trénovacej mnozine, /; je vektor excitacie vstup-
nej vrstvy tvorenej k£ neurénmi, O; je vektor excitacie vystupnej vrstvy tvorenej m neurdn-

mi a i, oj si excitacie j-tého neurdénu vstupnej alebo vystupnej vrstvy. [11]

Pojem backpropagation predstavuje metddu, ktord umozni adapticiu neurdnovej
siete nad dant trénovaciu mnozinu. Na rozdiel od spominané¢ho dopredného Sirenia signdlu
tato metoda pracuje v opacnom smere. Teda informacie Siri od vysSich vrstiev k niz§im.

Postup tejto metody je nasledovny: [11]

o "Vezmeme najprv vektor I; i-teho prvku trénovacej mnoziny, ktorym excitujeme ne-
urony vstupnej vrstvy na zodpovedajucu urover.

e Znamym sposobom vykoname dopredné Sirenie tohto signalu az k vystupnej vrstve
neuronov.

e Porovndme pozZadovany stav dany vektorom O; i-teho prvku trénovacej mnoziny so
skutocnou odozvou neuronovej siete.

e Rozdiel medzi skutocnou a pozadovanou odozvou definuje chybu neuronovej siete.
Tuto chybu potom v urcitom pomere - learning rate - "vraciame spdt” do neurono-
vej siete formou upravy synaptickych vah medzi jednotlivymi vrstvami smerom od
hornych vrstiev k vrstvam nizsim tak, aby chyba pri nasledujucej odozve bola men-
Sia.

e Po vycerpani celej trénovacej mnoziny sa vyhodnoti celkova chyba cez vsetky vzory
trénovacej mnoziny a ak je tato vyssia nez pozadovand, cely proces sa opakuje zno-

va" [11].
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3 MATLAB

Matlab je skratka z anglického Matrix Laboratory, ¢o znamena maticové laborato-
rium. Je to interaktivne prostredie, ktoré sa vyuziva na vedecké vypocty. V tomto prostredi
sa spajaju technické vypocty, vizualizacia dat a programovaci jazyk. Matlab obsahuje vel-
ké mnozstvo pridavnych modulov a tym vytvara ideélne prostredie pre vedcov, inZinierov
alebo ucitel'ov pri rieSeni problémov z mnohych oblasti. Spominant aplikaciu vyvija spo-
locnost MathWorks a distribuuje ju s velkym mnozstvom rozsireni, ktoré sa nazyvaja

toolboxy. [18]

Matlab neposkytuje uzivatel'om len grafické a vypoctové nastroje, ale aj Specializo-
vané kniZnice a vykonny programovaci jazyk. KniZnice st tak rozsiahle, ze ich je mozné
vyuzit’ v kazdej sfére l'udskych ¢innosti. Matlab je ndstroj, ktory umoziuje pohodInu inter-
aktivnu pracu, vyvoj Sirokého spektra aplikacii, meranie a spracovanie signalu, navrhy
algoritmov, simuldciu, analyzu a prezentaciu dat apod. Vd’aka svojej architekture je apli-
kacia urcend najmi pre l'udi, ktori potrebuju riesit’ zlozité vypoctové ulohy. NajvacSou
vyhodou Matlabu je jednoduchost’ jeho jazyka, ktory je ovela jednoduchsi ako napriklad
programovaci jazyk C. Taktiez obsahuje rychle vypocétové jadro s optimalnymi algoritma-
mi, ktoré boli preverené dlhoro¢nymi prevadzkami po celom svete. Matlab je podporovany
a pracuje na vSetkych vyznamnych typoch operacnych systémoch ako je Windows, Linux

alebo MAC. [19]
KTI'iové vlastnosti Matlabu:

o "vysokouroviiovy jazyk pre technické vypocty,

e otvoreny a rozsiritelny systém,

o velké mnozstvo aplikacnych kniznic,

e podpora viacrozmernych poli a datovych Struktur,

e interaktivne nastroje pre tvorbu grafického pouzivatelského rozhrania,

e import a export dat do mnohych formatov,

o komunikdcie s externymi meracimi a monitorovacimi pristrojmi v realnom case,

o rozsiritelnost modulov jazyky C, C ++, Fortran, Java" [18].
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Obrazok ¢.16: Tok informacii a dat v programe Matlab [19]

3.1 Popis prostredia Matlabu

Hned’ ako sa spusti Matlab objavi sa pracovné prostredie, v ktorom je niekol’ko
Casti. NajdolezitejSou a taktiez najpouzivanejSou Castou je Command Window, ktora sluzi
na komunikaciu s vypoctovym jadrom programu. Do spominanej €asti sa vpisuju prikazy,
ale taktiez je v nej mozné sledovat’ vypisy chybovych hldseni, varovania alebo obsah pre-
mennych. DalSou &astou je Workspace, v ktorej je mozné sledovat’ pouZité premenné.
Command History slizi na priebezné ukladanie vsetkych prikazov, ktoré sa napisali do
Command Window. Poslednou ¢ast'ou je Current Directory, to je aktudlny pracovny adre-
sar a ten je mozné I'ubovol'ne menit. Na nasledujucom obrazku je mozné vidiet’ pracovné
prostredie programu Matlab. Vyzor pracovného prostredia sa meni v zavislosti od pouzitej

verzie programu. [18]

jid

¥

s

Obrazok ¢.17: Pracovné prostredie [20]
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3.2 M-subory

Pri praci s Matlabom sa vSetky prikazy zapisuju do uz spominaného Command
Window. Po potvrdeni prikazu prostrednictvom klavesy Enter je mozné ihned’ vidiet' odo-
zvu alebo vysledok prace. Tento sposob prace je vhodny pri jednoduchych ulohach. No v
pripade ukoncenia Matlabu alebo neoCakavaného vypnutia pocitaca by boli prikazy uz
nedostupné a museli by sa pisat’ nanovo. Z toho dovodu sa zavadzaju takzvané m-subory.

[21]

M-subory obsahuju vSetky prikazy aké boli pouzité a v adresari, ktory bolo vybra-
ny na ulozenie prace, je ich mozné ndjst’ pod priponou *.m. M-stbor je mozné vytvorit' v
I'ubovol'nom textovom editore. Jedinou podmienkou je, aby dany editor nepridaval Ziadne
informécie ohl'adom formatovania a hlavne musi podporovat’ zépis vlastnej pripony *.m.
Najjednoduchsim spdsob vytvorenia m-suboru je vyuzit’ vstavany editor v samotnom Mat-
labe. Matlab vytvaranim m-siborov pripomina programovanie, ktoré je zname z inych

vyvojarskych prostredi. [21]
M-subory sa rozdel'uju na dve zakladné skupiny:

e skripty,
e funkcie.

Pojmom skript su oznacené jednoduché m-stibory a v nich s obsiahnuté prikazy
Matlabu. V momente, kedy je spusteny skript v Matlabe, spusta prikazy, ktoré naSiel v
danom subore. Pouzité prikazy skriptového stiboru pracuju globalne s datami. Skripty sa
vyuZivaji na uskutoCnenie analyz, rieSenie problémov alebo vytvorenie dlhych prikazov,

ktoré by inak trvali pomerne dlha dobu. [21]

Funkcie taktiez patria medzi m-subory, no od skriptov sa odliSuji tym, Ze dokazu
pracovat’ s jednym alebo viacerymi vstupnymi parametrami a na vystup predavaju jeden
alebo viac parametrov. To sa vyuziva v pripade, ak jednym m-stiborom volate iny a to sa
prejavi predanim jeho vysledkov. Funkcia sa d4 v podstate nazvat’ vylepSenym skriptom,

ktory ma vécsie vyuzitie a umoziluje vytvarat’ funkcie k uz existujucim funkciam. [21]
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3.3 Toolbox

Toolbox je v podstate kniznica funkcii. Tieto kniznice umoziiuju rozsirit’ program
do patricnych vednych a technickych odborov. Toolboxy pontkaju Specializované funkcie,
ktoré je mozné rozsirovat’ modifikovat’ alebo len Cerpat’ z nich informacie. Aj toolbox je
mozné klasifikovat’ ako m-subor, ktory bol vytvoreny na podporu rieSenia uloh s réznym

pracovnym zameranim.[19]

3.3.1 Image Processing Toolbox

Image Processing Toolbox je vykonny a pomerne I'ahko ovladdatelny nastroj na
spracovanie a analyzu obrazu. Matlab mé vybudované nadstavby na navrhy, rekonstrukciu
a analyzu obrazov, manipuléciu s farbami, geometriou a Struktirou obrazov. Matlab spolu
s Image Processing Toolboxom je pre jeho vypoctovii mohutnost’ a Struktiru aplika¢nych

kniznic vynikajicim néstrojom pre odbor digitdlneho spracovania obrazu. [22]

3.3.2 Image Acquisition Toolbox

Tento toolbox umoznuje ziskat’ obrazové data a video zo zdznamovych zariadeni
priamo do Matlabu. Hardware sa deteguje automaticky a umoZziiuje upravovat’ jeho nasta-
venia, zobrazit’ nahl'ad alebo ulozit’ obraz priamo na disk. Podporuje Siroku Skélu zazna-
movych zariadeni, tym je myslené, Ze nezalezi na tom, ¢i je pripojené lacnejSie zariadenie

alebo Spickova vedecka kamera. [22]

3.3.3 Neutral Network Toolbox

Je nastroj pre navrh, tvorbu, simulaciu, vizualizaciu alebo trénovanie neurénovych
sieti. Tento druh sieti sa uplatiiuje tam, kde je zlozité alebo nemozné pouzit’ formalne ana-
lytické nastroje ako napriklad rozpozndvanie a riadenie nelinearnych sustav. Tento druh
toolboxu ponuka grafické rozhranie a to jednoznacne ulahuje pracu s neurénovymi sie-
tami. Taktiez obsahuje moznost’ tvorby funkcii a sieti prostrednictvom modularnej, rozsi-
renej a otvorenej stavby toolboxu. Stucasné verzie umoziiujui pracu so zakladnymi modelmi
neurdnovych sieti, ale taktieZ aj s novymi variantmi ucenia, ktorych stcastou st rychle a

optimaliza¢né algoritmy. [23]
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II. PRAKTICKA CAST
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4 METODA POROVNAVANIA OBJEKTOV PROSTREDNICTVOM
PROGRAMU MATLAB

V praktickej Casti sa budem zaoberat’ tvorbou vlastného programu na rozpoznava-
nie objektov v obraze prostrednictvom programu Matlab. Ako prvé bolo nutné vymysliet’
celu Strukturu programu a hlavne pre ulah¢enie prace s programom vytvorit’ grafické uzi-

vatel'ské rozhranie (v Matlabe pomenované a d’alej pouzivané len GUI).

4.1 Navrh a vytvorenie GUI

GUI vytvorime cez panel NEW, nésledne vyberieme mozZnost’ Graphical User In-
terface. Potom sa spusti panel GUIDE Quick Start, kde si mézeme vybrat’ typ aky chcem
vyuzit'. Ja som pouzil typ Blank GUI (Defoult), aby som si mohol navrhnut’ vlastné pro-

stredie.

EDITOR

PUBLISH

r New Variable Analyze Code oE {0} Preferences ~Y (% Community
EH.Lj | Ll Find Files \% EI = L\? (i) 2]
{15 Open Variable ~ {57 Run and Time [ 5etPath 5% Request Support
Open 5] compare  Import  Save Simulink  Layout Help
- Data Workspace | ClearWorkspace w [’y Clear Commands v  Library ~ [l Paraler = v e AddOns v
E N VARIABLE CODE SIMULINK ENVIRONMENT RESOURCES
Seript Ctri=N
Lol Adrian » Doctr— 5 = ) TR
— — [ 4] GUIDE Quick Start = |
Curren &/ Function A Edit, @ x || Workspace @
~ | un —'—| [t Val
() — Create New GUI | Open Existing GUI =ILS cL3
gy EBample " [ £ T
: o p P
| Class z: review
R 25 E
£=3 system Object > =
26 4\ GUIwith Axes and Menu
Figure 27 4 Modal Question Dialog
| 28 — BLANK
1 Graphical User Interface 28
30
Command Shartcut 31
32
ErTS | -
Simulink Model 34 [F] Save new figure as: | C:\Users\Adrian\Documents\DP MB\untitle: | Browse..
2E|=
36 —
O statefiow chart - s H Cancel H Help <
< v
r:| simulink Project > .
Command Window ®

fx 5>

untitled1.fig (Figure

-| Ready

New to MATLAB? See resources for Getting Started.

Obrazok ¢.18: Prostredie matlab

Nésledne sa mi vytvoril siibor s priponou *.fig a otvoril sa graficky editor pre navrh

rozhrania. V tomto editore si vlozime vSetky tlacidla a stredovy panel kde budeme neskor

vidiet’ pracu celej aplikacie.
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Obrazok ¢€.19: Vytvorené uzivatelské grafické rozhranie

4.2 Funkcie aplikacie a ich popis

V tejto Casti prace sa budem zaoberat’ popisom vSetkych tlacidiel a ich funkcii, kto-
ré som vlozil cez grafické rozhranie. Ako prvé som vykonal inicializaciu celého programu.
V podstate to bolo uskutocnené automaticky, ked’Ze Matlab samostatne vygeneruje funkciu
s nadzvom ,,nazov stboru’’_OpeningFcn. Dalej som uZ pisal prikazy, ktoré sluzili na blo-
kovanie niektorych tlacidiel. Ked'Ze nema zmysel pouZzivat’ ich kym nie je nacitany obraz.
Boli to tlacidla na vyber, orezanie, ipravu a samotné rozpoznanie. Na to aby boli tlacidla
znepristupnené do spravnej doby, som pouzil prikaz set a nastavil parameter enable na
hodnotu off. Dalej sa nastavi aj pole kde sa budil ukladat’ nazvy objektov, premenné pre
celkovy pocet nacitanych objektov a premennd pre ukladanie poctu typov objektov. Prika-
zy vyzerali nasledovne:

handles . cnt=1;
handles . pocobj=1;

—

handles . menaObj=""

set (handles . rozpButton , 'enable ', 'off ') ;

set (handles . vyberButton , 'enable ', 'off ') ;
set (handles . orezButton , "enable ', "off ') ;

set (handles . pripravaButton , 'enable ', "off ") ;
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4.2.1 Nacitanie obrazu

Ako prvé po spusteni aplikacie by sme mali nacitat’ obrazok, ¢i uz to bude obrazok,
ktory je ulozeny v PC alebo prostrednictvom pripojeného zaznamového zariadenia. Ako

prvé ozrejmim nacitanie obrazku z PC.

Nacitanie obrazku sa uskutocni po stlaceni prislusného tlacidla v grafickom rozhra-
ni. Po jeho stlaceni sa zavola funkcia loadBotton Callback. Nacitanie obrazku sa uskuto¢ni
cez prikaz imread. Tento prikaz vyzaduje dva parametre. Prvy je cesta k suboru a druhy je
nazov samotného stboru. Prvy parameter sa zad4dvat’ nemusi, ale pre ulahCenie prace s
aplikéciou je zadana cesta k pracovnému suboru. Na zaciatku som spominal Ze aplikacia
ma grafické rozhranie, takze by nebolo spravne, aby uzivatel’ zadaval cestu k suboru cez
prikazovy riadok. Aby sa vyvolalo Standardné okno na vyber suboru pouzil som prikaz
uigetfile. V parametroch tohto prikazu sa zadavaju typy stiborov, ktoré sa budu dat’ otvorit.
Teraz sa obrazok bude dat’ otvorit’ no treba esSte ndhl'ad v hlavnom okne aplikacie. Pre zob-
razenie nacitaného obrazku som pouzil prikaz imshow, do ktorého som zapisal ako para-
meter premennd naSho obrazku. ESte je potrebné definovat, kde sa ma obrazok otvorit,
inak by sa zobrazil v novom okne. Na to sluzi prikaz axes, ked'ze v GUI je ndhl'adové okno
nazvané mainAxes. Vo funkcii som povolil aj jedno tlacidlo, presnejsie Vyber, ktory bude
neskor potrebny. TaktieZ sa zobrazi aj dialdgové okno s informaciu o uspesnosti nacitania.
Toto okno sa vyvolava cez prikaz msgbox, ktory ma ako parametre text pre uzivatel’a a titul
okna. Prikaz msgbox som zaobalil prikazom uiwait, ¢o slizi na to, aby si uZivatel mohol
precitat’ spravu a musel nasledne pouzit’ dialdgové okno. Vsetko ¢o bolo spomenuté vyssie

je v nasledovnej funkecii.

Sfunction loadButton _Callback ( hObject , eventdata , handles )

[ filename , pathname | = uigetfile({"*.bmp'; '*.jpg'; "*.gif '; ' **},
'"Vyber obrazok '),

S™=imread ( [ pathname , filename | ) ;

uiwait (msgbox (' Trénovacie data nacitané ! ', 'Data nacitané ! ') ) ;

axes (‘handles . mainAxes ) ;

imshow(S ) ;

handles.S™= S ;

set (handles.vyberButton , 'enable’, "on ") ;

guidata ( hObject , handles ) ;
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Druhou moznost'ou ako ziskat obraz je prostrednictvom kamery. Pre tento ucel
som pouzil klasicki webkameru. Nacitanie obrazku z kamery uskutocnime prostrednic-
tvom tlacidla v GUI, Obraz z kamery. Tym sa spusti funkcia kamButton Callback. Z tohto
dévodu som musel vytvorit’ objekt, ktori reprezentuje vstup z kamery. Tento objekt je v
podstate spojenie medzi Matlabom a konkrétnym zariadenim, ktoré pouzivame na snima-
nie obrazu. Na vytvorenie takéhoto objektu som pouzil prikaz videoinput. To vyzaduje ako
povinny parameter nazov pripojen¢ho zariadenia, ¢o bola v tomto pripade webkamera ¢ize
som mohol pouzit’ v§eobecny nazov, nakol'’ko som pracoval na nootebooku. No pre pripad
pripojenia inej kamery, je prikaz imaghwinfo, ktory zobrazi vSetky pripojené zariadenia s
ich nazvami. Druhym parametrom bolo ID zariadenia. Ak nebolo zadané, automaticky
vyberie prvé mozné zariadenie. Ako treti a posledny parameter som zadaval rozliSenie

obrazu. Ja som si vybral 640x480. Funkcia zodpovedajica popisu:
Sfunction kamButton _Callback ( hObject , eventdata , handles )

vid = videoinput (' winvideo ', 1, 'RGB24 640x480 ') ;
axes (‘handles . mainAxes ) ;

vidRes = get (vid, ' VideoResolution ') ;
nBands = get (vid, 'NumberOfBands ') ;
himage = image( zeros (vidRes (2 ), vidRes (1), nBands ) ) ;

Snimanie z kamery uZ bolo pripravené, teraz som potreboval funkciu na zobrazenie
nahl'adu. To sa robi prostrednictvom prikazu preview. Ked’Ze po zapnuti kamery chvilu
trva, kym sa obraz vyjasni a ustali nie je moZzné ihned’ snimat’ dany obraz. Preto som pou-
zil prikaz pause, aby som pozastavil program a dobu ¢akania som stanovil na 4 sekundy.
Az po uplynuti stanoveného ¢asu bude mozné ziskat’ obraz a to sa robi prostrednictvom
prikazu getsnapshot. Ziskany obraz sa ndm zobrazi v ndh'adovom okne. Potrebné funkcia
pre spominany postup:
preview (vid , hImage ) ;

pause (4) ;
snap=get snapshot (vid ) ;

imshow( snap ) ;
handles . img crop=snap ;

set (‘handles . pripravaBut , 'enable ', "on') ;

guidata ( hObject , handles ) ;



UTB ve Zliné, Fakulta aplikované informatiky 37

4.2.2 Vyber a orezanie obrazu

Funkcia Vyber objektu spusta proces vyberania objektu v obraze, aby sme vedeli
aky objekt budeme hladat’. Tato funkciu vyuzijeme v pripade, ak bude na obraze viacero
objektov. Po stlaceni tlacidla sa spusti funkcia vyberButton Callback. Funkcia zobrazi
vyberovy obdiznik, ktory sluzi na oznadenie objektu. Vyberovy obdiznik je mozne menit
podl’a vel'kosti pozadovaného objektu. Pre vyber pouzijeme nasledovnt funkciu:

Sfunction vyberButton_Callback ( hObject , eventdata , handles )
S™= handles.S ;

axes (‘handles.mainAxes ) ;

if isfield (handles , 'api ')
handles . api . delete () ;
rmfield (handles , "api') ;
rmfield (handles , ' hRect ') ;
axes (handles.mainAxes ) ;
imshow(S ) ;

end

axes (‘handles . mainAxes ) ;
sz=usize (S);

handles.hRect = imrect (gca , [ round(sz (2)/2)round(sz (1)/2)5050]);
handles.api = iptgetapi ( handles . hRect ) ;

set (handles.orezButton , "enable ', "on ") ;
guidata ( hObject , handles ) ;

Po stlaceni tlacidla orezanie, sa spusti funkcia orezButton Callback. Funkcia naj-
skor zistuje polohu vyberového obdiznika a nasledne sa uskutoéni orezanie obrazku cez
funkciu imcrop. Téato funkcia ma dva parametre. V prvom sa uvadza obrazok, ktory bude
orezany a druhy ako bude orezany. Po orezani sa vysledny obrazok zobrati na ndhl'adovom

poli. Funkcia na orezanie obrazku:
function orezButton _Callback ( hObject , eventdata , handles )

handles.loc = handles.api.get Position () ;
assignin ('base ', "api ', handles.api ) ;
axes (‘handles . mainAxes ) ;

S™= handles.S ;

handles.img crop = imcrop(S, handles.loc ) ;
axes (‘handles.mainAxes ) ;
imshow( handles.imgcrop ) ;
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!

set (handles.pripravaButton , ' enable ',
guidata ( hObject , handles ) ;

on');

4.2.3 Pre-processing

Dalsou funkciu je Pre-processing, alebo predspracovanie obrazu. Po spusteni sa
vyvola prikaz pripravaButton Callback. Ako prvé nacita orezany obrazok a nasledne ho
prevedie z farebného modelu do odtienu Sedej. Teda odstrani sa farebny ton, sytost’, ale
zachova sa jas obrazku. Tento krok sa uskuto¢ni prostrednictvom rgb2gray. Ako d’alsi krok
nasleduje prahovanie. Na to som vyuzil dve funkcie. Prva bola graythresh, ktora vypocita
globalne prahové hodnoty. Prahom bude normalizovana hodnota intenzity v rozmedzi 0-1.
Nésledne prikazom im2bw spustime vlastné prahovanie. Z toho ziskame binarny obrazok,

ktory obsahuje len ¢iernu a bielu farbu. Tento postup ma nasledujicu funkciu:
function pripravaButton_Callback ( hObject , eventdata , handles )

img crop = handles.img crop ;
imgGray = rgb2gray (img crop ) ;
prah=graythresh (imgGray ) ;

bw = im2bw(img crop,prah ) ;

Nasleduje funkcia automatického orezania, ktord oreze objekt az k jeho hranam, tak
aby na fiom neboli Ziadne biele plochy. Pre zjednodusenie som vytvoril skript s ndzvom
auto_orez a vyzera nasledovne:
bw2 = auto_orez (bw) ;
axes (handles.mainAxes ) ;
imshow(bw?2 ) ;
handles.bw2 = bw?2 ;

Vstupnym parametrom skriptu je orezany obrazok. Najskor sa zistia a uloZia roz-
mery objektu a uskuto€ni sa inicializacia potrebnych premennych.
function bw2 = auto_orez(bw)

[ v2pom x2pom] = size (bw) ;
xI=1;

vi=I;

x2=x2pom;

y2=y2pom,

Teraz nasleduju cykly na zistenie bielych medzier v obrazku. Funguju na principe
sumy hodndt prvkov v stipci matice. Pokial’ buda v stipci hodnoty 1 (biela farba) budu sa

prirativat. V momente, ked’ sa objavi hodnota 0O (Cierna farba = obraz), cyklus skoc¢i d’a-

lej. Takto sme ziskali vzdialenost’, ktord sa mé odstranit’. Najskor sa odstrania biele medze-
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ry zl'ava, nasledne nad obrazkom, sprava a na koniec pod obrazkom. Cykly na vyhl'adava-

nie bielych medzier:

pocB=1;

while (sum(bw( :, pocB))==y2pom)
xI=x1+1;
pocB=pocB+1;

end

pocB=1;

while (sum(bw(pocB, : ) )==x2pom)
yl=yl+1;
pocB=pocB+1;

end

pocB=x2pom,

while (sum(bw( : , pocB))==y2pom)
x2=x2-1;
pocB=pocB-1;

end

pocB=y2pom;
while (sum(bw(pocB, : ) )==x2pom)
y2=y2-1;
pocB=pocB-1;
end
Pri hl'adani bieleho priestoru nad obrazkom sa prechddzali riadky obrazka, vpravo
sa prechadzali stipce z prava do l'ava apod. Takto sme ziskali $tyri body, ktoré vytvorili

novy orezavaci sektor vd’aka comu bude obraz lepsie orezany. To je mozné vidiet na ob-

razku ¢.20.

Obrazok ¢.20: Hladanie bieleho priestoru a vytvorenie

automatickéhoorezéavacieho sektoru [22]
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Nasledne sa pomocou prikazu imcrop uskuto¢ni findlne orezanie a obrazok je vy-

stupom daného skriptu. Funkcia pre orezanie:

bw2=imcrop (bw, [ xI, yl, (x2-x1), (y2-y1)]);

Teraz je potrebné vytvorit’ premennti NNdata, podl'a ktorej sa vytvori matica ob-
razkov, aby sa ich mohla neurénova siet’ ucit. Ked’ze vSetky obrazky musia mat’ rovnakt
vel'kost’, boli upravené pred uloZzenim do spominanej databazy. V momente, ako sa vlozi
obrazok do databdzy sa navrSuje premenna ukazujuca celkovy pocet obrazkov v databaze.
Pri vkladani obrazku sa s nim rotuje o 360° a rotacia prebicha po 45°. Kazd4 rotacia sa
uklada ako novy obrazok a je to z dévodu zlepSenia ucenia neurénovej siete. Toto pomoze
pri rozpoznavani, ked’ze kazdy objekt bude v databaze uloZeny v rdéznych uhloch. Rotaciu
som uskutocnil cez prikaz imrotate, ktorého parametre si obrazok, uhol rotacie a interpo-
la¢na metdda. Pred rotdciou som musel obrazok invertovat,, pre spravnu pracu a nasledne
po ukonceni rotacie sa invertuje spat’ a je orezany pomocou funkcie auto orez. Celd funk-

cia vyzera nasledovne:

i fget (handles.radiotren , 'value ') == 1
fori~—=1:8
imshow(bw?2)

pause (1) ;
handles.NNdata ( ., :, handles.pocobj )=imresize (bw2, [ 80, 80] ) ;

bw2 =(bw2==0),

bw2=imrotate (bw2 , 4 5, 'bilinear ') ;

bw2 =(bw2==0),

bw2 = auto_orez (bw2 ) ;

handles.pocobj=handles.pocobj+1;
end

else
handles.NNdata ( ., :, handles.cnt )=imresize (bw2, [ 80, 80] ) ;

end
handles.cnt=handles.cnt~+1;

Funkcia rozpoznéavania objektov je pristupna v oboch rezimoch, trénovacom aj roz-
poznavacom. TakZe funkcia musi mat’ aj podmienku, aby vedela rozliSit’ funkciu predspra-
covania, ¢i uz pre trénovaci alebo rozpoznavaci rezim. V trénovacom rezime sa najskor
zobrazi okno, kde je potrebné vypisat’ ndzov obrazku, aby ho bolo mozné identifikovat’.
Dalej sa vypise oznam o uspe$nom uloZeni do databazy. Teraz ete budi spristupnené

vSetky tlacidla, aby bolo mozné vlozit’ viac objektov, ktoré sa nauc¢i neuronova siet’. V roz-
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poznavacom rezime pracuje funkcia inak. Spristupni len tlacidlo ma rozpoznavanie a in-

formuje nas o Gspesnom nacitani obrazku. Vyssie popisana funkcia vyzera nasledovne:
i fget (handles.radiotrening , 'value ') == 1

prompt={'Nazov objektu '}

de fans={""'}
fields = { 'name '}
info = inputdlg ( prompt , ' Vlozte prosim nazov objektu ', 1, defans )

if “isempty( info )

info = cell2struct ( info,fields )

myname = info.name

uiwa i t (msgbox ([ 'Tento objekt bol pomenovany ako: ' myname | ," Potvrdenie '));
end

handles.menaObj=[ handles.menaObj ; cellstr (myname ) |;

uiwait (msgbox ( 'Objekt bol vlozeny do databadze !
Viozte prosim dalsi objekt alebo uskutocnite trénovanie ', 'Objekt vioZzeny ! ') ) ;

el se

uiwait (msgbox ( 'Objekt nacitany, teraz je mozné pouZit rozpozndavanie . ',
'Objekt vioZzeny ! ') ) ;

set (handles.rozpButton, "enable ', "on') ;

end

set (handles.pripravaButton , "enabl e ', 'off ') ;
set (handles.orezButton , "enable ', "off ') ;

set (handles.vyberButton , "enable ', "off ') ;
guidata ( hObject , handles ) ;

4.2.4 Tréning neurdnove;j siete

Ked'Ze sme spracovali a vloZili objekty do databaze, je potrebné na nich natrénovat’
neurdnovu siet. To sa uskutociiuje cez tlacidlo Tréning a tym sa vyvold funkcia tre-
ningButton Callback. Najskor je nutné overit, ¢i databaza obsahuje nejaké objekty a na-
sledne sa vyvola skript traindata. Ten sluZi na vytvorenie premennych, aby sa mohla vy-
tvorit’ a natrénovat’ neurdnova siet’. Funkcia kontrola databaze a vyvolanie skriptu trainda-

ta:
function treningButton _Callback ( hObject , eventdata , handles )
hasField = isfield ( handles , 'NNdata ')

i fhasField
NNdata = handles.NNdata ;
[ NNinput NNtarget | =traindata (NNdata , handles.cnt , handles.pocobj ) ;
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Skript traindata obsahuje na vstupe dva parametre, prvym je premenna NNdata (ob-
sahuje matice vloZzenych obrazkov) a druhym je celkovy pocet objektov v databéaze. Skript
sa sklada z troch cyklov. Prvy rozliSuje jednotlivé matice obrazkov, druhy urcuje spraco-
vanie po riadkoch a posledny spracovanie stipcov v danom riadku. V podstate to funguje
tak, ze sa postupne prejde celd matica po blokoch (velkost’ bloku je 10x10) a v kazdom
bloku sa spocitaji vSetky hodnoty. Obrazky som stanovil na pevnt vel'kost’ 80x80 a bloky
su velkosti 10x10 ¢ize na jednom obrazku bude 64 blokov. Kazdy blok nam udava jednu
hodnotu (celkom 64 hodndt) a ta bude pre tpravu vydelena hodnotou 100. Cely postup je
znazorneny na obrazku ¢.21. Takto sa spracuju vsSetky objekty a ich hodnoty sa zapisu do
premennej NNimput a st poslané na vystup. Na vystup sa poSle aj premenna NNtarget,
ktord obsahuje cielové hodnoty. NNtarget vytvorime cez prikaz zeros(M,N) a ten ndm vy-
tvori nulovi maticu o rozmere MxN. Rozmer matice nam ur¢i celkovy pocet objektov na
udenie (pocet stipcov) a poéet druhov objektov (poéet riadkov). Nasledne sa prejde matica
po riadkoch prostrednictvom cyklov for a doplituje sa hodnota 1 na prislusné miesto. Podl'a
toho v akom riadku a stipci sa hodnota 1 nachadza sa uréi o aky objekt ide. Hodnota 1 sa
vyplituje po 6smich a je to z dovodu, ze kazdy objekt ma 8 rotacii. Prechddzanie matice po
blokoch a vyssie popisana funkcia budl vyzerat’ nasledovne:
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Obrazok ¢.21:Prechadzanie matice po blokoch [22]
function [ NNinput , NNtarget | = traindata (x , poctypu , pocobj )
obr =x;

poctypu=poctypu -1;
pocobj=pocobj -1;
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for cntout = 1 : pocobj

for cnt=1:8
for cnt2=1:8
obrpom=sum( obr ((cnt *10-9:cnt*10 ), ( cnt2*10-9:cnt2*10),
cntout ));
obrpom?2 ((cnt-1)*8+cnt2)=sum( obrpom ) ;
end
end

pic NNinput ( cntout , : )=obrpom2 /100;
end

NNinput=pic NNinput ' ;
NNtarget=zeros ( poctypu , pocobj ) ;
pociatok=1;
cil=8;
for i =I: poctypu
forj =1: pocobj
i fj>=pociatok && j<=ciel
NNtarget (i,j)=1;
end
end
pociatok=pociatok+8;
ciel=ciel+8
end
Teraz musime vyvolat’ d’alsi skript s ndzvom createnn. Ten vytvori neurénovu siet’
a trénuje ju na vstupnych datach.

[ net, tr | = creatnn (NNinput , NNtarget , handles.cnt )
handles . net=net ;

Creatnn potrebuje na vstup déata z vystupu traindata, teda NNinput, NNtarget a tak-
tiez informécie o pocte objektov. Je niekol'ko rozny spdsobov ako vytvorit’ neuronovu siet’.
Ja vyuzivam doprednu (feedforward) neuronovi siet’ so spitnym Sirenim (back-
propagation) a z toho dovodu som pouZil prikaz newff. Tento prikaz vyzaduje niekolko
parametrov. Prvym je rozsah vstupnych hodndt a ten ziskame cez prikaz min-
max(NNinput). Dalsi udava poéet neurénov v jednotlivych vrstvach. Vrstiev moze byt’ I'u-
bovolny pocet, ja som pouzil dve (S1 = pocet neuréonov v prvej vrstve, S2 = pocet neuro-
nov v druhej vrstve). Hodnoty S1 a S2 si voli kazdy sam a je to skor experiment. Lebo ak
ich bude malo neurénova siet’ sa slabo uéi, ale ak ich bude prili§, predizi sa doba uéenia a
moze dojst’ aj ku kolapsu siete. Jedna z metdd hovori, Ze by ich malo byt dvakrat viac ako
je hodnot na vstupe (64 blokov). TakZe ako hodnotu S1 som zvoli 128 a za S2 celkovy

pocet objektov. Nasledujuci parameter upresiiuje prenosovu funkciu neurénov. Pre obe
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vrstvy je zvolend logsig, ¢o je nelinedrna funkcia, ktorti tvoreni sigmoida. Posledny para-
meter je traingda. Ten udéva ndzov trénovacej funkcie. Vytvorena siet’ sa uklad4 do pre-
mennej pod nazvom net. Dalej som nastavil maximalny pocet epoch na hodnotu 5000 a to
z dovodu, aby stacili aj pri vi¢Som mnozstve vstupnych dat. ESte som nastavil parametre
goal (kedy sa ma funkcia zastavit’ pri chybe), show (ako Casto sa bude vykresl'ovat’ chybo-
va funkcia, kazdych 20 epoch), a posledny parameter je hodnota chybovej funkcie see

(Sum-Squared Error performance function). Cely skript createnn vyzera nasledovne:
function [ net, tr | = creatnn (argl , arg2 , pocet )

NNinput = argl ;
NNtarget = arg?2 ;
S1=128;

S2 = pocet -1,

net = newff (minmax(NNinput ), [ SI1 S2 ], { 'logsig ' "logsig '}, 'traingda ') ;
net LWf2 ,1g =net.LW { 2,1} *0.01 ;
net.b{2} =netb {2} *0.01;

net . performFcn = 'sse ' ;

net . trainParam . goal = 0.01 ;
net . trainParam . show = 20 ;
net . trainParam . epochs = 5000;

[ net, tr | = train (net, NNinput , NNtarget ) ;

Nastavil som vSetko potrebné a uz len spustit’ proces tréningu. To sa vykona pro-
strednictvom prikazu train, ako parametre som pouzil NNinput (vstupné data) a NNtarget
(cielové data). Po spusteni prikazu frain sa spusti aj nastroj Neural Network Training
Tool. V tomto nastroji je mozné vidiet' informécie o sieti, topologiu neurénovej siete a
pocet neurdnov v jednotlivych vrstvach, vykreslenie niekol’kych grafov popisujtcich prie-
beh ucenia apod.
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Obrazok ¢€.22: Neural Network Training Tool

4.2.5 Rozpoznavanie objektov

Ako prvé musime aktivovat' rozpoznavaci rezim. To spravime prostrednictvom
GUI a vyberom rozpoznavacieho rezimu. Nésledne sa spusti funkcia radiotest Callback.
Funkcia overi, ¢i existuji premenné NNdata a net. Teda ¢i existuje nejakéd databaza objek-
tov a neurénova siet. Ak neexistuju, nie je mozné prejst’ k rozpozndvaniu a aplikacia sa

vrati do trénovacieho rezimu. Funkcia na prechod do rozpoznéavacieho rezimu:

function radiotest Callback ( hObject , eventdata , handles )
set (handles.radiotest, 'value ', 1 ) ;
set (handles.radiotren , 'value ', 0 ) ;

set (handles.radiotren , "enable ', 'off ') ;

ha sField = isfield ( handles , 'NNdata ")
hasField2? = isfield ( handles , "net ")

i fhasField && hasField2
handles = rmf'ield ( handles , 'NNdata ')
handles.cnt=1;

set (handles.treningButton , 'enable ', 'off ') ;

set (handles.ulozbutton , "enable ', "off ') ;
set (handles.nacitajbutton , 'enable ', "off ') ;

else
warningMessage = sprintf (' Varovanie : Rozpoznadvaci reZim je nepristupny,
najskor uskutocni tréning siete. ') ;
uiwait ( warndlg ( warningMessage ) ) ;
set (handles.radiotren , "enable ', "on ") ;
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set (handles.radiotren , 'value ', 1) ;
set (handles.radiotest , 'value ', 0 ) ;
end

guidata ( hObject , handles ) ;

Ak existuju, je mozné vlozit' nové obrazky s objektmi na rozpoznanie. VloZenie,
oznacenie, orezanie a priprava neznameho obrdzku sa uskuto¢ni rovnako ako v trénovacom
rezime. Po vlozeni obrazka je mozné spustit’ rozpoznanie a to prostrednictvom tlacidla
Rozpoznat’. Aktivovanim toho tla¢idla sa spusti funkcia rozpButton Callback. Najskor sa
naditaji premenné NNdata a potom net. Dalej sa vyvola skript simdata, prostrednictvom
neho ziskame vstupny vektor z nacitan¢ho obrazku. Simdata ma dva vstupné parametre a
to NNdata a pocet objektov. Vystup bude vektor popisujici objekt, ktory bude vstupom do
simul4cie v neurénovej sieti. Teraz vykoname simuléciu v neurdénovej sieti prostrednic-
tvom prikazu sim. Ten ma ako parametre meno objektu a spominany vstupny vektor. Takto
ziskame vystupny vektor simulécie, ktory urc¢i o aky objekt sa jednd, ak bol rozpoznany
spravne. Vystupny vektor sa spracuje cez prikaz compet. To je prenosova funkcia, ktora
prevedie dany vektor do binarnej podoby, kedy najvédcsia hodnota vo vektore bude nahra-
dend 1 a vSetky nizSie 0. Typ hl'adaného objektu uréuje index vektoru, ¢ize miesto s naj-
vacsou hodnotou. Ked’ze mame vektor v binarnej podobe a najvécsia hodnota je 1 a ostatné
st na hodnote 0, bude sa I'ahko hladat’ ta, ktort potrebujeme. To vykoname cez prikaz
find. Nakoniec sa v GUI vypiSe prislusny nazov o aky objekt ide. Cela funkcia vyzera na-

sledovne:
Sfunction rozpButton Callback ( hObject , eventdata , handles )

net=handles.net ;
NNdata = handles.NNdata ;
NNinput=simdata (NNdata , handles.cnt ) ;

NNoutput=sim( net , NNinput ) ;
NNoutput=compet (NNoutput ) ;

answer=find ( compet (NNoutput )==1);
ixtAnswer=handles.menaObj (int 8 (answer ) ) ;
set (handles.vyslPole , ' string ', txtAnswer ) ;

handles.txtAnswer=txtAnswer ;
guidata ( hObject , handles ) ;
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4.2.6 Ukladanie a naéitavanie trénovacich dat

Poslednou funkciou je nacitanie a ukladanie trénovacivh dat. Vyuzijeme tieto funk-
cie najma pri dopliiovani objektov do trénovacich suprav. Ak by sme nemali ulozen¢ dané
supravy a chceli by sme doplnit’ nejaky objekt, museli by sme vSetky objekty pridavat’ od-
znova. Teraz len jednoducho nacditame zvolenu sadu objektov a mézeme si ju upravovat.

Taktiez mame moznost’ si pripravit’ viacero roznych suprav na rozpoznavanie objektov.

Ako prva je funkcia Ulozit'. Spustenim funkcie ulozButton Callback, ktora sa spus-
ti tla¢idlom Ulozit’. Najskor sa nacitaji vSetky premenné, ktoré sa budi mat ulozit’. Su to
NNdata ( objekty na ucenie), cnt a pocobj (celkovy pocet objektov a objekty rovnakého
typu) a menaObj (nazvy objektov). Tieto premenné sa ukladaju do Struktury state cez pri-
kaz getfield. Dalej sa zobrazi §tandardné okno, kde si vyberieme miesto uloZenia a napise-
me nazov. Po ulozeni sa vytvori subor s koncovkou *.mat. Prikazom uiputfile sa vyvola

sprava o uspesnom ulozeni. Funkcia uloZenia vyzera nasledovne:

function ulozButton_Callback ( hObject , eventdata , handles )

state .NNdata= getfield ( handles , 'NNdata ')
state. cnt= getfield (handles , 'cnt ')

state. pocobj= getfield ( handles , ' pocobj ')
state. menaObj= getfield ( handles , ' menaObj ')

[ filename , pathname | = uiputfile ({' *mat '}, 'Vyber objekty ') ;
save ([ pathname , filename | , 'state ")
uiwait (msgbox (' Trénovacie data su ulozené ! ', 'Data ulozené ! ') ) ;

guidata ( hObject , handles ) ;

Druhou funkciou aplikdcie je Nacitat. Po stlaceni tlacidla sa spusta funkcia naci-
tajBotton_Callback. Tato funkcia pracuje podobne ako predosla, ale v opacnom smere.
Cize najskor sa zobrazi okno, kde si vyberieme sadu, ktor(i chceme nacitat’, potom sa posle
nazov a cesta k suboru na vstup funkcie a tym sa nacitaju ulozené sady objektov. Opit’ sa
zobrazi aj hlasenie o UispeSnosti nacitania. Cela funkcia vyzerd nasledovne:

Sfunction nacitajButton_Callback ( hObject , eventdata , handles )
[ filename , pathname | = uigetfile ({ ' *.mat '}, 'Vyber objekty ') ;
load ( [ pathname , filename ] , 'state ")

uiwait (msgbox (' Trénovacie data su nacitané ! ', 'Data nacitané ! ') ) ;

handles .NNdata=state .NNdata ;
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handles . cnt=state . cnt ;
handles . pocobj=state.pocobj ;
handles . menaObj=state.menaQObyj ;

guidata ( hObject , handles ) ;
4.3 OsSetrenie chybovych udalosti

Pri tvorbe programu som myslel aj na mozné chybové udalosti. Tie mo6zu byt spo-
sobené nespravnou manipulaciou s programom. Niektoré su oSetrené tym, Ze nie s spris-
tupnené tlacidla v GUI, ak je zbyto¢né s nimi pracovat’. Napriklad v GUI st zak4zané nie-
ktoré tlacidla pokial’ ich nie je potreba, Cize ked’ st potrebné postupne sa odblokovavaju a
je mozné s nimi pracovat. No nie vSetko je mozné riesit’ cez blokéciu, tak su pripravené aj
chybové hlasenia ako napriklad ked’ si spustime rozpoznavaci rezim bez toho, aby sme

mali natrénovant neurénovu siet’.

4.4 Vytvorenie samostatne spustitel’'nej aplikacie

V Matlabe je moznost’ vytvorit’ samostatne spustitelnt1 aplikaciu, ktora pobeZi aj na
PC kde nie je Matlab. To ndm ddva moZnost’ vytvorenia I'ahko ovladatel'nej aplikacie, kto-
rd bude mat’ koncovku *.exe. O vytvorenie aplikacie sa stard Matlab Compiler. Pomocou
prikazu mcc vytvorime aplikaciu, no moézZeme ju vytvorit’ dvomi sposobmi.
Prvy spdsob:
mcc -m main
Druhy sposob:
mcc -m -e main

Parameter -m s prikazom mcc vytvori samostatne spustitelnt aplikaciu zo stiboru
main.m. Vytvori ho aj s oknom, ktoré je podobné Command Window. Dané okno moze
byt uzitocné na ladenie aplikacie alebo pozorovanie chybovych hlaseni. Ak pouzijeme aj

parameter -e, tak sa bude spustat’ len sama aplikéacia bez spominaného okna.

Vytvorenie tejto spustitel'nej aplikdcie ma aj nevyhody, ako napriklad nemozZnost’

vytvorenia a trénovania neurénovej siete. To znamena, ze musime mat’ uz vytvorenu neu-
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rénovu siet’ a musi byt’ natrénovana na urcité objekty. Takze aplikacia sa bude dat’ pouzi-

vat’ len v rezime rozpoznavania.

MATLAB

Toolboxes

MATLAB | End-User
Desktop . Machine

Obrazok ¢.23: Schéma tvorby samostatne spustiteI'nej aplikacie [22]
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ZAVER

Ciel'om tejto prace bolo navrhnit’ vhodnti metodiku na rozpoznanie objektov v obraze pro-

strednictvom programu Matlab.

Teoreticka Cast’ bola rozdelené do troch kapitol. Prva kapitola popisuje spracovanie
obrazu, kde som ozrejmil pojmy ako snimanie, ditatalizacia, predspracovanie a segmenta-
cia obrazu a niekol’ko d’alSich. Druha kapitola bola venovana Neuréonovym sietam. V po-
slednej kapitole som sa zaoberal Programom Matlab. Tu som popisal jeho prostredie, za-

kladné subory a najmi Toolboxy, ktoré som neskor vyuzival v praktickej Casti.

Prakticku Cast’ som venoval samotnému névrhu aplikéacie. Rozdelil som ju na Styri
kapitoly. V prvej som opisal postup vytvorenia GUI, Co je grafické uzivatel'ské rozhranie.
Nasledujtica sa zaoberala funkciami aplikacie. Kazdé funkcia mala vlastnu podkapitolu, v
ktorej som popisal ako dana funkcia pracuje. Taktiez som vypisal aj jednotlivé prikazy,
ktora som pouzil. Tretia kapitola sa zaoberala oSetrenim chybovych udalosti. Tu som sa
snazil ozrejmit’ pre€o som blokoval niektoré funkcie aplikacie a aké iné oSetrenia pri chy-
bach som pouzil. Posledna kapitola bola venovand vytvoreniu samostatne spustitelnej ap-
likacie. Kde som ozrejmil akymi sposobmi to je mozné, ale zaoberal som sa aj nevyhodami

ak vytvorime takuto aplikéciu.
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