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ABSTRAKT 

C²lem diplomov® pr§ce je navrhnout a vytvoŚit program, kterĨ dok§ģe detekovat 

a rozpozn§vat objekty v obraze pŚen§ġen®m ze staticky um²stŊn® kamery. Pr§ce je rozdŊle-

na do dvou ļ§st² - teoretick® a praktick®. Teoretick§ ļ§st se vŊnuje analĨze obrazu, pohybu 

a metod§m rozpozn§v§n² objektŢ v obraze. Praktick§ ļ§st se vŊnuje n§vrhu a realizaci pro-

gramu v MATLAB u, testov§n² a vyhodnocen² vĨsledkŢ. 
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ABSTRACT 

The aim of this masterôs thesis is to design and create a program which is able to detect and 

recognize objects in image transferred from a statically placed camera. The thesis is divid-

ed into two parts ï theoretical and practical. The theoretical part deals with analysis of im-

age, motion and methods of object recognition in the image. The practical part deals with 

design and implementation of MATLAB  program, testing and evaluation of results.  
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MATLAB , SVM
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ĐVOD 

Poļ²taļov® vidŊn² a oblast digit§ln²ho zpracov§n² obrazu je progresivnŊ rozv²jej²c² se od-

vŊtv² vĨpoļetn² techniky, kter® je zamŊŚeno na z²sk§v§n² informac² z videa nebo z obrazu 

sn²man®ho kamerou. V souļasn® dobŊ je trendem poŚizovat si monitorovac² a bezpeļnostn² 

kamery, napŚ²klad do mŊstskĨch veŚejnĨch prostor, ale i pro hl²d§n² soukromĨch objektŢ. 

Z§znamy z takovĨch kamer se daj² vyuģ²t v oblasti poļ²taļov®ho vidŊn² pro sledov§n² 

a rozpozn§v§n² objektŢ. Za pouģit² poļ²taļov®ho vidŊn² je v prŢmyslov®m odvŊtv² Ś²zeno 

st§le v²ce strojŢ a velkĨch automatizovanĨch vĨrobn²ch center. 

 Diplomov§ pr§ce je zamŊŚena na segmentaci a rozpozn§v§n² objektŢ ze statick® 

kamery, kter§ m§ slouģit jako doplnŊk vstupn²ch turniketŢ, za ¼ļelem klasifikace vstoupi-

vġ²ch osob. Dalġ²ch vyuģit² je mnoho, napŚ.: hl²d§n² objektŢ, obchodŢ, detekce 

a klasifikace podezŚelĨch osob ve veŚejn®m prostranstv² nebo detekce jinĨch objektŢ. Vyu-

ģit² se odv²j² od toho, na jak® objekty ļi pŚedmŊty je natr®nov§n SVM klasifik§tor. 

 C²lem t®to pr§ce je navrhnout vhodnou programovou metodiku pro automatickou 

detekci a klasifikaci objektŢ. Nejprve bude potŚeba nastudovat problematiku rozpozn§v§n² 

obrazu, zpracovat liter§rn² reġerġi a v neposledn² ŚadŊ si objasnit z§kladn² postupy zpraco-

v§n² obrazovĨch dat. V praktick® ļ§sti bude n§sledovat vĨbŊr patŚiļnĨch metod, realizace 

vlastn²ho programu v MATLABu a vyhodnocen² dosaģenĨch vĨsledkŢ. 
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I.   TEORETICKĆ ĻĆST 
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1 ĐVOD DO PROBLEMATIKY 

T®matu detekce a klasifikace osob v obraze z kamery je v posledn² dobŊ vŊnov§na spousta 

pozornosti. S t²m souvis² i skuteļnost, ģe obdobnĨm t®matŢm se v r§mci zad§n² diplomov® 

pr§ce jiģ vŊnovalo nŊkolik studentŢ. Jako pŚ²klad uvedu dvŊ diplomov® pr§ce. V prvn² 

z nich s n§zvem āāDetekce mobiln²ho robotu zpracov§n²m obrazuóó se student zamŊŚil na 

lokalizaci robota pomoc² dvou rŢznĨch kamer, kde jako metodu segmentace zvolil adap-

tivn² prahov§n², v²ce viz [1]. Druh§ diplomov§ pr§ce zabĨvaj²c² se podobnĨm t®matem 

nese n§zev āāRozpozn§v§n² objektŢ s vyuģit²m programu Matlabóó. V t®to pr§ci se student 

vŊnoval klasifikaci jednoduchĨch objektŢ pomoc² neuronovĨch s²t², v²ce viz [2]. 

C²lem t®to diplomov® pr§ce je navrģen² metody pro vylepġen² turniketŢ se svŊtelnĨmi 

br§nami (IR ļidly) pomoc² kamerov®ho syst®mu.  

Turnikety pracuj² na principu pŚeruġov§n² paprskŢ dopadaj²c²ho svŊtla na senzor. 

TŊchto senzorŢ je nŊkolik des²tek a pŚi prŢchodu objektu jsou paprsky postupnŊ pŚeruġo-

v§ny. Data jsou prŢbŊģnŊ zpracov§v§na softwarem, kterĨ vyhodnocuje vznikl® odezvy. 

Nicm®nŊ IR ļidla nejsou zcela dostateļn§, proto bylo nutn® jejich doplnŊn² o schopnost 

klasifikace objektŢ. Pro realizaci se nab²zelo Śeġen² prostŚednictv²m levnĨch webovĨch 

kamer aģ po velmi drah® 3D kamery za cenu des²tek tis²c korun. Z dŢvodu co nejvŊtġ² 

¼spornosti v praxi byla pro navrģen² vhodn® metody vybr§na levnŊjġ² varianta, tedy webo-

v§ kamera. Um²stŊn² webov® kamery bylo zvoleno pŚ²mo nad turnikety z dŢvodu nemoģ-

nosti zabr§nŊn² detekci a n§sledn® klasifikaci objektŢ. Takto um²stŊn§ kamera m§ pŚehled 

nad celou sc®nou a ned§ se nijak obej²t. 

 



UTB ve Zl²nŊ, Fakulta aplikovan® informatiky 12 

 

2 PRĆCE S OBRAZEM 

Pro moģnost zpracov§n² obrazu na poļ²taļi je nejprve nutn® pŚev®st obraz do digit§ln² po-

doby. T²m je myġleno pŚeveden² okoln²ho (analogov®ho) re§ln®ho svŊtla, kter® je okem 

viditeln®, do digit§ln² podoby. Jedn§ se o konverzi optick® veliļiny na elektrickou. Oblast 

digit§ln²ho zpracov§n² obrazu je dnes jiģ velmi rozvinutou discipl²nou, uplatŔuje se hlavnŊ 

v ġirok® ġk§le prŢmyslovĨch vyuģit², kde je velk® mnoģstv² automatizaļn²ch procesŢ zalo-

ģeno na metod§ch rozpozn§n² obrazu. [8] 

řetŊzec posloupnost² zpracov§n² obrazov® informace lze vyj§dŚit n§sleduj²c²m ob-

r§zkem (viz Obr. 1).  

 

Obr. 1. řetŊzec sn²m§n² a zpracov§n² obrazu [5] 

2.1 Digitalizace 

Ļidla a senzory pro vstup obrazov® funkce jsou vŊtġinou zdrojem spojit®ho sign§lu. Pokud 

chceme obrazovou funkci zpracov§vat na poļ²taļi, mus²me ji digitalizovat. Digitalizace 

spoļ²v§ ve vzorkov§n² obrazu v matici o rozmŊrech ὓ ὔz bodŢ a v kvantov§n² spojit® 

jasov® funkce do K intervalŢ. Kvantov§n²m zaļne nabĨvat jasov§ funkce v digit§ln²ch ob-

razech celoļ²selnĨch hodnot. Ļ²m jemnŊjġ² je vzorkov§n² a kvantov§n² (ļ²m vŊtġ² je rozli-

ġen² matice ὓ ὔz), t²m l®pe je aproximov§n pŢvodn² spojitĨ obrazovĨ sign§l. [7][5] 

V souvislosti se vzorkov§n²m spojit® obrazov® funkce je tŚeba vyŚeġit dalġ² ot§zky. 

PrvnŊ je nutn® urļit interval vzorkovan², n§slednŊ vybrat vzorkovac² mŚ²ģku. [5][4] 

2.1.1 Interval vzorkov§n² 

Intervalem vzorkov§n², jinak Śeļeno rozliġen²m obrazu, se rozum² vzd§lenost mezi nejbliģ-

ġ²mi vzorkovac²mi body v obraze. Interval vzorkov§n² je definov§n ShannonovĨm teor®-
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mem zobecnŊnĨm pro v²cerozmŊrn® sign§ly. Interval vzorkov§n² je nutn® volit tak, aby byl 

menġ² nebo roven polovinŊ rozmŊru nejmenġ²ch detailŢ v obraze. [7][5] 

2.1.2 Volba vzorkovac² mŚ²ģky 

Volba vzorkovac² mŚ²ģky je ch§p§na jako vĨbŊr ploġn®ho uspoŚ§d§n² bodŢ pŚi vzorkov§n². 

NejļastŊji je pouģ²v§na pravideln§ ļtvercov§ mŚ²ģka, kromŊ t® vġak existuj² dalġ² tŚi pravi-

deln® mnoho¼heln²ky, jejichģ s²Š ¼plnŊ pokrĨv§ rovinu. Typy vzorkovac²ch mŚ²ģek jsou 

zobrazeny na n§sleduj²c²m obr§zku (Obr. 2). [5] 

 

Obr. 2. Typy vzorkovac²ch mŚ²ģek [5] 

Jednomu vzorkovac²mu bodu odpov²d§ v digitalizovan®m obraze obrazovĨ element, tj. 

pixel. Po uspoŚ§d§n² do vzorkovac² mŚ²ģky pokrĨvaj² pixely celĨ digitalizovanĨ obraz. [7] 

2.1.3 Kvantov§n² hodnot obrazov® funkce 

Kvantov§n² pŚedstavuje diskretizaci jasovĨch ¼rovn², tedy rozdŊlen² spojit® jasov® ¼rovnŊ 

vġech obr§zkŢ do K ¼rovn². Jedn§ se o jasov® rozliġen² pixelŢ (viz Obr. 3). [8] 

Pro poļ²taļov® zpracov§n² obrazu je d§n poļet intervalŢ druhou mocninou. 

 ὑ ς (1)  

Poļet kvantovac²ch ¼rovn² ud§v§, jak pŚesnŊ budou vyj§dŚeny jemn® detaily obrazu. Obraz 

mus² bĨt proto dostateļnŊ velkĨ, aby nevznikaly nepravdiv® obrysy a citlivost zaŚ²zen² se 

bl²ģila citlivosti lidsk®ho oka.  
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Obr. 3. SpojitĨ obraz ve vzorkovac² mŚ²ģce (vle-

vo) a vĨslednĨ obraz po vzorkov§n² a kvantov§n² 

hodnot (vpravo) [8] 

Hodnota kvantov§n² u ļernob²l®ho obrazu mŢģe nabĨvat pouze hodnot 0 a 1 ὑ ς), 

v pŚ²padŊ RGB obrazu mŢģe nabĨvat hodnot od 0 aģ 256 ὑ ς). 

2.2 Reprezentace obrazovĨch dat 

Obraz (obrazov§ data) lze reprezentovat jako spojit® rozloģen² jasu (intenzity a optick® 

hustoty) v rovinŊ. Rozloģen² hodnot jasu je definov§no obrazovou funkc²: 

 ὼȟώ     pro statickĨ obraz (2)  

 ὼȟώȟὸ  pro dynamickĨ obraz (promŊnnĨ v ļase t) (3)  

Funkce  je re§ln§ spojit§ funkce s re§lnĨmi argumenty (ὼȟώ definuj² bod v rovinŊ a ὸ pŚed-

stavuje hodnotu v ļase).  

Pro dalġ² zpracov§n² je obraz prakticky vģdy diskretizov§n v ļase a lze si jej pŚedstavit 

jako nespojitou sekvenci obrazovĨch funkc² ØȟÙ. 

Definiļn² obor D hodnot obrazov® funkce je urļen n§sledovnŊ:  

 ὼɴ ὼ ȟὼ ȟώᶰ ώ ȟώ  (4)  

Obor hodnot H obrazov® funkce vyj§dŚ²me jako: 

 π ὼȟώ  (5)  

Takto definovan§ obrazov§ funkce je schopn§ reprezentovat pouze ġedo t·novĨ (mo-

nochromatickĨ) obraz (obraz s promŊnnou intenzitou jedn® barvy). BarevnĨ obraz lze de-

finovat jako soubor nŊkolika obrazovĨch funkc²: 
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 ὼȟώȠ ὼȟώ Ƞ ὼȟώ (6)  

Zde jednotliv® funkce reprezentuj² intenzitu jasu pro danou barevnou sloģku ve zvolen®m 

barevn®m modelu (RGB, HSV, atd.). [5] 

2.2.1 RGB 

RGB je aditivn² (sļ²tac²) model, kde barvu vid²me jako kombinaci tŚ² sloģek Red (ļerven®), 

Green (zelen®) a Blue (modr®). Tento model pracuje na principu pŚid§v§n² barev do ļern®. 

U RGB modelu nejde o fyzick® m²ch§n² barev, ale o m²ch§n² tŚ² svŊtelnĨch z§Śen². PŚi 

slouļen² tŊchto tŚ² barev (moģn§ intenzita 0 aģ 255) dojde k seļten², po kter®m vznikne 

vĨsledn§ barva. PŚi pln® intenzitŊ vġech tŚ² barev vznik§ b²l§ barva (255;255;255), pŚi nu-

lov® hodnotŊ vznik§ ļern§ (0;0;0). VĨġe uveden® je zobrazeno na n§sleduj²c²m obr§zku 

modelu krychle RGB (viz Obr. 4).[4][14] 

 

Obr. 4. RGB model krychle [13] 

Na obr§zku n²ģe (Obr. 5) je sn²mek zachycenĨ kamerou, kterĨ je zobrazenĨ v RGB mode-

lu. 

 

Obr. 5. Obr§zek zobrazenĨ v RGB modelu 
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2.2.2 HSV 

Model HSV vyplŔuje pravidelnĨ ġestibokĨ jehlan s vrcholem obr§cenĨm dolŢ. Ve vrcholu 

je um²stŊna barva s minim§ln²m jasem, tedy ļern§ barva. Tento model se nejv²ce pŚibliģuje 

fyzick®mu m²ch§n² barev, kdy se nov® odst²ny barev vytv§Śej² pŚid§n²m b²le a ļern® do 

jinĨch barev, za ¼ļelem vytvoŚen² jejich n§dechu, viz Obr. 6.[14] 

Model HSV skl§d§ barvu ze tŚ² sloģek: 

Á Hue (barevnĨ t·n) ï urļuje pŚevl§daj²c² spektr§ln² barvu. Ud§v§ se jako poloha na 

barevn®m kole (0Á aģ 360Á). 

Á Saturation (sytost barvy) ï urļuje pŚ²mŊs jin® barvy, pŚedstavuje mnoģstv² ġedi 

v pomŊru k odst²nu v procentech (0% ġed§ aģ 100% plnŊ syt§ barva). 

Á Value (hodnota jasu) ï urļuje mnoģstv² b²l®ho svŊtla. VyjadŚuje, kolik svŊtla barva 

odr§ģ². [13] 

 

Obr. 6. HSV BarevnĨ model [13] 

N§sleduj²c² obr§zky pŚedstavuj² (Obr. 7) oddŊlen® a zobrazen® jednotliv® sloģky HSV mo-

delu. 

 

Obr. 7. Obr§zky se zobrazenĨmi jednotlivĨmi sloģkami HSV (zleva: Hue, Saturation, Va-

lue) 
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2.2.3 Ġedo t·novĨ obraz 

Ġedo t·nov® obrazy, nŊkdy oznaļov§ny jako monochromatick®, jsou vŊtġinou reprezento-

v§ny 8 bity na pixel. Mohou tedy nabĨvat hodnot 0 aģ 256, kde 0 pŚedstavuje ļernou bar-

vu, hodnota 256 pŚedstavuje b²lou barvu a rozmez² mezi tŊmito hodnotami jsou odst²ny 

ġedi, viz n§sleduj²c² obr§zek (Obr. 8). Ġedo t·nov® obrazy jsou vyuģ²v§ny v technice pra-

hov§n² (threshold) za ¼ļelem analĨzy histogramu v digitalizovan®m obrazu. [4][6] 

 

Obr. 8. Ġedo t·novĨ obraz 

2.2.4 Bin§rn² obraz 

Bin§rn² obraz je z hlediska barevn® hloubky vģdy reprezentov§n matic² s hodnotami 0 a 1. 

Bitov§ hloubka u bin§rn²ch obrazŢ je vģdy rovna jedn®. Aļkoliv bin§rn² obrazy obsahuj² 

mnohem m®nŊ informac² neģ ġedo t·nov® obrazy, obsahuj² informace o tvaru a velikosti, 

kter® jsou dŢleģit® pro lokalizaci objektu. Bin§rn² obraz se nejļastŊji pouģ²v§ pro definici 

obrazov® masky. N§soben²m prvkŢ obrazu a masky se stejnou velikost² lze jednoduġe od-

filtrovat odpov²daj²c² ļ§sti obrazu, viz n§sleduj²c² obr§zek s bin§rn² mapou objektu (viz 

Obr. 9). [3][6] 

 

Obr. 9. Bin§rn² maska 
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3 ANALħZA OBRAZU A POHYBU 

V n§sleduj²c²ch kapitol§ch jsou pops§ny metody pro odstranŊn² ġumu, detekci pohybu 

a rozpozn§n² objektŢ. Jedn§ se o liter§rn² reġerġi konkr®tn²ch metod, kter® by s ohledem na 

zad§n² bylo moģn® vyuģ²t pro tuto diplomovou pr§ci. 

3.1 OdstranŊn² ġumu 

OdstranŊn² ġumu je hlavn²m ¼kolem pŚedzpracov§n² obrazu. C²lem odstranŊn² ġumu je 

zredukovat rŢzn® obrazov® poruchy a jin® ruġiv® elementy. PŚi odstranŊn² ġumu se zlepġuje 

kvalita obrazu, kter§ je podstatn§ pro n§sleduj²c² zpracov§n² obrazu. [19] 

3.1.1 Konvoluļn² filtrace 

Konvoluļn² filtrace patŚ² k nejjednoduġġ²m metod§m pro potlaļen² ġumu. Jedn§ se 

o obyļejn® prŢmŊrov§n² okoln²ch bodŢ (pixelŢ). Tato metoda je zaloģena na odfiltrov§n² 

kmitoļtovĨch sloģek mimo p§smo uģiteļn®ho sign§lu. NejvŊtġ² nevĨhodou konvoluļn² 

filtrace je zhorġen² prostorov® rozliġovac² schopnosti. VĨhodou je jednoduch® konvoluļn² 

j§dro prov§dŊj²c² prŢmŊrov§n². [15][16] 

 PrŢmŊrov§n² pomoc² konvoluļn² masky, kde nov§ hodnota kaģd®ho pixelu je urļe-

na jako prŢmŊr z hodnot pixelŢ v okol² masky (napŚ. 3x3), je zobrazeno na Obr. 10. [5] 

 

Obr. 10. Filtrace obrazu maskou 3x3 [16] 

Pro prŢmŊrov§n² je moģn® vyuģ²t nŊkolik dalġ²ch masek, u kterĨch je dokonce moģn® 

upravovat v§hu okoln²ch bodŢ, viz matice ὬȟὬ. 
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(7)  

U masky Ὤ je pouģit separabiln² filtr, kterĨ je moģn® rozloģit na dva 1D filtry.  

 
Ὤ  ρ ς ρȠ  Ὤ

ρ
ς
ρ
Ƞ  Ὣ

ρ

ρφ
Ὤ Ὤ Ὢ  

(8)  

3.2 Detekce objektŢ (segmentace obrazu) 

Segmentace je dŢleģitĨ proces, kterĨ slouģ² k rozpozn§v§n² a oddŊlov§n² objektŢ od pozad² 

a detekci celĨch oblast², kterĨmi jsou objekty reprezentov§ny v obraze. Segmentace se 

snaģ² obraz rozdŊlit do ļ§st², kter® ¼zce souvis² s pŚedmŊty ļi oblastmi re§ln®ho svŊta. 

Hlavn²m c²lem je oddŊlit objekt od pozad² a zredukovat zpracovan§ data. Jakmile je obraz 

segmentov§n, vĨsledn® jednotliv® objekty (nebo oblasti) mohou bĨt pops§ny, analyzov§ny 

a klasifikov§ny. [3][8] 

 Segmentaci obrazu lze z²skat rŢznĨmi metodami. Kaģd§ z metod je pro sv® vlast-

nosti aplikovateln§ na rŢzn® situace. V r§mci t®to kapitoly se zamŊŚ²m pouze na metody, 

kter® by bylo moģn® aplikovat na zad§n² pr§ce, tj. prahov§n², odeļ²t§n² pozad², detekce 

hran a 3D hloubkov§ mapa.  

3.2.1 Prahov§n² 

Prahov§n² je metodou nejjednoduġġ²ho moģn®ho rozpozn§n² obrazu, vyuģ²van®ho pŚede-

vġ²m pro pŚedmŊty na b²l®m pozad². DŢleģitou roli u t®to metody hraj² histogramy. Po pŚe-

veden² obr§zkŢ do stupŔŢ ġedi vznikne histogram intenzity. [12] 

 Histogram ud§v§ grafickou informaci o rozloģen² jednotlivĨch jasovĨch sloģek 

v obraze. Histogram digit§ln²ho obrazu s hodnotami jasu ộπȟὒ ρỚ je diskr®tn² funkc², 

L ud§v§ poļet ¼rovn² ġedi. [10] 

 Ὤὶ ὲ (9)  

ὶ je k-t§ ¼roveŔ ġedi, ὲ je celkovĨ poļet pixelŢ v obraze s urļitou ¼rovn² ġedi ὶ 

U normalizovan®ho tvaru jsou jednotliv® sloģky histogramu podŊleny celkovĨm poļtem 

pixelŢ ὲ v obrazu, viz n§sleduj²c² rovnice: [8] 
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(10)  

Ὧ πȟρȟςȟȣȢȢȟὒ ρ Á ὴὶ  ud§v§ pravdŊpodobnost vĨskytu ¼rovnŊ ġedi ὶ 

Histogramy jsou obvykle zobrazeny pomoc² sloupcov®ho grafu, kde kaģdĨ sloupec pŚed-

stavuje jednu hodnotu ¼rovnŊ ġedi. VĨġka sloupce je ¼mŊrn§ poļtu pixelŢ, kter® odpov²daj² 

konkr®tn² ¼rovni ġedi, viz Obr. 11. [10] 

 

 

 

Obr. 11. PŚ²klad histogramu s osmi ¼rovni ġedi [10] 

Ekvalizace histogramu (vyrovn§n² histogramu) je algoritmus, kterĨ zmŊn² rozloģen² inten-

zit v obraze tak, aby se v nŊm vyskytovaly intenzity pŚibliģnŊ se stejnou ļetnost². Jeho ¼ļe-

lem je tedy zvĨġen² kontrastu. [5] 

Ekvalizace zvyġuje kontrast pro ¼rovnŊ jasu bl²zko maxim histogramu a sniģuje 

kontrast bl²zko minim histogramu. Histogram pŚed a po ekvalizaci je uveden na Obr. 12.[8] 
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Obr. 12. PŢvodn² obraz s histogramem (nahoŚe) 

a ekvalizovanĨ obr§zek s histogramem (dole) [5] 

N§sleduj²c² obr§zek (Obr. 13) vykresluje situaci pŚed a po prahov§n². 

 

Obr. 13. Ġedo t·novĨ obraz pŚed prahov§n²m (vlevo) a po prahov§n² (vpravo) 

Tato metoda nebyla vybr§na pro realizaci z dŢvodu nemoģnosti zcela odfiltrovat pozad², 

v pŚ²padŊ nastaven² vŊtġ²ho prahu by se odfiltrovala i ļ§st postavy. 

3.2.2 Odeļ²t§n² pozad² 

Odļ²t§n² pozad², zn§m® tak® jako detekce popŚed², je metodou v oblasti zpracov§n² obra-

zu a poļ²taļov®ho vidŊn², kde se popŚed² obrazu extrahuje pro dalġ² zpracov§n² obrazu.  

Odļ²t§n² pozad² je ġiroce vyuģ²van§ technika pro vytv§Śen² masky v popŚed² (kon-

kr®tnŊ bin§rn² obraz obsahuj²c² pixely patŚ²c² k pohybuj²c²m se objektŢm ve sc®nŊ) pomoc² 

statick® kamery. Metoda odeļ²t§n² pozad² odeļ²t§ mezi aktu§ln²m sn²mkem a modelem 

pozad² obsahuj²c²m statickou ļ§st sc®ny nebo obecnŊ vġe, co lze povaģovat za pozad², a to 

vzhledem k charakteristice pozorovan® sc®ny. N§slednŊ vypoļ²t§ masku v popŚed². 
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N²ģe na obr§zku (Obr. 14) je zn§zornŊno z§kladn² sch®ma algoritmu se tŚemi hlav-

n²mi kroky metody odeļ²t§n² pozad². 

 

Obr. 14. Sch®ma algoritmu 

odeļ²t§n² pozad² 

Aplikac² metody odeļ²t§n² pozad² je z²sk§na bin§rn² maska, kter§ vyjadŚuje dŊlen² bodŢ 

aktu§ln²ho sn²mku na body popŚed² a body pozad². Ļern® pozad² zastupuje hodnota 0, b²l® 

popŚed² zastupuje hodnota 255.  

Pro detekci popŚed² je nutn® spr§vnŊ nastavit prahovou hodnotu. Prahov§ hodnota urļuje, 

zda jeġtŊ patŚ² pixely k pozad², ļi nikoliv. Odeļ²t§n² pozad² lze prov§dŊt i se sn²mky 

v RGB, ale bylo by nutn® odeļ²tat kaģdĨ kan§l zvl§ġŠ. Z toho dŢvodu se pouģ²v§ odeļ²t§n² 

pozad² s ġedo t·novĨmi sn²mky, kde je pouze jeden kan§l. Na obr§zku (Obr. 15) je zobra-

zeno ide§lnŊ odeļten® vĨsledn® popŚed². 
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Obr. 15. Algoritmus pro z²sk§n² masky popŚed² 

Metoda byla zvolena pro realizaci v programu MATLAB z dŢvodu jednoduchosti 

a efektivnosti. 

3.2.3 Detekce hran 

Detekce hran je postupem v digit§ln²m zpracov§n² obrazu, kterĨ slouģ² k nalezen² oblast² 

pixelŢ, u kterĨch se podstatnŊ mŊn² jas. Hrana mŢģe bĨt definov§na jako hranice mezi 

dvŊma obrazovĨmi oblastmi, kter® maj² odliġn® charakteristiky podle nŊkterĨch vlastnost² 

(napŚ. ¼roveŔ ġed®, barvy nebo textury). Hrana v objektu se nemus² krĨt s hranic² mezi 

objekty ve sc®nŊ. Hrany mohou vznikat a zanikat v z§vislosti na pohybu osob nebo vŊc². 

[3][8] 

N²ģe na obr§zku (Obr. 16) je uveden model ide§ln² hrany a model skuteļn® hrany, 

kter§ je vlivem vzorkov§n² a jinĨch vlivŢ rozmaz§na. TlouġŠka hrany je urļena d®lkou 

skoku. [8] 
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Obr. 16. Model ide§ln² a skuteļn® hrany [8] 

 Na n§sleduj²c²m obr§zku (Obr. 17) je vyobrazena aplikace detektoru hran na ġedo 

t·novĨ obraz a na bin§rn² mapu po odeļten² pozad². 

 

Obr. 17. Detekce hran aplikovan§ na ġedo t·novĨ obraz (vlevo) a na bin§rn² mapu (vpravo) 

Metodu by bylo moģn® pouģ²t stejnŊ jako odeļ²t§n² pozad², pouze s t²m rozd²lem, ģe by se 

k uļen² klasifik§toru pouģily m²sto bin§rn²ch map obrysy objektŢ v podobŊ hran. Detekce 

hran je ale metoda ļasovŊ n§roļnŊjġ² a na vĨpoļty by bylo zapotŚeb² lepġ²ho hardwaru, 

proto nebyla zvolena pro realizaci. 

3.2.4 3D hloubkov§ mapa 

Nejjednoduġġ² zpŢsob z²sk§n² 3D hloubkov® mapy je pomoc² 3D kamery. Pasivn² 3D ka-

mery vyuģ²vaj² triangulace a aktivn² 3D kamery prom²taj² do sc®ny matici IR svŊtla 

a n§slednŊ vyhodnocuj², jak se toto svŊtlo odr§ģ² od objektŢ. 

 U pasivn²ch 3D kamer je sn²m§n² zaloģeno na stereo sn²m§n², obraz je z²sk§v§n ze 

dvou oddŊlenĨch kamer. ObŊ kamery mus² bĨt prvnŊ zkalibrov§ny, aby bylo n§slednŊ 

moģn® vyuģ²t triangulace pro urļen² pŚesnĨch souŚadnic ve 3D sc®nŊ. ZjiġtŊn²m pŚesnĨch 

souŚadnic v jednotlivĨch sn²mc²ch je z²sk§na informace o vzd§lenosti pixelu od senzoru. 
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Ļ²m vŊtġ² je vzd§lenost objektu od kamer, t²m je v hloubkov® mapŊ tmavġ² pixel (viz Obr. 

18). [23] 

 

Obr. 18. Obraz z kamery a hloubkov§ mapa [23] 

RelativnŊ novĨm zaŚ²zen²m jsou speci§ln² aktivn² 3D kamery s oznaļen²m Time-of-Flight, 

kter® vyuģ²vaj² detekce zpoģdŊn² mezi vyslanĨm modulovanĨm svŊtlem a odraģenĨm sig-

n§lem. PŚesnost zaŚ²zen² je omezena vĨkonem vestavŊn®ho IR svŊtla. Kamery jsou buŅ 

barevn® (RGB), nebo ļernob²l®. N²ģe na obr§zku (Obr. 19) je vĨstup z barevn® RGB ka-

mery s odpov²daj²c² hloubkovou mapou. [23] 

 

Obr. 19. Obraz barevn® RGB aktivn² kamery a odpov²daj²c² hloubkov§ 

mapa [23] 

Jedn§ se o metodu, u kter® se nemus² z²sk§vat maska popŚed². VĨstupem z kamery je 

hloubkov§ mapa, kter§ by se dala ihned vyuģ²t k detekci a klasifikaci. Tato metoda nebyla 

vybr§na z dŢvodŢ vysokĨch cen 3D kamer, kdyģ cena vhodnĨch kamer pro tuto ¼lohu se 

pohybuje v Ś§dech des²tek tis²c korun. 

3.3 OdstranŊn² st²nŢ 

St²ny v obraze zabraŔuj² spr§vn®mu vyhodnocov§n² objektŢ, proto je nutn® je z video 

sn²mku odfiltrovat. Pro odstranŊn² st²nŢ se nejļastŊji vyuģ²v§ pŚevodu na takovĨ barevnĨ 
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model, ve kter®m je moģn® jednotliv® sloģky oddŊlit, jako je tomu napŚ. u HSV modelu 

(viz kapitola 2.2.2). Tato metoda pracuje na principu toho, ģe st²n dopadaj²c² na nŊjakou 

plochu nezmŊn² barvu, ale mŊn² jen sytost a jas. Algoritmus detekce st²nu je patrnĨ na Obr. 

20. [10] 

 

Obr. 20. Algoritmus detekce st²nu 

Kamera sejme obraz v barevn®m modelu RGB. Pro odstranŊn² st²nŢ je nutn® obraz pŚev®st 

do modelu HSV, u kter®ho doch§z² k filtraci jednotlivĨch sloģek. N§slednŊ je obraz pŚeve-

den na ġedo t·novĨ sn²mek, kterĨ je odeļten od pozad², jehoģ vĨstupem je bin§rn² mapa. 

3.4 Klasifikace objektu 

Posledn²m krokem pŚi zpracov§n² obrazu je klasifikace jiģ segmentovanĨch objektŢ.  

Đkolem klasifikace je zaŚazen² vġech objektŢ nalezenĨch v obraze do skupiny pŚe-

dem zn§mĨch tŚ²d. Klasifikace prob²h§ na z§kladŊ pŚedem nauļen®ho klasifik§toru 

s tr®novac² mnoģinou. 

V n§sleduj²c²ch kapitol§ch bylo vybr§no nŊkolik nejzn§mŊjġ²ch metod pro klasifi-

kaci objektu. Vybr§ny byly metody HOG, SVM , SURF a Neuronov® s²tŊ. 

Pro tuto ¼lohu byla zvolena SVM z dŢvodu rychlosti a moģn®ho budouc²ho vyuģi-

t²  pro klasifikaci v re§ln®m ļase. 

3.4.1 Histograms of Oriented Gradients (HOG) 

Metoda HOG je zaloģena na histogramech orientovanĨch gradientŢ, byla vyvinuta za ¼ļe-

lem rozpozn§v§n² lidskĨch postav v obraze. Vych§z² z myġlenky popisu objektŢ pomoc² 

gradientŢ, kde jednotliv® gradienty jsou reprezentov§ny svou velikost² a smŊrem. Obraz se 

rozdŊl² na mal® oblasti (buŔky). Pro kaģdou buŔku se vypoļ²t§ 1D histogram, kterĨ je vy-



UTB ve Zl²nŊ, Fakulta aplikovan® informatiky 27 

 

poļ²t§n ze vġech oblast² buŔky. VĨsledkem metody HOG mohou bĨt jak barevn®, tak ġedo 

t·nov® obrazy. [17] 

CelĨ obraz je rozdŊlen do blokŢ o stejn® velikosti, kde kaģdĨ z tŊchto blokŢ je reprezento-

v§n pomoc² nŊkolika bunŊk viz Obr. 22. Kaģd§ buŔka zachycuje urļitou oblast, napŚ. 

8 x 8 pixelŢ, a je hlavn²m nositelem informace. V kaģd® buŔce se urļ² orientace gradientu, 

vĨsledn® gradienty vġech bunŊk by mŊly vymezovat hledanĨ objekt. 

VĨpoļet gradientu 

VĨslednĨ deskriptor je vysoce ovlivnŊn procesem vĨpoļtu gradientu. Vstupn² obraz se 

v prvn²m kroku filtruje GaussovĨm j§drem o rŢzn®m parametru ů. N§slednŊ se aplikuj² 

masky pro vĨpoļet diskr®tn²ho gradientu. [17]  

1-D masky: 

 ρȟρȟ ρȟπȟρȟρȟψȟπȟψȟρ (2)  

2-D masky: 

 π ρ
ρ π

ȟ
ρ π
π ρ

ȟ
ρ ς ρ
π π π
ρ ς ρ

 
(3)  

Z vyhodnocenĨch vĨsledkŢ testŢ se vol² nejlepġ² kombinace parametru ů a filtraļn² masky 

pro stanoven² gradientu metodou HOG, kter§ z²sk§ gradient pomoc² konvoluce Gaussov-

sky filtrovan®ho obrazu I, ů = 0, maska ρȟπȟρȟὶὩίὴȢ ρȟπȟρ : 

 Ὅ Ὅz ρȟπȟρ (1)  

 Ὅ Ὅz ρȟπȟρ  (2)  

Kde z  znamen§ konvoluce. [17] 

Histogram orientac² gradientŢ 

V dalġ²m kroku po z²sk§n² obrazŢ Ὅ a Ὅ bude pro kaģdĨ pixel vypoļtena velikost gradien-

tu άὼȟώ a smŊr gradientu Ὸὼȟώ: 

 
άὼȟώ Ὅ Ὅ 

(3)  

 
Ὸὼȟώ ὸὥὲ

Ὅ

Ὅ
 

(4)  
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VĨġe je uveden vĨslednĨ histogram orientac², kde poļet binŢ je urļen intervalem 

i a poļtem sektorŢ s. Interval i ud§v§ rozsah, pro kterĨ se zjiġŠuje smŊr gradientu Ὸὼȟώ. 

Poļet sektorŢ s, definuje, kolik je stejnŊ velkĨch vĨseļ², na nŊģ je interval i rozdŊlen viz 

Obr. 21. 

 

Obr. 21. Histogram orientac² gradientŢ pro 

rŢzn® hodnoty intervalu i a poļtu binŢ s [17] 

Konstrukce deskriptoru  

RovnomŊrnĨm rozdŊlen²m vstupn²ho obrazu do ļtvercovĨch blokŢ o hranŊ k pixelŢ je z²s-

k§n deskriptor HOG. Vznikl® bloky jsou d§le rozļlenŊny na buŔky o hranŊ l pixelŢ (l < k), 

pro kter® jsou vypoļteny normovan® histogramy orientac² gradientŢ. N§slednŊ jsou vĨ-

sledn® histogramy bunŊk zprŢmŊrov§ny v jeden, kterĨ tvoŚ² popis bloku HOG. V dalġ²m 

kroku se blok posune o zvolenĨ poļet pixelŢ. KoneļnĨ HOG deskriptor je zŚetŊzen²m 

vġech popisŢ jednotlivĨch blokŢ uvnitŚ obrazu, viz Obr. 22. [17] 
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Obr. 22. Princip konstrukce HOG 

deskriptoru [17] 

 

Na Obr. 23 je vyobrazena vizualizace metody HOG vytvoŚen§ v programu MATLAB. 

 

Obr. 23. Vizualizace metody HOG pŚi pohledu shora 

3.4.2 Suport vector machines (SVM) 

Suport vector machines (metoda podpŢrnĨch vektorŢ) patŚ² k novĨm metod§m strojov®ho 

uļen², kter® spadaj² do skupiny tzv. j§drovĨch algoritmŢ. Đkolem t®to metody je vyuģit² 

efektivn²ch algoritmŢ k nalezen² line§rn² hranice a z§roveŔ schopnost reprezentovat vysoce 

sloģit® neline§rn² funkce. Z§kladn²m principem metody je pŚevod dan®ho pŢvodn²ho 
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vstupn²ho prostoru do jin®ho, v²cedimension§ln²ho, kde se jiģ daj² od sebe dŊlit tŚ²dy line-

§rnŊ. [18] 

 Princip metody je vyobrazen na n§sleduj²c²m obr§zku (viz Obr. 24). V pŢvodn²m 

dvourozmŊrn®m prostoru se nach§zej² dvŊ tŚ²dy, kter® jsou oddŊleny neline§rnŊ kruģnic². 

PŚid§n²m nov® dimenze vznikne moģnost pŚidat prvkŢm tŚ²dy uvnitŚ kruģnice dalġ² souŚad-

nici, kter§ je posune nahoru, nebo dole pod®l osy ὼ. Proto je moģn® pro oddŊlen² obou tŚ²d 

pouģ²t rovinu rovnobŊģnou s rovinou danou osami ὼ a ὼ. Line§rn² hranici je nutn® um²s-

tit tak, aby byla co nejefektivnŊjġ² z hlediska kategorizace budouc²ch dat, kter® nebylo 

moģn® pouģ²t pŚi tr®ninku. [18] 

 

Obr. 24. Princip vzniku moģnosti line§rn²ho oddŊlen² dvou tŚ²d 

s neline§rn²mi hranicemi pomoc² pŚidan® dimenze. [18] 

V pŚ²padŊ, ģe jsou klasifikaļn² data line§rnŊ separabiln², existuje nekoneļnŊ mnoho hranic, 

jimiģ je moģno rozdŊlit prostor tak, aby byly objekty rozdŊleny pŚ²mkou. PŚ²mka ud§v§ 
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rozdŊlen² objektŢ z jedn® a druh® tŚ²dy. Nejlepġ²m a nejrobustnŊjġ²m Śeġen²m pro klasifika-

ci novĨch objektŢ, kter® nejsou souļ§st² tr®novac² mnoģiny, je hranice (pŚ²mka) znaļena 

silnou ļernou ļarou (viz Obr. 25 a Obr. 26). [20] 

 

Obr. 25. Uk§zka dŊlen² hranic tr®novac² mnoģiny. [20] 

Obecn§ definice rovnice: 

 Ὤὼ ύὼ ύ  (5)  

Orientace dŊl²c² pŚ²mky je znaļena vektorem ύ, poloha vektoru je znaļena ύ . Klasifikace 

objektu ὼ do jedn® ze tŚ²d ‫ , nebo ‫  bude d§na t²m, zda je rovnice (1.17) menġ² nebo 

rovna nule. 

 ύὼ ύ  π (6)  

Objekt bude zaŚazen do tŚ²dy ‫ . 

 ύὼ ύ π (7)  

Objekt bude zaŚazen do tŚ²dy ‫ . 

Vzd§lenost bodu x od hranice je d§na: 

 
Ὠ
ȿύὼ ύȿ

ᴁύᴁ
 

(8)  

Kde ᴁύᴁ je velikost vektoru ύ. 

ZmŊna velikosti vektoru ᴁύᴁ neovlivŔuje vĨslednou klasifikaci, je moģn® jej volit libo-

volnŊ. PŚ²klad pro toleranļn² p§smo o ġ²Śce 
ᴁ ᴁ
, ve kter® se nesm² nach§zet ģ§dnĨ bod. 
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 ύὼ ύ  ς (9)  

 ύὼ ύ  ς (10)  

Lze zapsat zkr§cenŊ jako: 

‏  ύὼ ύ ς (11)  

Pro k = 1, é, N, kde ‏ ς pro ὼ ze tŚ²dy ‫  a ‏ ς pro ὼ ze tŚ²dy ‫ . 

Z dŢvodu nalezen² co nejrobustnŊjġ² klasifikace objektŢ je nutn® naj²t takov® hodnoty 

ύ Á ύ , aby byla vznikl§ celkov§ tolerantn² ġ²Śka 
ᴁ ᴁ ᴁ ᴁ ᴁ ᴁ

 co nejvŊtġ². 

 

Obr. 26. Hranice toleranļn²ho p§sma, hranice 

(ļern§ pŚ²mka), tolerance (modr§ pŚeruġovan§ 

pŚ²mka). [20] 

3.4.3 Surf (detekce vĨznamnĨch bodŢ) 

SURF (Speeded-Up Robust Features) je metoda, kter§ um² detekovat vĨznamn® body ne-

z§visle na zmŊn§ch mŊŚ²tka obrazŢ. Hlavn²m z§mŊrem t®to metody byla konstrukce vĨpo-

ļetnŊ rychl®ho a stabiln²ho deskriptoru, kterĨ by mohl pracovat v re§ln®m ļase. Detekce 

vĨznamnĨch bodŢ prob²h§ pŚ²mo pomoc² determinantu Hessianovy matice. VĨpoļet de-

terminantu je umoģnŊn aplikac² integr§ln²ho obrazu. Integr§ln² obraz je struktura vybudo-

van§ nad vstupn²m obrazem. Tato struktura umoģnuje rychl® vypoļten² souļtu hodnot uv-

nitŚ libovoln® oblasti obrazu, kter§ je d§na n§sleduj²c² rovnic². [20] 

 

Ὅὼȟώ  ὍὭȟὮ 

(12)  
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Vstupn² obraz ὍὭȟὮ, obraz integr§ln² Ὅὼȟώ 

Souļty hodnot obd®ln²kovĨch blokŢ uvnitŚ obrazu lze vyj§dŚit dosazen²m do vztahu: 

 ɫ ὃ ὄ ὅ Ὀ (13)  

HledanĨ souļet znaļ² ɫ a hodnoty integr§ln²ho obrazu v danĨch souŚadnic²ch jsou A, B, C, 

D (viz n§sleduj²c² obr§zek Obr. 27). 

 

Obr. 27. Souļet hodno v bloku 

ɫ [22] 

Hessianova matice v bodŊ (x, y) a v dan®m mŊŚ²tku „ je definov§na: 

 
Ὄὼȟώȟ„

ὒ ὼȟώȟ„ ὒ ὼȟώȟ„

ὒ ὼȟώȟ„ ὒ ὼȟώȟ„
 

(14)  

ὒ  je hodnota druh® parci§ln² derivace podle ὼ, konvoluce vstupn²ho obrazu Ὅὼȟώ 

s Gaussovou funkc² Ὃὼȟώȟ„ s mŊŚ²tkem „ v bodŊ ὼȟώ. 

VĨpoļet prvkŢ Hessianovy matice vyuģ²v§ obd®ln²kovĨch funkc². Tyto funkce pŚedstavuj² 

aproximaci druh® derivace v diskr®tn² formŊ, jde tedy o konvoluci obrazu s filtry  (viz Obr. 

28). 

 

Obr. 28. Aproximace podle druh® derivace Gaussovy funkce 

podle x, y a dle xy [22] 

Metoda SURF se pouģ²v§ pŚedevġ²m pro klasifikaci obrazŢ. 
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3.4.4 Neuronov® s²tŊ 

VĨvoj konceptu umŊl® neuronov® s²tŊ uģiteļn® pro rozpozn§v§n² obrazu zaļal v 50. letech 

a pokraļoval aģ do 60. let 20. stolet². Bledsoe a Browning v r. 1959 vyvinuli typ "n-tuple" 

klasifik§toru, kterĨ zahrnoval bitov® nahr§v§n² a vyhled§v§n² v bin§rn²ch datech. NejvŊtġ² 

vliv na vĨvoj neuronov® s²tŊ mŊl RosenblattŢv tzv. perceptron (r. 1958, 1962, viz Obr. 29). 

[6] 

Neuronov® s²tŊ jsou zaloģeny na napodobov§n² chov§n² nervovĨch soustav ģivĨch 

organismŢ, nepostupuj² podle pŚedem naprogramovan®ho algoritmu. BŊhem procesu uļen² 

si vytv§Ś² vlastn² algoritmus, kterĨ se v ļase vyv²j², mŊn² se stav neuronŢ a adaptuj² se v§hy 

k Śeġen² poģadovan® ¼lohy. [3] 

 

Obr. 29. Sch®matickĨ model neuronu [24] 

Model neuronov® s²tŊ ï Perceptron 

Perceptron je definov§n jako v§ģenĨ souļet vġech vstupuj²c²ch sign§lŢ. Pokud dojde 

k pŚekon§n² prahov® hodnoty ◒, neuron se excituje na hodnotu 1. V pŚ²padŊ, ģe nedojde 

k pŚekon§n² prahov® hodnoty, neuron je inhibitov§n, hodnota se sn²ģ² na 0. [24] 

Za perceptron je povaģovan§ neuronov§ s²Š s ὲ vstupy ὼȟὼȟȣȟὼ  a jedn²m pracovn²m 

neuronem spojenĨm s ostatn²mi vstupy. Pro kaģd® spojen² je pŚiŚazena v§hov§ hodnota 

ύȟύȟȣȟύ . MatematickĨ postup lze vyj§dŚit n§sleduj²c² rovnic² pomoc² funkce sig-

num: 
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ώ ὛὫὲ ύὼ ג  

(15)  

Po zaveden² st§l®ho neuronu s hodnotou excitace ὼ ρ a vazbou k neuronu ύ  lze ג

pŚedchoz² z§pis zjednoduġit: 

 
ώ ὛὫὲ ύὼ  

(16)  

Poloģen²m hodnoty v z§vorce rovno nule z²sk§me rovnici nad-roviny: 

 
ύὼ ὡϽὢȟ ὡϽὢ π 

(17)  

Vznikl§ rovina rozdŊluje vstupn² prostor na dva prostory (viz Obr. 30).  

 

Obr. 30. Dvou rozmŊrnĨ pŚ²pad rozpozn§-

v§n² pomoc² perceptronu. 

Schopnost neurnov® s²tŊ spr§vnŊ pŚiŚazovat do tŚ²d a rozpozn§vat spoļ²v§ ve spr§vn®m 

nastaven² vah. Perceptron je proto nutn® st§le adaptovat na z§kladŊ tr®novac² mnoģiny. 

[24] 

3.5 Program MATLAB  

Pro realizaci vlastn²ho programu bylo vybr§no prostŚed² MATLAB, z dŢvodu dostupnosti 

na ġkoln²ch poļ²taļ²ch a podpoŚe toolboxŢ vyuģitelnĨch pro tuto ¼lohu. 

MATLAB ( MATrix  LABoratory) je interaktivn² programov® prostŚed² 

a skriptovac² programovac² jazyk, kterĨ je vhodnĨ pro vŊdeck® a inģenĨrsk® vĨpoļty, mo-

delov§n², simulaci, vĨvoj algoritmŢ a vizualizaci dat. 
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 VĨhodou MATLABu jsou tzv. toolboxy (rozġiŚuj²c² knihovny funkc²) se soubory 

M-funkc² zamŊŚenĨch na specifick® ¼ļely (napŚ. zpracov§n² obrazu, sign§lŢ, statistiku 

apod.) [21] 

3.5.1 Popis prostŚed² MATLABu  

Z§kladn²m prvkem grafick®ho rozhran² MATLABu  je pŚ²kazov® okno (Command Win-

dow), d§le okno pro spr§vu aktu§ln² sloģky (Current folder), pracovn² prostor (Workspace) 

a okno s histori² pŚ²kazŢ (Command history). Grafick® rozhr§n² je zobrazeno na n§sleduj²-

c²m obr§zku (viz Obr. 31). 

Á Command window ï pŚ²kazovĨ Ś§dek, kterĨ slouģ² ke spouġtŊn² skriptŢ, funkc², 

jednotlivĨch pŚ²kazŢ a zobrazov§n² vĨstupŢ 

Á Current folder ï zobrazuje informace o souborech v aktu§ln² sloģce, kde lze mŊnit 

obsah adres§Śe a spouġtŊt jednotliv® funkce 

Á Workspace ï zobrazuje informace o definovanĨch promŊnnĨch, promŊnn§ lze roz-

kliknout a zobrazit jej² obsah (typ, rozmŊr, atd.) 

Á Command history ï je tvoŚen seznamem vġech dŚ²ve pouģitĨch funkc², v seznamu 

je moģno hledat, pŚ²padnŊ znovu nŊjakou poloģku spustit. [21] 

 

Obr. 31. ProstŚed² MATLAB  R2017a 
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Pouģit® toolboxy v MATLAB  

MATLAB  je tvoŚen j§drem obsahuj²c²m z§kladn² funkce a prostŚedky. Pro jednotliv® ob-

lasti pouģit² je moģn® tento z§klad rozġ²Śit o probl®movŊ (na dan® oblasti) orientovan® 

funkce soustŚedŊn® do toolboxu. Toolbox lze pŚipodobnit ke knihovnŊ, ve kter® se Śeġ² 

specializovan® probl®my dan® oblasti. [9] 

3.5.2 Image Processing Toolbox 

Image Processing Toolbox poskytuje obs§hlĨ soubor algoritmŢ, funkc² a grafickĨch uģiva-

telskĨch rozhran² pro zpracov§n², analĨzu a vizualizaci obrazovĨch dat a vĨvoj algoritmŢ 

pro pr§ci s obrazem. BŊģn® ¼lohy zahrnuj² analĨzu sn²mkŢ, segmentaci a zdokonalen² ob-

razu, pŚevody mezi barevnĨmi prostory, redukci ġumu, geometrick® transformace nebo 

registraci sn²mkŢ. Mnoho funkc² Image Processing Toolboxu podporuje paraleln² zpraco-

v§n². [10] 

3.5.3 Image Acquisition Toolbox 

Image Acquisition Toolbox obsahuje n§stroje pro sn²m§n² obrazovĨch dat a videa ze stan-

dardn²ch prŢmyslovĨch zaŚ²zen². Slouģ² ke sn²m§n² obrazovĨch dat a vide² ze sn²mac²ch 

zaŚ²zen² pŚ²mo do MATLABu  a Simulinku. Hardware je moģno detekovat automaticky, lze 

tak® konfigurovat jeho nastaven², zobrazit n§hled a uloģit obraz nebo video do pamŊti ļi 

pŚ²mo na disk. Z pokroļilejġ²ch ¼loh umoģŔuje Image Acquisition Toolbox uģivatelsky 

triggerovat sn²m§n² ve smyļce, sn²mat data na pozad² nebo synchronizovat vzorkov§n² 

mezi nŊkolika multimod§ln²mi zaŚ²zen²mi. [11] 

3.5.4 Statistics and Machine Learning Toolbox 

N§stroj Statistics and Machine Learning Toolbox poskytuje funkce a aplikace pro popis, 

analĨzu a modelov§n² dat. MŢģe se vyuģ²t pro popisn® statistiky a grafy, pro analĨzu prŢ-

zkumnĨch dat, rozdŊlen² pravdŊpodobnost² do dat a prov§dŊn² testŢ hypot®z. Regresn² 

a klasifikaļn² algoritmy umoģnuj² vyhodnotit vĨsledky z dat a sestavit prediktivn² modely. 

V analĨze dat n§stroj Statistics and Machine Learning nab²z² vĨbŊr funkc², postup-

nou regresi, analĨzu hlavn²ch komponent (PCA), regularizaci a dalġ² metody redukce di-

menz², kter® umoģŔuj² identifikovat promŊnn® nebo funkce, kter® ovlivŔuj² model. 

Panel n§strojŢ poskytuje supervizovan® a neovŊŚen® algoritmy pro strojov® uļen², 

vļetnŊ podpŢrnĨch vektorovĨch strojŢ (SVM), posunutĨch a zavalenĨch rozhodovac²ch 
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stromŢ, k-nearest neighbor, k-means, k-medoids, hierarchick®ho shluku a GaussovĨch mo-

delŢ. Statistick® metody a algoritmy strojov®ho uļen² mohou bĨt pouģity pro vĨpoļty da-

tovĨch sad, kter® jsou pŚ²liġ velk® pro uloģen² do pamŊti.[10] 

3.5.5 MATLAB  Support Package for USB Webcams 

N§stroj MATLAB  Support Package for USB Webcams se zamŊŚuje na podporu videoka-

mer a webkamer pŚipojenĨch pomoc² USB nebo integrovanĨch kamer v notebooc²ch. Po 

nainstalov§n² bal²ļku MATLAB  Support Package dok§ģe program kamery detekovat, roz-

pozn§vat a rozliġovat. Seznam pŚipojenĨch kamer se zobraz² zad§n²m pŚ²kazu webcamlist. 

Pot® je moģn® zaznamen§vat obraz ve smyļce nebo zachycovat jednotliv® obr§zky. 

U uloģenĨch obr§zkŢ je moģn® mŊnit jejich parametry a vlastnosti. [11]  

 



UTB ve Zl²nŊ, Fakulta aplikovan® informatiky 39 

 

II.   PRAKTICKĆ ĻĆST 
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V n§sleduj²c² kapitole pop²ġi implementaci vlastn²ho programu pro detekci a rozpozn§v§n² 

grafickĨch objektŢ. Pro realizaci a programov§n² vlastn² aplikace byl urļen program 

MATLAB, kterĨ je pŚedmŊtem zad§n² diplomov® pr§ce. 

Program v MATLABu  bude rozdŊlen na tŚi ļ§sti, prvn² ļ§st se bude zabĨvat poŚ²ze-

n²m video z§znamu z webov® kamery, druh§ ļ§st bude vyuģ²vat metodu strojov®ho uļen² 

SVM k natr®nov§n² klasifik§toru a posledn² ļ§st se bude vŊnovat detekci a klasifikaci ob-

jektŢ. 

Videa budou zaznamen§ny v HD rozliġen² se sn²mkovou frekvenc² 20 sn²mkŢ za vte-

Śinu. Pro kaģdou tŚ²du bylo vytvoŚeno 30 bin§rn²ch obr§zkŢ, ze kterĨch byl klasifik§tor 

natr®nov§n. Pro tr®nov§n² budou vytvoŚeny bin§rn² obr§zky 30 sn²mkŢ pro kaģdou katego-

rii.  O segmentaci obrazu se bude starat metoda odeļ²t§n² pozad². VĨstupem odeļten² poza-

d² bude bin§rn² maska, kter§ se bude d§le upravovat pomoc² morfologickĨch operac². 

Upraven§ maska pozad² bude vstupem pro klasifik§tor metody strojov®ho uļen² SVM. 

Klasifikace nalezen®ho objektu bude prob²hat pouze v urļen®m m²stŊ, aby se zabr§nilo 

ġpatn® klasifikaci, pokud by objekt nebyl celĨ v z§bŊru kamery. Program bude d§le scho-

pen klasifikovan® objekty zaŚadit do tabulky pŚ²choz²ch, respektive odchoz²ch, osob a d§le 

rozdŊlit dle tŚ²d. 

V posledn² ļ§sti bude provedeno vyhodnocen² vĨsledkŢ na celkem ļtyŚech rŢznĨch 

objektech (osob§ch). Pro vyhodnocen² budou pouģity i situace, pro kter® nebyl klasifik§tor 

natr®novanĨ. V samotn®m z§vŊru pr§ce bude tabulka s vyhodnocen²m pouģit® metody pro 

klasifikaci objektu. 
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4 POPIS WEBOV£ KAMERY A SNĉMAN£HO PROSTřEDĉ 

Pro diplomovou pr§ci byla vybr§na webov§ kamera Microsoft LifeCam HD-3000 zobraze-

na na obr§zku n²ģe (Obr. 32). Jedn§ se o bŊģnou webovou HD kameru s n²ģe popsanĨmi 

vlastnostmi.  

4.1 Webov§ kamera - Microsoft LifeCam HD -3000 

Vlastnosti kamery: 

Á Maxim§ln² rozliġen² videa 720p (1366 Ĭ 768 pixelŢ) 

Á Sn²mkovac² frekvence aģ 30 sn²mkŢ za vteŚinu 

Á PomŊr stran poŚizovan®ho videa 16:9 

Á Technologie TrueColor pro jasnĨ a vĨraznĨ obraz za vġech svŊtelnĨch podm²nek 

Á Automatick® nastaven² jasu 

Á Univerz§ln² stavitelnĨ a tvarovatelnĨ stoj§nek 

Á Rozhran² pŚipojen² USB 2.0 

Á RozmŊry kamery 109Ĭ44,5mm 

 

Obr. 32. Webov§ kamera Microsoft LifeCam HD-3000 

4.2 Model sn²man®ho prostŚed² 

Na jednoduch®m modelu n²ģe (Obr. 33) je vyobrazena sc®na, kde kamera zab²r§ prŢchod 

mezi vstupn²mi turnikety. Kamera je pŚipojena k poļ²taļi, na kter®m je spuġtŊna aplikace 

pro z§znam videa. 
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Kamera je otoļena tak, aby zab²rala co nejv²ce ze vstupn²ho prostoru pŚed turnikety vzhle-

dem k form§tu 16:9.  

 

Obr. 33. Model prostŚed² sn²man®ho webovou kamerou 

4.3 Nastaven² kamery v programu MATLAB  

Spr§vn§ funkce a chod webov® kamery v programu MATLAB je  zajiġtŊna instalac² bal²ļku 

pro podporu webovĨch kamer pŚipojenĨch pomoc² USB, viz kapitola 3.5.5. 

Pro nat§ļen² videa v programu MATLAB je nutn® prov®st n§sleduj²c² kroky: 

Á nastavit rozliġen² poŚizovan®ho videa, 

Á pŚepnout expozici do manu§ln²ho reģimu (Exposure Mode - manual), 

Á nastavit pevnou hodnotu expozice, 

Á pŚepnout vyv§ģen² b²l® takt®ģ do manu§ln²ho reģimu (White Balance Mode - ma-

nual), 
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Á nastavit pevnou hodnotu vyv§ģen² b²l®, 

Á nastavit kontrast. 

Expozice ud§v§ mnoģstv² svŊtla dopadaj²c²ho na CMOS sensor kamery a je nutn® jej na-

stavovat manu§lnŊ. Automatick§ expozice totiģ mŊn² svŊteln® podm²nky ihned pŚi prŢcho-

du pod kamerou a vzhledem k pouģit® metodŊ odeļ²t§n² pozad², kter§ je n§chyln§ pr§vŊ na 

velkou zmŊnu svŊtelnĨch podm²nek, je tato vlastnost neģ§douc². 

Vġechny vlastnosti kamery, kter® je moģn® upravovat v programu, jsou zobrazeny 

na obr§zku, viz Obr. 34. 

 

Obr. 34. Vlastnosti kamery zobrazen® pomoc² programu MATLAB 

4.3.1 Program pro Z§znam videa 

Nejprve bylo nutn® nastavit parametry a hodnoty nahr§v§n², jak bylo zm²nŊno v kapitole:  

4.3. 

V naġem pŚ²padŊ jsou zvoleny hodnoty v z§vislosti na svŊtelnĨch podm²nk§ch v nat§ļen®m 

prostŚed². Jas byl nastaven na hodnotu 150, vyv§ģen² b²l® bylo nastaveno na hodnotu 3000 

a pro pevn® nastaven² expozice byla zvolena hodnota -8. 

src = getselectedsource(video_Obj);         

src.Brightness = 150;  

src.WhiteBalanceMode = 'manual' ;  

src.WhiteBalance = 3000;  

src.ExposureMode = 'manual' ;          
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src.Exposure = - 8;   

 

Z dŢvodu n§roļnosti vĨpoļetn²ch metod pro z²sk§n² masky popŚed², morfologick® operace 

a n§sledn® identifikace objektu, byla zvolena sn²mkovac² frekvence 20 sn²mkŢ za vteŚinu.  

VĨstupem programu je video soubor s pŚ²ponou .avi. N§zev zaznamenan®ho videa je vģdy 

aktu§ln² ļas vytvoŚen² souboru, pŚi opŊtovn®m spuġtŊn² tak nedoch§z² k pŚepisu souboru 

a je moģn® data z§lohovat. 

PŚesnĨ form§t z§pisu:  

zaznam_videa_hh_MM_dd_mm_yy.avi (aktu§ln² hodina, minuta, den, mŊs²c, rok). 

N§sleduj²c² obr§zek (Obr. 35) zobrazuje jednoduch® grafick® rozhran², ve kter®m se na-

ch§z² n§hled aktu§lnŊ zaznamen§van®ho sn²mku a tlaļ²tko stop. 

Zapnut²m programu se spust² nahr§v§n² videa. Pro zastaven² programu lze vyuģ²t dva zpŢ-

soby:  

Á zavŚen² n§hledu (zavŚen² okna), 

Á stisknut² tlaļ²tka stop. 

 

Obr. 35. Program pro z§znam videa ï n§hled 

Ihned po ukonļen² programu je video soubor uloģen do pŚedem nastaven®ho adres§Śe. 
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5 DETEKCE A KLASIFIKACE OSOB 

V prvn² ŚadŊ bylo nutn® si pŚedstavit a popsat blokov® sch®ma programu pro detekci 

a klasifikaci osob.  

Popis blokov®ho sch®matu programu klasifikace osob je vyj§dŚen na obr§zku n²ģe 

(viz Obr. 36). Po zapnut² programu a n§sledn®ho vybr§n² video z§znamu se spust² pŚehr§-

v§n² videa. Prvn² sn²mek se ukl§d§ jako pozad², kter® je d§le vyhodnocov§no s aktu§ln²mi 

sn²mky, v pŚ²padŊ zmŊny bude spuġtŊna aktualizace pozad². Pokud nen² aktualizace pozad² 

vyģadov§na, pŚistoup² se k odeļ²t§n² pozad², kterĨm se nalezne bin§rn² maska objektu. 

V n§sleduj²c²m kroku je pŚistoupeno k odstranŊn² st²nŢ a aplikaci morfologickĨch operac². 

Takto upraven§ bin§rn² maska pŚistupuje ke klasifikaci objektu. V posledn²m kroku jsou 

klasifikovan® objekty zobrazeny ve video pŚehr§vaļi. Pokud nen² zjiġtŊn konec videa, pro-

gram pokraļuje naļten²m dalġ²ho sn²mku, v opaļn®m pŚ²padŊ program skonļ². 
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Obr. 36. Blokov® sch®ma programu pro klasifikaci objektu 
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5.1 Tr®nov§n² objektŢ 

Pro tr®nov§n² objektŢ je vybr§na metoda SVM (metoda podpŢrnĨch vektorŢ), kter§ je uve-

dena v liter§rn² reġerġi viz kapitola 3.4.2. Tato metoda byla vybr§na z dŢvodu tr®nov§n² 

bin§rn²ch (ļernob²lĨch) obr§zkŢ. Odeļten²m pozad² vznikne bin§rn² mapa, ve kter® vypa-

daj² vġechny obrysy osob, kol, kufrŢ atd. se shora podobnŊ. Je moģn® tedy rozpozn§vat 

i osoby, kter® nebyly pŚedmŊtem tr®novac² mnoģiny bin§rn²ch obr§zkŢ. 

 

Obr. 37. Blokov® sch®ma tr®nov§n² dat a uļen² objektŢ 

PŚed-tr®nov§n² objektu je nastaveno pro tŚi kategorie: 

1. Osoba 

2. Osoba s kolem 

3. Osoba s kufrem 
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Pro uļen² SVM bylo vyuģito tŚicet obr§zkŢ z kaģd® kategorie. Pro pŚedstavu byly vybr§ny 

tŚi obr§zky z kaģd® kategorie, slouģ²c² pro uļen² SVM. 

Osoba 

Na obr§zc²ch je vidŊt obrys postavy (objektu), kterĨ je v rŢzn®m st§diu pohybu. Podob-

nĨch obr§zkŢ, ze kterĨch je uļen klasifik§tor SVM, je celkem tŚicet (viz Obr. 38, Obr. 39, 

Obr. 40). 

 

Obr. 38. Bin§rn² mapa s obrysem postavy, urļena k tr®nov§n² SVM. 

Osoba s kolem 

Tot®ģ je i na sn²mc²ch dalġ²ho objektu, kde je zachycen obrys postavy s kolem. Pro uļen² 

klasifik§toru SVM bylo rovnŊģ pouģito tŚicet sn²mkŢ. 

 

Obr. 39. Bin§rn² mapa s obrysem postavy a kolem, urļena k tr®nov§n² SVM. 

Osoba s kufrem 

Jako posledn² je osoba s kufrem. Na obr§zc²ch je zachycen ostrĨ obrys postavy v rŢznĨch 

st§di²ch pohybu. Pro natr®nov§n² SVM bylo pouģito tŚicet sn²mkŢ.  
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Obr. 40. Bin§rn² mapa s obrysem postavy a kufrem, urļena k tr®nov§n² SVM. 

 

Tr®novac² program SVM klasifik§toru tvoŚ² 3 smyļky for pro kaģdĨ z identifikovanĨch 

objektŢ, kter® mus² splŔovat podm²nku i=1:X , kde X je poļet obr§zkŢ. V dalġ²m kroku je 

nastavena podm²nka if, tak, aby se naļetly vġechny obr§zky bez rozd²lu na ļ²slov§n² sou-

boru. Jelikoģ je ļernob²lĨ vstupn² obr§zek v modelu RGB, je nutn® ho nejprve pŚev®st na 

stupnŊ ġedi a n§slednŊ do bin§rn² podoby. V posledn²m kroku staļ² uģ jen obr§zek oŚezat 

a uloģit do tabulky, viz n§sleduj²c² k·d: 

for  i=1:30  

        if  i<10  

           im=(imread(strcat ...  

 ( 'TrainingData/Osoba_kufr/Os_k_0' ,num2str(i), '.jpg' )));  

        else  

           im=(imread(strcat ...  

               ( 'TrainingData/Osoba_kufr/Os_k_' , ...  

               num2str(i), '.jpg' )));           

        end 

        %preved do cernobile a nasledne do binarni podoby  

        im= imbinarize(rgb2gray(im));  

        %orez  

        souc_radky=find(sum(im,2));  

        soucet_sloupce=find(sum(im,1));      

        im_orezany=im(souc_radky(1):souc_radky(end), ...  

            soucet_sloupce(1):soucet_sloupce(end),:);  

 

        %preved na 100x100  

        im_orezany = imresize(im_orezany, [100 100]);  

        %uloz jako 1 radek  
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        im_orezany = reshape(im_orezany', 1, 100*100);  

        %pridej do tabulky  

        Table=[Table;double(im_orezany)];  

        Y=[Y;1];  

end 

Pro nauļen² SVM klasifik§toru se vyuģ²v§ funkce MATLABu fitrsvm, kter§ je urļena pro 

obecnou klasifikaci. Vstupn²mi daty pro klasifik§tor je Ś§dek (vektor), kterĨ obsahuje ulo-

ģeny bin§rn² obr§zky po Ś§dc²ch. N§slednŊ jsou uloģeny do tabulky - Table a kategorie 

Y (1 - osoba, 2 - osoba s kolem, 3 - osoba s kufrem). 

 

SVMStruct = fi tr svm(Table,Y);  

 

NauļenĨ SVM klasifik§tor je nutn® uloģit do souboru, aby se mohl vyuģ²t pro dalġ² klasifi-

kaci. 

save( 'Training_Data.mat' , 'SVMStruct' );  

 

5.2 Aktualizace pozad² 

Pro aktualizaci pozad² se vyuģ²v§ pŚ²kazu āāallóó, kterĨ hled§ v cel® bin§rn² mapŊ vġechny 

nenulov® hodnoty matice. N§slednŊ se pozad² aktualizuje a to tak, ģe se nech§ 70% star®ho 

pozad² a pŚiļte se 30% nov®ho pozad². Pot® se aktualizuje ļas pro zmŊnu pozad². 

odchylka=all((gray_Background(:) - gray_videoFrame(:))<25);  

if  odchylka == 1  

 gray_Background = 0.7*gray_Background +  0.3*gray_videoFrame;  

 time_Background = datestr(now, 'HH:MM:SS' );  

end  

5.3 Odeļ²t§n² pozad² (detekce popŚed²) 

Pro detekci pozad² byla vybr§na metoda odeļ²t§n² pozad², z dŢvodu pouģit² statick® kame-

ry. Metoda pracuje na principu odeļ²t§n² aktu§ln²ho sn²mku od modelu pozad² pŚi nastave-

n®m prahu. Rozd²l, kterĨ vznikne, je moģn® povaģovat za popŚed². 

 

V prvn²m kroku si vezmeme prvn² sn²mek a uloģ²me ho jako pozad² a n§slednŊ ho pŚeve-

deme na stupnŊ ġedi. 
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background = step(videoReader);  

gray_Background = rgb2gray(background);  

 

V n§sleduj²c²m kroku provedeme tot®ģ pro sn²mek, kterĨ se bude od pozad² odeļ²tat. 

videoFrame = step(videoReader);                       

gray_videoFrame = rgb2gray(videoFrame);  

 

Nyn² pouģijeme pŚ²kaz imabsdiff, kterĨ n§m tyto sn²mky odeļte v absolutn² hodnotŊ 

s nastavenĨm prahem na hodnotu 50. 

odecte ne_pozadi =imabsdiff(gr ay_Background,gray_videoFrame)>50 ;  

VĨsledkem je odeļten® pozad², tedy bin§rn² maska, na kterou se n§slednŊ aplikuj² morfo-

logick® operace, nebo se jeġtŊ odstran² st²ny. 

5.4 OdstranŊn² st²nŢ 

St²ny ve video sn²mku znamenaj² zhorġen² rozliġovac²ch schopnost² klasifik§toru 

a n§sledn®ho rozpozn§n² objektu. Je tedy nutn® je alespoŔ ļ§steļnŊ eliminovat. 

V programu byla zvolena metoda odstranŊn² st²nŢ pomoc² pŚeveden² barev z RGB modelu 

na HSV model. Po pŚeveden² na HSV model, je moģn® zjistit jednotliv® hodnoty pixelŢ. 

Vġe je zaloģeno na tom, ģe vzniklĨ st²n nemŊn² barvu pozad², ale mŊn² se pouze sytost 

a hodnota jasu. ZjiġtŊn²m tŊchto hodnot dopadaj²c²ho st²nu na podloģ² je moģn® st²n ļ§s-

teļnŊ, aģ ¼plnŊ eliminovat. 

Postup ļ§steļn® eliminace st²nu 

Nejprve provedeme zobrazen² bin§rn²ho sn²mku po odeļten² pozad². Metoda odeļten² po-

zad² nedok§ģe rozliġit mezi objektem a st²nem, proto je st²n odeļten od pozad² stejnŊ jako 

objekt. T®to situaci se d§ pŚedej²t pŚeveden²m aktu§ln²ho sn²mku na jiģ zm²nŊnĨ HSV mo-

del a v m²stech, kde se nach§z² st²n, zjist²me hodnoty pro sytost barvy (Saturation) a pro 

hodnoty jasu (Value). 

V naġem pŚ²padŊ byly hodnoty st²nu pro sytost barvy 0,43 po 0,50 a hodnoty pro jas 

v rozmez² od 0,50 po 0,61. T²mto postupem jsme detekovali st²n a n§slednŊ ļ§steļnŊ eli-

minovali, viz n§sleduj²c² zdrojovĨ k·d programu. 

hsv_videoFrame = rgb2hsv(videoFrame);  

hsv_background = rgb2hsv(background);  
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Hue = hsv_videoFrame(:,:,1);  

Sat = hsv_videoFrame(:,:,2);  

Val = hsv_videoFrame(:,:,3);  

detekovany_Stin = Sat > 0.43 & Sat < 0. 5 & Val > 0.61 & Val < 

0.81;  

odecet_Stinu = odectene_pozadi & ~detekovany_Stin;  

 

N²ģe je zobrazena bin§rn² mapa vznikl§ odeļten²m sn²mku pozad² od sn²mku popŚed² pro 

nastavenĨ pr§h. VĨsledkem je vykreslenĨ objekt se st²nem. 

 

Obr. 41. Bin§rn² mapa po odeļten² pozad². 

N§sleduj²c² sn²mek (Obr. 42) byl pŚeveden na HSV model jeġtŊ pŚed odeļtem pozad², ze 

kter®ho bylo moģn® zjistit odpov²daj²c² hodnoty sytosti a jasu pro st²n. 

 

Obr. 42. Sn²mek pŚevedenĨ z RGB na HSV model a zobrazenĨ 

v RGB. 
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Na n§sleduj²c²m obr§zku (Obr. 43) je detekovanĨ st²n v nastavenĨch mez²ch pro hodnoty 

sytosti. 

 

Obr. 43. NalezenĨ st²n pro zadan® hodnoty sytosti a jasu v programu. 

U n§sleduj²c²ho obr§zku (Obr. 44) je st²n ļ§steļnŊ eliminov§n, tak aby bylo moģn® ho jeġtŊ 

l®pe odstranit morfologickĨmi operacemi. St²n nen² odstranŊn zcela z toho dŢvodu, ģe po-

kud by nŊjak§ barva objektu mŊla stejn® hodnoty pro sytost barvy a stejnou hodnotu jasu, 

byla by odstranŊna stejnŊ jako st²n. Ģ§douc² je tedy udrģovat co nejmenġ² meze pro hodno-

ty sytosti a jasu pŚi odstranŊn² st²nu. 

 

Obr. 44. OdeļtenĨ st²n od bin§rn² mapy. 

5.5 Morfologick® operace 

Morfologick® operace se aplikuj² na bin§rn² obr§zky jeġtŊ pŚed detekc² a klasifikac² osob, 

jedn§ se tedy o pŚedzpracov§n² obrazu. VĨstupem morfologickĨch metod jsou obr§zky 

s dokonalĨmi obrysy objektŢ, kter® usnadŔuj² klasifikaci. V t®to kapitole si pop²ġeme jed-

notliv® filtry a funkce, kterĨmi bylo dosaģeno fin§ln²ho obr§zku. 
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Model pozad² v RGB a obr§zek pŚevedenĨ do stupŔŢ ġedi (viz Obr. 45). 

 

Obr. 45. Model pozad² v RGB (vlevo) a ve stupn²ch ġedi (vpravo). 

Na obr§zku (Obr. 46) n²ģe je vyobrazen aktu§ln² sn²mek v RGB a n§slednŊ ve stupn²ch 

ġedi. 

 

Obr. 46. Model pozad² s objektem, obr§zek v RGB (vlevo) a ve stupn²ch ġedi (vpravo). 

K detekci popŚed² (masky) objektu se vyuģ²vaj² obr§zky ve stupn²ch ġedi, kter® jsou od 

sebe n§slednŊ odeļteny pŚ²kazem imabsdiff. 

PŚ²kaz Imabsdiff je totoģnĨ s rovnic²: 

 ὓὥίὯὥὃὦίὼ ώ ὸὬὶὩίὬέὰὨ (18)  

,kde ὼ znaļ² pozad², y je aktu§ln² sn²mek a threshold je pr§h. 

finalFrame  = 

imabsdiff(thresholdBac kground,thresholdCurrentFrame)>5 5;  

N§sleduj²c² obr§zky (viz Obr. 47, Obr. 48, Obr. 49, Obr. 50) pŚedstavuj² posloupnost pou-

ģit² morfologickĨch operac². 
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Obr. 47. Bin§rn² maska vznikl§ odeļtem 

obr§zku z pozad² a aktuln²ho sn²mku. 

Medi§novĨ filtr je pouģit k odstranŊn² neģ§douc²ch bodovĨch ruġen². V MATLABu  je filtr 

dostupnĨ pod oznaļen²m medfilt2. 

finalFrame = medfilt2(finalFrame,[ 3 3]);  

 

Obr. 48. Upraven§ bin§rn² maska pomoc² me-

di§nov®ho filtru. 

Vznikaj²c² mal® objekty po odeļten² sn²mku je nutn® odfiltrovat, proto jsou v dalġ²m kroku 

odstranŊny objekty menġ² neģ 1000px. 

finalFrame = bwareaopen(finalFrame, 1000);  

 

Obr. 49. Bin§rn² maska s odstranŊnĨmi objek-

ty menġ²mi neģ 1000px. 
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Na z§vŊr jsou odstranŊny d²ry z bin§rn²ho obr§zku, kter® by byly neģ§douc² pro strojov® 

uļen² SVM a klasifikaci. 

finalFrame = imfill(finalFrame, 'holes' );  

 

Obr. 50. Fin§ln² sn²mek po odfiltrov§n² dŊr 

z obr§zkŢ. 

5.6 Nalezen² objektu 

Pro nalezen² objektu byla zvolena vestavŊn§ funkce MATLABu konkr®tnŊ blob analysis, 

kter§ je zaloģen§ na detekci oblast² v obraze, kter® maj² odliġn® okol². V naġem pŚ²padŊ je 

okol² zcela odliġen® od objektu vzhledem k tomu, ģe okol² m§ ļernou barvu a objekt barvu 

b²lou. T²mto zpŢsobem je objekt pouze detekov§n. Pro detekci je nastavena minim§ln² 

a maxim§ln² plocha, kterou mus² objekty splŔovat, aby byly br§ny v potaz.  

blobAnalysis = vision.BlobAnalysis ...  

 ( 'BoundingBoxOutputPort' , true, 'AreaOutputPort' , ...  

 true, 'CentroidOutputPort' , true, ...  

 'MinimumBlobArea' , 100000, 'MaximumBlobArea' , 400000);  

 

Hled§n² ohraniļuj²c²ho r§meļku (bbox - bounding box), u kter®ho se krokuje blobAnalysis 

a bin§rn² obr§zek s odeļtenĨm pozad²m.  

[area,centro id,bbox] = step(blobAnalysis, finalFrame);  

 

Zobrazen² r§meļkŢ kolem detekovanĨch osob: 

resultFrame  = insertShape(videoFrame, 'Rectangle' , bbox, 

'Color' , ...  

 'green' , 'Opacity' , 0.1, 'LineWidth' , 5);  
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ZjiġtŊn² poļtu objektŢ je velmi snadn®, staļ² zjistit velikost vektoru bbox (bounding box) 

kter® splŔuj² vġechna poģadovan§ krit®ria: 

pocetObjektu = size(bbox, 1);  

 

5.7 Klasifikace objektu 

V pŚ²padŊ zjiġtŊn² objektu je moģn® pŚistupovat k dalġ²mu kroku - ke klasifikaci. 

V samotn®m ¼vodu zdrojov®ho k·du je provedeno naļten² pŚedtr®novan®ho klasifik§toru 

SVM, kterĨ je uloģen v souboru Training_Data.mat. N§slednŊ je moģn® volat promŊnnou 

SVMStruct. 

load( 'Training_Data.mat' );  

 

Klasifikace se spouġt² pouze po pŚekroļen² jedn® ze svislĨch ļar (viz Obr. 51), t²m je oġet-

Śena klasifikace, aby byl celĨ objekt v z§bŊru kamery. Lev§ svisl§ ļ§ra slouģ² pro klasifi-

kaci pŚ²choz²ch osob. Podm²nka je formulovan§ tak, ģe se kontroluje stŚedov§ souŚadnice 

bin§rn² mapy - x a hled§ se takov§ hodnota, kdy pŚedchoz² sn²mek mŊl x-sovou souŚadnici 

menġ² neģ 600 a n§sleduj²c² sn²mek m§ x-sovou souŚadnici vŊtġ² neģ 600. 

 0ĠÅÄÃÈÏÚþ ÓÎþÍÅËȟØ  φππ  Ǫ  !ËÔÕÜÌÎþ ÓÎþÍÅËȟØ  φππ (19)  

Pro klasifikaci odchoz²ch osob slouģ² druh§ svisl§ ļ§ra (viz Obr. 51). Podm²nka pro klasi-

fikaci je podobn§ jako u pŚedchoz²ho pŚ²padu s t²m rozd²lem, ģe aktu§ln² sn²mek mus² m²t 

hodnotu souŚadnice x menġ² neģ u pŚedchoz²ho sn²mku. 

 0ĠÅÄÃÈÏÚþ ÓÎþÍÅËȟØ  φππ  Ǫ  !ËÔÕÜÌÎþ ÓÎþÍÅËȟØ  φππ (20)  

Pokud byl nalezen nŊjakĨ objekt a proġel zleva nebo zprava pŚes svisl® ļ§ry, spust² se kla-

sifikace. V opaļn®m pŚ²padŊ se v oknŊ video pŚehr§vaļe zobraz² hl§ġen²: Ănebyl nalezen 

ģ§dnĨ objektñ. Pokud se aplikace spust², aktu§ln² sn²mek se nejprve oŚeģe a uprav², stejnŊ 

jako tomu bylo pro obr§zky v sekci tr®nov§n² objektŢ (viz kapitola 5.1). 

klasifikace = double(finalFrame);  

souc_radky  = find(sum(klasifikace,2));  

so ucet_sloupce  = find(sum(klasifikace,1));  

orezVideoFrame  = klasifikace(souc_radky(1):souc_radky(end), ...  

soucet_sloupce(1):soucet_sloupce(end),:);  

%preved na 100x100  

orezVideoFrame = imresize(orezVideoFrame, [100 100]);  
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orezVideoFrame = reshape(orezVideoF rame',1, 100*100);  

 

PromŊnn§ SVMStruct obsahuje Ś§dkovĨ vektor pro kaģdou z tŚ²d, ve kter®m jsou zaps§ny 

bin§rn² obr§zky. Ve stejn®m form§tu jsou i sn²mky z videa a pomoc² funkce predict je vy-

pisov§no sk·re. 

score = predict(SVMStruct, double(orezVideoFrame));  

 

Klasifikace pracuje na principu uveden®m v n§sleduj²c² tabulce, kde jsou uvedeny hodnoty 

sk·re pro urļit® objekty.  

Tab. 1. Hranice klasifikovatelnĨch ka-

tegori². 

  Sk·re 

  Od do 

Osoba 0,55 1,45 

bŜȊƴłƳȇ objekt 1,46 1,54 

Osoba s kolem 1,55 2,45 

bŜȊƴłƳȇ ƻōƧŜƪǘ 2,46 2,54 

Osoba s kufrem 2,55 3,45 

 

Z²skan® pŚedpovŊdi zapsan® v promŊnn® sk·re nyn² staļ² vyhodnotit. Pokud je sk·re rovno 

1, pŚ²padnŊ je menġ² nebo rovno 1.45, jedn§ se o osobu atp. (viz Tab. 1). Mezi jednotlivĨmi 

objekty je ponech§na pomysln§ mezera, aby v pŚ²padŊ, ģe je hodnota sk·re na hranŊ mezi 

dvŊma objekty, se klasifik§tor nerozhodoval ġpatnŊ. 

if  score >= 0.55 && score <= 1.45  

     text_Rozpoznani = sprintf( 'Osoba' );  

     pocet_osob = pocet_osob + 1;  

elseif  score >= 1.55 && score <= 2.45  

     text_Rozpoznani = sprintf( 'Osoba s kolem' );  

     pocet_osob_kolo = pocet_osob_kolo + 1;  

elseif  score > = 2.55 && score <= 3.45  

     text_Rozpoznani = sprintf( 'Osoba s kufrem' );  

     pocet_osob_kufr = pocet_osob_kufr + 1;  

else  

     text_Rozpoznani = sprintf( 'Neznamy objekt' );  

end 
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           % zobrazeni vysledku  

resultFrame  = insertText( resultFrame , [20 140], text_Rozpoznani, ...  

     'FontSize' , 25, 'BoxColor' , 'green' , 'BoxOpacity' , 0.5);  

resultFrame  = insertText( resultFrame , [20 200], num2str(score), ...  

     'FontSize' , 25, 'BoxColor' , 'white' , 'BoxOpacity' , 0.5);  

 

Jak je ze zdrojov®ho k·du zŚejm®, kaģd§ podm²nka if, pŚ²padnŊ elseif, popisuje jednu kon-

kr®tn² klasifikaci. Po splnŊn² podm²nky se zobraz² ve video pŚehr§vaļi text s n§zvem ob-

jektu. V pŚ²padŊ, ģe nen² splnŊna ģ§dn§ z mez² pro nŊkterou z klasifikac², se vyp²ġe text ï 

nezn§mĨ objekt. 

 

Po zpuġtŊn² programu, vybr§n² a ¼spŊġn®m naļten² videa se zapnou dvŊ okna s video pŚe-

hr§vaļi. Prvn² okno zobrazuje aktu§ln² sn²mky v barevn®m RGB modelu a druh® okno 

s video pŚehr§vaļem zobrazuje pouze ļernob²lou mapu detekovanĨch objektŢ. 

V pŚehr§vaļi jsou zobrazeny texty, kter® informuj² o stavu detekce, pŚ²padnŊ klasifikace 

objektŢ. Kdyģ je poļet nalezenĨch objektŢ roven nule, zobraz² se pouze informace o tom, 

ģe nebyl nalezen ģ§dnĨ objekt.  

Popis k Obr. 51. V lev®m doln²m rohu je naps§no: Aktualizace pozad² a ļas, ļas se zde 

mŊn² v z§vislosti na posledn² zmŊnŊ pozad², napŚ²klad v pŚ²padŊ zmŊny svŊtelnĨch podm²-

nek. Vpravo nahoŚe je uveden aktu§ln² sn²mek videa. Vpravo dole je ukazatel celkov®ho 

poļtu osob, kter® buŅ pŚiġly, nebo odeġly. Svisl® ļ§ry uprostŚed obr§zku urļuj² bod, kde je 

objekt vyhodnocov§n. Pokud se stŚed zelen®ho r§meļku (objektu) dotkne lev® svisl® ļ§ry, 

dojde ke klasifikaci o zobrazen² vĨsledku klasifikace. Prvn² svisl§ ļ§ra je pro pŚ²choz² ob-

jekty, tedy pokud stŚed objektu projde zleva doprava, pŚiļte se 1 k celkov®mu poļtu pŚ²-

chodŢ, kde d§le z§vis² na tom, jak byl objekt klasifikov§n. V opaļn®m pŚ²padŊ, kdy se 

stŚed objektu projde pŚes druhou svislou ļ§ru zprava doleva, dojde ke klasifikaci 

a k odpov²daj²c²mu odchoz²mu objektu se pŚiļte 1.  
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Obr. 51. Popis aktu§lnŊ pŚehr§van®ho sn²mku v oknŊ video pŚehr§vaļe MATLABu. 

 

PŚi ¼spŊġn®m nalezen² objektu je ohraniļen zelenĨm r§meļkem a po pŚekroļen² prvn² svis-

l® ļ§ry, jelikoģ objekt se pohybuje zleva doprava, se zobraz² klasifikace s odpov²daj²c²m 

sk·re. Hodnota sk·re byla stanovena a vyps§na dle klasifik§toru s hodnotou 1,1914. Tako-

v® sk·re se dalo oļek§vat vzhledem k tomu, ģe osoba figuruje jako objekt na vġech sn²m-

c²ch a je tady urļit§ podobnost pro osobu, kter§ m§ hodnotu sk·re o 0,19 niģġ², tedy 1 (viz 

Obr. 52). 

 




















































