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ABSTRAKT 

Prediktivní řízení procesů je metoda regulace vhodná pro řízení různých typů 

systémů, která je založená na myšlence využití predikce budoucího chování 

systému a její optimalizace. Běžně se pro predikci chování využívá modelu 

systému, a proto je nutné pro správnou funkci prediktivního řízení provést jeho 

správný výběr a určit jeho parametry. Cílem této práce je aplikace některých 

prvků umělé inteligence ve vhodných oblastech prediktivního řízení, zejména 

využití jednoduchých evolučních algoritmů v rámci optimalizace a neuronových 

sítí jako nelineárních modelů. Je prokázáno, že kromě klasických optimalizačních 

algoritmů je možné použít i jednoduché evoluční algoritmy pro optimalizaci 

predikce, přičemž výpočetní náročnost může být srovnatelná. Dále se práce 

zabývá výběrem vhodných modelových systémů s pomalou dynamikou, jejich 

odvozením a vytvořením nelineárních modelů v podobě škálovatelných 

neuronových sítí. Potenciální výhodnost tohoto přístupu pro řízení systémů 

obtížně popsatelných či pro řízení systémů, jejichž matematicko-fyzikální popis 

není znám, byla v práci prokázána. Práce se také zabývá možností nasazení 

nalezených modelů na reálné systémy a stanovením nutných podmínek a 

požadavků pro jejich aplikaci.  

 

ABSTRACT 

Predictive control is a method of control process which is suitable for different 

types of systems. This method is based on the utilization of prediction of the future 

behaviour of a system and its optimization. A model of this system is mainly used 

for prediction, hence it is crucial to choose the model properly and set its 

parameters. The aim of this work is the application of some elements of artificial 

intelligence in proper fields of predictive control. It is focused especially on the 

utilization of simple evolutionary algorithms in the optimization process as well 

as using neural networks as models of the systems. It has been shown that, besides 

classical optimization algorithms, it is possible to apply simple evolutionary 

algorithms with similar computational demands. The process of choosing proper 

systems with slow dynamics, their derivations of mathematical formulas and the 

methodology of model creation in the form of scalable neural networks is 

discussed further. This approach can be convenient for controlling of systems 

which are difficult to be mathematically described or for systems whose 

description is not known at all. The possibility of application of these models to 

real systems, the definition of necessary conditions and the requirements for their 

applications are discussed as well.  
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1. ÚVOD 

Prediktivní řízení[1-5] je metoda regulace, jejíž hlavní myšlenkou je využití 

predikce chování systému pro optimalizaci akčního zásahu. Touto metodou se 

obvykle řídí spojité systémy s využitím diskrétních modelů[6, 7]. Dynamický 

spojitý model systému je obvykle vyjádřen pomocí diferenciálních rovnic. 

Matematické operace s touto formou modelů jsou většinou obtížné, a proto se 

používají diskrétní modely, které využívají k popisu dynamického chování 

systému rovnice diferenční. Rozšířením tohoto modelu o budoucí hodnoty je 

pak možno získat predikci budoucího chování systému. Toto rozšíření se 

nazývá prediktor[8]. Tvar prediktoru je závislý na velikosti predikčního 

horizontu. Budoucí chování systému je poté možné optimalizovat tak, aby bylo 

dosaženo žádané hodnoty. Optimalizátor a prediktor společně tvoří 

regulátor[5]. Predikce chování vychází z modelu systému, a proto má tento 

model popisovat chování systému co nejpřesněji. Model systému se získá 

identifikací soustavy[9], a to buď matematicko-fyzikální analýzou, nebo 

identifikací experimentální[10, 11]. Pro systémy, jejichž přesný matematický 

model je obtížné nebo nemožné získat, je možno využít neuronových 

sítí[12, 13] jako modelu. Nevýhodou těchto modelů bývá jejich velká 

výpočetní náročnost, a proto jsou vhodné pro systémy s pomalou dynamikou. 

V rámci optimalizačního procesu se obvykle využívá kvadratického 

programování[14-16], neboť optimalizovaný problém je často kvadratického 

tvaru. Pro řešení optimalizačního procesu je často využito algoritmů 

simplexových[17, 18], je možné využít i některé druhy evolučních 

algoritmů[19] či algoritmů z nich vycházejících[20, 21]. Pokud jsou tyto 

algoritmy principiálně jednoduché, je možno s nimi dosáhnout výpočetní 

náročnosti srovnatelné s náročností klasických metod, přičemž tyto evoluční 

algoritmy je možno použít na celou řadu optimalizačních problémů[22]. 

 

2. SOUČASNÝ STAV ŘEŠENÉ PROBLEMATIKY 

Pro nasazení prediktivního řízení se často využívá diskrétních dynamických 

modelů, kdy časté je nasazení modelů stavových[9, 23, 24]. Pro popis systémů 

je často využíváno lineárních modelů[17, 25-28], neboť matematická práce 

s těmito modely může být jednodušší než u modelů nelineárních. Mnoho prací 

se zabývá redukcí výpočetní náročnosti[29-33], zejména v oblasti 

optimalizátoru. Tato redukce dává smysl pro řízení procesů s velmi rychlou 

dynamikou (např. systémů elektronických). Existují však také systémy, kde 

jejich pomalá dynamika umožňuje nasazení výpočetně náročnějších metod.  
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V reálném řízení bývá často vzorkovací perioda fixní. Maximální kritická 

doba pro vyřešení optimalizačního problému je tedy dána touto vzorkovací 

periodou. Současná úroveň hardwaru umožňuje navíc řešit komplexní 

matematické problémy velmi efektivně např. masivní paralelizací[34-36] a 

použitím grafických procesorů[37], a to právě v oblasti prediktivního řízení[38-

40]. Proto je možné v prediktivním řízení využívat i jinak velmi výpočetně 

náročných metod a prvků jako jsou prvky umělé inteligence[41, 42].  

Prediktivní řízení lze tedy v současnosti úspěšně nasadit i na řízení 

nelineárních systémů[43, 44], dokonce je to výhodné, ovšem v rámci omezení 

uvedených výše a v oblastech, kde se jinak aplikace klasických metod 

optimalizace setkávají s obtížemi. Ve specifickém případě prvků umělé 

inteligence, např. evolučních algoritmů se pak nabízí využití takových 

algoritmů, jejichž výpočetní náročnost je srovnatelně nízká v porovnání 

s klasickými metodami[20, 45, 46]. Proto by měly být tyto algoritmy 

principiálně co nejjednodušší, a zároveň dostatečně sofistikované pro splnění 

kritérií kladených na prediktivní řízení, jako je dostatečná přesnost a splnění 

omezení signálů.  

Pro popis nelineárních systémů se často používají modely stavové[44, 47], 

či částečně linearizované[48-50], popř. je nutné nasazení pokročilých metod 

řízení, v tomto kontextu zejména adaptivního prediktivního řízení[51-54]. Při 

využití neuronových sítí jako modelů[55-61] se uplatní jejich schopnosti 

aproximace široké škály matematických funkcí. Tento prvek umělé inteligence 

lze tedy využít pro popis různých druhů systémů s nelineární dynamikou, které 

jsou předmětem této práce. 

Jednou z oblastí, kde se prediktivní řízení může vhodně uplatnit, je řízení 

hladiny nádrží netriviálního typu, tedy reprezentantů nelineárních systémů, pro 

které je možné, a za některých podmínek i vhodné, použití prvků umělé 

inteligence, jak je uvedeno výše.   

Regulace výšky hladiny a průtoků kapaliny v nádržích je klíčová v mnoha 

nejrůznějších odvětvích. Souhrnem literární rešerše v této oblasti je možné 

uvést, že možnost nasazení prediktivního řízení výšky hladiny v nádržích byla 

již ověřena, a společně s použitím různě sofistikovaných přístupů k nelinearitě 

systémů bylo prediktivní řízení uplatněno především na systémech nádrží, 

jejichž horizontální průřez se s výškou nemění [62-67]. Nádrže jiné geometrie, 

než s neměnnou plochou hladiny, jsou studovány a v literatuře popisovány 

podstatně méně často, prakticky se jedná pouze o nádrže kulového a 

jednoduchého kuželového tvaru [68-73]. Zde je silným zdrojem nelinearity, a 

s ní spojených obtíží, již sám tvar, zatímco hydrostatický tlak je jen malým 

přispěvatelem. U nádrží kulového tvaru byly v literatuře nalezeny popisy 
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aplikace regulátorů odvozených od PID s limitovanými úspěchy [71, 72]. 

Nasazení prediktivního řízení nebylo zaznamenáno, a z prvků umělé 

inteligence byl využit algoritmus rojení částic pro odhad parametrů PID 

regulátoru. U nádrží konického tvaru byla v literatuře prokázána výhodnost 

prediktivního řízení ve srovnání s řízením pomocí regulátorů odvozených od 

PID, zejména v případě nelineárního prediktivního řízení [69, 70]. Ve všech 

relevantních případech se v uvedené literatuře potvrdil lepší výkon 

sofistikovanějších metod, avšak za cenu výpočetní náročnosti, což je 

nejpravděpodobnější příčinou doposud nedostatečného množství publikací, 

věnovaných aplikaci prvků umělé inteligence v prediktivním řízení 

nelineárních systémů reprezentovaných nádržemi netriviálních tvarů. 

Explicitní použití neuronových sítí pro řízení hladiny lze najít jen vzácně, zatím 

jen u soustav nádrží válcových[67] a konických[68]. Obtíže se 

zvládnutím nelinearity pravděpodobně limitovaly i dosavadní snahy jiných 

autorů o řešení problematiky spojené s řízením hladiny v nádržích dalších tvarů 

(mimo kouli a kužel), o kterých se v literatuře nedá najít prakticky ani zmínka. 

Dalším významným deficitem relevantní oblasti literatury je omezenost všech 

publikací na konkrétní kazuistiky, vždy se jedná o řízení konkrétních systémů, 

ať už reálných nebo modelových, takže čtenář může využít publikované 

výsledky na základě analogie jako inspiraci pro svá vlastní řešení, avšak obecné 

výsledky schází.  

Předmětem výzkumu v této práci bude tedy nasazení prvků umělé 

inteligence v některých částech prediktivního řízení, kdy nasazení evolučních 

algoritmů bude provedeno alespoň na dílčím systému, a tento algoritmus bude 

porovnán s klasickými metodami. Dále budou vytvořeny modelové systémy 

nádrží s různými geometriemi, které odpovídají zobecněním nejčastějších tvarů 

reálných systémů vyskytujících se v praxi nebo v přírodě. Pro aplikovatelnost 

a obecnost je nutné odvození modelů klasickým postupem s non-

dimenzializací veličin[74-76]. Současně bude pominut efekt hydrostatického 

tlaku, který je stejný v nádrži jakéhokoliv tvaru a závisí jen a pouze na výšce, 

a je zpětně implementovatelný do regulátoru při přechodu na reálný systém. 

Pro tyto modelové systémy budou vytvořeny obecné modely neuronových sítí, 

které budou využity v prediktoru regulátoru. Takto získané modely a regulátory 

by tedy měly být škálovatelné a jejich možnosti nasazení v konkrétní aplikaci 

široké, vždy pro reálnou nádrž daného typu tvaru. Eventuální dopad výpočetní 

náročnosti při online optimalizaci se vztahuje ke vzorkovací periodě, tj. ve 

vztahu k dynamice řízeného systému.   



9 

3. TEORETICKÁ ČÁST A ZVOLENÉ METODY 

3.1 Prediktivní řízení 

Model prediktivní řízení[1-5] MPC (Model Predictive Control) je metoda 

regulace, která využívá pro predikci chování systému jeho modelu. Predikci lze 

poté optimalizovat tak, aby bylo dosaženo žádaného stavu systému, a případně 

splněny další požadavky řízení. Regulátor[8] je pak tedy založen na využití 

prediktoru a optimalizátoru. Hlavní výhodou prediktivního řízení je jeho 

schopnost vypořádat se s omezeními[4, 14-16] akčních, řízených i stavových 

veličin. Další výhodou je jeho aplikovatelnost na systémy, které jsou jinými 

metodami obtížně řiditelné. Jedná se zejména o mnohorozměrové systémy, 

systémy neminimálně fázové či systémy s dopravním zpožděním. Nevýhodami 

jsou větší výpočetní náročnost a nutnost návrhu vhodného prediktoru a 

optimalizátoru. 

3.1.1 Modely 

V další části se budeme zabývat pouze modely matematickými, zejména 

modely vstupně-výstupními[3, 17, 26]. Pro získání modelu mohou být použity 

dva přístupy: matematicko-fyzikální analýza a experimentální identifikace.  

Při matematicko-fyzikální analýze je chování systému popsáno pomocí 

rovnic založených na fyzikálních a chemických zákonech, zejména bilanci 

hmoty a energie. Využitím tohoto přístupu je poté získán matematický popis 

systému ve formě algebraických (statické systémy) či diferenciálních rovnic 

(dynamické systémy) a jeho koeficienty mají fyzikální význam. Nevýhodou 

pak může být obtížnost nalezení analytického řešení, a proto se tyto výpočty 

často provádějí numerickými metodami[77, 78].  

Při experimentálním přístupu jsou využívány informace o zkoumaném 

systému získané během experimentu, zejména naměřené hodnoty vstupních a 

výstupních signálů. Vnitřní struktura systému se nebere v úvahu a systém je 

považován za „černou skříňku – black box“. Na základě naměřených vstupních 

a výstupních signálů je zkoumána vstupně-výstupní relace a je určen příslušný 

matematický model, ovšem koeficienty modelu nemají fyzikální význam, a 

práce s těmito modely v rámci simulace může být jednodušší. Pokud model 

kombinuje data a alespoň částečný fyzikální model, je považován za tzv. „grey 

box“,[28] čistě teoretický model je pak tzv. „white box“.[26, 79] 

3.1.2 Lineární modely 

V další části budou uvedeny některé diskrétní lineární modely[17, 26, 80-

82], které se pro prediktivní řízení spojitých systémů používají.  
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Impulsní funkce systému popisuje reakci diskrétního systému na 

jednotkový (Diracův) impuls. Přechodová funkce vyjadřuje odezvu systému 

na jednotkový (Heavisideův) skok. Model systému je popsán podílem 

polynomů. Přenos systému lze zapsat ve tvaru:  

 𝐺(𝑧−1) =
𝑌(𝑧−1)

𝑈(𝑧−1)
=

𝐵(𝑧−1)

𝐴(𝑧−1)
 (3.1) 

Obecné lineární modely 

Lineární modely jsou modely popsány polynomy A(z-1), B(z-1), C(z-1), D(z-1) 

a F(z-1) a zahrnují kromě vstupu také poruchu systému. Obecné uspořádání 

těchto modelů je zobrazeno na Obr. 3.1. kde n(k) je bílý šum.  

 

Obr. 3.1: Obecný lineární model, podle ref. [26, 28] 

CARIMA (Controlled AutoRegressive Integrated Moving Average) 

Vyjdeme-li z ARMAX[26] (AutoRegressive-Moving-Average model with 

eXogenous input) modelu a zahrneme-li do této rovnice Δ = 1 − 𝑧−1 (ΔC 

zapíšeme opět jako C), dostaneme rovnici CARIMA modelu[3, 26, 83].  

 𝛥𝐴𝑦(𝑘) = 𝐵𝛥𝑢(𝑘) + 𝐶𝑛(𝑘) (3.2) 

Pro výpočet prediktoru však není vhodné uvádět rovnici v tomto tvaru, neboť 

𝑢(𝑘) je neznámá veličina, kterou je nutné predikovat. Je proto vhodné použít 

přímo 𝑢(𝑘 − 1) a polynom B zapsat s nenulovým absolutním koeficientem.  

 𝐴𝑦(𝑘) = 𝐵𝑢(𝑘 − 1) +
𝐶

∆
𝑛(𝑘) (3.3) 

3.1.3 Prediktor 

Prediktor je nástroj pro předpovídání budoucího chování systému. Délka 

intervalu predikcí je dána velikostí predikčního horizontu.[1, 3, 4, 84] 

Rozšířením modelu lze získat prediktor, který je funkcí nejenom minulých, 
ale také i budoucích hodnot.  
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  𝒚⃗⃗ = 𝑓𝑝(𝒖⃗⃗ , 𝒚⃗⃗⃖, 𝒖⃗⃗⃖, 𝜣𝑝) (3.4) 

kde 𝑓𝑝 je rovnice prediktoru a 𝜣𝑝 jsou parametry prediktoru, 𝒖⃗⃗⃖ a 𝒚⃗⃗⃖ jsou 

minulé hodnoty vstupu a výstupu, 𝒖⃗⃗  a 𝒚⃗⃗  jsou hodnoty budoucí (predikované).  

3.1.4 Optimalizátor 

Optimalizátor slouží k nalezení sub-optimálního řešení v rámci aktuální 

řídicí periody. Pro tyto účely se využívá prediktoru. V rámci optimalizace je 

definována účelová funkce[4] obvykle kvadratického charakteru 

  𝐽 = (𝒚̂ − 𝒘⃗⃗⃗ )𝑇(𝒚̂ − 𝒘⃗⃗⃗ ) + 𝜆𝒖̃𝑇𝒖̃ (3.5) 

kde 𝒚̂ je výstup prediktoru, 𝒘⃗⃗⃗  je žádaná hodnota v rámci výstupního 

horizontu, 𝒖̃ je vstup prediktoru a 𝜆 volný váhový parametr.  

Pro účely aplikace na reálný systém je možné v prediktivním řízení aplikovat 

ještě různé typy omezení[4, 14, 16]. Jsou-li omezení intervalového typu, lze 

omezení zapsat jako soustavu nerovnic, kde 𝑓𝑐 je zvolená funkce omezení.  

  𝑓𝑐(𝒖̃) ≤ 0 (3.6) 

Problém optimalizace se řeší pro aktuální periodu řízení. V rámci celého 

cyklu řízení je aplikován princip posuvného horizontu[2, 85, 86]. Velikost 

predikce výstupní veličiny je dána výstupním horizontem 〈𝑁1, 𝑁2〉 (možno 

zahrnout dopravní zpoždění). Z tohoto vyplývá, že žádaná hodnota 𝒘⃗⃗⃗  musí být 

v rámci tohoto horizontu známá, či alespoň předvídatelná. Velikost řídicího 

horizontu je pak 𝑁𝑢.  

3.1.5 Metody optimalizace 

Kvalita regulace je závislá na výsledku optimalizace, pro kterou se využívají 

numerické metody[22, 78], které sice nemusí poskytnout řešení globálně 

optimální, nicméně i sub-optimální řešení může být natolik dobré, aby bylo 

dosaženo potřebné kvality regulace.  

Jednou ze základních tříd jsou algoritmy gradientní[22], které se hodí pro 

nasazení na unimodální funkce. Základní myšlenkou gradientního algoritmu je 

fakt, že lokální extrém se nachází ve směru gradientu1.  

Jednou z vlastností prediktivního řízení je možnost zahrnout omezení 

v rámci optimalizace. V případě lineárního problému je možné zahrnout tato 

omezení použitím lineárního programování[16-18, 22]. Pro řešení nelineárních 

problému je pak nutné použít některou z metod nelineárního 

                                                           
1 Pro hledání minima se postupuje ve směru negativního gradientu.  
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programování[16, 87]. V prediktivním řízení se pak používá kvadratické 

programování[14-16], které využívá komplementární algoritmy, založené na 

principu simplexových algoritmů.  

3.2 Umělá inteligence 

Pojmem umělá inteligence[13, 42, 88] se označují systémy nebo stroje, které 

vykazují určitý stupeň inteligentního chování. Obor umělé inteligence (UI) je 

však velmi široký a proto se tato práce zabývá pouze dvěma oblastmi UI a to 

neuronovými sítěmi[13, 88-90] (NN) a evolučními algoritmy[19-21, 91]. 

Jedním z důvodů proč se zabývat možností nasazení prvků UI v prediktivním 

řízení je fakt, že tyto systémy mohou řešit problémy složité či obecné. Jedním 

z hlavních limitů nasazení UI pak může být často vyšší výpočetní náročnost 

v porovnání s klasickými metodami. Proto byly zvoleny takové oblasti, které 

jsou pro toto nasazení vhodné. 

3.2.1 Neuronové sítě 

Neuronové sítě jsou nástrojem (prvkem) umělé inteligence, jejichž uplatnění 

lze nalézt v mnoha různých oblastech jako je např. strojový překlad, autonomní 

systémy či zpracování multimediálních dat. Základem sítě je elementární 

jednotka zvaná neuron (Obr. 3.2).  

 

Obr. 3.2: Schéma neuronu, volně podle ref.[13, 88] 

Neuron obvykle obsahuje množinu vstupů 𝒙 a jejich příslušných vah 𝒘. 

Někdy také mohou obsahovat další vstup 𝑏 (případně i jeho váhu 𝑤𝑏), kterému 

se říká práh. Tento práh má v přírodních sítích obvykle excitační či tlumící 

funkci.  

Výstup neuronu 𝑦 je pak dán přenosovou funkcí 𝑓(𝑎), která může být 

různého typu, v závislosti na zvoleném typu sítě a řešeném problému. Jelikož 

různé prameny používají různá značení, budeme dále používat pro libovolný 

vstup symbol 𝑢. Rovnice aktivační funkce poté tedy bude nabývat 

následujícího tvaru.  
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 𝑎 =  ∑𝑢𝑖  𝑤𝑖

𝑛

𝑖=1

 (3.7) 

Neuronová síť je pak množina těchto neuronů, které jsou vzájemně 

propojené v jeden funkční celek.  

Jedním typem sítě, která může být vhodná pro nasazení v prediktivním řízení, 

je síť Radial Basis Function[88] (RBF). Používají se dva typy funkcí 

Gaussovská  

 𝑓(𝑥) = 𝑒−𝜆 𝑥2
 (3.8) 

a Inverzní multi-kvadratická.  

 𝑓(𝑥) =
1

√𝑥2 + 𝜆2
 (3.9) 

Skalár 𝑥 i-tého neuronu skryté vrstvy, je určen jako střední vzdálenost 

vstupního vektoru od vektoru středů 

 𝑥𝑖 = ‖𝒖 − 𝒄𝒊‖ = √(𝒖 − 𝒄𝒊)T𝜮𝒊(𝒖 − 𝒄𝒊) (3.10) 

kde u je vektor vstupů, ci je vektor středů a Σi je norma.  

Jednou z výhod této sítě je dobrá interpretovatelnost vlivu[88] nastavení 

jednotlivých parametrů na výstup této sítě.  

3.2.2 Neuronové sítě: učení RBF 

Určení parametrů sítě je optimalizační problém, kdy je třeba nalézt 

parametry modelu tak, aby energetická funkce sítě byla minimální. Protože 

nelineární optimalizace[88] může být náročná a často není nalezení 

optimálního řešení nutné, je často vhodné použít některý postup, který vede 

k řešení sub-optimálnímu. Základní metodou pro výběr středů je metoda 

k-means[88], jejíž základní myšlenkou je rozdělení vstupních dat na k oblastí, 

k nimž příslušná data vykazují podobné vlastnosti. Jednotlivé středy jsou poté 

přiřazeny k nejbližší k-oblasti. Jednotlivé parametry sítě jsou poté upravovány 

tak dlouho, dokud není dosaženo ukončovací podmínky.  

3.2.3 Evoluční algoritmy 

Evoluční algoritmy[19] (EA) je oblast umělé inteligence zabývající se 

optimalizací[19, 20]. Výhodou těchto algoritmů může být fakt, že mohou řešit 

komplexní funkce jako např. funkce multimodální, multidimenzionální, 

multikriteriální či funkce s jistými patologiemi[21]. Nevýhodou pak může být 
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vyšší výpočetní náročnost, v rámci zvoleného algoritmu, jeho nastavení a typu 

řešeného problému. EA jsou inspirovány přírodním procesem evoluce[21] a 

přirozeného výběru. Evoluční vývoj probíhá v cyklech (Obr. 3.3). 

 

 

Obr. 3.3: Evoluční vývoj, nakresleno volně podle ref.[91-93] 

Jako vhodné pro aplikaci v regulaci se jeví algoritmy typu Hill climbing a 

jeho modifikace jako Tabu search a Simulated annealing. Jako velmi nevhodné 

se jeví algoritmy, které pracují s velkými generacemi či s velkým počtem cyklů 

jako SOMA a diferenciální evoluce.  
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4. CÍLE DISERTAČNÍ PRÁCE 

Hlavním cílem disertační práce je aplikovat prvky umělé inteligence ve 

vhodné oblasti prediktivního řízení. Konkrétně se jedná o neuronové sítě s 

případným využitím evolučních algoritmů. Jako vhodnou oblast pro jejich 

nasazení lze považovat prediktivní řízení systémů, které nejsou (ani snadno, ani 

úplně) popsatelné matematickým modelem, případně obtížně řiditelné pomocí, 

byť i nelineárních, klasických metod (např. systémy s modely nelineárními, 

časově variantními, neminimálně fázovými). Tento hlavní cíl se z hlediska 

praktické realizace rozpadá do následujících dílčích cílů. 

4.1 Popis dílčích cílů a způsob jejich realizace  

1. Předběžná analýza a ověření použití prvků umělé inteligence 

Pro předběžné ověření a prokázání schůdnosti aplikace zvolených prvků 

řešení na alespoň dílčím příkladu je prvním úkolem je analýza tvaru účelové 

funkce a vlivu omezení na dosažitelnou oblast. Dalším úkolem je prokázání 

možností a limitů nasazení evolučních algoritmů v optimalizační části. Třetím 

předběžným úkolem je pak ověření možnosti nasazení neuronových sítí jako 

modelu systému na dobře známém fyzikálním modelovém systému. 

2. Volba systému pro prediktivní řízení a vytvoření modelového systému 

Jako vhodný testovací systém pro prediktivní řízení se jeví průtočná nádrž 

na kapalinu, ve které se reguluje výška hladiny. S ohledem na potřebnou 

obecnost hledaného řešení a abstrakci od konkrétního fyzikálního modelu 

z předběžné studie bude zvoleno šest základních geometrií.  

Nejjednodušším modelovým systémem je vertikální válcová nádrž. Dále 

bude studována nádrž ve tvaru kuželu ve dvou variantách V prvním případě je 

dno nádrže tvořeno vrcholem kuželu, a tedy, pokud se nádrž plní konstantním 

přítokem, rychlost zvedání hladiny se zpomaluje, zatímco v případě kuželové 

nádrže, kde dno je tvořeno podstavou, se při rovnoměrném plnění vzestup 

hladiny zrychluje. Kombinací obojího jsou situace s nádrží, která se ve střední 

výšce zužuje, nebo naopak rozšiřuje – dvoj-kužel nebo koule. V realitě pak 

můžeme obdobné tvary nalézt v různých rezervoárech kapalin, vodních a 

jiných nádržích, odkalištích, poldrech, přehradách, kanálech a podobně. Efekt 

hydrostatického tlaku na rychlost výtoku kapaliny z nádrže je pominut tím, že 

akčním zásahem je přímo (od)tok kapaliny z nádrže. Matematicko-fyzikální 

analýzou odvozené modelové systémy budou reprezentovány pomocí S-

Funkce v prostředí SIMULINK. Pro dosažení škálovatelnosti získaných 

výsledků bude nutné modely realizovat pomocí vhodně zvolených 

bezrozměrných veličin. 
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3. Volba a vytvoření modelu 

Systém nádrže obecného tvaru bude vykazovat nelineární vlastnosti, a proto 

se jako vhodné jeví nasazení modelu neuronové sítě, která má schopnost učení 

se a nevyžaduje dostupnost matematického popisu modelu. Z neuronových sítí 

připadají v úvahu 2 typy: multi-layer perceptron a sítě založené na funkcích 

radiální báze (RBF). Vzhledem k lepší interpretovatelnosti vlivu parametrů na 

výstupní funkci se jako vhodný model jeví druhý případ.  

4. Identifikace soustavy a nalezení parametrů modelu 

Vzhledem k charakteru modelového systému bude zvolena typická vstupně-

výstupní sada, která bude získána simulací modelového systému v prostředí 

SIMULINK. Vzhledem ke kumulační povaze systému je testování pomocí 

testovacích množin nevhodné. Testovat se bude kvalita regulace, což je 

výhodné, neboť již v průběhu učení lze vybírat nejlepší kombinaci parametrů. 

5. Vytvoření prediktoru 

V případě nasazení RBF sítě jako modelu, lze prediktor vytvořit pomocí 

rekurzivního přístupu, kdy rovnici modelu rozšíříme o budoucí hodnoty. 

Výhodou je snadná změna velikosti horizontů a možnost zachovat původní 

model. Vzhledem k pomalé dynamice systému nádrže není zvýšená výpočetní 

náročnost na závadu.  

6. Optimalizace řízení 

Tvar účelové funkce bude použit jako v řešení prvního dílčího cíle práce, a 

vliv požadavků řízení vyplývá z omezení veličin. Vhodný optimalizační 

algoritmus bude určen empiricky zkoušením dostupných reprezentativních 

typů algoritmů. Poté budou provedeny experimenty s modelovými systémy a 

vyhodnocena úspěšnost řízení.  

7. Návrh přenosu získaných výsledků na reálný systém 

Budou stanovena pravidla a proveden návrh, jak ověřit nebo porovnat řízení 

reálného systému dosavadními metodami a pomocí nejlepší sítě (sítí). Pokud 

by byla k dispozici data z vhodného reálného systému, lze toto ověření provést 

virtuálně.  
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5. EXPERIMENTÁLNÍ A METODICKÁ ČÁST 

Pro dosažení dílčích cílů práce nebylo zapotřebí žádných reálných 

experimentů.  

Byl využit SW Matlab/Simulink ve verzi R2012b a  SW Wolfram 

Mathematica v aktuálních verzích po dobu řešení práce, za využití následující 

literatury pro tento software. [4, 5, 17, 26, 28, 77, 78, 89] 

1. Úkol: Předběžná analýza a ověření použití prvků umělé inteligence 

Pro řešení předběžných úkolů analýzy účelové funkce byl využit vlastní kód 

v SW Wolfram Mathematica, pro ověření nasazení evolučních algoritmů byla 

využita funkce quadprog() a dva vlastní kódy s algoritmem typu 

„hill climbing“ a „evolučně-gradientním“ algoritmem v SW Matlab, 

a výsledky byly zpracovány v SW Wolfram Mathematica. Pro ověření nasazení 

neuronové sítě byl vytvořen vlastní kód neuronové sítě v SW Matlab a pro 

učení sítě byla využita nelineární optimalizace NMinimize() v SW 

Mathematica. 

2. Úkol: Volba systému pro prediktivní řízení a vytvoření modelového 

systému 

Průtočná nádrž na kapalinu byla jako vhodný testovací systém pro 

prediktivní řízení pojednána pomocí abstrakce a zredukována na základní 

geometrické tvary – modelové systémy – reprezentující zvolené situace, 

fyzikální faktory byly taktéž maximálně redukovány s ohledem na potřebnou 

obecnost hledaného řešení. Vytvoření modelových systémů proběhlo nejprve 

návrhem na papíru, poté byly vytvořeny jako S-funkce v SW Simulink, ke 

kterým byly přidány korektivní S-funkce řešící problémy singularit, saturací a 

podobně, tak aby simulace v SW Simulink poskytovala realistický model 

v rámci daných omezení a zobecnění.  

3. Úkol: Volba a vytvoření modelu 

Byl zvolen typ neuronové sítě RBF, typ MLP byl vyloučen. Oproti 

původnímu záměru vlastní konstrukce „de novo“ neuronové sítě typu RBF, 

bylo s výhodou využito funkce newrb() v SW Matlab. Byla zvolena struktura 

modelu, počet vstupů a výstupů. Vnitřní struktura modelu je předmětem 

pozdějších variací, zatímco počet vstupů (4) a výstupů (1) je fixní. 

4. Úkol: Identifikace soustavy a nalezení parametrů modelu 

Pro identifikaci soustavy a určení parametrů modelu bylo nutno provést 

časové přeškálování modelových systémů a určení vzorkovací periody. Dále 

byla provedena úprava modelových systémů tak, aby vstupní signál byla 

akumulace namísto odtoku. Toto další zobecnění je možné při předpokládané 

znalosti přítoku a systém se tím stává nezávislým na hodnotě přítoku. 
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Nevýhodou je pak ztráta aktuální integrální informace. Vzhledem 

k nevhodnosti využití testovací množiny pro kumulační systém byla trénovací 

množina testována pomocí kvality regulace pilotních experimentů, a postupně 

vylepšována ve zpětné vazbě po provedení optimalizace (úkol 6). Počet cyklů 

zpětné vazby byl <10. Velikost trénovací množiny je cca 12 000 vzorků. 

Trénovací množina byla (v každém cyklu zpětné vazby) použita k nalezení 

parametrů modelu určeného funkcí newrb(), což probíhalo vždy ve dvou fázích. 

Nejprve byla měněna hodnota spread (rozptyl) až došlo ke konvergenci 

hodnoty energetické funkce. Onset tohoto ustálení potom určuje minimální 

efektivní počet neuronů. Poté byl omezen maximální počet neuronů na tuto 

efektivní hodnotu a byl natrénován a uložen RBF model.  

5. Úkol: Vytvoření prediktoru  

Prediktor byl vytvořen pomocí rekurzivního přístupu a byl realizován jako 

procedura v rámci S-Funkce regulátoru v simulačním prostředí Simulink, 

Regulátor si soubor s naučenou sítí načte a předává prediktoru jako parametr. 

6. Úkol: Optimalizace řízení 

Obecně kvadratický tvar účelové funkce byl použit jako v řešení prvního 

dílčího cíle práce, avšak zde bylo využito funkce fmincon() v SW Matlab, která 

umoňuje nelineární optimalizaci s omezením veličin. Byly zkoušeny 

následující optimalizační algoritmy: interior-point, sqp-legacy, active-set a 

trust-region-reflective, a byl vybrán nejlepší. V průběhu práce byly taktéž 

upravovány parametry účelové funkce a funkce omezení. Po odladění 

regulátoru byly s pomocí nejlepšího optimalizačního algoritmu provedeny 

experimenty s modelovými systémy a vyhodnocena úspěšnost řízení. Pro 

dosažení shody ustálených hodnot výstupu s žádanou veličinou byla zvolen 

přístup korekce žádané hodnoty pomocí korekční funkce získané kalibrací 

žádané hodnoty proti změřenému výstupu. Následně byla korekční funkce 

zavedena do regulátoru a ověřena funkčnost navrženého řešení. 

7. Úkol: Návrh přenosu získaných výsledků na reálný systém 

Data z reálného systému nebyla k dispozici, ale i přesto bylo možné stanovit 

postupy a pravidla pro přenos získaných poznatků na reálný systém. Byla 

využita škálovatelnost modelu, dále zkušenosti s chováním použitých modelů 

a procesů, a bylo postupováno ve směru konkretizace a zpětné extrapolace 

k fyzikálním vlivům, od nichž se na počátku při volbě modelových systémů 

abstrahovalo.  
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6. VÝSLEDKY A DISKUSE 

6.1 Předběžná analýza a ověření použití prvků umělé inteligence 

6.1.1 Analýza účelové funkce a vlivu omezení 

Prvotní experimenty byly provedeny na modelu popisujícím tepelnou 

soustavu, která byla inspirována reálným systémem pece[94], který byl vybrán 

pro svou jednoduchost. Pro účely prediktivního řízení budeme uvažovat 

CARIMA model[3] (viz kapitola 3.1.1). Perioda byla získána odhadem – 

experimentálním změřením odezvy systémy na jednotkový skok. Tvar účelové 

funkce bez omezení a s omezením je zobrazen na Obr. 6.1.  

 

 

Obr. 6.1: Účelová funkce (vlevo), b) dosažitelná oblast (vpravo), vlastní zdroj[94]. 

6.1.2 Ověření možnosti nasazení evolučních algoritmů  

U stejného modelu jako v předchozí kapitole provedeme ověření možnosti 

nasazení evolučního algoritmu jako optimalizátoru.[95]. Pro řešení 

optimalizačního problému byl vybrán algoritmus Hill climbing (kapitola 3.2.3). 

Kromě klasické verze algoritmu byl aplikován i vylepšený algoritmus, který je 

založen na principu generování populace pouze ve směru gradientu. Po 

dosažení hranice je opět využita základní verze Hill climbing. Princip obou 

algoritmů je zobrazen na Obr. 6.2.  

  

Obr. 6.2: Algoritmus hill climbing (vlevo), algoritmus evolučně-gradientní (vpravo), 

vlastní zdroj[95]. 
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Řízení pomocí EG algoritmu a pomocí vestavěné funkce quadprog (QP) 

v Matlabu je pak porovnáno z hlediska výpočetního času, potřebného pro 

optimalizaci v daný časový okamžik. Maximální výpočetní čas EG algoritmu 

byl v tomto případě o něco málo lepší, než maximální výpočetní čas algoritmu 

kvadratického programování. Dále bylo zjištěno, že největší výpočetní 

náročnosti je dosaženo v oblastech s velkou změnou žádané hodnoty. 

V ostatních případech je použito analytické řešení. I přes snahu vytvořit 

porovnatelné podmínky, mohou být tyto výsledky závislé např. na nastavení 

algoritmů, HW a SW konfiguraci a jiných aspektech. Bylo proto provedeno 

několik opakování a výsledky porovnání jsou uvedeny v následující tabulce 

Tab. 1 (menší číslo znamená lepší). Všechny hodnoty jsou podobné, odlišují se 

až v jednotkách procent. Algoritmy byly také porovnány v závislosti na 

nastavení řídicího horizontu, a tedy dimenzionality řešení optimalizačního 

problému a bylo zjištěno, že mají podobný trend. 

Tab. 1: Porovnání algoritmů optimalizátoru pro řízení s CARIMA modelem, vlastní 

zdroj[95] 

 Výpočetní. čas [ms] SSE 

EG algoritmus 2,10 234,67 

HC algoritmus 2,28 238,29 

QP algoritmus 2,01 232,00 

 

Uvedené výsledky ukázaly, že existují i evoluční algoritmy, které mohou být 

srovnatelné s klasickými metodami a nakolik mohou v rámci vzorkovací 

periody vyřešit optimalizační problém, tak byla možnost nasazení evolučních 

algoritmů v prediktivním řízení potvrzena.  

6.1.3 Ověření možnosti nasazení RBF jako modelu 

Stejně jako u evolučních algoritmů, je i pro použití neuronových sítí 

v prediktivním řízení nutné provést ověření možnosti nasazení tohoto prvku. 

Pro tyto účely bude použit modelový systém, který je svými vlastnostmi 

podobný modelovým systémům uvedených v cílech práce tvořený nádrží, 

čerpadlem, ventilem a výpustním ventilem, Systém je popsaný rovnicí: 

 𝑆
𝑑ℎ(𝑡)

𝑑𝑡
=  𝑄(𝑡) − 𝑘1√ℎ(𝑡) − 𝑘2√ℎ(𝑡) (6.1) 

kde Q je objemový průtok vstupního čerpadla, h je výška hladiny v nádrži, 

S je průřez nádrže, V1 reprezentuje výstupní ventil a V2 simuluje odpouštění 
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kapaliny, a k1,2 jsou koeficienty jednotlivých ventilů. V prostředí SIMULINK 

je tento systém reprezentován S-Funkcí. Pro systém 2. řádu lze systém zapsat 

jako funkci minulých hodnot (a parametrů).  

 
𝑦(𝑘) = 𝑓(𝑦(𝑘 − 1), 𝑦(𝑘 − 2), 𝑢(𝑘 − 1), 𝑢(𝑘

− 2), 𝚯(𝑘)) 
(6.2) 

Toto lze popsat modelem RBF sítě se 4 vstupy a 1 výstupem. Počet neuronů 

skryté vrstvy je prvním stupněm volnosti, předpokládejme ale, že pro popis 

systému bude stačit 5 skrytých neuronů.  

Pro účely učení sítě byla v simulaci reálného systému v prostředí 

SIMULINK vytvořena trénovací množina a sada testovacích množin. 

Výstupem systému je pak h a vstupem je Q.  

  

 

Obr. 6.3: Trénování (vlevo) a testování (vpravo) RBF sítě, vlastní zdroj. 

Existuje několik strategií pro trénování RBF sítě [88], v tomto řešeném 

případě však byla strategie vytvořena vlastní kombinací zvolených postupů. 

Trénování i testování sítě je zobrazeno na Obr. 6.3. Jak je patrné, RBF síť dobře 

odpovídá chování reálného systému ve zvolené pracovní oblasti (R2 ≈ 0.96). 

Možnost nasazení neuronové sítě jako modelu byla tedy ověřena. 

6.2 Volba systému pro prediktivní řízení a vytvoření modelového 

systému  

6.2.1 Modelové systémy – geometrické abstrakce 

Modelové systémy poslouží k simulaci a ke tvorbě trénovacích a testovacích 

množin. Z důvodu škálovatelnosti jsou všechny veličiny non-

dimenzionalizovány. Nejprve nebudou systémy omezené, a otázka omezení a 

saturace bude diskutována později. Následuje příklad odvození na 

nejjednodušším modelovém systému, ostatní jsou z důvodu stručnosti uvedeny 
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v Tab. 2. Nejjednodušším modelem a příkladem, který bude uvažován, je 

modelový systém válec výšky H o průměru D, viz Obr. 6.4.  

 

Obr. 6.4: Modelový systém: válec, vlastní zdroj. 

Pro další odvození budeme uvažovat výšku 𝐻 = 1 a velikost průměru jako 

násobek této výšky.  

 𝐷 = 𝑘𝐷𝐻   ⇒    𝐷| = 𝑘𝐷𝐻=1   (6.3) 

Aktuální objem kapaliny ve válci je závislý na aktuální výšce h. Všechny 

časově závislé veličiny budou označeny (t) pouze při prvním výskytu.  

 𝑉ℎ(𝑡) = 𝜋 (
𝐷

2
)
2

ℎ(𝑡) =
𝜋

4
𝑘𝐷

2ℎ  (6.4) 

Změna objemu  nádrže 𝑞𝑡 je pak popsána následující diferenciální rovnicí.  

 𝑞𝑡(𝑡) =
𝑑𝑉ℎ

𝑑𝑡
=

𝜋

4
𝑘𝐷

2 𝑑ℎ

𝑑𝑡
 ⇒   

𝑑ℎ

𝑑𝑡
=

𝑞𝑡

𝜋
4

𝑘𝐷
2

 (6.5) 

Pro nondimenzionalizaci času se bude dále průtok uvažovat v jednotkách 

[objem nádrže/jednotka času]. Maximální průtok 𝑞𝑚𝑎𝑥 je takový, kdy se celý 

objem (ℎ = 𝐻 = 1) nádrže napustí/vypustí za jednotku času (𝛥𝑡𝑚𝑎𝑥 = 1).  

 

𝑞𝑚𝑎𝑥 | =
𝑉𝑚𝑎𝑥

Δ𝑡𝑚𝑎𝑥
=

𝜋

4
𝑘𝐷

2 𝐻

Δ𝑡𝑚𝑎𝑥
ℎ=𝐻  

𝑞𝑚𝑎𝑥 |  =
𝜋

4
𝑘𝐷

2
𝐻=1 ∧ Δ𝑡𝑚𝑎𝑥=1  

(6.6) 
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Pro pozdější potřeby simulace zavedeme do rovnice přepočet času jako 

 𝑘𝑞 =
1

Δ𝑡𝑚𝑎𝑥
  ⇒  𝑞𝑚𝑎𝑥 = 𝑘𝑞

𝜋

4
𝑘𝐷

2
 (6.7) 

Pro další účely odvození budou přítok 𝑞𝑖𝑛 i odtok 𝑞𝑜𝑢𝑡 uvažovány 

v intervalu 〈0,1〉 a tedy zavedením do rovnice (6.5) je získána finální podoba 

diferenciální rovnice modelového systému.  

 
𝑑ℎ

𝑑𝑡
=

𝑘𝑞(𝑞𝑖𝑛(𝑡) − 𝑞𝑜𝑢𝑡(𝑡))
𝜋
4

𝑘𝐷
2

𝜋
4

𝑘𝐷
2

=
𝑘𝑞(𝑞𝑖𝑛 − 𝑞𝑜𝑢𝑡)

1
 (6.8) 

Z rovnice je patrné, že změna výšky hladiny (objemu) je nezávislá na 

průměru nádrže. Pro dosažení přenositelnosti je dále pominut efekt 

hydrostatického tlaku, přičemž řízen bude samotný odtok z nádrže 𝑞𝑜𝑢𝑡 = 𝑢  

 
𝑑ℎ

𝑑𝑡
=

𝑘𝑞(𝑞𝑖𝑛 − 𝑢)

1
=

𝑘𝑞𝑎(𝑡)

1
 (6.9) 

kde 𝑎 je akumulace kapaliny v nádrži.  

Ostatní modelové systémy 

Diferenciální rovnice modelového systému je tvaru (6.10), kde 𝑑𝑚𝑠(ℎ) je 

jmenovatel rovnice, který byl odvozen pro každý konkrétní systém (Tab. 2).  

 
𝑑ℎ

𝑑𝑡
= 𝑘𝑞

𝑎(𝑡)

𝑑𝑚𝑠(ℎ)
 (6.10) 

Tab. 2: Jmenovatel diferenciální rovnice modelového systému, vlastní zdroj 

Tvar Název modelového sytému Jmenovatel modelového systému, 𝑑𝑚𝑠(ℎ) 

 
válec 1 

 
kužel 3ℎ2 

 
komolý kužel 3 − 6ℎ + 3ℎ2 

 
dvojkužel s úzkým hrdlem 3 − 12ℎ + 12ℎ2 
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dvojkužel 

pro ℎ ∈ ⟨0; 0,5),    12ℎ2  

pro ℎ ∈ 〈0,5; 1〉,   12 − 24ℎ + 12ℎ2 

 
koule 6ℎ − 6ℎ2 

6.2.2 Modelové systémy: ověření správnosti 

Po odvození modelových systémů je třeba ověřit, že získaný matematický 

popis odpovídá navrženým geometrickým vlastnostem a zároveň je správně 

provedena nondimenzionalizace veličin. Pro testování byl zvolen konstantní 

přítok 𝑞𝑖𝑛 = 0,5 a přepočtový faktor 𝑘𝑞 = 1.  

 

Obr. 6.5: Modelové systémy – ověření správnosti, vlastní zdroj. 

Testovací simulace  modelové systémy ověřila, viz Obr. 6.5. Dále byly 

provedeny simulace s prodlouženými časovými intervaly pro studium chování 

mimo definované meze. Jak je vidět na Obr. 6.6, výstupní veličina modelových 

systémů se pohybuje i mimo definovaný interval 〈0; 1〉, kde může vykazovat 

odlišné vlastnosti od vlastností očekávaných.  
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Obr. 6.6: Modelové systémy – nesaturované, vlastní zdroj. 

6.2.3 Modelové systémy: saturace, singularity 

Získané modely nejsou omezeny v oboru hodnot výstupní veličiny. Pro 

účely simulace by ale mohlo být vhodné získat modely saturované. Přímé 

omezení výstupní veličiny je v případě S-Funkce (level 1) obtížné, a může 

vykazovat několik negativních efektů. Jedním z možných řešení je úprava 

jednotlivých modelových systémů zavedením funkce přepadu a dna, což 

vlastně odpovídá i fyzikální realitě.  

Čitatel modelu lze tedy rozšířit o přepad 𝑞𝑜𝑓 (overflow) a 𝑞𝑏 dno (bottom).  

  
𝑑ℎ

𝑑𝑡
=

𝑘𝑞(+𝑞𝑖𝑛 − 𝑞𝑜𝑓 + 𝑞𝑏 − 𝑞𝑜𝑢𝑡)

3ℎ2
 (6.11) 

Přepad i dno lze poté řídit tak, aby funkce byla omezená pro všechny 

modelové systémy.  
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Obr. 6.7: Modelové systémy - saturované, vlastní zdroj. 

Jak je patrné z grafu v Obr. 6.7, omezení modelových systémů funkcí 

přepadu a dna jsou účinná. Nicméně, i tak signály mohou trpět jistými dalšími 

anomáliemi jako je kmitání v oblasti limitních hodnot výstupní funkce, či 

ustálení signálu na aktuální hodnotě překmitu (nebo podkmitu). Toto může být 

způsobeno jednak tím, jak funguje samotná S-Funkce, jednak geometrickým 

charakterem jednotlivých modelů. Byl zjištěn výskyt i dalších anomálií, 

způsobený chováním diskrétního výpočtu v blízkosti singularit, zejména 

v oblasti s neomezenou rychlostí průtoku (tvar typu špička a tvar kulového 

vrchlíku). Tomuto se dá předejít několika způsoby jako úpravou 

matematického popisu, úpravou dynamiky signálů (např. „zaoblením“ hran), 

testování/sledování stavů či omezení pracovní oblasti na „bezpečnou zónu“.  

6.3 Volba a vytvoření modelu 

Jak již bylo zmíněno v teoretické části, pro popis algebraicky těžko 

popsatelného dynamického systému může být výhodné použít neuronové sítě.  

6.3.1 Model systému popsaný neuronovou sítí 

Z matematického hlediska jsou neuronové sítě, stejně jako ostatní modely, 

popsány svými vstupy, výstupy (př. stavy) a svými parametry. Matematicky se 

dá neuronová síť zapsat jako 

  𝒚 = 𝑓𝑁𝑁(𝒖,𝜣𝑵𝑵) (6.12) 

kde 𝒚 je výstupní vektor sítě, 𝒖 je vstupní vektor sítě a 𝜣𝑵𝑵 jsou parametry 

modelu. Struktura a přenosové funkce jsou popsány funkcí 𝑓𝑁𝑁.  
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Dále budeme předpokládat, že i při aplikaci neuronových sítí jako modelu 

jsou požadavky na řízení procesu splněny.  

6.3.2 RBF model systému 

Při návrhu struktury sítě je nejprve nutné určit počet vstupů a výstupů. 

Jelikož se bude řídit vždy jedna nádrž, která má pouze jednu výstupní 

(stavovou) veličinu a to výšku hladiny, bude počet výstupů roven jedné. Pro 

popis dynamického systému je nutné zařadit do modelu paměť. Zařazením 

minulých hodnot výstupní veličiny na vstupy neuronové sítě se z dopředné sítě 

stane síť rekurentní, čímž síť získá paměť stavu. Z charakteru modelových 

systémů je patrné, že model systému by měl být alespoň 2. řádu. Počet vstupů 

neuronové sítě bude tedy roven čtyřem. Jelikož neuronová síť RBF obsahuje 

obvykle jednu skrytou vrstvu, je nutné určit počet neuronů skryté vrstvy. 

Určením parametrů modelu je předmětem další kapitoly.  

6.4 Identifikace soustavy a nalezení parametrů modelu 

Pro identifikaci soustavy bude použit experimentální přístup, kdy 

experimentu bude podroben spojitý systém, reprezentovaný spojitou S-Funkcí 

v Simulinku. Pro účely snadnější simulace byl modelový systém časově 

přeškálován nastavením parametru 𝑘𝑞 = 0,075. Dále je pro zachování 

škálovatelnosti předpokládána znalost okamžitého přítoku 𝑞𝑖𝑛, a proto je 

možné řídit systém přímo pomocí akumulace 𝑎. Po zavedení tohoto opatření je 

nutné změnit také model systému, neboť omezení systému zavedením funkcí 

přepadu a dna (6.2.3) je uzpůsobeno pro omezení přítoku a odtoku. Proto je 

kladná akumulace považována za přítok a záporná za odtok.  

Jelikož model popisující spojitý systém má diskrétní charakter, je potřeba 

určit vzorkovací periodu. Perioda vzorkování by měla být taková, aby 

respektovala dynamiku systému. Zároveň by však měla být taková, aby byla 

časová velikost predikce dostatečná při zachování co nejmenší výpočetní 

náročnosti. Proto byla velikost periody nastavena na 𝛥𝑡 = 0,1.  

6.4.1 Trénovací množina 

Tvar vstupního signálu byl zvolen tak, aby byla zjištěna reakce systému na 

změny v různých úrovních pracovní oblasti. Výsledná trénovací množina (část 

zobrazena na Obr. 6.8) pak tedy obsahuje množinu jednotlivých cyklů 

napuštění a vypuštění nádrže s různě rychlými změnami signálu.  



28 

 

Obr. 6.8: Část trénovací množiny pro RBF model systému (zobrazeno bez vstupu), 

vlastní zdroj. 

Získaná trénovací množina je využita pro trénování, které je pak provedeno 

ve dvou fázích. Nejprve je určen efektivní počet neuronů, a poté je provedeno 

finální trénování. 

6.5 Vytvoření prediktoru 

K tvorbě prediktoru lze využít nejméně dvou přístupů. Prvním je rozšíření 

samotného modelu[96] systému využitím trénovacího procesu pro přímé 

vytvoření prediktoru. Výhodou je zmenšení výpočetní náročnosti predikce, a 

tedy i optimalizace. Nevýhodou je složitější proces trénování a dále nutnost 

změny struktury a nové přetrénování prediktoru při změně horizontů. Druhým 

přístupem je rekurzivní přístup, kdy je model systému považován za funkci, 

kterou lze opakovaně volat jako proceduru. Výhodou je snadná změna 

prediktivního horizontu. Nevýhodou je zvýšená výpočetní náročnost predikce 

(a optimalizace), ale u dostatečně pomalých procesů může být perioda 

optimalizace taková, aby bylo možno tento přístup použít. Proto byl prediktor 

realizován rekurzivně jako procedura v rámci S-Funkce regulátoru. 

6.6 Optimalizace řízení 

Velikost horizontu byla zvolena následovně {N1, N2, Nu} = {1, 3, 2}, pro 

dosažení nízké výpočetní náročnosti. Proces regulace byl simulován v prostředí 

Simulink, viz Obr. 6.9.  



29 

 

Obr. 6.9: Simulace prediktivního řízení modelových systémů, vlastní zdroj. 

Optimalizátor v regulátoru využívá vestavěnou funkci prostředí Matlab 

fmincon(), kterou je možné použít pro nelineární optimalizaci. Jako 

optimalizační algoritmus se osvědčil algoritmus trust-region-reflective. 

6.6.1 Řízení modelových systémů 

Pilotní experimenty byly z důvodu vyšší výpočetní náročnosti provedeny pro 

kratší časové úseky než simulace pozdější. Bylo provedeno několik úprav, jak 

v oblasti trénovací množiny, tak v oblasti regulátoru. Ačkoliv se zprvu zdálo, 

že řízení není úspěšné, bylo později zjištěno, že průběh regulace odpovídá 

charakteru modelového systému a jeho nelineární dynamiky v různých částech 

pracovní oblasti (Obr. 6.10).  

 

Obr. 6.10: Pilotní experiment – dynamika systému v různých úrovních, vlastní zdroj. 

Po odladění optimalizačního procesu byla provedena simulace pro pět 

modelových systémů. Původní výsledky časových průběhů řízení vykazovaly 

drobné regulační odchylky od ustáleného stavu. To může být způsobeno tím, 

že se optimalizace řízení provádí pomocí modelu systému, který však nemusí 

popisovat reálný systém úplně přesně. Dalšími důvody mohou být nastavení 

regulátoru či nemožnosti přímého zapojení aktuální výstupu systému do 

regulátoru (algebraická smyčka). Překonat problém trvalé regulační odchylky  

je možné např. dalším zpřesněním modelu, úpravou trénovací množiny, 

úpravou regulátoru, korekcí vstupní, výstupní či žádané veličiny, či zavedením 
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adaptivního přístupu. Pro účely simulace byl zvolen přístup korekce žádané 

hodnoty. Po změření ustálených hodnot byly vytvořeny korekční křivky pro 

všechny modelové systémy. Výhodou použití korekčních křivek je fakt, že je 

možné  tyto křivky postupně upravovat zahrnutím nových měření.  

Výsledky časových průběhů s korekcemi jsou zobrazeny na Obr. 6.12. 

Modelový systém válec byl záměrně vynechán, kvůli své lineární povaze. Na 

časových průbězích je velmi patrná změna dynamiky systému v různých 

úrovních pracovní oblasti. Zajímavý je také průběh (c) pro řízení modelového 

systému s úzkým hrdlem, kde je velmi patrná střední oblast obsahující 

singularitu. Přestože se může zdát, že u střední části není řízení moc dobré, je 

nutné si uvědomit, že jde o matematický modelový systém, kde rychlost 

proudění tekutiny ve střední části systému může být neomezená. Vzhledem 

k tomuto faktu je řízení ve střední části relativně dobré, jak je zřejmé 

z detailního zobrazení na Obr. 6.11. 

 

Obr. 6.11: Řízení modelového systému s úzkým hrdlem v oblasti singularity, vlastní 

zdroj. 

Průběhy d) a e) jsou podle předpokladů podobné, neboť se podobají i 

tvarově. Je možné si povšimnout kmitavého chování v okolí rychlých změn 

žádané hodnoty. Pokud se navíc stav systému nachází blízko hranic/singularit, 

může docházet k poměrně velkým výkyvům. Tomuto jevu lze předejít poměrně 

snadno úpravou žádané hodnoty tak, aby její změna byla pozvolnější. Poté je 

možné dosáhnout relativně dobrého řízení.  
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a) 

 

b) 

 

c) 

 

d) 

 

e) 

 

Obr. 6.12: Časový průběh řízení výšky hladiny pro modelové systémy s upravenou 

žádanou hodnotou, vlastní zdroj. 
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6.7 Návrh přenosu získaných výsledků na reálný systém 

Získané modely jsou aplikovatelné na reálné systémy pouze za určitých 

podmínek. Odvozené modely jsou zcela platné pouze při splnění uvedených 

předpokladů. Diferenciální rovnice popisující systémy obsahují veličiny 

přítoku a odtoku, kdy přítok minus odtok je považován za akumulaci, přičemž 

je zanedbán hydrostatický tlak, a fyzikální limity proudění kapalin vůbec. 

Předpokládá se tedy, že tyto veličiny lze přímo řídit, či alespoň měřit, což lze 

v praxi provést např. pomocí regulátorů, čerpadel či měřičů průtoku. Dále je 

třeba si uvědomit, že odvozené modelové systémy byly 

non-dimenzionalizovány. Proto je nutné reálné rozsahy přemapovat tak, aby 

byly v rozsazích, platných pro modelové systémy.  

Pro použití naučených neuronových sítí je nejdříve nutné změřit dobu 

naplnění/vypuštění nádrže. Neuronové sítě byly trénovány na časově 

přeškálovaných modelových systémech s koeficientem 𝑘𝑞 = 0,075. Čas 

naplnění/vyprázdění modelového systému při maximálním přítoku/odtoku je 

tedy převrácená hodnota této konstanty.  

 𝑘𝑞 =
1

Δ𝑡𝑚𝑎𝑥
  ⇒    Δ𝑡𝑚𝑎𝑥 =

1

0,075
=  13, 3̅ (6.13) 

Vzorkovací perioda v simulacích byla zvolena 𝛥𝑡 = 0,1, takže reálná 

vzorkovací perioda odpovídá poměru 1:133. V každém jiném případě je nutné 

převzorkovat na frekvenci odpovídající tomuto poměru. Alternativně je možné 

provést přetrénování modelu pro novou periodu, což je ovšem mnohem 

náročnější postup, a jeho nasazení by bylo praktické, pouze pokud je reálná 

vzorkovací frekvence nižší, než je třeba.  

Při aplikaci modelu na realné systémy bude potlačen výskyt scénářů selhání 

spojených s výskytem singularit. Na druhou stranu, situace spojené se saturací 

jsou v praxi řešeny reálně přepadem, nebo uzavřením výpusti.  

Uvedené modely lze použít pro systémy, které jsou tvarově příbuzné 

modelovým systémům, jejichž výběr ovšem pokrývá významné množství 

případů. Nejlépe by bylo vždy vhodné modely natrénovat přímo z dat reálného 

systému. K tomu je však zapotřebí velkého množství experimentů, a to v celém 

rozsahu pracovní oblasti, popřípadě disponovat dlouhou historickou datovou 

řadou, z níž by bylo možné trénovací množinu vybrat či doplnit. Vzhledem 

k nedostupnosti reálných dat je aplikace těchto modelů na reálné systémy nad 

rámec této disertační práce. Přesto lze oprávněně formulovat následující 

pravidla odhadu:  
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1. Doba naplnění/vypuštění nádrže je pokryta škálováním času kompletně.  

2. Objem nádrže je pokryt škálováním kompletně. 

3. Korekční křivka žádané hodnoty je pokryta škálováním kompletně. 

4. Model platný pro jeden typ nádrže platí i pro všechny podobné nádrže.  

5. Efekt škálování je ovšem širší, než předchozí bod, neboť z rovnic vypadl 

přepočtový faktor nádrže (tj. poměr průměru a výšky), a tedy na tomto 

poměru při daném tvaru rovnice rychlosti změny výšky hladiny nezáleží, 

což platí tehdy, pokud je objem nádrže lineárně závislý na tomto poměru.  

6. Pokud je tvar zcela nezávislý ve všech třech rozměrech, uplatní se fakt, že 

ze všech poměrů mezi výškou a průměrem byl u použitých modelových 

systémů volen ten, který uzavírá relativně největší objem; je to poměr 1:1, 

který představuje nejmenší extrém z obou stran, a dá se se tudíž považovat 

za dobrý střední odhad, což platí i pro tvary složitější než pláště válce, 

kuželů, koule a ostatních centrosymetrických a rotačně symetrických těles, 

pokud si vybereme správný typ modelu.  

7. V praxi bude také zapotřebí znát a použít přepočtovou funkci mezi reálnou 

akční veličinou (např. výškou vytažení stavidla, úhlem otočené kohoutem, 

atd.) a akční veličinou modelovou, tj. musí být známa inverzní 

charakteristika daného zařízení (výpustě). 

8. Efekt hydrostatického tlaku, je stejný v nádrži jakéhokoliv tvaru a závisí 

jen a pouze na výšce, a je zpětně implementovatelný do regulátoru, až by 

byly známy konkrétní rozměry nádrže, pokud již nebude implicitně zahrnut 

v přepočtové funkci regulačního zařízení. 

Výpočetní náročnost je kritická teprve až vzhledem k reálné době vzorkovací 

periody, tedy 1/133 doby, za kterou se nádrž napustí/vypustí při 

maximální/minimální hodnotě akumulace. V případě nutnosti by jednou 

z dalších cest optimalizace regulačního procesu mohla být paralelizace 

nezávislých prvků umělé inteligence, což by snížilo výpočetní náročnost a 

umožnilo nasazení i na procesy s rychlejší dynamikou. Při dostatečném počtu 

jader/vláken by pak v ideálním případě nemuselo záležet na velikosti množiny 

(počtu neuronů či jedinců) a výpočetní náročnost modelu by se pak zredukovala 

pouze na počet průchodů (vrstev neuronové sítě, iterací evolučního algoritmu). 

Toho může být dosaženo použitím paralelního výpočtu při simulaci modelu, 

případně využitím jader grafického procesoru.  
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7. ZÁVĚR A PŘÍNOS PRÁCE PRO VĚDU A PRAXI 

V experimentální části práce byl vytvořen algoritmus využívající principů 

klasických i evolučních metod a porovnán s klasickou metodou kvadratického 

programování. Bylo ukázáno, že může být dosaženo podobné výpočetní 

náročnosti (v závislosti na nastavení) jako u metody QuadProg(). Později bylo 

dokonce zjištěno, že výpočetní náročnost by mohla být dále snížena pomocí 

paralelizace, nicméně řešení této otázky je již nad rámec této disertační práce. 

Algoritmus přesto obstál i v neparalelizované verzi.  

Dále byly v rámci disertační práce odvozeny matematické tvary modelových 

systémů (nádrží), jejichž tvar je podobný tvarům systémů vyskytujících se 

v praxi a v přírodě. Uvedené modelové systémy byly navíc non-

dimenzionalizovány, což umožňuje jejich škálovatelnost a nasazení na různé 

typy systémů s různými rozsahy při splnění podmínek pro jejich 

aplikovatelnost. Dále byly vytvořeny modely systémů založené na neuronové 

síti RBF. Byly vytvořeny trénovací množiny a parametry těchto modelů byly 

určeny pomocí trénování na modelových systémech. Dále byly určeny jejich 

kalibrační křivky pro ustálené hodnoty výstupu. Jelikož původní modelové 

systémy byly non-dimenzionalizovány a škálovatelné, mají také vytvořené 

modely i kalibrační křivky tyto vlastnosti. Při splnění podmínek 

aplikovatelnosti je tedy možné tyto modely nasadit na řízení systémů reálných. 

Vzhledem k nedostupnosti dat a nemožnosti experimentu s reálným systémem 

např. vodní nádrže, jsou v poslední kapitole disertační práce analyzovány 

možnosti přenosu získaných modelů do praxe a formulovány zásady, jak 

postupovat, čímž byl splněn poslední z cílů práce. 

 

8. ZÁVĚREČNÉ SHRNUTÍ 

Tato práce se zabývá možnostmi nasazení některých prvků umělé inteligence 

ve specifických částech prediktivního řízení. Jedná se především o využití 

neuronových sítí jako modelu systému a evolučních algoritmů v rámci 

optimalizace řízení.  

Práce je rozdělena do sedmi hlavních kapitol, kdy v první kapitole jsou 

nastíněné základní principy prediktivního řízení a ve druhé kapitole je 

provedena rešerše současného stavu problematiky nelineárních systémů ve 

vztahu k výpočetní komplexitě, prediktivnímu řízení a aplikaci prvků umělé 

inteligence, přičemž hlavní část je věnována oblasti řízení hladiny kapaliny 

v nádržích, která byla vybrána jako vhodná pro řešení daného zadání. Ze 

souhrnu rešerše vyplynula obecná formulace úkolů práce. 
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Následuje třetí kapitola, která poskytuje teoretický rámec, kde v rámci 

prediktivního řízení jsou popsány jednotlivé jeho prvky, jako jsou obvykle 

používané modely, tvorba prediktoru a optimalizátoru a základní metody 

optimalizace. V druhé části teoretického rámce jsou popsány prvky umělé 

inteligence zejména struktura a vytvoření neuronové sítě Perceptron, Multi-

layer Perceptron a síť založená na funkcích typu radiální báze RBF. Dále je pak 

stručně popsán princip evolučních algoritmů a jejich stručný přehled. 

Čtvrtá kapitola popisuje hlavní cíl práce, což je aplikace některých prvků 

umělé inteligence ve vhodných oblastech prediktivního řízení. Dílčí cíle pak 

popisují jednotlivé kroky, které jsou nutné pro splnění cíle hlavního. Těmito 

dílčími cíli jsou předběžná analýza a ověření použití prvků umělé inteligence, 

volba vhodných modelových systémů, volba a vytvoření modelu, identifikace 

soustavy a nalezení parametrů modelu, vytvoření prediktoru a optimalizátoru a 

návrh přenosu poznatků na řízení systémů reálných.  

Pátá kapitola se zabývá experimentální a metodickou částí, kde jsou popsané 

použité SW nástroje, algoritmy a funkce. Dále je popsán metodický postup 

řešení jednotlivých dílčích cílů.  

Šestá kapitola se zabývá splněním jednotlivých cílů práce. Nejprve je 

provedena předběžná analýza a ověření použití prvků UI. Byla provedena 

analýza účelové funkce a vlivu omezení na dosažitelnou oblast, ověření 

možnosti nasazení evolučního algoritmu Hill Climbing a algoritmu 

evolučně-gradientního v rámci optimalizátoru a ověřením možnosti nasazení 

neuronové sítě jako modelu a její verifikace v rámci zvolené pracovní oblasti.  

Druhý dílčí cíl se zabývá odvozením tvarů diferenciálních rovnic modelových 

systémů a jejich úpravou pro účely simulace (saturace, singularity, 

aplikovatelnost). Dále je popsáno vytvoření RBF modelu systému. Čtvrtá část 

se zabývá určením parametrů modelu, tj. volbou periody, tvorbou trénovací 

množiny a trénováním neuronové sítě. Další část popisuje výběr a tvorbu 

prediktoru a možnosti nasazení. Šestá část popisuje tvorbu regulátoru a 

prezentuje výsledky experimentů řízení pro všechny modelové systémy a 

úpravu řízení pomocí korekčních křivek. Poslední část se zabývá návrhem 

přenosu získaných poznatků pro řízení systémů reálných a podmínkami, které 

je nutné splnit pro možnost nasazení těchto modelů a přístupů.  

Sedmou kapitolu představuje věcný závěr provedené studie a souhrn přínosů 

práce pro vědu a praxi.  

Hlavním cílem disertační práce byla aplikace některých prvků umělé 

inteligence ve vhodných oblastech prediktivního řízení. Cíle práce bylo 

dosaženo.  
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