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ABSTRAKT 

Tato práce se zabývá úvodní fází vývoje systému, který získává informace o osobách, které 

se nacházejí v blízkosti reklamních panelp. Práce se zam�řuje tvorbou a vyhodnocením mo-

delp um�lé inteligence pro detekci osob a segmentaci lidského obli�eje. Dále obsahuje ana-

lýzu metod v oblasti po�íta�ového vid�ní. V rámci práce byly vytvořeny modely, které jsou 

základem pro samostatný open-source systém vyu~itelný v oblasti marketingu pro tvorbu 

statistiky o pohybu osob ve vybraných prostorech. 

Klí�ová slova: um�lá inteligence, um�lé neuronové sít�, detekce objektp, segmentace lid-

ského obli�eje, YOLOv8. 

 

 

 

ABSTRACT 

This paper deals with the initial phase of the development of a system that obtains informa-

tion about people who are in the vicinity of advertising panels. The work focuses on the 

creation and evaluation of artificial intelligence models for person detection and human face 

segmentation. It also includes an analysis of methods in the field of computer vision. Within 

the framework of the thesis, models have been created, which are the basis for a stand-alone 

open-source system usable in the field of marketing for the creation of statistics on the mo-

vement of people in selected spaces. 

 

Keywords: artificial intelligence, artificial neural networks, object detection, human face 

segmentation, YOLOv8.  
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ÚVOD 

Dpvodem pro zvolení tohoto tématu byla spolupráce s firmou, která instaluje reklamní pa-

nely do prostorp jako je �ekárna u lékaře, pobta nebo dalbí veřejné prostory. Hlavní myblen-

kou bylo vytvořit open-source projekt, který zpracovává obraz z kamery nacházející se po-

blí~ reklamního panelu a doká~e vyhodnotit po�et lidí, kteří se v t�chto prostorech nacházejí. 

Dále se taky zohledňovala mo~nost, aby systém dokázal vytvořit takový výstup, aby ho bylo 

v budoucnu mo~né pou~ít pro dalbí modely, které budou dle konkrétního případu pou~ití 

vyhodnocovat specifické charakteristiky jednotlivých osob.  

Tato práce by m�la přisp�t ve vývoji tohoto systému tvorbou modelp pro detekci jednotli-

vých osob a segmentaci obli�eje t�chto osob, �ím~ bude získávat informace, které budou 

ur�eny k dalbímu zpracování. Mezi dalbí zpracování mp~e patřit vyhodnocení pózy hlavy, 

výrazu v obli�eji, případn� ur�ení v�ku �i pohlaví.  Tato práce by m�la analyzovat existující 

metody v oblasti zpracování lidského obli�eje tak, aby mohla nabídnout zppsob, který bude 

slou~it jako odrazový mpstek pro získávání nejrpzn�jbích charakteristik, tedy bude dosta-

te�n� multifunk�ní.  

Práce musí brát v potaz, ~e řebení by m�lo být v rámci mo~ností nenáro�né na výkon, jeliko~ 

by m�lo být pou~itelné i na zařízeních, které nejsou ur�ené �ist� pro práci s velkými modely 

um�lé inteligence. Zároveň by m�ly být modely ve formátu, který umo~ňuje budoucí kon-

vertování pro vyu~ití ve speciálních zařízeních jako je TPU (Tensor Processing Unit). Dal-

bím po~adavkem je, aby systém pracoval i bez připojení k internetu kvpli tomu, aby ho bylo 

snadné nasadit. 
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I.  TEORETICKÁ ÁST 
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1 UM�LÁ INTELIGENCE 

Um�lá inteligence je v dnební dob� �asto zmiňovaný pojem. V poslední dob� mp~ou za roz-

bíření pov�domí o tomto fenoménu generativní modely jako například ChatGPT spadající 

pod velké jazykové modely vyu~ívány pro generování textu, nebo modely pro generování 

obrázkp jako je DALL-E nebo Midjourney. Samotný pojem AI (artificial intelligence, um�lá 

inteligence) byl poprvé pou~it u~ v padesátých letech minulého století. 

Toto odv�tví cílí na tvorbu po�íta�ových programp řebících úkony, které jsou pro �lov�ka 

velmi b�~né a zvládá je intuitivn�, ovbem jako program jsou velmi obtí~n� řebitelné při vy-

u~ití standartních metod programování. Skv�lými příklady takových úkonp jsou mimo jiné: 

po�íta�ové vid�ní (computer vision) zabývající se rozeznáváním objektp na obrázku, poro-

zum�ní kontextu obrázkp �i textu nebo ji~ zmín�né generativní programy. Konkrétn�ji AI 

definoval John McCarthy jako: „Konstrukce počítačových programů, které se zabývají 

úkoly, které jsou v současné době uspokojivěji vykonávány lidskými bytostmi, protože vyža-

dují mentální procesy na vysoké úrovni.“ 

Jako AI mp~ou být pova~ovány jak relativn� jednoduché struktury na zpracování ru�n� vy-

braných charakteristik, tak i velmi komplexní architektury inspirovány principem lidského 

mozku. 

1.1 Strojové u�ení 

Strojové u�ení je velmi rozbířená podoblast AI zabývající se řebením aplikací s komplexními 

problémy. Přesn�ji se zabývá zppsoby pro automatizování hledání správného řebení pro-

blémp, u kterých je obtí~né definovat jednozna�ný postup. Obvykle se systémy vyu~ívající 

strojové u�ení sna~í přiblí~it optimálnímu výsledku vyu~itím nabytých zkubeností, nejsou 

tedy specificky naprogramovány pro konkrétní úkon. T�mto systémpm je zadáno pouze, 

�eho mají dosáhnout, nikoliv jak toho mají dosáhnout, �ím~ se libí od konven�ních technik 

programování [2], [3]. 

1.2 Hluboké u�ení 

Hluboké u�ení (Deep learning) je podoblast strojového u�ení, která se specializuje na hledání 

souvislostí a rozpoznávání vzorp z poskytnutých dat. Struktura t�chto algoritmp je ve svém 

základu inspirována principem fungování mozku. Vyu~ívají se takzvané ANNs (Artificial 

Neural Networks, Um�lé neuronové sít�), díky kterým mp~eme tyto principy simulovat. 
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Nutno podotknout, ~e ANNs nejsou přímou kopií mozku a ani se o to nesna~í, přebírají 

pouze velmi základní logiku. Tyto sít� jsou uspořádány ve vrstvách, kde se ka~dá vrstva   

skládá z jednotlivých um�lých neuronp a je napojena na neurony v následující vrstv�. Ve 

výsledku máme tedy vrstvu vstupní a výstupní a skryté vrstvy nacházející se mezi nimi, tyto 

vrstvy reprezentují úrovn� abstrakce (podrobn�ji popsáno v kapitole 1.2.1). S pojmem hlu-

boké u�ení je spjata struktura vyu~ívající velkou a hlubokou neuronovou síe, kde se pojmem 

hluboká ozna�uje síe s velkým po�tem vrstev. Momentáln� neexistuje konsensus mezi ex-

perty, který by přesn� definoval po�et vrstev potřebných na to, aby se program dal pova~ovat 

jako hluboké u�ení, ale obvykle jako hluboké u�ení ozna�ujeme síe, která obsahuje alespoň 

jednu skrytou vrstvu, tedy síe obsahující více jak dv� vrstvy [1], [4], [6]. 

1.2.1 Základy um�lých neuronových sítí 

Vývoj ANNs za�al ji~ ve �tyřicátých letech minulého století. Ppvodní modely byly lineární 

a relativn� jednoduché. Asociovaly k výstupní hodnot� ozna�ované jako y vstupní hodnotu 

x. V podstat� se trénování modelu pomocí vzorkp dat za�alo vnímat jako utváření funkce. 

Standartní neuronová síe je tvořena v�tbím po�tem �ástí, které se ozna�ují jako neurony. 

Jejich úkolem je samostatn� procesovat data která mají na vstupu, a v závislosti na tom se 

aktivovat. Tyto neurony tvoří jednotlivé vrstvy, které jsou spolu propojeny. Výstup neuronp 

ve vrstv� je přiveden na vstup neuronp ve vrstv� následující. Neurony vstupní vrstvy jsou 

aktivovány vn�jbím prostředím neboli daty x. Hodnoty z výstupní vrstvy jsou potom výstup 

y. Mp~eme tedy říct, ~e neurony svou aktivací ovlivňují aktivace v následujících vrstvách 

[4], [7]. 

1.2.1.1 Neuron 

Um�lé neurony, které jsou základem ANNs, byly inspirovány buňkou nervu. Ka~dá nervová 

buňka přenábí signál. Dendrit slou~í jako vstup přijímající signál o ur�ité síle, t�lo buňky 

pak jako přenosová funkce. Axon mp~eme pova~ovat jako výstup posílající signál do dalbí 

nervové buňky [8].  N�která propojení jednotlivých nervp jsou siln�jbí a signál zesilují, n�-

která spojení naopak signál zeslabují [1]. 
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Obrázek 1. Neuron [1] 

1.2.1.2 Perceptron 

Jedním ze zppsobp, jak napodobit princip nervu, je algoritmus perceptron, který v padesá-

tých letech minulého století publikoval Rosenblatt [9]. Tento model se zvládal automaticky 

u�it na vzorcích dat tím, ~e ladil hodnoty takzvaných vah (weights), které ur�ují sílu jednot-

livých spojení. Signály byly následn� se�teny a na výslednou hodnotu je aplikována akti-

va�ní schodová funkce, která rozhoduje o výstupu [1], [8]. 

 

Obrázek 2. Perceptron [1] 

Problémem preceptronu bylo, ~e díky lineární aktiva�ní funkci zvládal pouze problémy, 

které byly lineárn� spravovatelné. Tento problém byl překonán, a~ kdy~ se za�aly pou~ívat 

nelineární funkce, jako je například funkce sigmoid. Z obrázku 3 jsou zřejmé rozdíly mezi 

lineárn� separovatelnými a lineárn� neseparovatelnými datasety [1], [10]. 
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Obrázek 3. Příklad lineární odd�litelnosti datasetp 

 

1.2.2 Aktiva�ní funkce 

Aktiva�ní funkce se v ANNs pou~ívají pro transformaci výsledných hodnot neuronu, které 

následn� jdou na výstup, aby byly předány neuronpm v následující vrstv�. Aktiva�ní funkce 

se aplikuje na sou�et vstupních signálp s ohledem na jejich přiřazené váhy. N�které aktiva�ní 

funkce se ozna�ují jako squashing funkce. Tyto funkce mají amplitudu a tím limitují signál 

do ur�itého rozsahu [1], [11], [12]. 

1.2.2.1 Binární schodová funkce 

Nejjednodubbí aktiva�ní funkcí je schodová funkce. Výstup této funkce mp~e být pouze 0 

nebo 1. Je-li na vstupu funkce hodnota 0 nebo menbí, výstupem je 0, je-li hodnota kladná, 

na výstupu je 1. V tomto případ� se mp~e brát 0 na vstupu jako prahová hodnota, která ur-

�uje, zdali je neuron aktivován, a posílá hodnotu na vstup dalbí vrstvy. Schodová funkce má 

vyu~ití pouze jako binární klasifikátor. Dalbí nevýhodou této funkce je, ~e má nulový gradi-

ent, a tudí~ se nehodí pro trénování metodami, které jsou zalo~eny na aproximaci minim 

pomocí gradientu [1], [11], [12]. 
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Obrázek 4. Binární schodová funkce [11] 

1.2.2.2 Funkce sigmoid 

Historicky výrazn� více vyu~ívaná aktiva�ní funkce je funkce sigmoid. Výhodou této funkce 

je, ~e jsou její hodnoty jednozna�n� odlibitelné. Vbechny hodnoty jsou transformovány do 

rozsahu 0 a~ 1. Okolo v�tbiny svého prpb�hu tato funkce saturuje. Vstupní hodnoty, které 

jsou velmi kladné, saturují na výstupu u hodnoty 1, a hodnoty velmi záporné saturují u hod-

noty 0. Tato skute�nost zapří�iňuje, ~e je funkce citlivá pouze blízko nulové vstupní hod-

noty. Saturované neurony mají velmi malý gradient, tudí~ je trénování zalo~ené na gradientu 

obtí~né [1], [5], [11], [12]. 

 

Obrázek 5. Funkce sigmoid [11] 
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1.2.2.3 Funkce hyperbolický tangens 

Funkce hyperbolický tangens, ozna�ovaná jako tanh (hyperbolic tangent), je podobná funkci 

sigmoid. Rozdílem je, ~e hyperbolický tangens je vystřed�ná na nule a transformuje hodnoty 

do rozsahu -1 a~ 1. Výhodou hyperbolického tangentu je, ~e oblast okolo nuly je mnohem 

strm�jbí a lineárn�jbí, nicmén� hodnoty v saturaci mají stále mizivý gradient [1], [11], [12]. 

 

Obrázek 6. Funkce hyperbolický tangens [11] 

1.2.2.4 Funkce ReLU 

Funkce ReLU (rectified linear unit, rektifikovaná lineární jednotka) je v dnební dob� spolu 

s jejími variacemi nejvíce vyu~ívaná aktiva�ní funkce. N�kdy se ozna�uje jako rampová 

funkce kvpli jejímu prpb�hu, který kladné hodnoty lineárn� navybuje. Hodnoty této funkce 

nesaturují, tudí~ se funkce hodí pro trénovací metody zalo~ené na gradientu. Základní verze 

ReLU transformuje negativní hodnoty na 0, �ím~ dociluje toho, ~e neurony se zápornými 

hodnotami nejsou aktivovány, a tudí~ je výpo�etn� úsporn�jbí. Gradient je v tomto případ� 

nulový. Tento problém řebí varianta ReLU ozna�ována jako Leaky ReLU, která umo~ňuje 

malý gradient v záporných hodnotách. ReLU je ve v�tbin� případp efektivn�jbí ne~ funkce 

sigmoid a tanh [1], [11]. 
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Obrázek 7. Funkce ReLU [11] 

 

1.2.3 Ztrátové funkce 

Chceme-li natrénovat um�lou neuronovou síe a vylepbit, jak si po�íná ve specifickém úkonu, 

musíme um�t vyjádřit, jak jsou momentální predikce přesné. K tomu slou~í takzvaná ztrá-

tová funkce. Jednodube ře�eno ztrátová funkce nám navrací hodnotu podle toho, jak je daná 

predikce „dobrá“ nebo „bpatná“. ím lépe si model po�íná v budování souvislostí mezi vstu-

pem a o�ekávaným výstupem, tím je hodnota ztrátové funkce ni~bí. Neodvádí-li model dob-

rou práci v predikování správných výsledkp, ztrátová hodnota je vysoká. Tato informace se 

dále vyu~ívá pro správné nastavení hodnot vah (weights) a prahp (biases) [1]. 

V prpb�hu trénování modelu by m�ly hodnoty ztrátové funkce postupn� klesat. Ideální je, 

aby na konci trénování byla ztráta co mo~ná nejni~bí, je vbak nutno mít na pam�ti, ~e přílib 

malé hodnoty ztrátové funkce nemusí nutn� znamenat správn� natrénovaný model, ale mp~e 

to být příznak takzvaného overfittingu [1]. 

Pro konkrétní problematiky existují specifické ztrátové funkce. Volba nesprávné funkce 

mp~e výrazn� negativn� ovlivnit efektivnost algoritmu [13]. 
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1.2.3.1 Ztrátové funkce regresních problémů 

U regresních problémp je nabím cílem vytvořit model, který predikuje n�jakou reálnou hod-

notu. Tyto modely se nesna~í kategorizovat vstup do n�jakých předem daných tříd, namísto 

toho odhadují ur�itou hodnotu, která je spjata se vstupními daty. Dobrým příkladem regres-

ního problému je předpov�ď výskytu debt�, kde se sna~íme získat hodnotu reprezentující 

pravd�podobnost z vstupních parametrp jako jsou teplota, vlhkost nebo např. tlak [15]. V ta-

kovém případ� musíme um�t vyjádřit míru ztráty jak u hodnot menbích, ne~ je uspokojivý 

výsledek, tak i u hodnot, které výsledek přesahují. 

Ideální ztrátové funkce pro řebení regresních problémp jsou funkce s bilaterálním prpb�hem, 

jeliko~ jsou symetrické a navrací tedy stejnou ztrátovou hodnotu pro odchylky v obou sm�-

rech. Existují vbak i nesymetrické ztrátové funkce, které se pou~ívají v regresních problé-

mech [14]. 

 

Obrázek 8. Příklad prpb�hp bilaterálních ztrátových funkcí [14] 

airoce vyu~ívanou funkcí pro regresní problémy je střední kvadratická chyba (Mean squared 

error), n�kdy ozna�ována taky jako L2 loss. Pro výpo�et střední kvadratické chyby se vezme 

rozdíl mezi predikcí modelu a správné hodnoty, ten se umocní a následn� se zprpm�ruje 

napří� datasetem [16]. 
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1.2.3.2 Ztrátové funkce klasifikačních problémů 

Klasifikace je proces, kde je cílem zařadit data do konkrétních kategorií. U klasifika�ního 

problému se tedy sna~íme nau�it model identifikovat design nebo roli vstupních dat, co~ 

nám je pomp~e rozd�lit do kategorických tříd. V klasifika�ních problémech ozna�ovaných 

jako binární mají data rpzná ozna�ení (labels) reprezentující třídy například model rozlibu-

jící, zdali je na obrázku ko�ka nebo pes, případn� jestli charakteristice odpovídá, tedy ko�ka 

nebo ne ko�ka. Dále je zde klasifikace kategorická, která rozlibuje více jak 2 třídy například, 

je-li na vstupu ko�ka, pes, myb nebo ~ába [15], [16]. 

U klasifika�ních problémp se vyu~ívají ztrátové funkce s unilaterálním prpb�hem, co~ zna-

mená, ~e pracuje s hodnotou vyjadřující rozdíl od po~adovaného výsledku pouze v jednom 

sm�ru [14]. 

 

Obrázek 9. Příklad prpb�hp unilaterálních ztrátových funkcí [14] 

Jednou z nejvyu~ívan�jbích ztrátových funkcí pro klasifikaci je kří~ová entropie (cross-en-

tropy loss). Tato funkce pracuje s pravd�podobnostmi, jak moc vstup odpovídá ka~dé z jed-

notlivých kategorických tříd. Výsledná hodnota je potom sou�et rozdílp jednotlivých prav-

d�podobností oproti reálným třídám vstupních dat. Kří~ová entropie je mimo jiné velmi in-

tuitivní oproti jiným klasifika�ním funkcím práv� díky vyjádření pravd�podobností jednot-

livých tříd. Například funkce Hinge loss vyjadřuje pouze rozp�tí mezi reálnou a predikova-

nou hodnotou [14], [16]. 
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1.2.4 Backpropagation 

Velmi dple~itým algoritmem při trénování neuronových sítí je Backpropagation. Tento al-

goritmus je klí�ový pro úpravu vah jednotlivých neuronových spojení. Bez efektivního vy-

u~ití Backpropagation bychom nebyli schopni natrénovat hluboké neuronové sít� s takovým 

po�tem skrytých vrstev, s jakými se v dnební dob� setkáváme. Backpropagation je ozna�o-

ván jako jádro oblasti hlubokého u�ení [1]. 

Backpropagation mp~eme rozd�lit na 2 �ásti a to na forward-pass a backward-pass. Forward-

pass, také ozna�ován jako Propagation, je v podstat� proces, při kterém data na vstupu pro-

jdou ka~dou z vrstev sít�, �ím~ se utvoří predikce, ze které je následn� vyhodnocena ztrátová 

hodnota. V po�áte�ní fázi trénování je tato predikce velmi nepřesná, jeliko~ na za�átku jsou 

vbechny váhy nastaveny náhodn�. Rozsah hodnot, kterých mp~ou váhy nabýt při inicializaci, 

se mp~e libit dle typu inicializace [1]. 

Backward-pass je proces, při kterém se vypo�ítá gradient ztrátové funkce na poslední vrstv� 

neuronové sít� a následn� se za pou~ití tohoto gradientu upravují váhy jednotlivých spojení. 

Tento proces za�íná od výstupní vrstvy a postupuje sm�rem ke vstupní vrstv� a postupn� 

aplikuje řetízkové pravidlo [1], [17]. 

 

 

Obrázek 10. Backpropagation [17] 
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1.2.5 Optimalizátory 

Optimalizace je nejdple~it�jbím aspektem v oblasti hlubokého u�ení a um�lých neuronových 

sítí. Je to proces, při kterém se přiřazují váhy a biasy tak, aby síe dosahovala po~adovaných 

predikcí. Optimalizace je pova~ována za velice slo~itou a s rozsahem a hloubkou dnebních 

um�lých neuronových sítí je nemo~né po vyhodnocení výstupu tyto parametry manuáln� 

upravovat. Z toho dpvodu potřebujeme vytvořit algoritmus, který optimalizaci provede a 

umo~ní úpravu vah a biasp, �ím~ model získá v�tbí přesnost. Vzhledem k tomu, ~e nám 

přesnost modelu ur�uje ztrátová funkce, její~ parametry jsou váhy a biasy, mp~eme zvýbit 

přesnost modelu přiblí~ením se k minimu této funkce [1], [5]. 

V oblasti strojového u�ení se v minulosti obcházela nutnost komplexní optimalizace tím, ~e 

se model specificky designoval tak, aby funkce, která se optimalizovala, byla konvexní. 

V takovém případ� je lokální minimum automaticky i globální minimum a mp~eme tedy 

aplikovat metody pro nalezení lokálního minima [1], [5]. 

Z hlediska optimalizace hlubokých neuronových sítí tyto problémy nejsou prakticky nikdy 

konvexní. Tyto funkce obsahují obrovské mno~ství lokálních minim. Proto se u hlubokých 

neuronových sítí nesna~íme nalézt globální minimum, ale oblast, ze které dostaneme malou 

ztrátovou hodnotu. Tato oblast ve výsledku není ani lokální minimum, ale v praxi je dosta-

�ující. Z toho dpvodu mp~eme přistupovat i k problémpm hlubokých neuronových sítí jako 

ke konvexním [1], [5]. 

 

Obrázek 11. Příklady konvexního a nekonvexního problému [18] 
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1.2.5.1 Gradientní sestup 

Pro zvýbení přesnosti modelu je potřeba přiblí~it se minimu ztrátové funkce. Jedním typem 

metod, které řebí tento problém, jsou metody vyu~ívající gradientního sestupu. Tyto metody 

jsou iterativní optimaliza�ní algoritmy. Váhy a biasy jsou prom�nnými ztrátové funkce. Vez-

meme-li tyto parametry jako souřadnice v prostoru prpb�hu ztrátové funkce, nabím cílem je 

nalézt bod, který je co mo~ná nejní~e, tedy má nejmenbí ztrátovou hodnotu. Nanebt�stí ne-

známe prpb�h této funkce, tudí~ nelze automaticky nastavit parametry tak, abychom docílili 

nejni~bí ztrátové hodnoty. Pro přiblí~ení se k minimu se tedy vyu~ívá gradient ztrátové 

funkce, který se získá pomocí parciálních derivací, které se vypo�ítají pro ka~dou dimenzi. 

Gradientní vektor v podstat� ukazuje sm�rem, kde je funkce nejstrm�jbí, respektive kde nej-

více klesá [1]. 

1.2.5.2 Stochastický gradientní sestup 

U základního typu gradientního sestupu je ztráta po�ítána jako suma ztrátových hodnot na 

vbech trénovacích datech v datasetu. Tento postup je velmi pomalý a neefektivní, obzvlábt� 

pro velké datasety, jeliko~ pro ka~dou aktualizaci vah musí sítí projít vbechna trénovací data 

[1]. 

Mnohem mén� výpo�etn� náro�ná metoda je stochastický gradientní sestup. Tato metoda je 

v dnební dob� mnohem �ast�ji vyu~ívána ne~ základní typ. Namísto vypo�ítávání gradientu 

a aktualizování vah na celém datasetu najednou tato metoda v jeden moment pracuje jen 

s malými �ástmi datasetu. Tyto �ásti se ozna�ují jako mini-batches a krom� menbí výpo�etní 

náro�nosti umo~ňují ud�lat více krokp po gradientech sm�rem k minimu [1]. 

U stochastického gradientního sestupu se �asto implementuje takzvané momentum, které 

ur�uje, jak velké aplikujeme kroky sm�řující po gradientu. ím déle ukazuje gradientní vek-

tor stejným sm�rem, tím se momentum zvybuje. Zm�ní-li se sm�r, momentum klesne [1]. 

1.2.5.3 Adaptivní optimalizační metody 

Velmi vyu~ívanými jsou adaptivní optimaliza�ní metody, které mimo jiné cílí na zmenbení 

po�tu epoch (iterací skrze dataset) pro rychlejbí trénování nebo na lepbí uzppsobení sít� pro 

v�tbí po�et hyperparametrp. Jednou z t�chto metod je ADAM (Adaptive Moment Estima-

tion). Mimo jiné je u této metody výhodou, ~e není třeba manuáln� nastavovat hodnotu míry 

u�ení (learning rate) [19]. 



UTB ve Zlín�, Fakulta aplikované informatiky 23 

 

1.3 Konvolu�ní neuronové sít� 

Konvolu�ní neuronové sít� vyu~ívají takzvané konvolu�ní vrstvy. Ve standartních neurono-

vých sítích jsou vrstvy napojeny na sebe tak, ~e ka~dý jednotlivý neuron je napojen na 

vbechny neurony ve vrstv� předchozí, a tudí~ i na ka~dý neuron ve vrstv� následující. Tyto 

vrstvy se ozna�ují jako pln� propojené vrstvy (fully connected layers). V konvolu�ních neu-

ronových sítích se pln� propojené vrstvy vyu~ívají v�tbinou a~ na konci sít�, nicmén� v zá-

vislosti na konkrétní architektuře se vyu~ití pln� propojených vrstev libí. Namísto toho kon-

volu�ní sít� nahrazují tyto vrstvy za vrstvy konvolu�ní. Jako konvolu�ní se ozna�uje síe, 

která má alespoň jednu konvolu�ní vrstvu [1]. 

Konvolu�ní vrstvy aplikují rozdílné sety filtrp, kterých jsou typicky stovky nebo tisíce. 

Vzhledem k tomu, jak jsou navr~ené pln� propojené vrstvy spolu ka~dý neuron v jednotlivé 

vrstv� interaguje s ka~dým neuronem ve vrstv� následující. Oproti tomu mají konvolu�ní 

vrstvy takzvanou sparse (řídkou) interakci. Je tomu tak proto, ~e výstup z filtrp v konvolu�ní 

vrstv� mp~e být menbí ne~ velikost dat na vstupu. Například při zpracovávání obrázku filtr 

pokrývá v�tbí plochu, tedy v�tbí po�et pixelp ne~ u standartních neuronových sítí, kde by 

jeden vstupní neuron odpovídal jednomu pixelu. Tímto doká~eme docílit výrazn� menbí pa-

m�eové náro�nosti, jeliko~ nemusíme ukládat tolik parametrp, a zároveň dosáhneme výpo-

�etn� efektivn�jbího modelu, proto~e nemusíme provád�t tolik operací [5]. 

Dalbí výhodou je sdílení parametrp (Parameter sharing). Tradi�ní modely neuronových sítí 

vyu~ijí při jednom úkonu ka~dou z vah, kterými jsou v jednotlivých vrstvách propojeny neu-

rony, přesn� jednou a dále se u~ nevyu~ijí. Sdílení parametrp referuje na to, kdy~ se jeden 

parametr, respektive váha, vyu~ije při jednom úkonu vícekrát. Konvolu�ní neuronové sít� 

jsou tohoto schopny, jeliko~ stejný filtr konkrétní vrstvy, tedy stejný soubor natrénovaných 

vah, se pou~ije na celou plochu předchozí vrstvy. Díky tomu velikost vstupních dat neovliv-

ňuje po�et vah ve vstupní vrstv�, jak by tomu bylo při vyu~ití pln� propojené vrstvy [5]. 

Například v kontextu klasifikace obrázku mohou konvolu�ní neuronové sít� pomocí filtrp 

v úvodní vrstv� detekovat hrany nebo dalbí prostá data. V následujících vrstvách pak za po-

u~ití t�chto hran jednoduché tvary. A v hlubbích vrstvách za pou~ití tvarp celé objekty [1]. 
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1.3.1 Konvoluce 

Klí�ovým prvkem konvoluce je konvolu�ní filtr, �asto taky ozna�ován jako kernel. Rolí fil-

tru je z jednotlivých hodnot v poli získávat novou hodnotu, která bere v potaz i okolní hod-

noty. To, kolik okolních prvkp pole má vliv na získanou hodnotu, zále~í na velikosti filtru. 

Filtry, které se vyu~ívají u konvolu�ních sítí, mají v�tbinou stejnou výbku i bířku, jeliko~ 

spousta knihoven vyu~ívá metody, které operují nejlépe na �tvercových polích. Jak výbka, 

tak bířka musí být lichá, jeliko~ tato matice musí v~dy mít středový prvek. To znamená, ~e 

se mp~eme setkat s maticemi o velikosti 3x3 nebo 9x9, ale nemp~eme se setkat s rozm�ry 

filtru 4x4, jeliko~ středem matice by byly souřadnice x = 1,5. y = 1,5 co~ neukazuje na 

konkrétní prvek [1], [5]. 

Obvyklými vstupními daty pro modely, které vyu~ívají konvolu�ní vrstvy, jsou multidimen-

zionální pole například obrázky. Obrázky mají 3 dimenze, a to bířku, výbku a barevné kanály. 

Filtr se po vstupním poli pohybuje a vytváří pole nové obsahující hodnoty prvkp vstupního 

pole, které jsou ovlivn�ny sousedními hodnotami. To, jakým zppsobem jsou ovlivn�ny, ur-

�ují váhy, které ka~dý filtr obsahuje. Jeliko~ n�které prvky vstupního pole sousední hodnoty 

nemají, aplikuje se takzvaný padding. V podstat� se v poli vytvoří okraj obsahující předem 

ur�ené hodnoty. Populární je například zero-padding, kde okraj obsahuje nuly. Spousta kni-

hoven hlubokého u�ení nevyu~ívá vylo~en� konvoluci, ale zjednodubenou kří~ovou korelaci 

(cross-correlation), která je podobná, nicmén� tyto termíny zam�ňuje [1], [5]. 

 

Obrázek 12. Příklad konvoluce [1] 
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1.3.2 Typy vrstev v konvolu�ních neuronových sítích 

Přesto, ~e je konvolu�ní vrstva klí�ovým stavebním blokem u konvolu�ních neuronových 

sítí, to není zdaleka jediný typ vrstvy, který by tvořil celkovou architekturu. Konvolu�ní síe 

se obvykle skládá z více rpzných vrstev, které jsou napojeny za sebou tak, aby byl model co 

nejefektivn�jbí. Zde jsou příklady pár biroce vyu~ívaných typp vrstev [1]. 

1.3.2.1 Konvoluční vrstva 

V konvolu�ní vrstv� probíhá konvoluce. Filtry s natrénováními vahami jsou, co se tý�e plo-

chy, relativn� malé, ale jsou aplikovány skrze celou hloubku vstupních dat. V oblasti klasi-

fikace obrázkp je touto hloubkou v po�áte�ní vrstv� po�et kanálp. Pracujeme-li tedy s RGB 

obrázky, hloubka je 3, respektive jedna za ka~dý barevný kanál. Pro vrstvy hloub�ji v síti je 

hloubka po�et aktiva�ních map, které jsou výstupem z předchozí vrstvy. Ka~dá aktiva�ní 

mapa je výstupem jednotlivých filtrp [1]. 

Dple~itým hyper-parametrem u konvolu�ních vrstev je stride. Rovná-li se stride 1, filtr se 

po vstupním poli pohybuje postupn� po ka~dém pixelu, dokud nenavbtíví vbechny prvky 

tohoto pole. Je-li stride nastaven na hodnotu 2, mp~eme si představit, ~e filtr se po vstupním 

poli pohybuje ob jedno, respektive ka~dý krok je dva pixely dlouhý. ím v�tbí pou~ijeme 

stride, tím mén� se budou jednotlivé data překrývat, a tím menbí bude výstup [1]. 

1.3.2.2 Aktivační vrstva 

Aktiva�ní vrstva je vrstva, kde se aplikuje aktiva�ní funkce, specificky nelineární funkce, 

jako je například ReLU. Aktiva�ní vrstva technicky není samostatná vrstvy, proto~e se v ní 

netrénují ~ádné váhy. asto se z diagramu architektury konvolu�ní sít� vynechává a auto-

maticky se předpokládá, ~e aktiva�ní vrstva následuje za vrstvou konvolu�ní [1]. 

1.3.2.3 Pooling vrstva 

Existuje zppsob jak, co se prostorové dimenze tý�e, zmenbit pole za pomocí vysoké hodnoty 

stride v konvolu�ní vrstv�. Nicmén� se �asto za tímto ú�elem vyu~ívá specializovaný typ 

vrstvy, kterému se říká pooling vrstva. Pooling vrstva nezabraňuje překrývání, ani nepřeska-

kuje ur�ité prvky pole, namísto toho vytváří n�co jako shrnutí dple~itých prvkp vstupního 

pole. Například max-pooling rozd�lí vstup do menbích oblastí a následn� z nich ponechá jen 

n�kolik nejv�tbích hodnot [1], [5]. 
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1.3.2.4 Batch Normalization 

Vrstva Batch normalization slou~í k tomu, aby byly vstupní hodnoty normalizovány, ne~ 

budou přivedeny na vstup dalbí vrstvy. N�které hodnoty jsou před vstupem do dalbí vrstvy 

exponenciáln� vybbí ne~ jiné, proto je t�~ké ur�it hodnotu míry u�ení pro trénování parame-

trp. Normalizace zaru�uje, ~e tyto hodnoty budou stejnom�rn� rozprostřené po ur�itém roz-

sahu a budou vystřed�né od nuly. Vyu~ití Batch normalization se ukázalo jako velmi efek-

tivní v redukování po�tu epoch, které jsou potřeba k trénování neuronové sít�. Zároveň 

vrstva Batch normalization přidává do sít� bum, �ím~ generalizuje model. To znamená, ~e 

model bude přesn�jbí na datech, na kterých není trénovaný, a nedojde k takovému over-

fittingu [1], [5]. 

1.3.2.5 Dropout 

Stejn� jako �áste�n� u Batch normalization i Dropout slou~í ke generalizaci. U Batch nor-

malization to ale není hlavní dpvod, pro� se vyu~ívá. Dropout je forma regularizace, která 

zvybuje testovací přesnost na úkor tréninkové přesnosti, �ím~ zabraňuje overfittingu. 

Droupout v podstat� odstraňuje n�které ze spojení neuronp mezi pln� propojenými vrstvami. 

Odstran�ní n�kterých spojení probíhá v trénovacím procesu a zppsobuje, ~e je zde více re-

dundantních neuronp zppsobujících aktivaci. Míra odpojení mezi vrstvami je ovládána prav-

d�podobností p, která ur�uje banci, jestli se spojení odstraní. p = 0.5 ur�uje 50% banci ~e je 

spojení odstran�no [1]. 

 

 

 

Obrázek 13. Dropout [1] 
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1.3.3 PZíklady architektur 

Dple~itým faktorem, na který je třeba při vývoji konvolu�ní sít� dbát, je architektura modelu. 

Výb�r architektury je kritický, chceme-li dosáhnout vysoké přesnosti u specifických apli-

kací. V základu se architektura konvolu�ní neuronové sít� skládá primárn� z t�chto vrstev: 

konvolu�ní vrstva (CONV), pooling vrstva (POOL), aktiva�ní vrstva (ACT) a pln� propo-

jená vrstva (FC). Poskládáním t�chto vrstev za sebe získáme architekturu modelu konvo-

lu�ní neuronové sít� [1], [20], [51]. 

1.3.3.1 ShallowNet 

Velmi základní architekturou je ShallowNet. Tato architektura obsahuje pouze malé mno~-

ství vrstev, a to vstupní vrstvu následovanou konvolu�ní vrstvou, dále aktiva�ní vrstvu a pln� 

propojenou vrstvu. Diagramem by se dala vyjádřit jako: INPUT => CONV => ACT => FC. 

Po�et vrstev se mp~e libit u rpzných ShallowNet architektur, zároveň n�které architektury 

vyu~ívají pooling vrstvy, obecn� ale platí, ~e ShallowNet je velmi základní architektura, 

která se vyu~ívá na velmi jednoduché aplikace [1]. 

1.3.3.2 AlexNet 

AlexNet u~ je komplexn�jbí architektura, která vyu~ívá i vrstvy jako Batch Normalization 

(BN) a Dropout. AlexNet n�kolikrát za sebou opakuje kombinace vrstev CONC, ACT, BN, 

POOL, DROPOUT a následn� podobn� z FC namísto CONV [19]. 

AlexNet je známý tím, ~e vyu~ívá relativn� velké filtry o rozm�ru 11x11 [20]. 

1.3.3.3 VGGNet 

Architektura nazývána jako VGG (Visual Geometry Group, Skupina vizuální geometrie) 

byla vytvořena za ú�elem efektivního rozpoznávání obrázkp. Oproti AlexNet má o 19 vrstev 

více. Co se filtrp tý�e, VGG volí přístup více malých filtrp. Napří� celým modelem mají 

filtry velikost 3x3. Dalbí charakteristikou VGG je, ~e za sebe zařazuje více konvolu�ních 

vrstev před tím, ne~ aplikuje pooling vrstvu. Díky tomu se mp~e nau�it rozpoznávat kom-

plexn�jbí rysy před zmenbením prostorové velikosti pole [1], [20], [51]. 
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2 SEGMENTACE 

Jedním z nejt�~bích úkolp v oblasti po�íta�ového vid�ní je segmentace obrázkp. Segmentace 

obrázku je proces, při kterém se rozd�lí digitální obrázek na podkategorie, kterým se říká 

segmenty. Díky tomu se sní~í komplexita obrázku a je mo~né obrázek dále analyzovat a 

procesovat jednodubeji. Segmentace je v podstat� přiřazování kategorií jednotlivým pixelp, 

�ím~ je mo~né identifikovat jednotlivé objekty nebo rpzné elementy v obrázku [21], [22], 

[51]. 

2.1 Typy segmentace 

2.1.1 Sémantická segmentace 

Sémantická segmentace je typ segmentace, který přiřazuje pixely do takzvaných sémantic-

kých tříd. V takto segmentovaném obrázku má ka~dý pixel přiřazenou třídu. Sémantický 

model doká~e segmentovat i objekty, u kterých nezná kategorii. Například tam, kde by jiný 

model segmentoval pouze objekty nebo elementy, u kterých zná kategorii, jako je například 

kpň, pes nebo motorka, sémantický model seskupí do třídy i pixely objektu bez jakéhokoliv 

kontextu k tomu, jestli se podobá n�jaké konkrétní kategorii [21], [22], [50]. 

2.1.2 Segmentace instancí 

Segmentace instancí je zalo~ena na vyhodnocování jednotlivých výskytp ur�ité třídy v ob-

rázku. Tento model nerozřazuje ka~dý pixel do příslubné kategorie, ale zam�řuje se na roz-

poznávání jednotlivých instancí konkrétní třídy. Respektive nachází-li se v obrázku kolona 

aut, model sémantické segmentace vyhodnotí ka~dé jednotlivé auto jako samostatnou třídu 

(například Auto 1, Auto 2), nikoliv jako plochu nále~ící kategorii auto [22]. 

2.1.3 Panoptická segmentace 

Panoptická segmentace se �asto ozna�uje jako kombinace sémantické a instan�ní segmen-

tace. Tento typ vyhodnocuje jak identitu ka~dého objektu, tak jej odd�luje od objektp nále-

~ící stejné tříd�. Tato metoda se vyu~ívá v biroké bkále programp, které potřebují velké 

mno~ství informací, například samořídící auta [22]. 
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2.2 Metody segmentace 

Existuje více rpzných typp segmentace, které vyu~ívají odlibných metod. 

2.2.1 Tradi�ní metody 

Přesto~e metody vyu~ívající hluboké u�ení, co se tý�e například přesnosti, výrazn� překo-

naly tradi�ní zppsoby pro segmentaci obrázkp, tradi�ní metody zpstávají v n�kterých ohle-

dech u~ite�ným nástrojem. Hlavní charakteristikou tradi�ních technik je vyhodnocení infor-

mací z jednotlivých pixelp, tyto informace mp~ou zahrnovat například jas, sytost nebo kon-

trasty vp�i okolí, �i rysy nebo texturu. Díky t�mto informacím je mo~né shlukovat pixely do 

jednotlivých segmentp. Oproti metodám vyu~ívajících hluboké u�ení mají tradi�ní metody 

výhodu v tom, ~e jsou výrazn� mén� nákladné, co se tý�e výpo�etní náro�nosti. Nevýhodou 

je náchylnost na bum a jiné rubivé prvky, které se objevují v reálných podmínkách [23]. Zde 

je pár příkladp tradi�ních metod: 

2.2.1.1 Detekce hran 

Jednou z tradi�ních metod segmentace obrázkp je detekce hran. Metody zalo~ené na detekci 

hran identifikují hranice objektp v obrázku tím, ~e detekují rozdíly jasu, kontrastu, textury, 

barvy a variací saturace. Díky tomu mp~ou reprezentovat hranice objektu v obrázku pomocí 

řet�zce hran [21], [23]. 

2.2.1.2 Prahování 

Metoda prahování (Thresholding) je jednou z nejjednodubbích metod pro segmentaci. Tato 

metoda spo�ívá v klasifikaci pixelp v�tbinou v �ernobílém spektru podle toho, zda je jejich 

hodnota nad ur�enou prahovou úrovní. Tato hodnota mp~e být konstanta při segmentaci ob-

rázku s malým bumem, nebo mp~e být dynamická [21], [23]. 

2.2.1.3 Segmentace podle oblastí 

Segmentace podle oblastí (Region-based segmentation) je metoda, při které se pou~ívají po-

�áte�ní body. Tato metoda segmentace rozd�luje obrázek na oblasti, které mají podobnou 

charakteristiku. Algoritmus za�íná v po�áte�ním bod� a postupn� expanduje a vytváří oblasti 

[21], [23]. 
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2.2.2 Moderní metody 

Hlavním prvkem moderních metod je vyu~ití hlubokého u�ení. V dnební dob� metody zalo-

~ené na hlubokém u�ení výrazn� překonávají tradi�ní metody. Úsp�ch t�chto metod vychází 

z dostupnosti velkého mno~ství dat a výpo�etních prostředkp [24]. Mezi dple~ité segmen-

ta�ní metody vyu~ívající hluboké u�ení patří: 

2.2.2.1 Plně konvoluční sítě 

Standartní konvolu�ní neuronové sít� obsahují pln� propojené vrstvy. Výstup z takovýchto 

sítí má fixní velikost a je vhodný pro klasifika�ní a regresní problémy. Namísto toho pln� 

konvolu�ní sít� provádí klasifikaci na úrovni jednotlivých pixelp, tudí~ je vy~adováno, aby 

segmenta�ní model mohl vzít jako vstup obrázek o libovolné velikosti a výstup m�l toto~nou 

velikost.  Pln� konvolu�ní sít� vyu~ívají techniku, kdy nahrazují pln� propojené vrstvy kon-

volu�ními. Díky tomu mp~ou tyto sít� vytvářet výstup, který jsou přiřazené kategorie ke 

ka~dému pixelu v obrázku [24], [25]. 

2.2.2.2 U-Nets 

U-Nets jsou typem metod pro segmentaci, které modifikují architekturu pln� konvolu�ních 

sítí za ú�elem redukování ztrát dple~itých dat při procesu konvoluce. U-Nets vyu~ívají tak-

zvané skip connections. Ú�elem t�chto spojení je přesko�it n�které konvolu�ní vrstvy a díky 

tomu zachovat nejen globální kontext, ale i ten lokální. Díky tomu doká~ou U-Nets mnohem 

přesn�ji segmentovat malé nebo detailní objekty. U-Nets byly vytvořeny pro segmentace 

v oblasti medicíny a dostaly svpj název podle tvaru, jakým se zobrazuje architektura [23], 

[26]. 

2.2.2.3 RCNNs 

RCNNs jsou konvolu�ní neuronové sít�, které segmentují podle oblasti. Tyto metody vyu-

~ívají segmentaci za pou~ití rozpoznávání objektp. Specifi�t�ji RCNNs provád�jí sémantic-

kou segmentaci. První se provádí detekce objektp a potom se pro ka~dý z objektp klasifikuje 

oblast [22]. 
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3 DETEKCE 

Jedním ze základních odv�tví v oblasti um�lé inteligence a po�íta�ového vid�ní je detekce 

objektu. Na detekci objektp se staví mnoho dalbích úkolp po�íta�ového vid�ní, které jsou 

mnohem komplexn�jbí. Mezi oblasti, kde se vyu~ívá detekce objektp, patří například auto-

matické řízení vozidel, analýza v medicín�, bezpe�nostní kamerové systémy, kontrola vý-

robkp a dalbí [27], [28]. 

Chceme-li získat kompletn�jbí porozum�ní obrázku, nesta�í se zam�řovat pouze na klasifi-

kaci objektp, ale zároveň musíme zvládnout konkrétn� ur�it umístn�ní objektp v obrázku. 

Tento úkol se ozna�uje jako detekce objektp. Tradi�ní detekci objektp mp~eme rozd�lit na 

tři �ásti, a to výb�r oblasti, výtah rysp a vlastností oblasti a klasifikace [27], [28]. 

3.1 Výzvy u tradi�ních metod detekce 

Výb�r oblasti je komplikovaný, jeliko~ se na rpzných pozicích mp~e nacházet rpzné mno~-

ství objektp, stejn� tak rpzné objekty mp~ou mít rpzné velikosti a pom�ry stran. Přirozeným 

postupem je aplikovat na obrázek pohyblivá okénka o rpzných velikostí a pom�rp stran a 

pokrýt tak vbechny mo~né pozice, kde by se objekt mohl nacházet. Tato technika je výpo-

�etn� velmi neefektivní, jeliko~ díky velkému mno~ství mo~ných kombinací vyprodukuje 

spoustu redundantních případp. Zároveň pokud bychom cht�li omezit po�et druhp okének 

na fixní mno~ství, nemuseli bychom pokrýt vbechny dple~ité oblasti [27], [28]. 

Chceme-li za pou~ití tradi�ních metod rozpoznat objekt, musíme nejdříve extrahovat rysy 

v dané oblasti. K tomu lze vyu~ít metody jako například histograms of oriented gradients 

(HOG) [29], nicmén� díky biroké diverzit� v tom, jak konkrétní objekt mp~e vypadat v kom-

binaci s faktory jako sv�telné podmínky, bum, nebo rpzná pozadí, je velmi obtí~né podobné 

algoritmy manuáln� na designovat [27]. 

Samotný algoritmus pro výtah rysp ovbem nesta�í. Pro kompletní reprezentaci obrázku je 

třeba objekty dále klasifikovat. K tomu se tradi�n� vyu~ívají metody jako například suppor-

ted vector machine (SVM) [30], [27]. 

Tradi�ní metody mají obvykle bpatnou přesnost pouze v jednoduchém a velmi specifickém 

prostředí [28]. 
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3.2 Moderní metody detekce 

Díky rychlému rozvoji v oblasti hlubokého u�ení máme k dispozicí více a více efektivních 

nástrojp, které jsou schopny u�it se slo~it�jbí rysy nebo lépe zpracovávat sémantický kontext. 

Díky tomu mp~eme adresovat a lépe řebit problémy, které byly charakteristické pro tradi�ní 

metody detekce objektp. Moderní metody mají odlibnou architekturu a chovají se jinak 

v kontextu strategií trénování a optimaliza�ních funkcí [27], [28]. 

3.2.1 Formy detekce 

Existuje n�kolik typp detekce, které se odlibují svým zam�řením �i vyu~itím. N�které typy 

mají biroké vyu~ití a jiné jsou specializované pro konkrétní ú�ely.  

3.2.1.1 Generická detekce 

Mezi typy detekce patří generická detekce. Jako generická detekce objektp se ozna�uje 

forma detekce vyu~ívaná pro obrázky nebo videa, která vbak u detekce ve videu vyhodno-

cuje jednotlivé snímky bez návaznosti na ostatních snímcích, respektive vyhodnocuje 

snímky ve videu jako samostatné obrázky. Tato forma detekce je velmi multifunk�ní a rela-

tivn� jednodube aplikovatelná na velké mno~ství odlibných úkolp [27]. 

3.2.1.2 Video detekce 

Video detekce objektp má speciální vyu~ití pro detekci ve videích. Tato forma se zam�řuje 

na zpracování informace, která vychází ze zm�n mezi jednotlivými snímky. Zmín�né infor-

mace mp~ou hrát dple~itou roli v pochopení chování a vlastností rpzných objektp [27]. 

3.2.1.3 Salientní detekce 

Salientní detekce objektp se zam�řuje na vizuální význa�nost objektp v obrázku. Na rozdíl 

od generické detekce objektp salientní detekce není zalo~ena na rozpoznání jednotlivých tříd 

objektp �i kategorizování oblastí. Tato forma detekce identifikuje nejvíce vizuáln� dple~ité 

objekty v ur�ité oblasti. Hlavní roli hraje kontrast rpzných prvkp v obrázku, a to bez ohledu 

na sémantický kontext. Salientní detekce se pou~ívá například v programech pro úpravy ob-

rázkp [27]. 
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3.2.2 Dvoufázová detekce 

Jedním ze zppsobp, kterým se řebí generická detekce, jsou dvoufázové detek�ní metody. 

Celý proces detekce je v této metod� rozd�len na dv� �ásti. První �ástí je takzvaná Regional 

proposal. V této fázi algoritmus vybírá oblasti, které slou~í jako potenciální ohrani�ující rá-

me�ky. Regional proposal cílí na efektivní identifikaci oblastí v obrázku, u kterých je velká 

pravd�podobnost, ~e obsahují objekty [27]. 

Druhou fází je samotná klasifikace objektu. V této fázi jsou v oblasti vybrané v Regional 

proposal �ásti předány do algoritmu zodpov�dného za klasifikaci. Klasifikátor dále vyhod-

nocuje, zdali se v dané oblasti nachází objekt, a případn� přiřazuje kategorie tříd detekova-

nému objektu [27]. 

3.2.2.1 RCNN 

První model, který dvoufázovou detekci implementoval s vyu~itím konvolu�ních sítí, byl R-

CNN. Tento model nejprve provede selektivní výb�r a extrahuje okolo 2000 oblastí, kde by 

se mohl nacházet objekt. Dále je ka~dá z oblastí upravena na stejnou velikost a pou~ije se 

jako vstup pro SVM klasifikátor [30]. Posledním krokem je pou~ití regresního modelu pro 

vyhodnocení ohrani�ujících ráme�kp [27], [28]. 

3.2.2.2 SPP-Net 

Nedostatkem RCNN modelp bylo, ~e před klasifikací musely být upraveny na stejnou veli-

kost. Toto zapří�iňovalo, ~e se objekty �i jejich �ásti mohly nacházet v �ásti, která byly oře-

zána z ppvodní oblasti. 

Model SPP-Net (Spatial Pyramid Pooling) řebil tento nedostatek tím, ~e implementoval teo-

rii zvanou SPM (Spatial Pyramid Matching). Tento algoritmus extrahoval prvky jednotli-

vých oblastí poté, co originální obrázek probel konvolu�ní vrstvou. Dále byla za poslední 

konvolu�ní vrstvu přidána vrstva SPP, její~ výstup m�l fixní rozm�ry, �ím~ obebel nutnost 

mít fixní velikost oblastí [27], [28]. 

3.2.2.3 Fast RCNN 

Fast RCNN je vylepbená verze ppvodní R-CNN, která nahradila SVM za klasifikátor ze 

softmax funkcí, dále vychází z SPP vrstvy a vyu~ívá takzvaný region of interest pooling 

layer, kterým nahrazuje poslední pooling vrstvu. Nakonec je síe zakon�ena dv�ma pln� pro-

pojenými vrstvami [27], [28]. 
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3.2.2.4 Faster RCNN 

Nejzásadn�jbím aspektem, který ovlivňuje efektivitu dvoufázové detekce, je Region propo-

sal fáze. Faster RCNN pro hledání oblastí, které potenciáln� mohou obsahovat objekty, po-

u~ívá RPN (Region Proposal Network). Model je rozd�len na dv� �ásti, první �ást je pln� 

konvolu�ní neuronová síe, která se vyu~ívá pro generování potenciální oblasti. Druhá �ást 

je Fast RCNN detek�ní algoritmus. Tyto dv� �ásti sdílí n�které konvolu�ní vrstvy, �ím~ ze-

fektivňují jejich vyu~ití v modelu. Tento model dosahuje skv�lé přesnosti, ale pořád není 

dostate�n� rychlý pro detekci v reálném �ase [27], [28]. 

3.2.3 Jednofázová Detekce 

Zatímco dvoufázové metody rozd�lují proces detekce na �ást výb�ru oblastí a �ást klasifi-

kace a vyhodnocování ohrani�ujících ráme�kp, jednofázová detekce spojuje tyto dv� �ásti 

do jedné, respektive vyhodnotí ohrani�ující ráme�ky bez pou~ití region proposal. Tyto me-

tody obvykle rozd�lují obrázek do mří~ek, které pomáhají s lokalizací obrázku. Jednofázové 

metody detekce obvykle nedosahují takové přesnosti jako u dvoufázové detekce, namísto 

toho mají vetbí rychlost, díky �emu~ se více hodí pro detekci v reálném �ase [30], [51]. 

3.2.3.1 SSD 

Jako u ostatních jednofázových metod, detekce SSD (Single Shot Detector) sta�í pouze je-

den prpchod neuronovou sítí pro vytvoření ohrani�ujících ráme�kp okolo objektp. SSD před-

stavilo zppsob kde se nevyu~ívalo pouze fixní mří~ky. Tato metoda pou~ívá ráme�ky rpz-

ných pom�rp stran a velikostí, které jsou rozpolo~eny po celé plobe obrázku. Pro zpracování 

predikcí rpzných rozm�rp SSD spojuje výstupy z rpzných map [27], [32], [51]. 

 

Obrázek 14. SSD [32] 
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3.2.3.2 YOLO 

YOLO byl prakticky prvním zppsobem, jak dosáhnout detekce objektp v reálném �ase. 

YOLO znamená You only look once (Podíváb se jen jednou), �ím~ poukazuje na skute�nost, 

~e provádí detekci pouze za pomocí jednoho prpchodu sítí, �ím~ se odlibuje od ostatních 

metod, které buďto musely klasifikovat obrovské mno~ství oblastí, nebo musely vyu~ívat 

techniku dvoufázové detekce. Základní myblenka této metody spo�ívá v rozd�lení vstupního 

obrázku na jednotlivé �ásti pomocí mří~ky. V ka~dé z bun�k mří~ky se provádí predikce 

odhadující třídu objektu uvnitř této buňky. Zároveň se pro ka~dou buňku odhadují ohrani-

�ující mří~ky [33]. 

Do rodiny YOLO modelp spadá velké mno~ství rpzných verzí a variací, které přibývají a 

zdokonalují se s postupem �asu. Hloub�ji se na rozdíly jednotlivých verzí zam�řují tyto 

�lánky [28], [33]. 

 

 

Obrázek 15. Základní myblenka YOLO [32] 
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3.2.3.3 YOLOv8 

YOLOv8 je nejnov�jbí verze, kterou vydala spole�nost Ultralytics, která dříve vydala 

YOLOv5. YOLOv8 je state-of-the-art (SOTA) model pro detekci a dalbí úkoly v reálném 

�ase. Tento model staví na úsp�chu předchozích verzí a v základu má podobnou strukturu 

jako YOLOv5. Novinkou, kterou YOLOv8 přidává, je model pro sémantickou segmentaci 

YOLOv8-seg, který zvládá segmentaci velmi přesn� a udr~uje si přitom rychlost [33], [44]. 

Velmi u~ite�nou mo~ností, kterou YOLO nabízí, jsou modely rpzných velikostí, respektive 

po�tp parametrp. YOLOv8 nabízí velikosti nano, small, medium, large a extra large. Tyto 

velikosti odpovídají písmenpm na konci názvu modelu v tabulce � 1. Oproti předchozím 

verzím zvládají rpzné verze YOLOv8 být jak přesn�jbí v pom�ru k rychlosti, tak v pom�ru 

k po�tu parametrp [45]. 

 

Obrázek 16. Porovnání rychlosti a po�tu parametrp rpzných YOLO verzí [45] 

Tabulka 1. Porovnání modelp s rpznou velikostí [45] 

Model 
Velikost 

(pixely) 

mAPval 

50-95 

Rychlost 

CPU 

ONNX 

(ms) 

Rychlost 

A100  

TensorRT 

(ms) 

Parametrp 

(M) 

 

FLOPs 

(B) 

YOLOv8n 640 37.3 80.4 0.99 3.2 8.7 

YOLOv8s 640 44.9 128.4 1.20 11.2 28.6 

YOLOv8m 640 50.2 234.7 1.83 25.9 78.9 

YOLOv8l 640 52.9 375.2 2.39 43.7 165.2 

YOLOv8x 640 53.9 479.1 3.53 68.2 257.8 

https://github.com/ultralytics/assets/releases/download/v8.2.0/yolov8n.pt
https://github.com/ultralytics/assets/releases/download/v8.2.0/yolov8s.pt
https://github.com/ultralytics/assets/releases/download/v8.2.0/yolov8m.pt
https://github.com/ultralytics/assets/releases/download/v8.2.0/yolov8l.pt
https://github.com/ultralytics/assets/releases/download/v8.2.0/yolov8x.pt
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4 DETEKCE A SEGMENTACE LIDSKÉHO OBLIEJE 

Detekce a segmentace jsou aktivními oblastmi v kontextu získávání informací z lidského 

obli�eje. Slou~í k předzpracování (preprocessing) obrázkp, na kterých se obli�ej nachází. 

Detekce a segmentace umo~ňují aplikovat na předzpracovaný obrázek dalbí modely, které 

mají konkrétn�jbí zam�ření a získávají specifické informace [27], [34]. 

4.1 Detekce obli�eje 

Detekce obli�eje je proces, která zvládá ur�ovat polohu a rozm�ry lidského obli�eje, který 

se nachází na obrázku, případn� na snímku ve videu. Detekce obli�eje je po�áte�ním krokem 

pro spoustu technologií, které pracují s lidským obli�ejem, jeliko~ slou~í jako dple~itý pro-

ces předzpracovávání [27], [35]. 

Mezi odv�tví, které vyu~ívají detekci obli�eje patří například rozpoznání lidského obli�eje 

(face recognition) podrobn�ji v [36], [37], [38]. Dále pak syntéza obli�eje (face synthesis) 

[39], nebo analýza výrazu ve tváři [41].  

4.2 Segmentace obli�eje 

Segmentace v oblasti lidského obli�eje zahrnuje rozpoznání ur�itých dple~itých charakteris-

tik tváře. Jednou z dple~itých oblastí segmentace obli�eje je například Facial Landmark Ex-

traction (Extrakce prvkp obli�eje), která zpracovává obli�ej sémantickou segmentací a při-

řazuje kategorie jednotlivým oblastem. Tato technika je v kontextu segmentace obli�eje dost 

multifunk�ní a dá se vyu~ívá pro rpzn� specializované analýzy obli�eje, například lze Facial 

Landmark Extraction vyu~ít při ur�ování orientace obli�eje, tedy nato�ení hlavy. Konkrét-

n�ji se na dalbí vyu~ití a techniky segmentace zam�řují [32], [42], [43]. 

Segmentace lidského obli�eje �asto nepracuje na stejné úrovni jako detekce obli�eje. Tech-

nologie pracující v reálném prostředí, které vyu~ívají segmentaci obli�eje, obvykle vyu~ívají 

první detekci a následn� segmentují pouze detekovanou oblast, kde se obli�ej nachází. 
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II. PRAKTICKÁ ÁST 
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5 VÝB�R DATASETU 

Prvním krokem při vytváření modelu um�lé inteligence je tvorba datasetu. Dataset se skládá 

z jednotlivých dat a přiřazených anotací (label). V oblasti po�íta�ového vid�ní jsou data ob-

vykle obrázky. Anotace mp~ou být odlibné v závislosti na specifickém úkolu, na který je 

model zam�řený [1]. Cílem této práce je vytvořit modely pro detekci osob a segmentaci 

obli�eje, která slou~í jako příprava pro dalbí charakterizování.  Z toho dpvodu je nutné vybrat 

datasety tak, aby co nejlépe odpovídaly případpm u~ití. Tyto případy jsou převá~n� vyhod-

nocování obrazu kamer ve veřejných prostorech. 

5.1 Dataset pro detekci hlavy 

Pro efektivní segmentaci obli�eje je vhodné nejprve obli�ej detekovat. Jedním z dple~itých 

po~adavkp je, aby systém zvládal udr~ovat pov�domí i o osobách, kterým není obli�ej vid�t, 

například kdy~ se pohybují sm�rem od kamery. Z tohoto dpvodu byla zvolena detekce hlavy 

namísto přímo detekce obli�eje. Celkový dataset byl vytvořen kombinací n�kolika odlibných 

dostupných datasetp, které byly dle potřeby upraveny. 

5.1.1 PennFudan Pedestrian Dataset 

První z pou~itých datasetp je PennFudan Pedestrian Dataset [46]. Dataset obsahuje obrázky 

lidí vyskytujících se v ulicích m�sta a poblí~ univerzity. Tento dataset obsahuje 170 obrázkp 

a 345 label. Labely tohoto datsetu pro detekci jsou ohrani�ující ráme�ky okolo jednotlivých 

osob. Vzhledem k tomu, ~e je potřeba detekovat hlavy, byly vytvořeny nové anotace v on-

line nástroji CVAT. Tyto anotace byly následn� exportovány do formátu, který odpovídá 

labelpm, které vyu~ívá YOLOv8. 

Dataset je dostupný na: https://www.kaggle.com/datasets/jiweiliu/pennfudanped 

 

Obrázek 17. Příklad obrázkp z PennFundan datasetu  
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5.1.2 Head Detection (CCTV) - v5 

Dalbí obrázky, které jsou obsa~eny ve výsledném detek�ním datasetu, pochází z Head De-

tection (CCTV) - v5 [47]. Tento dataset je dostupný na stránce roboflow.com a obsahuje 

obrázky, které nejlépe odpovídají snímkpm, se kterými bude systém ve styku. Dataset obsa-

huje 1855 obrázkp, které mají ohrani�ující ráme�ky okolo hlavy, tudí~ nebyla potřeba dalbí 

úprava. Tyto obrázky obsahují osoby, které se z velké �ásti nacházejí v uzavřených prosto-

rech a vyskytují se na bezpe�nostních kamerách. Ne vbechny obrázky v tomto datasetu jsou 

zcela unikátní, jeliko~ pozadí je �asto stejné a spousta obrázkp jsou pouze kopie, na kterých 

jsou aplikovány rpzné augmentace. Přesn�ji je to: 

- Rotation mezi -23° a 23° 

- Shear mezi -17° a 17° 

- Brigthness mezi -44 % a 0 % 

Fakt, ~e jsou data ji~ předaugmentována, není ideální, jeliko~ při pou~ívání YOLO se při 

trénování udává, jak se mají data augmentovat a preprocesují se automaticky. Zvolí-li se 

takovýmto zppsobem augmentace, má to za následek, ~e se ta samá data augmentují dvakrát. 

Data jsou zároveň vbechna převedena na rozm�ry 640x640 a anotace jsou ve formátu 

YOLOv8, tudí~ je není potřeba exportovat. 

Dataset je dostupný na: https://universe.roboflow.com/trisha-then/head-detection-cctv 

 

Obrázek 18. Příklad obrázkp z Head Detection (CCTV)  

5.1.3 Pedestrian Detection Dataset 

Třetí dataset, ze kterého bylo �erpáno, je Pedestrian Detection Dataset [48]. Tento dataset 

obsahuje obrázky pro rozpoznávání osob od objektp, které vypadají jako osoby, například 

sochy. Obrázky neobsahující lidi nebyly vyu~ity, jeliko~ detek�ní model rozpoznává pouze 

jednu třídu. Tento dataset byl zvolen, proto~e obsahuje obrázky hlavy, které jsou detailn�jbí 

ne~ u předchozích zdrojp. Zároveň slou~í pro dosa~ení v�tbí generalizace u detekce hlavy 
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tím, ~e obsahuje odlibné typy obrázkp, které nejsou z konkrétního prostředí. Tyto obrázky 

musely být manuáln� anotovány a exportovány. Ve výsledném detek�ním datasetu je pou-

~ito 526 obrázkp z tohoto datasetu, které byly vybrány tak aby byly co nejvíce odlibné a 

zlepbili tím generalizaci.  

Dataset je dostupný na: https://www.kaggle.com/datasets/karthika95/pedestrian-detection 

 

Obrázek 19. Příklad obrázkp z Pedestrian Detection Dataset  

5.1.4 Rozd�lení detek�ního datasetu 

Dataset byl rozd�len na trénovací a valida�ní data v pom�ru zhruba 85 % trénovací a 10 % 

valida�ní tak, aby valida�ní data obsahovaly 10 % z ka~dého zdroje, zároveň valida�ní data 

neobsahují ~ádné předem augmentované obrázky. Posledních 5 % jsou testovací data, která 

jsou pouze z Head Detection (CCTV) - v5 [47], jeliko~ tato data dobře odpovídají prostře-

dím, ve kterých by mohl být model vyu~it, proto~e jsou z bezpe�nostních kamer, a to se 

podobá situaci, kdy bude kamera umíst�na u vrchní �ásti reklamního panelu, co~ je zamýb-

lené vyu~ití. 

5.2 Dataset pro segmentaci obli�eje  

Existuje spousta mo~ností, jakým zppsobem lze segmentovat lidský obli�ej. Relativn� mul-

tifuk�ní metodou je přiřazení kategorie ke ka~dému pixelu v obli�eji. Díky tomuto zppsobu 

lze získat z obli�eje rpzné charakteristiky, jako například sm�řuje-li obli�ej ke kameře.  

5.2.1 Face/Head Segmentation Dataset 

Jako dataset pro segmentaci byl zvolen Face/Head Segmentation Dataset Community 

Edition [49]. Dostupný na: https://store.mut1ny.com/product/face-head-segmentation-da-

taset-community-edition 

Tento dataset obsahuje obli�eje lidí rozdílných národností a stáří v rpzných pózách. Segmen-

ta�ní masky obsahují kategorie pro ka~dý jednotlivý pixel v obli�eji. Jednotlivé �ásti 

https://www.kaggle.com/datasets/karthika95/pedestrian-detection
https://store.mut1ny.com/product/face-head-segmentation-dataset-community-edition?v=928568b84963
https://store.mut1ny.com/product/face-head-segmentation-dataset-community-edition?v=928568b84963
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obrázku mohou být rozd�leny do 11 kategorií v�etn� pozadí. Na n�které obrázky je apliko-

vána augmentace, převá~n� rotation, a n�které obrázky jsou �ernobílé. 

Z datasetu bylo pou~ito okolo 2500 obrázkp a masek. Masky jsou ve formátu obrázkp, tudí~ 

je bylo potřeba konvertovat do formátu label, který podporuje YOLOv8, respektive před�lat 

jednotlivé barevné pixely na vektory do textového dokumentu. Vzhledem k tomu, ~e je vy-

u~íváno YOLOv8, co~ je relativn� malý model, nebyly konvertovány vbechny kategorie, ale 

jen o�i, nos a ústa, aby se docílilo vetbí přesnosti u t�chto kategorií. 

 

Obrázek 20. Porovnání ppvodního obrázku a masek segmentace 

5.2.2 Rozd�lení segmenta�ního datasetu 

Stejn� jako u detek�ního datasetu, jsou data rozd�lena zhruba na 90 % (2248 obrázkp) tré-

novacích dat a 10 % (252 obrázkp) valida�ních. U segmenta�ního datasetu jsou vbak i n�-

které z valida�ních dat augmentovaná, jeliko~ augmentovaná data v tomto datasetu nejsou 

pouze kopie a neexistuje tedy více upravených obrázkp, které by m�ly stejný originální ob-

rázek. 
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6 TRÉNOVÁNÍ MODELU 

Jedním z hlavních po~adavkp pro navr~ené modely je, aby dokázaly v reálném �ase pracovat 

na zařízeních, která nejsou sestavena přímo pro ú�ely um�lé inteligence. Proto byly pro de-

tekci i segmentaci zvoleny modely YOLOv8 nano, které mají oproti ostatním verzím menbí 

po�et parametrp a jsou tedy rychlejbí. 

6.1 Trénování detek�ního modelu 

Při trénování YOLOv8 modelu se vyhodnocují 3 typy ztrátových hodnot. První je box_loss, 

tato hodnota udává, jak moc se modelem vyhodnocený ohrani�ující ráme�ek libí od anotace. 

Dále je zde hodnota cls_loss, která udává, zdali model vyhodnotil třídu objektu správn�. 

Poslední ztrátovou hodnotou je dfl_loss, která adresuje vyhodnocení tříd v závislosti na tom, 

jak t�~ké je třídu detekovat, respektive na tom, jak moc je třída na obrázcích obsáhlá. 

Ztrátové hodnoty v Obrázku 22. jsou trénovací hodnoty. Tyto hodnoty obvykle v prpb�hu 

trénování stále klesají. Trénovací ztrátové hodnoty ovbem nevypovídají o tom, jak si bude 

model po�ínat na datech při reálném pou~ití, proto~e vyhodnocuje předpov�di pouze na ob-

rázcích v datasetu. Pokud by se braly v potaz pouze trénovací hodnoty, m�lo by to za násle-

dek, ~e se model nau�í rozpoznávat pouze data, na kterých byl natrénován, na úkor reálných 

případp a nevytvořil by si pro objekty dostate�nou míru generalizace. Tomuto jevu se říká 

overfitting. 

 

Obrázek 21. Trénovací ztrátové hodnoty detek�ního modelu 

Výrazn� lepbí přehled o tom, jak by si model vedl v reálném pou~ití, podávají valida�ní 

ztrátové hodnoty (viz Obrázek 23), proto~e valida�ní data se nevyskytují v datasetu pro tré-

nování. 
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V ideálním případ� se grafy t�chto hodnot rovnají, nicmén� valida�ní ztrátové hodnoty jsou 

v praxi skoro v~dy o n�co vybbí ne~ ty trénovací. 

 

Obrázek 22.Valida�ní ztrátové hodnoty detek�ního modelu 

Po zkubebním natrénování detek�ního modelu na výchozí nastavení na 100 epoch bylo 

zjevné, ~e modelu prosp�je více epoch, jeliko~ valida�ní ztrátová hodnota se po dokon�ení 

trénování úpln� neustálila a stále klesala. Z toho dpvodu byl pro dalbí trénování zvýben po�et 

epoch na 150.  

Zároveň trénovací ztrátové hodnoty byly znateln� ní~e ne~ valida�ní, co~ je příznak over-

fittingu. Pro zvýbení generalizace byl argument pro trénování weight_decay zvýben na úro-

veň 0.0008 z ppvodních 0.0005. Tento argument aplikuje L2 regularizaci a předchází tak 

overfittingu. Augmentace byla ponechána na výchozích hodnotách. 

Výchozí nastavení je dohledatelné na stránce: https://docs.ultralytics.com/usage/cfg/ [44] 

Z obrázkp 22 a 23 je zjevné, ~e se jednotlivé valida�ní hodnoty od trénovacích výrazn� nelibí 

a zároveň se ustalují, tudí~ není pravd�podobné, ~e by vybbí po�et epoch zlepbil přesnost. 

 

6.2 Trénování segmenta�ního modelu 

Model, který segmentuje tři třídy je výrazn� t�~bí natrénovat ne~ model, který detekuje pouze 

jednu. Proto lze o�ekávat, ~e bude mít horbí výsledky ne~ detek�ní model, co se ztráty a 

metrik tý�e. 

Pro natrénování segmenta�ního modelu byl pou~it model pro segmentaci YOLOv8n-seg. Po 

úvodním natrénování na výchozí nastavení na 100 epoch se ukázalo, ~e model vykazuje 

https://docs.ultralytics.com/usage/cfg/


UTB ve Zlín�, Fakulta aplikované informatiky 45 

 

výrazné známky overfittingu, a to do fáze, kdy se valida�ní ztrátová hodnota pro segmentaci 

za�ala znateln� zvybovat okolo epochy 50. Zhorbení přesnosti modelu v prpb�hu trénování 

automaticky neznamená neúsp�ch, jeliko~ YOLO ukládá v~dy model, který má nejlepbí vý-

sledky. Obvykle ale za tento fakt nemp~e pouze nadm�rné mno~ství epoch a je potřeba upra-

vit nastavení trénování. Z toho dpvodu byla hodnota weight_decay zvýbena na hodnotu 

0.001. Zvýbení tohoto parametru sice navýbilo ztrátové hodnoty modelp, ale zlepbilo přes-

nost modelu, co se tý�e metrik. Hodnota augmentace scale byla zvýbena na hodnotu 0.7, aby 

byl model lepbí v segmentování vzdálených osob. 

Výchozím nastavením pro optimalizaci YOLOv8 je re~im auto. Tento re~im pro prvních pár 

epoch aplikuje variaci optimalizátoru Adam a následn� pokra�uje s optimalizátorem SGD. 

Pro sní~ení overfittingu u epochy 50 byla míra u�ení pro SGD nastavena na hodnotu 0.05 

z ppvodní 0.1. 

Obrázek 23 zobrazuje ztrátové hodnoty v prpb�hu trénování. Co se tý�e rozdílp mezi tréno-

vacími a valida�ními ztrátovými hodnotami, jediným případem, kde není výrazný rozdíl, je 

klasifika�ní ztráta. Vzhledem k tomu, ~e pro model není hlavní výzvou klasifikovat jednot-

livé detekované �ásti obli�eje, mp~eme říct, ~e grafy klasifika�ních ztrátových hodnot uka-

zují, ~e model zvládá rozlibovat jednotlivé �ásti obli�eje od pozadí. O poznání hpře si ale 

vede ve vytváření ohrani�ujících ráme�kp a segmenta�ních masek. 

 

Obrázek 23. Ztrátové hodnoty při trénování segmenta�ního modelu 
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7 VYHODNOCENÍ MODELo 

Pro vyhodnocování datasetp v oblasti po�íta�ového vid�ní se pou~ívají křivky precision a 

recall. Hodnoty precision udávají, kolik s modelem nalezených objektp bylo vyhodnoceno 

správn�. Je to po�et vbech správn� vyhodnocených objektp lomeno po�et vbech nalezených 

instancí. Oproti tomu hodnoty recall udávají, kolik objektp model nalezl oproti tomu, kolik 

jich nalézt m�l. Tato hodnota se po�ítá jako po�et vbech správn� vyhodnocených objektp 

lomeno po�et správn� vyhodnocených objektp a po�et objektp, které nebyly modelem za-

znamenány [40]. 

Hodnoty precision a recall se dále vyu~ívají pro utváření dalbích metrik a grafp, podle kte-

rých se vyhodnocují modely. asto se uvádí precision-recall křivka, která zobrazuje pom�r 

mezi t�mito hodnotami, nebo F1 křivka, která kombinuje tyto hodnoty a zobrazuje je v po-

m�ru ku hodnot� confidence, která udává, nakolik je model přesv�d�en svou predikcí. [40] 

asto vyu~ívanou metrikou je mAP (Mean Average Precision, střední prpm�rná přesnost). 

Tato metrika vypo�ítává prostory pod precision-recall křivkami rpzných tříd a zprpm�ruje 

je. Existuje více typp mAP metrik. Mezi pou~ívané patří mAP50, která po�ítá přesnost pro 

jednodube detekovatelné objekty, nebo mAP50-95, která bere v potaz slo~it�ji detekovatelné 

objekty. [40] 

7.1 Vyhodnocení detek�ního modelu 

Obrázek 24 obsahuje křivku precision vp�i hodnot� confidence a křivku recall vp�i confi-

dence. Z precision křivky je zjevné, ~e model odvádí dobrou práci ve vyhodnocování de-

tekce objektu spadajícího skute�n� do detekované třídy, tedy třídy hlava. Od míry confi-

dence s hodnotou více jak 0.2 má model presicion 0.9. Co~ znamená, ~e ji~ od malé confi-

dence je velká pravd�podobnost, ~e je objekt detekován správn�.  

Z křivky recall lze vy�íst, ~e ne vbechny detekované objekty byly detekovány s vysokou 

míru confidence.  

 

 



UTB ve Zlín�, Fakulta aplikované informatiky 47 

 

 

Obrázek 24. Křivky precision a recall vp�i confidence detek�ního modelu 

Kombinací t�chto dvou křivek vznikne F1 křivka (Obrázek 25). Tato křivka ukazuje oboje, 

od které míry confidence je velká pravd�podobnost, ~e byla hlava správn� detekována, po 

rozpolo~ení confidence hodnot pro jednotlivé detekce. F1 křivka tohoto detek�ního modelu 

má ploché místo ve vrchní �ásti, co~ je obvykle známka dobře natrénovaného modelu. 

 

Obrázek 25. F1 křivka modelu pro detekci hlav 

 

 

Balanc mezi hodnotami presicion a recall je zobrazen v presicion-recall křivce Obrázek 26. 

Z této křivky je zjevné, ~e má precision před recallem přednost, co~ je ~ádoucí, jeliko~ tento 
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model mp~e být vyu~it pro statistiku výskytu osob v místnosti, kde je lepbí na chvíli n�jakou 

osobu nezachycovat, ne~ konstant� chybn� vyhodnocovat nehybný objekt jako �lov�ka. 

 

Obrázek 26. Precision-recall křivka modelu pro detekci hlav 

Obrázek 27 ukazuje, jak se m�nily metriky v závislosti na �ísle epochy v prpb�hu trénování 

modelu. Model dosáhl vysokých precision hodnot relativn� rychle, ale vysokého recallu a~ 

v prpb�hu trénování. Metrika mAP50 dosahuje lepbích hodnot ne~ mAP50-95, co~ je o�e-

kávatelné, jeliko~ mAP50-95 se zam�řuje na slo~it�jbí detekce. Celkov� model dosahuje 

dobrých výsledkp, nicmén� je nutné zmínit ~e detekce jedné třídy je relativn� jednoduchý 

úkol. 

 

 

Obrázek 27. Metriky v závislosti na epochách u detek�ního modelu 
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7.2 Vyhodnocení segmenta�ního modelu 

Vyhodnocení segmenta�ního modelu je komplexn�jbí, jeliko~ nebere v potaz pouze ohrani-

�ující ráme�ky okolo objektp, ale taky segmenta�ní masky. Zároveň detek�ní model vyhod-

nocuje vp�i pozadí pouze hlavu, co~ je pouze jedna třída. Segmenta�ní model vyhodnocuje 

3 odlibné třídy a to o�i, nos a ústa. 

7.2.1 Vyhodnocení pro ohrani�ující ráme�ky 

Při pohledu na F1 křivku na Obrázku 28 je zjevné, ~e model nevyhodnocuje vbechny třídy 

se stejnou úsp�bností. Jedinou třídou, u které se křivka blí~í ideálnímu prpb�hu, je nos. U 

vyhodnocování ostatních tříd model zdaleka neodvádí tak dobrou práci. Nejhorbí výsledky 

jsou pak při vyhodnocování o�í. F1 křivka nazna�uje, ~e i v případ�, kde model o�i detekuje, 

přiřazuje t�mto detekcím nízké hodnoty confidence.  

Precision-recall křivka na Obrázku 28 ukazuje, ~e u vbech tříd má precission přednost před 

recallem, co~ je ~ádané, nicmén� třídy eyes a lips neodpovídají ideálnímu prpb�hu. 

  

 

Obrázek 28. F1 a PR křivka pro ohrani�ující ráme�ky u segmentace 

Metriky v závislosti na jednotlivých epochách jsou zobrazeny v obrázku 29. Zde je vid�t, ~e 

míra precision je v prpb�hu trénování velmi nestabilní.  Rozdíl mezi metrikami mAP50 a 

mAP50-95 je pom�rn� velký. Dpvodem toho je pravd�podobn� fakt, ~e do metriky mAP50-

95 spadají objekty, které se slo~it�ji vyhodnocují, a to jsou v tomto případ� z velké �ásti o�i, 

které má model problém vyhodnotit. 
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Obrázek 29. Metriky v závislosti na epochách pro ohrani�ující ráme�ky u segmentace 

7.2.2 Vyhodnocení pro segmenta�ních masky 

Metriky vyhodnocující segmenta�ní masky se nacházejí v obrázku 30. Charakteristika 

t�chto metrik se přílib nelibí od t�ch, které vyhodnocují ohrani�ující ráme�ky. Jediný výrazný 

rozdíl je, ~e u vbech metrik v závislosti na epochách dosahuje model slabbích výsledkp, je-

liko~ vyhodnocování segmenta�ních masek je komplikovan�jbím úkolem. 

 

Obrázek 30. Metriky vyhodnocování segmenta�ních masek 
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8 KONVERTOVÁNÍ MODELo 

V základu jsou YOLO modely ukládané s koncovkou .pt. Znamená to tedy, ~e jsou to Py-

Torch modely. Ne ve vbech případech vyu~ití výsledných modelp této práce vbak lze modely 

vyu~ít v tomto formátu. Například bylo by potřeba pou~ít modely v zařízení, které vyu~ívá 

TPU, musel by se model konvertovat například do formátu tensorflow-lite.  

Obvyklým postupem při přenosu modelp do jiných formátp je konvertovat model do formátu 

ONNX (Open Neural Network Exchange). ONNX je standardizovaný formát modelu, který 

slou~í jako mezikrok pro dalbí převád�ní do formátp, které jsou specializované pro konkrétní 

pou~ití, nebo optimalizované pro konkrétní typ zařízení. Existuje-li případ u~ití, ve kterém 

by se model konvertoval do jiného formátu, o�ekává se, ~e bude konvertován do formátu 

ONNX. 

8.1 Testování konvertovaných modelp 

Při konvertování modelu do jiných formátp je potřeba vyhodnotit, zdali se přenosnost mo-

delu výrazn� nezhorbila, a dále si ud�lat přehled rychlosti v konkrétních formátech. 

Pro testování formátp byl pou~it benchmark nástroj od Ultralytics, který zároveň konvertuje 

YOLOv8 model do dalbích formátp. Ne u vbech formátp prob�hlo konvertování úsp�bn�, 

co~ je problém vývojového prostředí, nicmén� dple~itou v�cí bylo, aby bylo mo~né provést 

testování pro formát ONNX, do kterého se modely konvertovaly úsp�bn�. 

8.1.1 Testování detek�ního modelu v rpzných formátech 

Nástroj benchmark automaticky testuje rpzné formáty na valida�ních datech. Vzhledem 

k tomu, ~e pro detek�ní model byla data rozd�lena i na testovací sadu, bylo ~ádané, aby 

testování prob�hlo na této sad�. Testování na datech, která nebyla jakkoliv vystavena modelu 

při trénování, má lepbí výpov�dní hodnotu o tom, jak je model úsp�bný při reálném vyu~ití. 

Z tohoto dpvodu bylo zam�n�no umíst�ní valida�ních dat za cestu k t�m testovacím ve 

slo~ce data.yaml, která slou~í pro konfiguraci benchmark nástroje. 

8.1.1.1 Testování detekce na grafické kartě 

Tabulka 3 obsahuje výsledky testování na grafické kart� NVIDIA GeForce GTX 1050 Ti, 

4096MiB. Formáty ncnn a ONNX mají výrazn� ni~bí rychlost, co~ mp~e znamenat, ~e test 

prob�hl na procesoru místo grafické karty. Samostatné testování ukázalo podobné výsledky. 
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Tabulka 2: Výsledky testování detekce na grafické kart� 

Formát Velikost (MB) mAP50-95(B) Rychlost (ms/im) 

PyTorch 6.0 0.7496 12.76 

TorchScript 11.9 0.7474 12.69 

ONNX 11.7 0.7474 77.20 

ncnn 11.6 0.7474 92.54 

8.1.1.2 Testování detekce na procesoru  

Vzhledem k tomu, ~e pravd�podobn� ne u vbech formátp prob�hlo správné testování na gra-

fické kart�, bylo na míst� provést jebt� trénování na procesoru z dpvodu porovnání formátp 

z hlediska rychlosti. Při testování detek�ního modelu na procesoru se automaticky vyhodno-

til jebt� formát OpenVINO. Testování bylo provedeno na procesoru AMD Ryzen 5 1600X 

Six-Cor. Výsledky testování jsou v tabulce 4. 

Tabulka 3: Výsledky testování detekce na procesoru 

Formát Velikost (MB) mAP50-95(B) Rychlost (ms/im) 

PyTorch 6.0 0.7496 135.01 

TorchScript 11.9 0.7474 118.50 

ONNX 11.7 0.7474 76.66 

OpenVINO 11.8 0.7474 56.67 

ncnn 11.6 0.7474 88.48 

8.1.2 Testování segmenta�ního modelu v rpzných formátech 

Stejný postup byl proveden i pro testování rpzných formátp segmenta�ního modelu. Pro 

tento model vbak nebyl testován na separátním testovacím datasetu, ale na valida�ním da-

tasetu, z dpvodu úspory �asu. Toto vbak nemusí být nutn� bpatn�, jeliko~ nástroj benchmark 

automaticky po�ítá s tím, ~e bude testovat na valida�ních datech. 

8.1.2.1 Testováni segmentace na grafické kartě 

V Tabulce 5 jsou zaznamenány výsledky testování pro segmentaci. Vyhodnocení v metrice 

mAP50-95 je zde pro segmenta�ní masky. 
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Tabulka 4. výsledky testování segmentace na grafické kart� 

Formát Velikost (MB) mAP50-95(M) Rychlost (ms/im) 

PyTorch 6.5 0.3636 13.91 

TorchScript 12.9 0.3577 11.33 

ONNX 12.6 0.3577 108.65 

 

8.1.2.2 Testováni segmentace na procesoru 

Stejn� jako u detek�ního modelu bylo provedeno i testování na procesoru. Výsledky jsou 

v tabulce 6. 

Tabulka 5. Výsledky testování segmentace na procesoru 

Formát Velikost (MB) mAP50-95(M) Rychlost (ms/im) 

PyTorch 6.5 0.3636 169.15 

TorchScript 12.9 0.3577 151.89 

ONNX 12.6 0.3577 110.40 

OpenVINO 12.8 0.3577 78.93 
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8.2 Výsledky testování 

Dple~ité informace jsou, jak si vedl formát ONNX v porovnání s formátem PyTorch. Roz-

díly v metrikách t�chto formátp jsou v tabulce 7.  Rozdíly vyhodnoceny metrikou mAP50-

95 nejsou zásadní ani v případ� segmentace, ani v případ� detekce, co~ se dá pova~ovat za 

úsp�bné převedení.  

Tabulka 6. Porovnání výsledkp formátp [45] 

Formát segmentace mAP50-95(M)  detekce mAP50-95(B) 

PyTorch 0.3636 0.7496 

ONNX 0.3577 0.7474 

 

Rychlost u ONNX modelu je mírn� nejasná, jeliko~ je t�~ké posoudit, zdali funguje správn� 

na grafické kart�, nicmén� bude-li se vyu~ívat formát ONNX, bude to za ú�elem dalbího 

konvertování do specializovaných formátp, které budou mít odlibné rychlosti. Dále je v kon-

textu rychlosti třeba mít na pam�ti, ~e konvertováním YOLOv8 do ONNX se odstranila po-

slední vrstva, která zastávala postprocessing. Při vyu~ívání konvertovaného modelu by bylo 

nutné tuto vrstvu nahradit a tento proces mp~e mít za následek ni~bí rychlost. 
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9 IMPLEMENTACE 

Cílem implementace je kombinovat predikce obou modelp pro dosa~ení jak detekce, tak 

segmentace ideáln� v reálném �ase a dostate�n� přesn�, aby bylo mo~né dalbí vyu~ití. 

9.1 Snímání obrazu 

Pro vytvoření programu, který tyto modely implementuje, je potřeba nejprve zaznamenat 

obraz, který bude slou~it jako vstupní data pro modely. Pro nahrávání videa je vyu~ita ka-

mera 3 8MP Sony IMX179, která má automatické zaostřování a je k po�íta�i připojena přes 

USB. Obraz je snímán v rozlibení 640x480.  S touto kamerou pracuje knihovna OpenCV, 

která �te výstup z kamery jako jednotlivé snímky. 

9.2 Implementace detekce 

Na jednotlivých snímcích je dále provád�na detekce za pou~ití YOLOv8 modelu pro detekci 

hlav osob, který je jedním z výsledkp této práce. Detekce je provád�na s nastavením de-

vice=0, co~ znamená, ~e je provád�na na grafické kart�, v tomto případ� na kart� NVIDIA 

GeForce GTX 1050 Ti, 4096MiB. Dalbím parametrem pro vytvoření predikce je conf=0.4. 

Tento parametr vyfiltruje vbechny detekce, které nemají vybbí míru confidence ne~ 0.4. 

Ostatní parametry jsou ponechány na výchozích hodnotách, které jsou popsány v YOLOv8 

dokumentaci [44]. Vebkerý postprocessing, jako například non-max-suppression, se provádí 

automaticky. Po převedení výstupu do formy, která lze pře�íst procesorem, jsou z výsledku 

extrahovány ohrani�ující ráme�ky, které jsou ve form� pole obsahující souřadnice středu 

ráme�ku a rozm�ry ráme�ku. 

9.3 Implementace segmentace 

U segmentace nemá smysl dávat jako vstup celý snímek z kamery. Segmentace se provádí 

pouze tam, kde byla dříve detekována hlava. Pro vytvoření vstupních dat pro segmenta�ní 

model jsou vyu~ity dříve získané ohrani�ující ráme�ky z detek�ního modelu. Pro ka~dou 

detekci je vytvořen výřez z ppvodního snímku kamery, který je na souřadnicích jednotlivých 

detekcí a má odpovídající rozm�ry. Tyto výřezy jsou dále pou~ity jako vstup pro segmen-

ta�ní model. Predikce segmenta�ního modelu má stejné nastavení jako u detek�ního modelu, 

a~ na parametr conf, který je sní~en na hodnotu 0.25. Dpvodem je dříve vyhodnocená cha-

rakteristika segmenta�ního modelu, která zna�í, ~e model nepřiřazuje segmentovým oblas-

tím velkou míru confidence. 
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9.4 Zobrazení predikcí 

Pro vykreslení detekce a segmentace se pou~ívá funkce plot, kterou lze aplikovat na výstup 

z YOLOv8 modelu. Tato funkce převede výsledné ráme�ky a segmenta�ní masky na formát, 

který lze přepsat do obrázku v podob� numpy pole. Pro zobrazení jsou vypnuty mo~nosti 

vykreslovat názvy tříd a u segmentace je vypnuto zobrazování ohrani�ujících ráme�kp pro 

�ist�jbí zobrazení. 

9.5 Zhodnocení pou~ití 

Hlavní obavou při vytváření aplikace bylo, ~e segmentace bude fungovat pouze na velmi 

krátkou vzdálenost. Model je v tomto ohledu lepbí, ne~ se o�ekávalo, �emu~ mohla pomoct 

augmentace. Pracuje-li segmenta�ní model na velké vzdálenosti nepřesn�, v�tbinou za to 

mp~e bpatné zaostření u kamery. Kamera má zároveň malé rozlibení, které segmentaci 

zna�n� ovlivňuje. 

Detek�ní model v této implementaci funguje bez problémp a správn� vyhodnocuje hlavy ze 

vbech stran, i ty, které jsou �áste�n� zakryté. 

Segmentace má uspokojivé výsledky, co se tý�e vyhodnocování obli�eje, který je z profilu, 

nebo jinak nato�en. Díky tomu lze model pou~ít pro vyhodnocení pózy hlavy, co~ je jeden 

z případp u~ití. 

 Obrázek 31 ukazuje výsledná zobrazení pro rpzné případy. 

 

Obrázek 31. Výsledky implementace modelp 

Nevýhodou této implementace je, ~e s vybbím po�tem osob na snímku klesá rychlost díky 

v�tbímu po�tu vyhodnocování segmentace, co~ mp~e mít za následek, ~e ne přílib výkonné 

systémy nebudou pracovat v reálném �ase.  
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ZÁV�R 

Cílem této práce bylo vytvořit modely pro systém, který vytváří přehled o osobách nacháze-

jících se poblí~ reklamního panelu ve veřejných prostorech. Konkrétn�ji to byl model pro 

detekci osob a model pro segmentaci lidského obli�eje. Nejprve byly v teoretické �ásti práce 

probrány principy um�lé inteligence. Dále byly zanalyzovány metody v oblasti po�íta�o-

vého vid�ní za pou~ití konvolu�ních neuronových sítí a konkrétn�ji taky metody segmentace 

v oblasti lidského obli�eje. V praktické �ásti práce je pospána samotná tvorba modelp, pro 

ktero bylo pou~ito YOLOv8 nano, které bylo vybráno kvpli své rychlosti s ohledem na před-

chozí analýzu. U segmenta�ního modelu bylo zvoleno Facial Landmark Extraction kvpli své 

multifunk�nosti. Nejprve byly vybrány datasety, a dále na nich byly modely natrénovány. 

Praktická �ást popisuje jak výsledky v prpb�hu trénování, tak finální vyhodnocení podle me-

trik. U detek�ního modelu bylo dosa~eno uspokojivých výsledkp a vlastností. Model, který 

segmentuje �ásti obli�eje, vykazoval při trénování výrazné známky overfittingu a řebení to-

hoto problému bylo �asov� náro�né, jeliko~ bylo trénování provád�no na ne přílib výkonném 

po�íta�i. Výsledná verze tohoto modelu si po�íná hpře při vyhodnocování n�kterých tříd. 

Modely byly dále převedeny do formátu ONNX a byly v tomto formátu otestovány. Vý-

sledky tohoto testování ukazují, ~e byly převedeny úsp�bn�. Poslední �ástí práce je příklad 

implementace t�chto modelp, který slou~í pro zkontrolování funk�nosti s reálnou kamerou. 

Výsledkem této práce jsou modely ve formátu ONNX, kde model na detekci hlav dosahuje 

přesnosti 0.7474 mAP50-95(B) a model pro segmentaci obli�eje dosahuje přesnosti 0.3577 

mAP50-95(M).  

Do budoucna mp~e být dalbím sm�rem vývoje vytvoření modelp, které vyhodnocují kon-

krétní informace, jako je póza hlavy, nálada �i v�k nebo pohlaví. Dále potom optimalizace 

jak implementace, tak jednotlivých modelp a konvertování a kvantování modelp do formátu, 

který mp~e b�~et na TPU zařízeních. 
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