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ABSTRAKT

Tato diplomova prace se zabyva analyzou a testovanim vceliho algoritmu (Bee Algorithm).
Tento evolu¢ni algoritmus je v ramci diplomové prace porovnan s jinym evoluénim
algoritmem hejnového typu SOMA. Toto porovnani je provedeno na Sesti riiznych
standardnich testovacich funkcich. V ramci teoretické casti jsou vysvétleny zakladni pojmy
z umélé inteligence a prvki evoluénich vypocetnich technik. Pfevazna ¢ast prace se vénuje
interpretaci véeliho algoritmu, respektive algoritmti vychazejicich z principti chovani
biologickych véel. Samotny algoritmus a veskeré piehledné grafy a tabulky jsou zpracovany

v software Wolfram Mathematica.

Klicova slova: V¢eli algoritmus, testovani, SOMA, Mathematica, Wolfram

ABSTRACT

This thesis is focused on the analysis and testing of the bee algorithm (Bee Algorithm). The
evolutionary algorithm is within the thesis compared with other swarm intelligence type
algorithm SOMA. This comparison is performed on six different standard test functions.
Within the theoretical section, there are explained the basic concepts of artificial intelligence
and evolutionary computation elements. Most of the work deals with the interpreting of the
bee algorithm, respectively algorithms based on principles of biological behavior of bees.
The algorithm itself and all illustrative graphs and tables are processed in the software

Wolfram Mathematica.

Keywords: Bee Algorithm, testing, SOMA, Mathematica, Wolfram
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UvVOD

Tato diplomova prace prevazné pojednava o algoritmech, které jsou inspirovany realnymi
jevy vpftirodé. Jsou to pravé algoritmy, které vychazeji ze skuteénych vlastnosti
biologickych véel. Pfevazna ¢ast prace se pak vénuje evoluénimu velimu algoritmu a jeho
testovani. Jelikoz veeli algoritmus patii do umélé inteligence, jsou V teoretické ¢asti zminény
zaklady umél¢ inteligence a s ni spojend historie, neuronova sit’, aplikace atd. Dale je zminén
i soft computing, jenz se sklada, mimo jiné, z evolucnich vypocti, a s nim spojené evolucni

algoritmy.

Jsou popsany nékteré zevolucnich algoritmli, v tomto piipadé genetické algoritmy,
diferencidlni evoluce a SOMA. Vétsi prostor ma SOMA, a to diky (z divodu) testovani

a porovnani s véelim algoritmem.

Dalsi ¢ast se vénuje Swarm Intelligence, kam se, mimo jiné, fadi i v¢eli algoritmus. Jsou
zminéni tfi zakladni piedstavitelé Swarm Intelligence: Optimalizace hejnem ¢astic,
Optimalizace mravenci kolonii a Optimalizace vcelim rojem. Tato vceli optimalizace bude
shrnuta do jedné kapitoly, kde budou popsany algoritmy vychézejici pravé z chovani

skutecnych vcel patrajicich po potrave.

V navaznosti na optimalizaci vcelim rojem jsou popsany rozdily mezi biologickymi
a um¢lymi véelami. Dale jsou rozebrany algoritmy, které se zabyvajici touto tematikou, jako
jsou Umela vceli kolonie, V¢eli algoritmus, Optimalizace véeli kolonii a V¢eli systém.
Nejvic prostoru dostanou Uméla vceli kolonic a V¢eli algoritmus, se kterym se bude

pracovat po zbytek této prace.

Veli algoritmus bude naprogramovan v softwaru Wolfram Mathematica, a proto je vhodné
Vv jedné kapitole tento software uvést a charakterizovat. K testovani véeliho algoritmu
a algoritmu SOMA je pouzito Sest standardnich testovacich funkci. Kazda z funkci je
ptredstavena a vykreslena k nazorngjsimu pochopeni funkce. Mezi téchto Sest testovacich
funkci patii funkce 1st De Jong, 2nd De Jong, Rastrigin, Schwefel, shifted 1st De Jong
a shifted Rastrigin. Pro snadnéjsi porozuméni testovani bude v kapitole Charakteristika testu
blize vysvétlen jeho princip. Kazda testovaci funkce je testovana v Sesti riznych dimenzich.

Tyto dimenze jsou 2D, 5D, 10D, 20D, 30D a 50D.
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Ke kazdé testovaci funkci je zobrazena pichledna tabulka vysledki obou testovanych
algoritmii a grafy znazornujici pribéhy vypocti pro 5D a 30D. Grafy a tabulka budou

rovnéz vytvotreny programem Wolfram Mathematica.
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. TEORETICKA CAST
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1 ZAKLADY UMELE INTELIGENCE

Clovék se jiz od praddvna snaZi vytvofit umélou inteligentni bytost k vykonavani praci

a usnadnéni byti ¢loveéka.

Co to je vibec inteligence? Definici tohoto pojmu je vicero, dle A. Turinga lze fici, Ze
,,Bude-li stroj reagovat na podnéty lidského partnera takovym zptisobem, ze ¢loveék neni
schopen rozeznat, zda jednad se strojem ¢i s osobou prostfednictvim termindlu, lze jej

povazovat za inteligentni.* [1].

Uméla inteligence je oznaceni védni discipliny pro vSechny takové postupy a algoritmy,
které vedou K urcitému napodobeni projevi inteligentniho chovani ¢lovéka a patii mezi

jednu z nejrychleji se vyvijejicich védnich a technickych disciplin.

VétSina metod umélé inteligence obecné nezaruCuje presnost nalezené¢ho feSeni. Pouziti
um¢lé inteligence neni proto vhodné v piipadech, kdy je nutno zajistit plnou spolehlivost,

nebo je-li k dispozici existujici deterministickd metoda feseni tlohy [2].

1.1 Historie

Pocatky praci na neuronovych sitich vychazi z neurobiologickych studii, které se datuji
do doby néco pied sto lety. Mnoho dekad se spekulovalo, jak pfesné nervové systémy

pracuji.

Otazky, které tesi, jak mezi sebou neuronové bumniky komunikuji, jaky prah elektrického
podnétu potiebuji k aktivaci a jak se jednotlivé bunky chovaji, byly zodpovézeny az

V poloviné dvacatého stoleti rozvojem neurologie jako védy.

Prvni matematicky model jednoduchého neuronu byl pfipoc¢itdn Ameri€anu W. S.
McCullochu a jeho studentovi W. Pittsu. Tento model se prakticky pouziva dodnes.
Na jeho praci navazal v roce 1958 F. Rossenblat, jenz vytvofil prvni perceptronovou sit’.
Zkoumani neuronovych siti bylo od 60. let pozastaveno, nebot’ se v té dobé domnivalo,
Ze neuronove sité¢ nemaji budoucnost. Az od poloviny 80. let se diky n€kolika prikopnikiim
opét nastartoval divoky rozvoj. DoSlo k renesanci neuronovych siti, jejichZ vyznam a uZiti

stoupa kazdym dnem, viz [3] a [4].
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1.2 Neuronova sit’

Neuronova sit’ v umélé inteligenci matematicky odpovida neuronové siti zivych organismil

(tzv. matematicky model).

Snazi se napodobovat funkce nervovych soustav a mozkl zivych organismt (biologického
neuronu). Da se fici, ze mozek je synonymem gigantického pocitace.

Umély neuron vznikl na zaklad€ biologického neuronu a rovnéz obsahuje dendrity (n€kolik

vstupti), axon (1 vystup), synapse (vahy) — Obr. 1 je zobrazen um¢ly neuron.

Odumfe-li neuron, v lidském téle probiha tzv. reorganizace neuronové sité. Nedochazi tedy
k nahrazeni, ale pouze k pfepojeni (navazovani novych spojii) na jinou Zivou neuronovou

buriku [5]. Tomuto procesu fikame uceni.

Ke spravnému uceni je dilezité vhodné sestavit trénovaci mnozinu, kterd zarucuje uspéch ¢i

netspéch neuronové sité [6].

X1
Wi
X2 W
Yy
Xn Wi g di f(a). »
W
b b
Obrazek 1 - Umély neuron
Kde

o X;—vstupy
e W, vahy
e b-—pradh

e 3; — aktiva¢ni funkce

e f(a)i — pfenosova funkce. Je potieba se zamyslet nad typem pienosové funkce

a k tomu charakteristickym typem dat.
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Algoritmus uceni:
e S ucitelem — je snaha nastavit vahy tak, aby se dostavil poZzadovany vystup.

e Bez ucitele — vV ramci samo organizace si vytvari tfidy sama a snazi se seskupovat

podobné vysledky.

Neuronové sit¢ lze wvyuzit napf. pfirozpoznani pisma, rozpoznani mince vlozené
do automatu podle vahy a priméru, rozpoznani nepiatelskych letadel podle radarového

snimku aj. [7].

1.3 Aplikace umélé inteligence

Uméla inteligence se uplatiuje v mnoha odvétvich. Lze se sni setkat naptiklad
v ekonomické sféte v oblasti marketingu pii identifikaci preferenci zakaznikt, v 1ékaiské

sféte, vojenskych systémech apod. [5].

Neuronové sité je mozno vyuzit pii predikci ¢asovych fad na burze nebo erupci na Slunci,
pii rozpoznavani pisma, Kklasifikaci, optimalizaci, autoasociaci, stegoanalyzy, optimalizaci
letadla a mnoha jiném (detekce spamu, detekce pohybu, rozpoznavani komprese obrazi,

pisma, zvuku...) [4].
Podle [2], co se tyce vyhod a nevyhod, je na tom uméla inteligence nasledovné:
e Vyhody: ziskani lepsich vysledki, nezévislost na pocatec¢nich podminkach.

e Nevyhody: neni zaruc¢eno, ze bude feSeni lepsi a zda bude viibec nalezeno, za dalsi

muze byt trénovani sit¢ obtizné, ne-li nemozné.

1.4 Optimalizace a icelové funkce

Jak je uvedeno v [8], optimalizace je proces, ktery vede K nalezeni vhodné ucelové funkce.
Existuji ovSem jisté komplikace, které plynou z optimalizace nékterych problémi. Mizeme
zminit napiiklad pfili§ velky prostor moZnych feSeni nebo sloZitost samotného problému
(matematicky model neodpovida realnému) apod.

Ugelova funkce je funkce, jejiz optimalizace (nalezeni minima &i maxima) povede k nalezeni

optimalnich hodnot jejich argumenttl. Ugelovou funkci miizeme promitnout do geometrické

plochy a zobrazit si minimum/maximum lezici v N+1 rozmérném prostoru (prostor moznych
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feSeni daného problému). Napiiklad na Obrazku 2 je zobrazena testovaci funkce

D
1st De Jong, jejiz ptedpis je Z x%i . O testovacich funkcich se d4 dozvédét vice v kapitole7.

i=1

fixlx2) Ll o

Obrazek 2 - Zobrazeni testovaci funkce 1st De Jong ve 3D a 2D

1.4.1 Stochastické algoritmy

Nemoznost nalézt deterministicky algoritmus, ktery fesi tilohu globalni optimalizace obecng,
vedla k vyuziti stochastickych algoritmu, jenz sice nemohou garantovat nalezeni feSeni
v koneéném poctu krokd, ale c¢asto pomohou nalézt prakticky pouzitelné feSeni Vv
ptijatelném case.

Stochastické algoritmy vyuzivaji heuristiky, tzn. postup prohledavani prostoru, ve kterém se
vyuziva ndhoda, intuice, analogie a zkusenost.

Hlavni rozdil mezi heuristikou a deterministickymi algoritmy je ten, ze heuristika nezarucuje

nalezeni feseni.

V poslednich desetiletich se pro hledani globalniho minima funkci se zna¢nym tspéchem

vyuzivaji stochastické algoritmy, zejména evolu¢niho typu (viz dale) [9].
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2 SOFT COMPUTING

Rozhodujicim aspektem umélé inteligence a soft computingu je feSeni komplexnich
problémi, jako je najit spravnou rovnovahu mezi vypocetni slozitosti a aproximacni

piesnosti [10].

Soft computing je novy multidisciplinarni obor, ktery navrhl Dr. Lotfi Asker Zadeh, jehoz
cilem bylo vytvofit novou generaci um¢lé inteligence, znamou jako vypocetni inteligenci.
Myslenka a soucasny vyvoj soft computingu vznikl v roce 1981. Dr. Zadeh definoval soft
computing jako fuzi oblasti fuzzy logiky, neuro-vypocti (metaheuristiky a inteligence
hejna), evoluénich a genetickych algoritmid (kapitola 3.1 Genetické algoritmy)
a pravdépodobnostnich vypocti do jednoho multidisciplinarniho systému. Pozdéji byl Soft
computing spojen s dalsimi oblastmi, jako je teorie chaosu a perceptron. Hlavnim cilem soft
computingu je vyvinout inteligentni stroje a feSit nelinedrni a matematicky obtizné Se

modelujici problémy systému.

Obecné lze fici, ze techniky soft computingu se podobaji biologickym procesim 1épe
nez tradi¢ni techniky, které jsou z velké ¢asti zalozeny na formalnich logickych systémech,
jako jsou vétné logiky a predikatové logiky, nebo se spoléhaji na pocitacové podpory
numerické analyzy. Techniky soft computingu jsou uréeny k tomu, aby se vzajemné
doplnovaly [11].

Na rozdil od tradi¢nitho hard computingu je soft computing zaméfen na akceptovani
vSudypiitomné neptesnosti realného svéta. Zakladnim principem je vyuziti tolerance
nepfesnosti, nejistoty a ¢astecné pravdivosti pro dosazeni ovladatelnosti, robustnosti, nizké
ceny fesSeni a lepSiho vztahu s realitou. Je mozno fici, ze soft compting nedd UpIn¢ piesné
feseni, ale feSeni, které je pro nas piipad dostacujici, kdezto hard computing by z ¢asovych

duvodi ani takové feSeni nenaSel. Funkénim modelem soft computingu je lidska mysl [12].

2.1 Fuzzy logika

Fuzzy logika pracuje s vagnimi (nepfesnymi) vyrazy a je schopna je ptevadét do Cisel, se
kterymi se pak provadi logické operace. Vede k vysledkiim, k nimz by dosla 1 uvazujici
inteligentni bytost.
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Fuzzy logika je téméf synonymem k teorii fuzzy mnozin. Fuzzy mnozina je mnozina, ktera
kromé plného nebo zadného Clenstvi pripousti i Clenstvi ¢asteéné (prvek patii do mnoziny

S jistou pravdépodobnosti).

Dokaze zpracovavat nepiesnosti a pomérné jednoduchym zplsobem umozZiuje

vyhodnocovat pfirozeny jazyk.

Zakladatel fuzzy logiky, Lotfi A. Zadeh, pronesl nasledujici vyrok o ptesnosti: ,,S rostouci

slozitosti presny vyrok ztraci smysl a smysluplny vyrok presnost ““ [13].

Klasické logické uvazovani vyZaduje pouze hodnoty ano a ne, kdezto fuzzy logika mutze
pracovat s pojmy jako mozna, skoro, ¢i velmi. Matematicky umoziuje vyjadfit pojmy jako

trochu, dost nebo hodné [14].

2.2 Uvod do evoluénich algoritmi

Dle Darwinovy evolu¢ni teorie a Mendelovych principt kiizeni (dédi¢nosti) se jednotlivé
druhy (potomci) vyvijeji z rodi¢i. Tito potomci pfi svém vzniku podléhaji mutacim, kde se
vybiraji pouze ti nejvhodnéjsi zmutovani potomci (nebo i rodice) a ti nejslabsi (méné
vhodni) zanikaji a nepostupuji do dalsi generace (zanikaji po tzv. generacich). Na Obrazku 3

je mozno vidét obecny cyklus evoluénich algoritmu [15].

Mutace je stejné dulezita vlastnost jako kiizeni a zajist'uje lep$i nalezeni globalniho extrému.
Pokud by mutace neprobihala, je vétsi pravdépodobnost, ze algoritmus uvazne Vv lokalnim

extrému. Algoritmus tzv. zdegeneruje.

Je také vhodné si uvédomit, ze ne vSechny algoritmy lze pouzit na veSkerou ttidu problému.
Kazdy z algoritmil je pouZitelny na specifické tfidy problémi. Napf. algoritmus ACO je
nejlépe vyuzitelny pro kombinatorické problémy typu obchodni cestujici (vice v kapitole 4.2
Optimalizace mraven¢i kolonii), kdezto genetické algoritmy lze pouzit na pomérné Sirokou
tiidu problémi. Nékteré z evolucnich algoritmu (dale jen EA) jsou uvedeny v kapitole 3.

Vybrané evoluéni algoritmy [9].
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Parametry
evoluéniho
algoritmu

l

Poéateéni
populace

I

Zjisténi kvality
jedinc
populace

VyDbér rodit
Vznik nové / \ Tvorba novych

populace potomki

Vybér Mutace a
nejlepsiho kfizeni novych
Jedince Zjistent kvality / potomku
novych
patomki

Obrazek 3 - Obecny cyklus evolu¢niho algoritmu

Prohledavat cely prostor feseni je nékdy nemozné a s tim je i spojena komplikace nalezeni
optimalniho feSeni. ProtoZe se EA fadi mezi stochastické algoritmy, je jeho vyhodnou
schopnost nalezeni globalniho extrému na velké ploSe feSeni, kde vyuziva pravé
stochastickych prvku. Dalsi vyuziti EA je u problému, kdy je znam pozadovany vystup, ale

jiz nejsou znamy hodnoty na vstupu. EA dokaze tyto hodnoty bez problému nalézt [16].

Na druhou stranu je nevyhodou neschopnost dopiedu piedvidat vysledky, pravé diky

zminované ¢aste¢né praci s nahodou [17].

2.3 Metaheuristika

Ve véd¢é o pocitacich metaheuristika oznacuje vypocetni metodu, ktera optimalizuje
problém a snazi se iteracné zlepSit vhodného kandidata feSeni s ohledem na vyslednou
kvalitu. Pfi pouziti téchto metod nemusi byt k dispozici zadné (nebo jen minimalni)
informace o problému, ktery je optimalizovan, a je mozné prohledavat velmi velké prostory
kandidatskych feSeni. Nicméné, metaheuristika nezaruCuje, ze optimalni feSeni je vzdy
nalezeno. Mnoho metaheuristik provadi optimalizaci pomoci stochastickych optimaliza¢nich

metod (do algoritmu je zanesen prvek nahody) [18].
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Stochastické heuristické metody se n€kdy také oznacuji jako metaheuristiky, protoze
poskytuji pouze obecny ramec a vlastni operace algoritmu je tfeba zvolit (napt. operaci
ktizeni a mutace u genetickych algoritmli, operaci sousedstvi u simulovaného Zzihani
a tzv. tabu-search atd.) v zavislosti na zkoumaném problému. Protoze tyto metody se ¢asto

inspiruji ptirodnimi procesy, jsou také nazyvany evolu¢nimi algoritmy [8].

Struéné feCeno, metaheuristika predstavuje takové metody, které jsou schopny nalézt
(ttebaze ne nejlepsi) vhodné feSeni v unosném case (pf. problém obchodniho cestujiciho).
U deterministickych algoritmti pfi optimalizaci dan¢ho problému nejsme schopni nalézt

idedlni feSeni v piiméfeném case. Mezi problémy metaheuristik patfi moznost uvaznuti

vvvvv
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3 VYBRANE EVOLUCNI ALGORITMY

Do této ttidy se jiz fadi velké mnozstvi algoritmut inspirujicich se evolucni teorii, a proto zde

budou popsany pouze vybrané algoritmy.

3.1 Genetické algoritmy

Patii do podmnoziny evoluénich algoritmi a byly ptedstaveny Johnem Hollandem v roce
1975. Genetické algoritmy (dale jen GA) vyuzivaji Darwinovy teorie vyvoje populace.

Terminologie je pfevzata z biologie, jako je populace, jedinec, generace, mutace [8].

Jako jiné evoluéni algoritmy slouzi i GA K optimalizovani uloh. Jak se pise v [19],
mezi zakladni prvky GA patii chromozém a gen. Pravé v tomto se odliSuje od ostatnich
evolu¢nich algoritmti. Chromozoém je fetézec informaci, nejcastéji je to pozice v prostoru
moznych feseni, ktery je zakodovan do binarniho kédu. Nemusi se jednat o celé Cislo, jde

pouzit realna ¢isla, matice, vektory i kiivky. Oproti tomu gen je nejmensi ¢ast chromozomu.

GA pouzivaji selekci jako nastroj pro vybér rodict z populace. VétSinou se vybira
na zakladé hodnoty CV (dale jen Cost Value — hodnota ucelové funkce). Mezi metody
vybéru patii napriiklad ruletovy vybér, turnajovd metoda, ndhodny vybér aj. Jednou
ze zakladnich operaci, kterou GA pouzivaji, je kiizeni. Jedna se o vyménu Casti
chromozémi mezi rodi¢i (jednobodové ¢i vicebodové). Dalsi operaci je mutace, kde se
surcitou pravdépodobnosti zaméni hodnoty nékterych geni v chromozému (1 za O

a obracen¢) [19].

3.2 Diferencialni evoluce

Jak se piSe v [15], diferencialni evoluce (dale jen DE) vznikla v roce 1995 a vyvinuli ji Ken
Price a Rainer Storm. Mezi DE a GA je velka podobnost. Podobaji se napiiklad ve tvorbé

potomkil (pomoci 4 rodi¢i), opakovanim se v generacich apod.
Nastaveni fidicich parametrt hraje velkou roli v kvalité diferencialni evoluce.

Cilem je nalézt nejlepsi populaci jedincti (hodnoty ucelové funkce) v jednotlivych

generacich. Postupuje se nasledovné:
e Stanoveni parametrli

e Tvorba populace
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e Zapoceti cyklu generace
e Evolu¢ni cyklus
e Testovani naplnéni ukoncovacich parametrt

e Vyhodnoceni

3.3 SOMA

V roce 1999 vytvoril lvan Zelinka, algoritmus SOMA (samo organizujici se migracni
algoritmus), jenz je zalozen podobné jako DE nebo PSO (Particle Swarm Optimization,

kapitola 4.1 Optimalizace hejnem ¢astic) na vektorovych operacich.

Pavodni myslenkou bylo napodobeni chovani skupiny inteligentnich jedinci, ktefi kooperuji
pii feSeni spole¢ného problému, jako je napi. hledani zdroje potravy apod. Proto tento
algoritmus muizeme zafadit mezi algoritmy memetické ¢i hejnové (swarm intelligence).
Mize byt rovnéz klasifikovan jako algoritmus evoluéni, navzdory faktu, ze nejsou vytvareni
z4ddni potomci v prubéhu prohledavani plochy, ale pouze se méni jejich pozice, tim
,,vznikne* novy potomek [15]. Dalsim rozdilem mezi genetickym algoritmem a algoritmem
SOMA je nazvoslovi jednoho evolu¢niho cyklu. U genetickych algoritmii se nazyva

generace, kdezto SOMA pouziva migracni kolo (jedinci se pfesouvaji - migruji) [20] a [15].

Vysvétleni danych pojmi vychazi z [15].

3.3.1 Potomci

Tvorba novych potomkii (feSeni) neprobihd kiizenim rodic¢l, ale je zaloZena
na kooperativnim prohleddvani (migraci) prostoru moznych feseni. V realném svété lze najit

kooperaci mezi mravenci, véelami nebo i smeckami.

3.3.2 Parametry

Tak jako DE ma 1 SOMA své vlastni parametry, které ovlivituji beh algoritmu. Parametry

jsou uvedeny v Tabulce 1.

V zavislosti na nastaveni parametrii je vice ¢i méné ovlivilovana uspé&S$nost algoritmu.
Parametr Step iika, jak dopodrobna se bude prozkoumavat dana cesta. Cim vétsi

ohodnoceni parametru, tim bude prohledavani kvalitnéjsi (vetsi Sance nalezeni globalniho
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extrému), ovSem za cenu vétsi vypocetni naroc¢nosti. Jedinec se pohybuje po diskrétnich

skocich.

Parametr PRT (perturbace) znamena, jakou mérou pijde aktivni jedinec pfimo k vedoucimu

jedinci (leader).

Parametr Vyznam

PathLength |[Jak daleko se zastavi aktivni jedinec od leadra. (pfed\za)

Step S jakym krokem se jedinec bude pohybovat po poli.

PRT Ovliviuje, zda se jedinec bude pohybovat pfimo k leadrovi i ne.
D Pocet argumentu Ucelové funkce.

PopSize Kolik jedincl bude tvofrit populaci.

Migrace Migrace = generace, kolikrat se populace pfesune.

MinDiv Maximalni rozdil mezi nejlepSim a nejhorsim jedincem.

Tabulka 1 - Parametry algoritmu SOMA

Velikost populace se nastavuje na zakladé poctu argumenti ucelové funkce.
P#i multimodalni funkci (vice extrémti) se doporucuje vétsi pocet jedinct v populaci. Bude-
li vice jedincli v populaci, je vEtsi Sance, ze alesponi néktery z nich nalezne globalni extrém.
Jak je mozno vidét na Obr. 4 (obrazek pievzat z [17]) je nalezeni globalniho extrému
obtizné, a proto je mozno nastavit PopSize = D. U unimodalnich funkci se nastavuje mensi
pocet jedinct.

A Skoky jedince

00 -

o0 L

—400 -

T N T

Obrazek 4 - Chovani SOMA — funkce Schwefel

3.3.3 Mutace a kiizeni

Mutace je proces, pii kterém dochédzi k ndhodné zmeéné né€kterych vlastnosti. Jak jiz bylo
zminéno, mutace je pro kazdy algoritmus dulezita, aby nedochazelo k jeho degeneraci.

V SOMA zpusobuje mutaci za nasledek parametr PRT a generator nahodnych Ccisel
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(mutace = perturbace, viz piedchozi kapitola). Na zakladé tohoto parametru se generuje
perturbac¢ni vektor (PRTVector), ktery je pro kazdého jedince generovan zvlast, a je platny

jen pro jeden aktualni béh aktivniho jedince.

V kapitole 3.3.2 bylo zminéno, ze kazdy jedinec se pohybuje po plose v diskrétnich skocich
(parametr Step). Pro kazdy skok se pocita nova hodnota ucelové funkce (teoreticky,
z rodice kazdym skokem vznikd vice potomki). Na zakladé této nejlepsi hodnoty je
S danymi parametry vytvoien novy jedinec, hodnoty v ostatnich skocich (ty hor$i) se

neberou v uvahu.

3.3.4 Princip SOMA
Zde bude ve strucnosti popsano, jak algoritmus SOMA funguije.

Nejdfive se nahodné vygeneruji jedinci na prohledavané plose. Pro kazdého z téchto jedincii
se vypocitd hodnota ucelové funkce. Ten nejlepsi jedinec se oznaci za leadera. Na zékladé
parametru Step, PathLength, PRT se jedinci pohnou po plose (vétSinou smérem k leaderovi)
a opét se urci nejlepsi jedinec v daném kole. Tomuto jednomu kolu se fikd migrace. Tento
postup se opakuje tak dlouho, dokud se nedosahne maximalniho poc¢tu migraci nebo dokud

jej nezastavi parametr MinDiv.

Popsany postup je pro strategii All to One. Strategii je vice, napiiklad All to All, All to All

Adaptive atd. Zalezi na volb¢ uzivatele.

O algoritmu SOMA se da fict, ze ve smyslu nalezeni globalniho extrému se vyrovna

mnohym evolu¢nim algoritmam.
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4 INTELIGENCE HEJNA (SWARM INTELLIGENCE)

Inteligentni roj (téz hejno) je skupina vyuzivajici kolektivni inteligenci jednoduchych
samostatnych agentti (subjektti). Tito agenti se nechavaji ovliviiovat svym okolim, které
pravdépodobn¢ obsahuje i jiné agenty, ale ptfesto jednaji nezavisle. Nedodrzuji ptikazy

zadného viidce nebo se nedrzi n€jakého globalniho planu [21].

Pravé touto inteligenci lze fesit rozdilné problémy, jejich feseni se inspiruje v hmyzu Zijicim

ve spolecenstvi. Napiiklad mravenci, véely, ptaci, atd.

Samotny mravenec nebo veela se nepovazuji za inteligentni jedince, zato jejich kolonie jiz
inteligentni chovani vykazuji. Studie inteligence hejna poskytuji poznatky, kterych mohou
lidé vyuzit k fizeni slozitych systémiil od jednoduchého tizeni voziku az po vojenské roboty.
Tato disciplina se rovnéz vyuziva v optimalizaci, zejména v telekomunika¢nich systémech

nebo v doprave.

A jak inteligence hejna/roje funguje? Jednoducha stvoieni se fidi jednoduchymi pravidly.
Nikdo nikomu neiika, co vidél nebo co ma d¢lat. Neékteré druhy jsou sice sofistikovang;si
nez druhé, ale faktem je, Ze neni nutné zadné vedeni. Dokonce i slozité chovani mlize byt

fizeno pomoci relativné jednoduchych interakci [22].
Pfi pozorovani kolonie hejna podle [23] zjistime jeho:
e Flexibilnost — kolonie miize reagovat na vnitini odli$nosti a vnéjsi zmény.
e Robustnost — tlohy jsou splnény, i kdyz se nékterym jedincim nedafi.
e Decentralizovanost — neexistuje zadné centralni fizeni v kolonii.
e Samo-organizovanost — cesty k feseni nejsou pieddefinované.

V nasledujicich podkapitolach jsou uvedeny ncktefi zastupci hejnové inteligence. Véelimu
algoritmu je vénovana celd jedna kapitola.

4.1 Optimalizace hejnem ¢astic (Particle Swarm Optimization)

PSO neboli Particle Swarm Optimization (optimalizace hejnem ¢&astic, rojeni ¢astic, dale jiz

PSO) byla vyvinuta v roce 1995 Russellem Eberhartem a Jamesem Kennedym.
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Tato metoda je zalozena na chovani spoleCenstev vcel, ptakli nebo napiiklad ryb. Jedna se
0 kolektivni chovani jednotlivei ve vztahu s jejich okolim a se sebou navzajem. A proto ji

nazyvame inteligenci hejna nebo roje [24].
Stejné jako evolu¢ni vypocetni techniky je i PSO zaloZena na hledani optimalniho feSeni pomoci
populace jedincti (nalezenad feSeni). Cilem je nalézt co nejlepsi populaci (generaci), nejlepsi
hodnoty tcelové funkce. Na rozdil od genetickych algoritmt ale nema zadné evolu¢ni operatory,
jako je mutace a kiizeni. Potencialni feSeni, ¢astice (jedinci), nasleduji v feSeném prostoru ty
Castice, které jsou pravé optimalni [25].
Divame-li se na chovani hejna ptakd, mnohdy nam jejich pohyby pfipadaji jako velmi dobré
taneCni choreografie. Jak jsou tedy schopni tak elegantné koordinovat své pohyby? Na tuto
otazku se snazi odpovédét biologové a védci zabyvajici se umélou inteligenci.
Mezi vyhody patii (zminény jsou jen nékteré z nich v [24]):

e Rychlé feSeni pii velkém poctu argumentt ucelové funkce.

e Rozlehly prohledavaci prostor neni problém.

e Nezavisly na pocate¢nich podminkach.
Nevyhody:

e Neruci nalezeni optimalniho feSeni.

e Velké mnozstvi nastavitelnych parametra.

4.1.1 Princip PSO

PSO algoritmus simuluje chovani ptac¢iho hejna. Pokud tedy skupina ptakt prohledava oblast
a patra po nejvyssim vrcholku, tak nevi, kde vrchol je, ale po kazdé iteraci vi, kdo nasel zatim
nejvyssi misto. Cili nejlepsi strategii by bylo nasledovat toho jedince, ktery je v nejvyssi

nadmotské vysce.

PSO tuto strategii vyuziva a vyuziva ji k feSeni optimaliza¢nich problémi. Kazdé jednotlivé

feSent je jako jedinec ve vyhledavacim prostoru [24].

Nejlepsi nalezena pozice (CV) se ulozi do spole¢né paméti populace. Ostatni pak vi, kde se
nejlepsi pozice nachéazi. Dale si kazdy z jedinci prohledavajici prostor ulozi svou nejlepsi
dosud nalezenou pozici k sob¢. Uklada se i nejlepsi feseni definované v sousedstvi. Prave

S témito proménnymi se pracuje a kazda ¢astice si pocita svou novou rychlost a pozici.
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Postup dle [26] je nasledujici:
¢ Inicializace populace v prohledavaném prostoru (ndhodna pozice a rychlost).
e Vypocet CV u kazdého jedince.

e Zménit rychlost na zaklad¢é pfedchozi nejlepsi globalni pozice nebo nejlepsi pozice

Vv sousedstvi a nejlepsi pozice jedince.
e Pfesunout se na novou pozici.

e Pokracovat od kroku 2.

4.2 Optimalizace mraven¢i kolonii (Ant Colony Optimization)

V originale nazyvan Ant Colony Optimization (optimalizace mravenéi kolonii, dale jen
ACO). Jak jiz nazev sam napovida, algoritmus se inspiruje principy spoluprace jedinct
patficich ke stejné mravenéi Kkolonii. Pavodné navrzen pro feSeni slozitych
kombinatorickych optimalizanich problému. V piipadé problému obchodniho cestujiciho

podava algoritmus excelentni vysledky.

V této praci jiz bylo zminéno, ze pouhy jedinec nic nezmuze. Oproti tomu cela kolonie
dokaze obrovské véci. Z dostupnych informaci vime, ze za urCitych okolnosti mtzou

nékteré druhy mravenct usmrtit i clovéka. Takova je sila mravenci kolonie.

Kolonie miize fesit problémy, které jsou nemysliteIné pro jednotlivce, jako naptiklad hledani
nejlepsino zdroje potravy a jeji nejkratsi cesty, rozdéleni jedinct na rizné tkoly, nebo branit
uzemi od sousednich nebezpe¢i. Pravé inteligence roje umoziuje kolonii rychle a G¢inné

reagovat na své okoli [22].

4.2.1 Princip ACO

V algoritmu ACO bylo snahou napodobit chovani realnych mravenct t€émi umélymi (jedinci
v populaci). Diky jejich vzajemné spolupraci a samo-organizaci lze snadné&ji nalézt optimalni
feSeni.

A jak tedy mravenci postupuji? Kazdy mravenec produkuje feromony, coz jsou latky, podle
kterych se Fidi ostatni jedinci. Vede-li k potravé vice cest, tak si mravenci zvoli cestu
nahodné. Jak je vidét na Obr. 5, Ize si zvolit mezi cestami A a B (cesta A je vhodnéjsi,

kratsi). Mravenec z kratsi cesty dorazi k jidlu prvni, kde si stejnou cestu zpét zacne
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znaCkovat feromonem. Ostatni mravenci jsou ovlivnéni ve prospéch této cesty. Cim vic je
dana cesta projita, tim vic je na ni zanechanych feromont a vétsi pravdépodobnost, ze

ostatni jedinci si vyberou prave tuto cestu.

Jidlo
A
\1__&_“-_ /// /
HI;---%H:::“\ / /A
a\'Z/
W /
Mravenisté

Obrazek 5 - Cesta k potravé bez mravenci

Pomalejsi mravenec (delsi cesta) konecné dorazi k jidlu a cestou zpét si jiz vybere tu
vhodnéjsi cestu diky veétSimu mnozstvi feromont. Takovymto zplisobem jednaji ostatni

jedinci a po né&jakém Case je nalezena optimalni cesta (viz Obr. 6).

Podle [17] je v ACO algoritmu feromon zastoupen vahou, ktera je piifazena k dané cesté.
Pro vétsi ucinnost algoritmu se zohlediuje tzv. vypafovani feromonti u mravenct. Tento
fakt je zastoupen slabnoucimi vahami. Diky této skute¢nosti je algoritmus robustni a ma

veétsi pravdépodobnost nalezeni globalniho extrému.

Jidlo

Mravenisté

Obrazek 6 - Optimalizovana cesta mravenci
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5 OPTIMALIZACE VCELIM ROJEM

Tato metoda zahrnuje dva zékladni zpusoby, jak algoritmy délit z hlediska podobnosti

s biologickymi v¢elami. A to dle rozmnozovani a shanéni potravy.

Algoritmus se vyznacuje jednoduchosti stejné jako PSO nebo DE. Aby dosahl nejlepsiho
feSeni, je tieba si pohrat s nastavenim parametrd. Jednotlivé parametry budou rozepsany az

v pfislusnych podkapitolach.

Jako ptredchozi ptipady je i1 v€eli algoritmus inspirovan chovanim skute¢nych vcel. Diive,
nez bude vysvétlena implementace vceliho algoritmu, je vhodné vysvétlit, jakym zplisobem

vcely pracuji a jak se chovayji.

5.1 Biologické véely

Véela medonosnd je jednim z nejstarSich Zivoc€ichii vyuzivanych clovékem a patii mezi

oy ee

na sumerskych tabulkach ¢i v textech starych Egyptant.

Jsou dulezitou soucasti naSich Zzivotli, prospivaji prevazné¢ sadafum, zeméd€lcim
a véelaiim. Je to také jedind chovana skupina zvirat, kterym se pro uzitek berou zasoby
krmiva. Mezi jejich hlavni napli Zivota patii opylovani kvéta (ze 100 druht uzite¢nych

plodin opyluji kolem 70 %) a tvorba medu a vosku.

Veely zijici v ptirodé se déli na matky, délnice a trubce. Pro preziti v¢el je dulezita délba

prace. Kazdé v¢ela ma na starosti sviyj specificky ukol, kde by jedna bez druhé nepftezily.

Pro tento konkrétni piipad umélych véel se budou brat do uvahy pouze délnice, ty se

zabyvaji mimo jiné, procesem shanéni potravy [27], [28].

Po dlouhou dobu nebylo znamo, jak vcely komunikuji. Mezi prvni teorie patfilo fizeni
veskeré spoleCnosti kralovnou. Tato teorie se nepotvrdila a ihned nasledovala dalsi teorie
0 naprogramovanych algoritmech, kterymi se jednotlivé véely fidi. | tato teorie byla mylna.
Ve 20. letech 20. stoleti upozornil rakousky védec Karl von Frisch na souvislost véelich
tancli s predavanim informace o zdroji potravy ostatnim obyvatelkam tlu. Svou domnénku
vsak Frisch s kone¢nou platnosti potvrdil az r. 1943. Ukézal zaroven, podle jakého klice je

mozné z taneCnich kreaci 1étavky zjistit, kde je spousta kvétti s mnozstvim slad’ouckého
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nektaru. Diulezitost tohoto objevu ukazuje i to, Ze za svou praci vyzkumu vcelich tanct

Vv roce 1973 ziskal Nobelovu cenu [29].

5.1.1 Vé¢eli tanec

Véeli mozek se sklada z pouhého milionu nervovych bun¢k. To je miliontina mnoZstvi
neurontt ukrytych v lidském mozku [29]. A | pfes tuto skutecnost se dokazi efektivné

dorozumivat pomoci tzv. ,tanca®.

Prosttednictvim téchto tancii véely jednoznaéné ftikaji, kde se nalezend potrava nachazi.
Nejprve se predpokladalo, Ze véely pouzivaji pouze 2 druhd tanct. Kruhovy a kyvavy.
Kruhové tance informuji o vyskytu bohatého zdroje potravy v blizkosti Ulu, kyvavé
(ve tvaru osmicky) naopak informuji o potravé na vzdalenéjsich pastvach. V prostiedni ¢asti
této osmiCky kyve vcela celym télem ze strany na stranu a zaroven tfepota kiidly. Tiepotavy
usek tance je jeho nejdulezitéjsi Casti, v niz je obsazena veSkera informace. Pravé tim
smérem, kterym se létavka tiepota, lezi kyzena potrava. Rychlost, s jakou se véela béhem
nejdulezitéj$i Casti tance tiepe, urcuje vzdalenost potravy. Rychlejsi kyvani télem znamena

blizs8i potravu, pomalejsi ttepot potravu vzdalenou [27].

Na zaklad¢ vicero téchto tanct si vyCkavajici vCely vyberou pro né nejvyhodnéjsi zdroj

potravy. Vétsi pravdépodobnost vybéru maji ziskovejsi zdroje.

Pozdéji byly odhaleny navic dalsi dva typy tancti. Prvni tzv. mobiliza¢ni (natidsavy tanec)

pro vyslani vice délnic za potravou a druhy naopak pro povolani dénic zpét do ulu [29].

5.1.2 Chovani vcel

V této kapitole bude stru¢né uvedeno, jak vcely komunikuji a jak si vybiraji, na ktery zdroj
potravy se zaméfi. Znazornéni chovani v¢el je mozno vidét na Obr. 7 (obrazek Caste¢né

prevzat z [31]).

Ve zdroji [30], [31] se uvadi, ze kazdy jednotlivy hmyz ma svoji specializaci a diky tomu
se pti shromazd’ovani informaci a procesu uceni nepodili na vSech tkolech. Obecné plati, Ze
kazda kolonie socialniho hmyzu se chova podle vlastniho déleni. Veli systém se sklada

ze tfi zakladnich komponent:

1. Zdroje potravy — Hodnota zdroje zavisi na odlisnych parametrech, jako je vzdalenost

od 1lu, bohatstvi energie, kvalita nektaru a extrahovani této energie.
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2. Nezaméstnand délnice — Vcely nemaji zadné znalosti o zdroji potravy ve svém
okruhu prohledavani. Vcely tedy zacinaji vyhledavat jako nezaméstnané d€lnice.

Existuji dva typy:
e Skaut: véela zacne hledat spontanné, bez néjaké znalosti (S).

e Rekrut (vyckavajici vcela): castni se vceliho tance provadéného jinou

veelou a za¢ne vyhledavat pomoci nové nabytych znalosti (R).

Po nalezeni zdroje potravy si vcela zapamatuje umisténi (lokaci) a potom z néj okamzité
zacne tézit. V¢ela se tak stane zaméstnanou délnici (z rekruta nebo skauta). Posbira naklad
nektaru ze zdroje, vrati se do lu a vylozi nektar do potravinového skladu. Po vyloZeni

nektaru ma vcela nasledujici moznosti:
3. Zamgéstnana délnice

e Jestlize se mnozstvi nektaru snizilo na nizkou troven, nebo je jiz vyCerpané,
véela opousti zdroj potravy a stava se nezaméstnanou vcelou (uncommitted

follower, UF).

e Pokud je jesté dostate¢né mnozstvi nektaru ve zdroji, mize z ni nadale tézit

bez sdileni informace o zdroji § hnizdem (EF2).

e Nebo mtze prostiednictvim véeliho tance informovat hnizdo o stejném zdroji

jidla. Pravdépodobnost této moznosti souvisi s kvalitou zdroje potravy
(EF1).
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UL

Tanecni plocha A

Taneéni plocha B

EF1

Obrazek 7 - Chovani délnic pti shanéni potravy

5.2 Umélé vcely

Tak jako jiné zminéné algoritmy se i umélé¢ vcely inspiruji svymi skuteCnymi protéjsky.
V dalSich kapitolach jsou shrnuty nékteré z algoritmu vzeslych od realnych véel a pfevazné

u algoritmi ABC a BA jsou popsany jednotlivé faze zivotniho cyklu.

5.2.1 Studie o umélych vcelich systémech

Schopnost a chovani skute¢nych biologickych véel inspirovalo mnoho védcii k vyvinuti
algoritmu pravé na jejich principu. V Tabulce 2 jsou zminény nékteré z nich. (Pozn.
Pro nékteré nazvy algoritmi vyskytujicich se v této tabulce neexistuje Cesky ekvivalent,
a proto jsou nazvy ponechany v origindlnim znéni. Nazvy algoritmt tedy jsou: ¢esky nazev

(existuje-li), anglicky nazev, zkratka.)

Véeli vlastnosti, jako je chovani pii hledani potravy, ueni, schopnost pamatovani si
a sdileni informaci, patii v posledni dobé k jedné z nejzajimavéjSich oblasti studii vyzkumu

inteligence roje (hejna). Po podrobném prozkoumani téchto studii se algoritmy inspirovaly

nasledujicim chovanim [30].
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e Chovani pti shanéni potravy
e Chovani pfi pareni
e Pojeti v¢eli kralovny

Vsechny algoritmy uvedené v Tabulce 2 byly navrzeny pro vylepSeni schopnosti
genetickych algoritmd. Jak se uvadi v [30], jsou v dalSich odstavcich uvedeny pouze nékteré

Z algoritmi inspirujicich se chovanim véel. Jako prvni budou zminény:

Sato a Hagiwara navrhli lepsi geneticky algoritmus zaloZeny na chovani vcel (Bee System).
Jak je znamo, genetické algoritmy maji dobrou schopnost globalniho vyhledavani, nicméné
postradaji schopnost lokalniho vyhledavani. Na druhou stranu je nizkd pravdépodobnost,
ze Bee System spadne do lokélniho minima/maxima diky kombinaci lokélniho a globélniho
vyhledavani. Cilem tohoto algoritmu je zlepsit lokalni vyhledédvaci schopnosti genetického
algoritmu, aniz by doslo ke snizeni kvality globalniho vyhledani. V experimentalnich studiich
bylo zjisténo, ze Bee System je ve srovnani s konven¢nim genetickym algoritmem ukazuje

lepsi vykon, zejména u velmi sloZitych vicerozmérnych funkci.

Karaboga analyzuje potravni chovéani v¢el a navrhuje novy algoritmus simulujici toto
chovani pro feSeni multi-dimenzionalnich a multi-modalnich optimalizacnich problému,

tzv. Artificial Bee Colony (ABC).

Yang prezentuje virtualni vceli algoritmus (VBA), ktery je uc€inny na funk¢ni optimalizacni
problémy. Je podobny s genetickym algoritmem, ale je vice u¢innéjsi diky paralelismu vice
nezavislych vcel. Pro lepsi pfedstavu byl VGA testovan na dvou funkcich o dvou
parametrech. Jeden multimodalni a druhy unimodalni. Ve vSech smérech byl algoritmus lepsi

nez geneticky.

Wedde a kolektiv pfedstavili smérovaci protokol (nazvan véeli ul, BeeHive), ktery je odolny
proti chybam, adaptivni a robustni. Protokol je inspirovan vcelim tancem a schopnosti
sehnat si potravu a je vyuzivan pro telekomunikacni sité. Algoritmus byl testovan a vysledky

ukazuji podobny nebo lepsi vykon ve srovnani s ostatnimi algoritmy.

Bozorg Haddad a kolektiv navrhli Honey-Bees Mating Optimization (HBMO) algoritmus,
zalozeny na praci profesora H. A. Abbasse, ktery jako prvni piedstavil algoritmus
inspirovany paticim procesem u vcel. Algoritmus HBMO je vhodny K feseni nelinearnich

matematickych modeli. HBMO byl testovan na nékolika omezenych matematickych
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funkcich a byl porovndn s genetickymi algoritmy. Vysledky ukézaly mirné zlepSeni

u algoritmu HBMO.

Typ Autor Ndzev Algoritmu Aplikace
Vylepseni genetickych
Sato a Hagiwara (1997) Vceli systém (Bee System, BS) | algoritm
Uméla véeli kolonie (Artifical
Karaboga (2005) Bee Algoriithm, ABC) Prabézné optimalizace
Virtudlni véeli algoritmus
% Yang (2005) (Virtual Bee Algorithm, VBA) | PrlibéZzné optimalizace
‘g’_ Véeli algoritmus (Bee
‘= | Pham a kolektiv (2006) Algorithm, BA) LVQ-Neuronové sité
>
S Problém obchodniho
% | Lucic a Teodorovic (2001) | Véeli systém cestujiciho (TSP)
Optimalizace véelim rojem
Teodorovic a Dell'Orco, (Bee Colony Optimization,
Lucic (2001) BCO) Kombinatorické problémy
Smérovani telekomunikacnich
Wedde a kolektiv (2004) | Ul (BeeHive) siti
Benatchba a kolektiv Marriage in Honey-Bees
(2005) Optimization Based (MBO) Data Mining
E) Stochastické dynamické
& | Chang (2006) MBO programovani
Bozorg Haddad a kolektiv | Honey-Bees Mating
(2006) Optimization -HBMO Nelinearni optimalizace
Queen-Bee Evolution Vylepseni genetickych
© Sung (2003) Algorithm(QBE) algoritma
5 Vylepseni genetickych
:‘2 Kara (2004) Vceli kiizeni (Bee Crossover) | algoritm
Vylepseni genetickych
Azeem a Saad (2004) Modifikovany QBE algoritma

Tabulka 2 - Algoritmy zaloZené na principu chovani vcel

Sung ptedstavil algoritmus evoluce vceli krdlovny (Queen-Bee Evolution) opét s cilem
vylepSit geneticky algoritmus. Rozdil oproti genetickym algoritmiim je v kiiZeni.
U algoritmu Evoluce v¢eli kralovny je to kiizeni kralovny S ostatnimi véelami (vybranych
jako rodice podle jiného vybérového algoritmu), kdezto u genetickych algoritmi se pouziva

ruletovy vybér. Pro lepsi vysledky se pouziva mutace pouze n€kterych jedinci misto vsech.

5.3 Uméla vceli kolonie (Artificial Bee Colony)

Umg¢la vceli kolonie je v originalnim znéni znama jako Artificial Bee Colony (dale jiz ABC),

patii mezi metaheuristické algoritmy a byla vyvinuta Dervisem Karabogou v roce 1995. Jak
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jiz nazev sam napovidd, algoritmus se inspiruje chovanim skuteénych vcel v piirodé

pfi shanéni potravy.
Par faktt ohledn¢ ABC, viz [32].

e Kolonie umélych vcel se sklada ze tii skupin. Tim jsou délnice, vyCkavajici véely

a skauti.

e Pravidlem je, Ze prvni plilka kolonie patii délnicim a druhd ptlka jsou vyckavajici

vcely.
e Pocet délnic by mél odpovidat poétu zdroji kolem ulu.
e Ty délnice, které vyCerpaji své zdroje, se stavaji skauty.
Mezi nastavitelné parametry patii:
e Velikost roje (populace).
e Pomér délnic a vyCkavajicich veel v roji.
e Limit (d€lnice opusti své feSeni, tzv. mira zuzitkovani)

e Skauti

5.3.1 Zivotni cyklus algoritmu
Obecné kroky algoritmu jsou podle [31], [32]:
e Inicializac¢ni faze
e OPAKUJ
a. Faze d¢lnic
b. Faze vyckavacich véel
c. Faze skauth
d. Aktualizace dosud nejlepsiho feseni do paméti
e. Cyklus++
e DOKUD (cyklus = maximum nebo vyprseni ¢asu)

Kazda z fazi bude detailn¢ popsana Vv nadchazejicich kapitolach, uvedeno v [31]
a [33].
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5.3.2 Inicializa¢ni faze

Co se tyCe populace, ve vétsing piipadi se pomér délnic a vyckavacich vcel déli rovnym
dilem (uzivatelsky nastavitelny parametr). Jako prvni je potieba nahodné¢ vygenerovat
vektor pocatecnich jedincu. V zavislosti na tom, kolik je uzivatelem nastavenych dénic, je

I vygenerovan takovy pocet feseni.
Pocatec¢ni vektor x_m> (m=1...SN, SN predstavuje velikost populace délnic), je vektor feseni

optimaliza¢niho problému. Kazdy vektor X, ma dalsi proménnou D (X

mi !

i =1...n), ktera

znaci optimaliza¢ni parametry (dimenzi). Pro tuto poc¢ate¢ni inicializaci je pouzit nasledujici

vztah (1).
x.; =l +rand(0.1)*(u, —1,) (1)

cvwr

5.3.3 Faze délnic

Kazda dé€lnice hleda ve svém okoli dalsi zdroje potravy (V? ), dle vztahu (2). SnaZi se nalézt

lepsi zdroj potravy (lepsi CV). Po nalezeni sousedniho feSeni pocita novou hodnotu ucelové

funkce.
Vi = X + i (Ko —Xig) (2)
Kde ¢, =rand(-11),
k=rand(L,n)!=m (k se nesmi rovnat stejnému vektoru, vztah v zavorce by se
rovnal nule a diky tomu by se ndhodnost neprojevila).

Jestlize hodnota tcelové funkce V,, je lepsi nez jeho rodi¢ X, pak X, = V,, . Pokud je tomu
naopak, je ponechano X, nezménéné. Toto hledani sousedniho feSeni se da brat jako

mutace algoritmu, ktera je dileZitou soucasti.

Po nalezeni vSech feSeni nastava faze vyckéavacich vcel.

5.3.4 Faze vyCkavacich vcel

Aby se védé€lo, kolik vcel vyslat k jednotlivym feSenim, je nutné k témto feSenim pfiradit

pravdépodobnosti v zavislosti na jejich kvalité. Cim kvalitnéjsi feSeni, tim vice vcel.
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Pro urceni pravdépodobnosti je vhodné nejdiiv tyto feSeni pterozdélit (nepferozdélené
a prerozdélené pravdépodobnosti lze znazornit na Obr. 8) a prevést na kladna cisla, je-li
tomu jinak. K tomuto ucelu si lze vybrat z vice feSeni. Naptiklad vyuziti formule (3),
turnajového vybéru nebo jinych moznosti.

fit,(X,)=1 1+ f_(%.) @)
f

Obrazek 8 — Ukazka prerozdéleni pravdépodobnosti

U prerozdélenych hodnot pracujeme pouze s kladnymi Cisly. Lepsi hodnota ma vétsi dil
kolace na grafu. Pokud by nedoslo k pierozdéleni, mohlo by dojit k degeneraci algoritmu

a algoritmus by mohl uvaznout v lokalnim extrému.

Dle vztahu (4) vypocitame pravdépodobnost kazdého feSeni.

P, = fltm—()_(m) (4)

SN
> fit,(X,)
m=1

Poté si vyCkavajici v€ely na zaklad¢é vypocitané pravdépodobnosti zvoli dany zdroj. Lepsi
zdroje naldkaji vice v€el. Tyto nové ziskané vcely opét podle vztahu (2) pocitaji okoli
Vv bod¢ zdroje. Plvodni zdroj, na kterém se veela plivodné nachéazela, je nahrazen tim

nejlepsim okolim.

5.3.5 Faze skautu

Skaut je nezaméstnand vcela, kterd hledd zdroj potravy. Dé&lnice se tedy stava
nezaméstnanou véelou (skautem), pokud je hodnota tcéelové funkce po nékolika iteracich
stale stejna a nelepsi se. Pocet téchto iteraci je uZzivatelsky nastavitelny parametr (limit).

Skaut opét ndhodné vyhledava zdroj potravy podle vztahu (1).
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To nejlepsi feseni se uklada do globalni paméti. Tento cyklus od skautl az po vyckavajici
véely se opakuje tak dlouho, dokud nebude dosazeno maximalni hodnoty poctu cykli nebo

do vyprseni nastaveného casu.

5.3.6 Priklad ABC

Uzivatel si nastavil 3 délnice a 10 vyckavacich vcel. Nasledujici obrazky byly castecné
prevzaty z [41].

Pro nasledujici demonstraci piikladu je mozno si piedstavit 3 hlavni véely (Obrazek 9),

které vystupuji v algoritmu ABC.

Délnice Skaut Vyckavaci

Obrazek ¢asteéné pfevzat z http://www.acclaimclipart.com

Obrazek 9 — Zakladni prvky ABC

1. Provedeme inicializaci pocatecni populace podle vztahu (1), Obrazek 10.

Vysledné hodnoty ucelové funkce po pocateénim  vygenerovani  jSOU:

(%) =(1-53).
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Obrazek 10 - Inicializace poc¢atecni populace ABC

2. Podle vztahu (2) vypocita délnice okoli a opét spocita hodnotu ucelové funkce.

f(U,) = (21-1)

Vyberou se ty nejlepsi hodnoty z vV, a X, Obrazek 11.

A«
7 P«
¥ % * *

**#

P

Obrazek 11 - Vypocet okoli a vybér nejlepsSich ABC

- 'ﬂ"‘w

Nové hodnoty tedy jsou: f_(X,)=@-5-1).
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3. Vypoctou se pravdépodobnosti vybéru jednotlivych feseni (pro vyckavaci vcely).

Nejdiive jsou ale hodnoty upraveny podle (3) a vypocitany pravdépodobnosti podle
vztahu (4).

fit (%)= (%,6,2) |

B, = (5.9%,70.6%,23.5%).

4. Rozdelime 10 vyckavacich véel podle vypocitané pravdépodobnosti, Obrazek 12.

5.9 % — 1 v¢ela; 70.6 % — 7 vcel; 23.5 — 2 vcely.

Obrazek 12 - Rozdéleni veel podle pravdépodobnosti ABC

Kazd4d zvyckavacich vcel (Cervend) si spocitd hodnotu ucelové funkce
ve vyhledaném okoli (vztah (2)) a porovna se svou dé€lnici. Dé€lnice se piesune na tu
nejlepsi hodnotu. Nenajdou-li vyckavaci veely lepsi hodnotu, délnice zlistava tam,
kde je. Pokud nedojde ke zlepSeni béhem nékolika kol (opét nastavitelny parametr

uzivatelem), z d€lnice se stava skaut a podle vztahu (1) se pfesunuje na nové misto.

5. Ta dosud nejlepsi hodnota ucelové funkce se ulozi do globélni paméti roje. Nyni

zacina dalsi cyklus (zacatek od bodu 3).
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5.4 Vc¢eli algoritmus (Bee Algorithm)

Veeli algoritmus (Bees Algorithm, dale jen BA), ktery byl vyvinut D. T. Phamem
a kolektivem je populac¢ni vyhledavaci algoritmus, ktery napodobuje chovani roje vcel
pii hledani zdroje potravy. Ve své zakladni verzi algoritmus provadi urcity druh
sousedského vyhledavani v kombinaci s nahodnym vyhledavanim. Mohou byt pouzity jak
pro kombinatorické, tak 1 funkéni optimalizace. BA byl aplikovan na nékolika
optimaliza¢nich problémech, naptiklad: Skoleni neuronové sité pro rozpoznavani, planovani
prace vyrobnich stroji, hledani vicero proveditelnych feseni ur¢itého problému, seskupovani
dat, optimalizace designu mechanickych dili, multi-objektivni optimalizace, ladéni
regulatoru pro roboty aj [34].

Jak jiz bylo diive zminéno, v redlném Zivoté se vceli skauti snazi nalézt slibné¢ kvéty s co
nejvetsim podilem nektaru. Kdyz se vrati do alu, vylozi nektar a tzv. véelim tancem zacne
komunikovat s kolonii. Poté se vraci i se svymi nasledovniky zpét ke kvétu. Vice
nasledovnikii je poslano na lep$i zdroj. To umoziuje kolonii ziskat potravu rychle
a efektivné. Stejné tak zacind vceli algoritmus, kde se véeli skauti (prizkumnice) nahodné

rozmisti do prostoru.

5.4.1 Zivotni cyklus algoritmu
Mezi zakladni uzivatelsky nastavitelné parametry, které jsou soucasti zivotniho cyklu, patfi:
e n - Pfedstavuje pocet jedinct v populaci.
e m — Pocet jedinct, ktefi budou vybrani pro blizs§i zkoumani v okoli. Tito jedinci jsou
dosud nejlepsi z populace.

e ¢ — Dalsi vybér nejlepSich, ale tentokrat ne z celé populace, ale jiz z uzsitho vybéru

m.

e n2 — Pocet jedinch, ktefi budou zkoumat okoli e, ¢im vic, tim lip, ale na ukor

rychlosti vypoctu algoritmu.
e nl - Pocet jedinct, ktefi budou zkoumat okoli (m-e).

e ngh — Nastaveni velikosti okoli, pro vybér véel m, ve kterém se bude nové
prohledévat. Urceno pro parametry n2 a nl. Nastavi-li se okoli 0.5, okoli bude

zvétSeno o 0.5 na kazdou stranu.
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e lterace — Cim vic, tim lip, ale opét na tikor rychlosti algoritmu.

Hlavni kroky algoritmu jsou znazornény v nasledujicim diagramu na Obr. 13:

Inicializace populace (n)

"

Okolni prohledavani

¥

Vypocitat fithess populace

Vybrat (m) nejlepSich pro okolni prohledavani

Ur¢it velikost prohledavaneho okoli (ngh)

"

r

Vyslat véely do vybranych casti

vice vcel pro (e)

Vybrat nejvhodnéjsi

viéelu z kaidého okoli m

k

r

Proved pro zbyvajici véely (n-m) nahodné hledani

3

Novi populace vcel

Obrazek 13 - Zivotni cyklus algoritmu

Nevyhoda véeliho algoritmu je ptili§ mnoho laditelnych parametrii.

5.4.2 Priklad BA

Jako testovaci funkce bude zvolena funkce Schwefel, <-512, 511>,

1. Nahodné vygeneruji pocatecni pozici (n = 10), Obrazek 14.
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Obrazek 14 - Inicializace populace BA

2. Pro kazdého jedince vypocitam jeho CV a ur¢im m nejlepsich. V tomto piipadé

naptiklad m = 5. Obréazek 15 ukazuje, vybranych m nejlepsich vcel.

fix)
400 |

JARN
:U

—400 —200 \/ ~
~200

. A N A
v 400
—400 |

Obrazek 15 - Vybér (m) nejlepsich véel BA

3. m nejlepsich (Cervené koleCko) se rozdéli na elitu e (zelené kolecko), ktefi
predstavuji dosud nejlepsi feSeni a ty ostatni (m-e). Zvolim okoli (ngh), ve kterém se
bude nové prohledavat. e = 2, m-e = 3, ngh = 1. Na Obrazku 16 jsou barevné

rozdéleny jednotlivé skupiny i s vyznac¢enym okolim.
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-400 |

Obrazek 16 - Zobrazeni okoli pro (m) nejlepsich BA

4. Ke kazdé vybrané vcele poSlu navic dalsi véely. U lepSiho umisténi se vyskytne vice
véel. Pro elitu e poslu 4 vcely (n2) a pro ostatni m-e poslu 2 v¢ely (nl). Ostatni

véely n-m se zahodi. Znazornéni na Obrazku 17.

Obrazek 17 — Vyslani vice v¢el do prohleddvaného okoli BA

5. Pro kazdé z okoli se vybere nejlepsi vcela (nejlepsi ohodnoceni tcelové funkce).

Na Obrazek 18 je mozno vidét vybér nejlepsich jedinci.
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400

-400 |

Obrazek 18 - Vybér nové nejlepsi veely z kazdého okoli

6. Vygeneruji nové jedince, aby celkovy pocet jedinct v populaci byl n. V tomto

ptipadé n-m = 5. Obrazek 19 — ukazka rozloZeni jedinct po prvni generaci.

fix)

400

/\ 2060 -
—400 -200 | J L

-400 |

Obrazek 19 - Generovani novych jedinct

7. Postup se opakuje od bodu 2.

5.5 Optimalizace véelich kolonii (Bee Colony Optimization)

V roce 2005 Teodorovic a Dell'Orco navrhli Bee Colony Optimization (dale jen BCO).
Zékladni principy kolektivni véeli inteligence byly prvné pouzity v algoritmu Bee System
(kapitola 5.6 Vc¢eli systém) a pravé tento algoritmus byl jeho zobecnénim, protoze je
schopen fesit kombina¢ni optimaliza¢ni tlohy. Jedna se o popula¢ni algoritmus, kde
populace umélych vcel hledd optimalni feSeni. Tyto vEely mezi sebou spolupracuji a snazi se

vyresit dany problém. Kazda uméla véela piedstavuje jedno feseni problému [30].
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Algoritmus obsahuje dvé faze. Dopfednou a zpétnou.

5.5.1 Zivotni cyklus algoritmu
Na po¢atku hledani viechny véely zaéinaji v ulu. Zivotni cyklus podle [35] je nasledujici.
1. Inicializace — Kazda véela zacina s nulovym feSenim.
2. Doptedna faze pro vSechny vcely.
a. Nastav k =1 (pocitadlo pro skoky v jednotlivych stupnich)
b. Vypocti vSechny mozné skoky
c. Ptes ruletovy vybér zvol jeden skok
d. k++; Pokud k <= pocet stupni, pak opakuj od kroku 2.
3. Vrat’ vSechny vcely zpét do tlu (zacatek zpétné faze).
4. Vyber vcely a jejich hodnoty ucelovych funkci.

5. Kazda vcela se ndhodné rozhodne, zda bude pokracovat vlastnim prozkoumavanim,
zda se stane rekrutem (laka ostatni véely na své feSeni), nebo se stane
nasledovnikem. (V<cely s vétsi hodnotou ucelové funkce maji vétsi Sanci pokracovat

ve svém hledani.)
6. Pro kazdého nasledovnika vyber ruletovym vybérem od rekrut nové feSeni.
7. Jestlize nejsou splnény podminky, jdi na krok 2.
8. Nejlepsi feseni.
Ukon¢ovaci podminky mizou byt napiiklad dovrSeni maxima vSech iteraci, dovrSeni

maxima iteraci bez zlepSeni hodnoty ucelové funkce, dosazeni daného ¢asu atd.

5.6 Vceli systém (Bee System)

Algoritmus pochazi od autort Lucic a Teodorovic (2001), ktefi objevili mozné aplikace
kolektivni véeli inteligence v FeSeni komplexnich dopravnich a piepravnich inzenyrskych
problému. Ve své prvi studii navrhli algoritmus vceliho systému (Bee System), ktery byl

pouzit k tradiénimu problému obchodniho cestujiciho (TSP) [34].
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TSP se fadi do problémt NP-Hard a ktery si klade za cil najit minimum pii prichodu
kazdym uzlem alesponi jednou. Napt. na Obr. 20 je mozno vidét maximalni a minimalni

vzdalenost mezi potencialnimi mésty [30].
Maximalni vzdalenosti mezi mésty
Vrdilenost mést

400}

200 F ” )
i ] /
e e e Virddlenost mést
100 200 300 400

Minimalni vzdalenosti mezi1 mésty
Wzdilenost mést

400 |

e Vrdalenoet mdst
100 200 300 400

Obrazek 20 - Problém obchodniho cestujiciho



UTB ve Zliné, Fakulta aplikované informatiky, 2013

48

II. PRAKTICKA CAST
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6 MATHEMATICA

Software Mathematica je vypocetni software, ktery je vyuzivadn jak védci, tak i studenty
ke svym pracim, ktery dokaze fesit slozité matematické ukony, vykreslovat funkce, grafy

a ruzné interaktivni prvky.

Pomoci softwaru lze fteSit projekty libovolného rozsahu od jednoduchych vypoéti az

po velkosystémova feseni [36].

Nachazi Siroké uplatnéni napii¢ riznych oblasti od veédecko-technickych instituci az

po 1ékafstvi a astronomii [36]. Hlavni vyuziti softwaru spociva v modelovani a simulacich.

Jiz po 20 let se Mathematica pouziva od jednoduchych vypocti mnohych vyzkumnikd az
po ohromné projekty v celosvétovych skupinach ¢itajicich az desitky lidi. Mathematicu lze

vyuZzivat i pro rychlou a piesnou analyzu dat a testovani hypotéz [38].

Vyhoda softwaru je v technické podpoie, kde je tym odborniki pfipraven denné odpovidat
na potiebné otazky, a v bravurné zvladnuté napovéde. Napovéda cinni kolem 10 000

stranek s matematickymi funkcemi a tutorialy a vice nez 100 000 ptikladu [37].
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7 TESTOVACI FUNKCE

Oba srovnavané algoritmy byly testovany na testovacich funkcich, které slouzi k otestovani
robustnosti evolucnich algoritmi. V komunité lidi zabyvajici se evolucnimi vypocetnimi

technikami jsou tyto testovaci funkce uznavany.

U kazdé testovaci funkce bude uveden jeji analyticky zapis i s pfisluSnymi hranicemi. Dale
jeho globalni minimum v jedno, dvou a n dimenzionalnim prostoru. Vykresleni vSech
testovacich funkci bude provedeno a) v 2d prostoru, b) ve 3d prostoru a ¢) zobrazeni

vrstevnicového grafu v 2d.

Grafy a) a b) byly vytvofeny v programu Mathematica, graf ¢) byl ptevzat ze stranky [39].

7.1 Charakteristika testu

Aby byly testy srovnatelné, je potfeba porovnavat jednotlivé algoritmy v po¢tu ohodnoceni
ucelové funkce (Cost Function Evaluation, dale jen CFE). Takto budou vykreslené testy

do grafi mnohem vice srozumitelné a na prvni pohled porovnatelné.
V¢eli algoritmus byl porovnavan s algoritmem SOMA.
Vypocet CFE v¢eliho algoritmu: (n+e*n2+(m—e)*nl+(n—m))*iterace .

(PopSize —1) * PathLength * Migrations

Vypocet CFE algoritmu SOMA:
Step

K testovani vceliho algoritmu bylo pouzito 6 vybranych testovacich funkci, viz nasledujici
kapitola. Postup testu je nasledujici: Kazda testovaci funkce byla otestovana na 2, 5, 10, 20,
30 a 50 dimenzi. U vceliho algoritmu je mnoho nastavitelnych parametrti a proto je obtizné
tyto parametry spravné nastavit. Po par testech a jak bylo uznano za vhodné, byly parametry

nastaveny. Pro kazdou dimenzi byl vypocet opakovéan 30 krat.

U algoritmu SOMA, u vétSiny piipadi, byl kladen diraz na to, aby pocet ohodnoceni

ucelové funkce (CFE) byl viceméné stejny (pro lepsi srovnani grafl1).

7.2 Vybrané testovaci funkce

Rovnice jednotlivych funkci byly zkontrolovany podle [40].
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7.2.1 1st De Jong

D
Funkee: f(X)=> x°, ~5.12<x, <5.12

i1
Globalni minimum: D1 — f(X) =0 na pozici {x; = 0}.

D2 — f(X) =0 na pozici {x; =0, x,=0}.

Dn — f(X)=n- f(x) =0 na pozici {Xi, ..., xn= 0}.
Priklad(y) vykresleni funkce 1st De Jong je (jsou) zobrazen(y) na Obr. 21.

i)

Obrazek 21 — Zobrazeni funkce 1st De Jong
7.2.2 2nd De Jong

D-1
Funkce: f(X)=>(100-(x" —x,,)* +(1-%)?), —2.048<x <2.047

i=1
Globalni minimum: D1 — f(X) =0 na pozici {x; = 1}.

D2 — f(X) =0 napozici {x;=1, x,=1}.
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Dn — f(X)=n- f(x) =0 napozici {Xi, ..., xn=1}.

Ptiklad(y) vykresleni funkce 2nd De Jong je (jsou) zobrazen(y) na Obr. 22.

- 3000

120091 ,2)

%}%

W/ /.?z‘fé

05 o 05

c)’

Obrazek 22 — Zobrazeni funkce 2nd De Jong

7.2.3 Schwefel

D
Funkce: f(X)=) —x -sin(y|x[), —512<x <512
=1
Globalni minimum: D1 — f(X) =—-418.983 na pozici {x; = 420.969}.
D2 — f(X) =—-837.966 na pozici {x; = 420.969, x, = 420.969}.
Dn — f(X)=n- f(x) =n-(—418.983) na pozici{xy,...,X,= 420.969}.

Priklad(y) vykresleni funkce Schwefel je (jsou) zobrazen(y) na Obr. 23.
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7.2.4 Rastrigin
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Obrazek 23 - Zobrazeni funkce Schwefel

D
Funkce: f(X)=10D+ > (x> —10cos(27x;)),

Globalni minimum:

D1 — f(X) =0 na pozici {x; = 0}.

~512<x <512

D2 — f(X) =0 na pozici {x; =0, x, = 0}.

Dn — f(X) =n- f(x,) =0 na pozici{xi,...,

X, =0}

Priklad(y) vykresleni funkce Rastrigin je (jsou) zobrazen(y) na Obr. 24.
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Obrazek 24 - Zobrazeni funkce Rastrigin
7.2.5 Shifted 1st De Jong

D
Funkce: f(X)=> (x —shift;)?, —512<x <512

i1
Globalni minimum: D1 — f(X) =0 na pozici {x; = shift,}.

D2 — f(X) =0 na pozici {x; = shift;, x, = shift,}.

Dn — f(X)=n- f(x) =0 na pozici {Xi, ..., Xn= shifty, ..., shifty}.
V ptipad¢ vygenerovani shift; = 1.5 a shift, = -0.5.

Je-li shift; = 1.5, minimum se posune o hodnotu 1.5. V piipad¢ shifted 1st De Jong bude

globalni minimumv D1 — f(X) =0 na pozici {x; = 1.5},
D2 — f(X) =0 na pozici {x; = 1.5, x,= -0.5}.

Ptiklad(y) vykresleni funkce shifted 1st De Jong je (jsou) zobrazen(y) na Obr. 25.
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C) 3xl
Obrazek 25 - Zobrazeni funkce Shifted 1st De Jong
7.2.6 Shifted Rastrigin

D
Funkce: f(X) :10D+Z(xi —shift,)? —10cos(2z(x; —shift,)), —5.12<x, <5.12

i1
Globalni minimum: D1 — f(X) =0 na pozici {x; = shift;}.

D2 — f(X) =0 na pozici {x; = shift;, x, = shift,}.

Dn — f(X)=n- f(x) =0 na pozici {xi, ..., Xn= shifty, ..., shifty}.
V piipadé vygenerovani shift; = 1.5 a shift, = -0.5.

Stejny ptipad jako funkce shifted 1st De Jong. U 1D posunuti na ose x 0 danou hodnotu.

Posunuti rovnéz 0 1.5. D1 — f(X) =0 na pozici {x; = 1.5}.
D2 — f(X) =0 na pozici {x; = 1.5, x,= -0.5}.

Ptiklad(y) vykresleni funkce Shifted Rastrigin je (jsou) zobrazen(y) na Obr. 26.
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f(x)

°

e

Obrazek 26 - Zobrazeni funkce Shifted Rastrigin
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8 IMPLEMENTACE VCELIHO ALGORITMU

Algoritmus je rozd€len na dvé zakladni Casti a to télo algoritmu (Bee Body) a pouziti
algoritmu (Bee Usage). V sekci Bee Body jsou implementovany jednotlivé zakladni funkce,
viz kapitola 5.4.2 Zivotni cyklus algoritmu. Naproti tomu sekce Bee Usage tyto funkce

pouziva, navic i s dodateénymi pottebnymi informacemi.

Ofezana ukazka sekce Bee Usage (pouze s hlavnimi komponenty) na Obr. 27:

BeeAlgorithm [ ]

Initialize[]:

For[it=0, it <« iteration, 1t++,
SelectBest[]:
HeighborhoodSearchE[]
HeighborhoodSearchO[] ;
SelectlewBee[]

HewBees[]:

Obrazek 27 — Bee Algorithm v Mathematice

8.1 Rozbor funkci

Initialize[] — Vygenerovani pocatecni populace ve formatu {CV,{soufadnice}}.
SelectBest [] — Vybér nejlepsich vcel pro okolni prohledavani.
NeighborhoodSearchE [] — Okolni prohledavani vyse vybranych vcel (elita).

NeighborhoodSearchO[] — Okolni prohledavani pro ty méné dobré véely (m-e).

SelectNewBee[] — Zkazdého okolniho prohledavani jsou vybrani pouze ti nejlepsi
jedinci.
NewBees [] — Vygenerovani novych véel (n-m), aby se velikost celkové populace opét

rovnala n jedinct.

8.2 Adaptive Bee Algorithm

V kapitole 5.4 bylo vysvétleno i s nazornym piikladem, jak V¢eli algoritmus pracuje. Verze
algoritmu (Bee Algorithm) pracuje podle tohoto ptikladu. Pfed spusténim algoritmu se

nastavi parametr ngh na urcitou mez a béhem chodu algoritmu se jiz neméni. Parametr ngh
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udava, v jak velkém okoli nejlepsSich jedinct se bude noveé prohleddvat v nadé€ji nalezeni

lepsi CV.

Testy ovSem ukazaly, ze ve vétSin¢ piipadi je lepsi, aby se tento parametr v pribéhu
vypoctu ménil (zmensSoval). Proto je tato zdkladni verze algoritmu mirn¢ modifikovana

0 tuto upravu. Tento zménény algoritmus Se zde bude nazyvat Adaptive Bee Algorithm.

Pfi testovani testovacich funkci tento upraveny algoritmus vykazoval lepsi vysledky.
A proto bylo pfi testovani pracovano s obéma verzemi algoritmu a nasledné do jednoho

grafu pro srovnani vykresleny oba prubéhy vypoctu.

Spusténi samotného algoritmu zavisi pouze na vybéru testované funkce, poctu opakovani,
Vv jaké dimenzi se bude testovani provadét a zména ngh, ktera byla zminéna vySe. Toto Cislo
udava, kolikrat se smi opakovat CV (nejsou-li stale nalezena leps$i feSeni), nez se okoli
zmens$i o uréitou hodnotu. Je-li nastavena nula, jak Ize vidét na Obr. 28, jakoby tam zména

ani nebyla a jedna se o klasicky Bee Algorithm.

Rastrigin -
Cpakovani 30
Dimenze 10
Zména ngh 0
]
]
Proceed

Obrazek 28 — Pouziti BA v Mathematice

Na obrazku lze navic nalézt dva progress bary, které slouzi pouze k informativnimu tcelu
pro uzivatele a ftikaji, ve které¢ fazi vypoctu se algoritmus nachdzi. Prvni ukazuje pocet

opakovani a druhy pocet generaci/migraci.
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9 VYSLEDKY TESTOVANI

Jednotlivé testovaci funkce byly otestovany a jejich vysledky znazornény. Kvuli velkému
poctu graft, byly vyneseny pouze pribéhy z kazdé testovaci funkce pro 5D jako zastupce
niz§ich dimenzi a 30D jako zastupce vysSich dimenzi. Vykresleni ostatnich prib&ht budou

Kk nalezeni na ptilozeném CD.

Pro kazdou testovaci funkci je uvedena tabulka s vysledky algoritmui u jednotlivych dimenzi.

Nejdiiv jsou uvedeny tabulkové vysledky, poté srovnani grafii v 5 a 30 dimenzich.

Pted vyobrazenim jednotlivych priubéhi funkcei je napsano, s jakymi nastavenymi parametry
(pro ob¢ funkce) se pracovalo u dané testovaci funkce a v dané¢ dimenzi. Jako prvni jsou
vyobrazeny parametry pro BA (n, m, e, n2, n1, ngh, iterace) — jednotlivé parametry jsou
popsany v kapitole 5.4.1 Zivotni cyklus algoritmu. Dale jsou zobrazeny parametry

pro SOMA (PopSize, Migrations, Step, PathLength) — popsano v kapitole 3.3.2 Parametry.

Co se tyCe samotnych zobrazeni priubéht vysledkt, leva strana se vénuje vcelimu algoritmu
a prava algoritmu SOMA. Vceli algoritmus je navic rozdé€len na klasicky vceli algoritmus
(Cernd barva) a adaptivni vCeli algoritmus (Cervend barva), aby lépe vynikly rozdily mezi
témito dvéma algoritmy. Na 0se y jsou ohodnoceni t¢elové funkce (CV) a na ose x je pocet
ohodnoceni ucelové funkce (CFE) — vice v kapitole 7.1 Charakteristika testu. Pravé diky
poctu ohodnoceni ucelové funkce lze snadno porovnat vSechny tii typy algoritmu a zjistit,
ktery z nich dava lepsi vysledky. Pro kazdou testovaci funkci jSou nejprve vypsani nejlepsi
jedinci ze vSech 30 opakovani a nasledné¢ zobrazeny grafy: nejlepsi nalezeny jedinec,

prumér z 30 opakovani a nejvetsi spad.

Ve vysledkové tabulce je pak modie znazornéna nejlepsi nalezena hodnota tcelové funkce
z 30 opakovani, zluté¢ pak procentualni tispéSnost algoritmu. Srovnani se provadi mezi 3
algoritmy: BA, SOMA a Adaptivni BA. U Adaptivniho BA je u hodnoty dimenze
znazornéna jedna hodnota navic, jde 0 hodnotu, ktera fika, pfi kolika opakovanich se zméni

hodnota ngh.

Dale jsou uvedeny nejlepsi hodnoty ucelové funkce, pocet ohodnoceni ucelové funkce,
hodnota teoretického extrému, rozdil mezi nejlepsi a teoretickou hodnotou, primér, pramér
v uréitém poctu ohodnoceni ielové funkce a uspé$nost v procentech, ktera fika, jak se
procentudlné nejlepsi nalezend hodnota vzdaluje od globalniho extrému (v rdmci dané

dimenze). Vypocet je znazornén na Obr. 29.
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9.1 1st De Jong

Dle vysledkt lze usoudit, Zze nejlepSich hodnot dosahovaly algoritmy SOMA a adaptivni
BA. BA dosahoval dobrych vysledki pouze u méné¢ dimenziondlnich problémi. Klasicky
BA v50D se k teoretickému extrému pouze piiblizoval. Na této testovaci funkci byl
nastaven obdobny CFE u vSech algoritmu. Jednotlivé vypoéty 1ze zkontrolovat v Tabulce 3

a prubehy na Obrazcich 30 a 31.

1st De Jong
Bee Algorithm
Dimenze 2 5 10 20 30 50
Nejlepsi CV 4,0427E-06| 4,8303E-04 0,0745 0,3995 1,1683 3,6335
CFE 1620 5400 14 550 19 400 24 250 30 300
Teoreticky extrém 0 0 0 0 0 0
Rozdil 4,0427E-06| 4,8303E-04 0,0745 0,3995 1,1683 3,6335
Priimér 1,5725E-04| 2,3306E-03 0,1394 0,6507 1,6341 4,7930
Pramér CV
v 10 000 CFE - - 0,1530 0,7483 2,0683 6,5929
Pramér CV
v 20 000 CFE - - - - 1,7015 5,2372
% UspéSnost [%] 100 99,9996 99,9716 99,9238 99,8514 99,7228
SOMA
Dimenze 2 5 10 20 30 50
Nejlepsi CV 2,4274E-11| 4,6526E-05| 2,5949E-07| 1,1165E-05| 6,0727E-05| 4,8719E-04
CFE 1636 5182 14 500 19 509 24 255 30 318
Teoreticky extrém 0 0 0 0 0 0
Rozdil 2,4274E-11| 4,6526E-05| 2,5949E-07| 1,1165E-05| 6,0727E-05| 4,8719E-04
Primér 1,5785E-07| 3,6660E-04| 6,7141E-07| 3,8878E-05| 1,2638E-04| 8,7559E-04
Primér CV
v 10 000 CFE - - 0,0002 0,0673 0,5952 4,4783
Primér CV
v 20 000 CFE - - - - 0,0017 0,0685
% UspésSnost 100 100 100 100 100 100
Adaptive Bee Algorithm
Dimenze/ngh 2/3 5/3 10/3 20/3 30/3 50/3
Nejlepsi CV 9,9188E-09| 4,3370E-06| 4,1936E-09| 1,0775E-07 | 4,3776E-07| 5,1007E-05
CFE 1620 5400 14 550 19 400 24 250 30 300
Teoreticky extrém 0 0 0 0 0 0
Rozdil 9,9188E-09| 4,3370E-06| 4,1936E-09| 1,0775E-07| 4,3776E-07| 5,1007E-05
Primér 4,3547E-05| 3,8324E-05| 9,8398E-08| 1,7123E-06| 4,7512E-06| 2,3361E-04
Pramér CV
v 10 000 CFE - -| 2,9821E-05| 3,7583E-03 0,0517 1,4278
Pramér CV
v 20 000 CFE - - - -| 7,2135E-05 0,0207
% Uspésnost [%] 100 100 100 100 100 100

Tabulka 3 — Vyhodnoceni funkce 1st De Jong
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9.1.1 5. dimenze

n=30,
PopSize=20,

lst De Jong - 5D

nl=3, ngh=0.15, iter=&0
Step=0.22, PathLength=3.

m=3, e=Z,
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Obrazek 30 - Pribéh vysledkt pro 1st De Jong - 5D
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9.1.2 30. dimenze

lst De Jong - 30D
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Obrazek 31 - Pribéh vysledkt pro 1st De Jong - 30D
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9.2 2nd De Jong

Z Tabulky 4 i graft (viz Obr. 32 a 33) Ize nazorn¢ vidét, Ze adaptivni BA vykazuje mnohem

lepsi vysledky u vice dimenziondlnich problémt nez klasicky BA. Pokud je porovnan

adaptivni BA a SOMA, mirn¢ lepsi vysledky jsou zaznamenany u adapt. BA. Op¢t byl
zachovan podobny CFE, krom¢ 50D, kde u SOMA bylo nastaveno vyssi CFE.

2nd De Jong
Bee Algorithm
Dimenze 2 5 10 20 30 50
Nejlepsi CV 0 0,7169 8,9671 52,3078 306,7067 | 1 233,9851
CFE 2 460 47 250 441 000 759 000 922 500 830 000
Teoreticky extrém 0 0 0 0 0 0
Rozdil 0 0,7169 8,9671 52,3078 306,7067 | 1233,9851
Priimér 0,0043 1,7640 12,3531 59,2628 409,0949 | 1 493,0897
Primér CV
v 400 000 CFE - - 12,3589 62,5894 456,0241| 1628,6341
Primér CV
v 800 000 CFE - - - - 418,0739 | 1500,2144
% UspéSnost 100 99,9991 99,9974 99,9965 99,9910 99,9871
SOMA
Dimenze 2 5 10 20 30 50
Nejlepsi CV 1,4981E-07 0,0489 0,9815 10,8026 20,2026 42,1758
CFE 5182 49 000 360 000 758 545 925418| 1041273
Teoreticky extrém 0 0 0 0 0 0
Rozdil 1,4981E-07 0,0489 0,9815 10,8026 20,2026 42,1758
Primér 4,5483E-03 0,5367 3,2627 13,0921 23,0409 43,9392
Primér CV
v 400 000 CFE - - - 13,4192 26,7990 45,2735
Primér CV
v 800 000 CFE - - - - 23,2618 44,1253
% UspésSnost 100 99,9999 99,9997 99,9993 99,9994 99,9996
Adaptive Bee Algorithm
Dimenze/ngh 2/1 5/3 10/3 20/3 30/3 50/3
Nejlepsi CV 3,7302E-07 | 1,5083E-05| 7,2898E-04 0,3662 0,5611 29,1282
CFE 2 460 47 250 441 000 759 000 922 500 830 000
Teoreticky extrém 0 0 0 0 0 0
Rozdil 3,7302E-07| 1,5083E-05| 7,2898E-04 0,3662 0,5611 29,1282
Primér 2,0705E-03 0,1532 0,3398 7,4808 14,3104 37,1682
Prmér CV
v 400 000 CFE - - 0,4154 10,9231 20,5191 42,2670
Pramér CV
v 800 000 CFE - - - - 15,4729 37,4874
% UspésSnost 100 100 100 100 100 99,9997

Tabulka 4 — Vyhodnoceni funkce 2nd De Jong
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9.2.1 5. dimenze

Cosi Value

Cost Value
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Cost Value

2nd De Jong - 5D
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Obrazek 32 - Prub¢h vysledki pro 2nd De Jong - 5D
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9.2.2 30. dimenze
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Obrazek 33 - Prub¢h vysledki pro 2nd De Jong - 30D
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9.3 Schwefel

U multimodélni funkce s vice extrémy jiz lze zpozorovat, ze oba vceli algoritmy nestaci

na vicedimenzionalni problémy. Pro dimenze 2D a 5D je nalezend hodnota jesté dostacujici.

Adaptivni BA je o néco lepsi nez klasicky BA, ale i tak na algoritmus SOMA nestaci.

Algoritmus SOMA zvlada feseni bez problému i s mnohem mensim CFE (viz Tabulka 5).

Jednotlivé prubéhy algoritmi lze vidét na Obr. 34 a 35.

Schwefel

Bee Algorithm

Dimenze 2 5 10 20 30 50

Nejlepsi CV -837,9517 | -2 081,6363| -3 830,5366 | -5997,4060| -8 494,2464| -11 631,9204

CFE 1925 17 280 843 500 2 187 500 9 120 000 4 400 000

Teoreticky extrém -837,9658 | -2 094,9144| -4 189,8289 | -8 379,6577| -12 569,4866 | -20 949,1444

Rozdil 0,0140 13,2782 359,2922 | 2 382,2517 4 075,2402 9 317,2240

Pramér -836,8213 | -1 836,5546| -3474,3548 | -5444,4313| -7522,8020| -10 696,3958

Prdmér CV

v 300 000 CFE - -| -3403,3232| -5299,9159| -7 085,7977 -9 917,4406

Prdmér CV

v 700 000 CFE - -| -3450,3766 | -5368,3007| -7 186,8350| -10 210,0542

% Uspésnost 99,9983 99,3662 91,4247 71,5710 67,5783 55,5246

SOMA

Dimenze 2 5 10 20 30 50

Nejlepsi CV -837,9658 | -2 094,9144| -4 189,8289 | -8 379,6577 | -12 569,4865 | -20 949,1444

CFE 3 455 17 273 270 000 542 727 361 818 723 636

Teoreticky extrém -837,9658 | -2 094,9144| -4 189,8289 | -8 379,6577 | -12 569,4866 | -20 949,1444

Rozdil 0 0 0 0 0,0002 0

Pramér -826,2458 | -2 075,1747| -4 189,8289 | -8 379,6577 | -12 569,4862 | -20 949,1444

Pramér CV

v 300 000 CFE - - -| -8379,6577| -12569,4601 | -20 935,3895

Pramér CV

v 700 000 CFE - - - - -| -20949,1444

% UspésSnost 100 100 100 100 100 100
Adaptive Bee Algorithm

Dimenze/ngh 2/1 5/5 10/50 20/100 30/300 50/300

Nejlepsi CV -837,9658 | -2 094,9027 | -3 950,9077| -6 771,1706| -9 788,9576| -15 271,1869

CFE 1925 17 280 843 500 2 187 500 9 120 000 4 400 000

Teoreticky extrém -837,9658 | -2 094,9144| -4 189,8289 | -8 379,6577| -12 569,4866 | -20 949,1444

Rozdil 0,0000 0,0117 238,9211| 1608,4871 2 780,5290 5677,9574

Pramér -836,2903 | -1881,3109| -3599,7105| -6 163,4259| -8 933,8496| -14 185,6500

Prdmér CV

v 300 000 CFE - -| -3499,3937| -5868,3609| -7188,1338| -10 699,1656

Prdmér CV

v 700 000 CFE - -| -3576,1231| -6117,5396| -7 644,0595| -12 286,9756

% Uspésnost 100 99,9994 94,2976 80,8049 77,8787 72,8965

Tabulka 5 - Vyhodnoceni funkce Schwefel




UTB ve Zliné, Fakulta aplikované informatiky, 2013 68

9.3.1 5. dimenze
Schwefel - 5D

n=50, m=4, e=2, n2=50, nl=10, ngh=50, iter=80
PopSize=20, Migration==50, Step=0.l11l, PathLength=2.
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Obrazek 34 - Pribéh vysledkl pro Schwefel - 5D
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9.3.2 30. dimenze

Cost Value
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Obrazek 35 - Prub¢h vysledki pro Schwefel - 30D
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9.4 Rastrigin

Adaptivni BA je opét lepsi nez klasicky BA. Nazorn¢ to Ize vidét na Obr. 36 a 37. Jak jiz

bylo vyse zminéno, oba dva BA nejsou vhodné pro multimodéalni funkce. I pfi vétSim

mnozstvi poétu ohodnoceni ucelové funkce uvaznou v lokalnim extrému. Naproti tomu

SOMA piinasi velmi dobré vysledky S minimem poctu ohodnoceni ucelové funkce (viz

Tabulka 6).
Rastrigin
Bee Algorithm

Dimenze 2 5 10 20 30 50

Nejlepsi CV 0,0071 3,5541 17,5622 90,0883 185,9455 384,0322
CFE 2 460 705 600 619 500 4 237 500 3520 000 4 800 000
Teoreticky extrém 0 0 0 0 0 0
Rozdil 0,0071 3,5541 17,5622 90,0883 185,9455 384,0322
Priimér 0,8403 6,5201 27,9746 109,5480 200,3798 429,3672
Primér CV

v 300 000 CFE - 7,9157 31,7394 133,2320 225,9932 477,2593
Primér CV

v 700 000 CFE - 6,5547 - 124,3165 214,9140 458,2223
% UspéSnost 99,9912 98,2340 95,6367 88,8089 84,6008 80,9177

SOMA

Dimenze 2 5 10 20 30 50

Nejlepsi CV 1,1828E-06 0 0| 3,8181E-18| 8,6175E-10| 2,0829E-08
CFE 3 455 711 136 542 727 542 727 542 727 723 636
Teoreticky extrém 0 0 0 0 0 0
Rozdil 1,1828E-06 0 0| 3,8181E-18| 8,6175E-10| 2,0829E-08
Primér 0,0727 0 0| 9,6470E-18| 7,1612E-09 0,3980
Primér CV

v 300 000 CFE - 0| 7,4039E-13| 3,6239E-09 0,0219 8,0024
Primér CV

v 700 000 CFE - 0 - - - 0,3980
% UspésSnost 100 100 100 100 100 100

Adaptive Bee Algorithm

Dimenze/ngh 2/1 5/3 10/3 20/20 30/250 50/500
Nejlepsi CV 2,6670E-07 0,9950 8,9546 39,8066 43,2358 110,9887
CFE 2 460 705 600 619 500 4 237 500 3 520 000 4 800 000
Teoreticky extrém 0 0 0 0 0 0
Rozdil 2,6670E-07 0,9950 8,9546 39,8066 43,2358 110,9887
Primér 0,5307 3,2159 16,5495 55,2388 62,9434 140,3259
Pramér CV

v 300 000 CFE - 3,2170 16,5968 132,0498 227,6074 473,4079
Pramér CV

v 700 000 CFE - 3,2159 - 98,1812 199,4545 444,3881
% UspésSnost 100 99,5056 97,7752 95,0551 96,4194 94,4850

Tabulka 6 - Vyhodnoceni funkce Rastrigin
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9.4.1 5. dimenze

Rastrigin - 5D

n=1000,

PopSize=150,

m=6&,

e=2Z,

nZ=7,

nl=2,

ngh=0.5,

Migrations=175,

Step=0.11,

iter=350
PathLength=3.

Bee, Adaptive Bee — All Individuals — 5D
T T

0

100000 200000 300000 400000 500000 600000 700 000

Cost Funetion Evaluation

SOMA - All Individuals — 5D

100000 200000 300000 400000 500000 600000 700 000
Cost Funetion Evaluation
SG!LTA — Best of Individuals — 51

IDDDDD "'l}l} 000 300 DDD 400 D‘l}l} 500 DDD EDDDDD ?DD 000
Cost Funetion Evaluation

503.1.-'1 Mean of Individuals — 5D

IDDDDD "'l}l} 000 300 DDD 400 D‘l}l} 500 DDD EDDDDD ?DD 000
Cost Funetion Evaluation

5011'.-'1 I.argest Gradl.ent -5D

T T T T T T 507
40
= 1 st
= =
3 e
'l \L
N n : : n 0 n 0L
o 100000 200 000 300000 400000 500 000 600 000 TOO 000 ]
Cost Funetion Evaluation
. Bee, Adaptive Bee — Best of Individuals — 5D
- [T T T T T T T T T
0y 1 aol
= 15-H 1 =
= | = 20}
3 10f ‘H 1 3
10+
st | ]
—I.
. b n N N n : n 01
o 100000 200 000 300000 400000 500 000 600 000 TOO 000
Cost Function Evaluation
Bee, Adaptive Bee — Mean of Individuals — 5D
T T T T T T T T
- -
= |
= =
- &
A b
o 100000 200 000 300000 400000 500 000 600 000 TOO 000
Cost Function Evaluation
Bee, Adaptive Bee — Largest Gradient — 5D
T T T T T T T T
0+
20 J
- o 151
- 15 =
e S
= T 10F
= ]
A b
of || 1.
sl
=] -.‘l_‘_| D b

35— ]
J0F E
5t 1
0t 1
15F 1
10F 1
L ]
D ]

lDI}DDD "DD 000 300 DDD 400 DI}D 500 DDD EDDDDD TDD 000

Cost Funetion Evaluation

Obrazek 36 - Prub¢h vysledki pro Rastrigin - 5D
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9.4.2 30. dimenze

Rastrigin - 30D
n=30, m=20, e=10, n2=30, nl=10, ngh=2, iter=8000
PopSize=200, Migrations=150, Step=0.11l, PathLength=2.
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Obrazek 37 - Prub¢h vysledki pro Rastrigin - 30D
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9.5 Shifted 1st De Jong

Jako v ptipad¢ testovani 1st De Jong, nema posunuti (shifted) zadny vliv na vysledky feSeni.

Klasicky BA je opét o néco horsi nez zbyvajici dva algoritmy, ale je mozné vidét, Ze se

k feseni bezprostiedné piiblizuje. SOMA a adaptivni BA jsou srovnatelné (viz Tabulka 7).

Vypocty byly provadény s podobnymi CFE. Pribéhy 5D a 30D jsou k nahlédnuti na Obr. 38

a Obr. 39.
Shifted 1st De Jong
Bee Algorithm
Dimenze 2 5 10 20 30 50
Nejlepsi CV 1,1374E-05| 2,1325E-04 0,0782 0,4823 1,2725 3,8518
CFE 1620 5400 14 550 19 400 24 250 30 300
Teoretické min. 0 0 0 0 0 0
Rozdil 1,1374E-05| 2,1325E-04 0,0782 0,4823 1,2725 3,8518
Pramér 2,9654E-04| 2,0266E-03 0,1441 0,6595 1,5212 4,8229
Prdmér CV
v 10 000 CFE - - 0,1563 0,7927 1,9684 6,7165
Prdmér CV
v 20 000 CFE - - - - 1,6134 5,3078
% uspésnost [%] 100 99,9998 99,9702 99,9080 99,8382 99,7061
SOMA
Dimenze 2 5 10 20 30 50
Nejlepsi CV 3,0324E-06 | 4,5288E-05| 1,7106E-07 | 2,4243E-05| 9,1307E-05| 5,0740E-04
CFE 818 5182 14 500 19 509 24 255 30 318
Teoretické min. 0 0 0 0 0 0
Rozdil 3,0324E-06| 4,5288E-05| 1,7106E-07| 2,4243E-05| 9,1307E-05| 5,0740E-04
Pramér 0,0008 0,0003 0 0 0,0001 0,0010
Pramér CV
v 10 000 CFE - - 0,0003 0,0742 0,6615 5,5567
Pramér CV
v 20 000 CFE - - - - 0,0018 0,0835
% UspésSnost 100 100 100 100 100 100
Adaptive Bee Algorithm
Dimenze/ngh 2/1 5/1 10/1 20/1 30/1 50/1
Nejlepsi CV 4,8776E-10| 7,2972E-11| 1,0548E-17| 2,3820E-13| 7,5636E-12| 1,9795E-08
CFE 1620 5 400 14 550 19 400 24 250 30 300
Teoretické min. 0 0 0 0 0 0
Rozdil 4,8776E-10| 7,2972E-11| 1,0548E-17| 2,3820E-13| 7,5636E-12| 1,9795E-08
Prdmér 3,0367E-08| 3,1901E-08| 2,0329E-15| 2,8445E-12| 9,1392E-11| 1,3198E-07
Prdmér CV
v 10 000 CFE - -| 1,6427E-10| 1,2691E-05| 1,5662E-03 0,2855
Prdmér CV
v 20 000 CFE - - - -| 1,4811E-08| 2,4371E-04
% uspésnost [%] 100 100 100 100 100 100

Tabulka 7 - Vyhodnoceni funkce Shifted 1st De Jong
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9.5.1 5. dimenze

Sshifted 1st De Jong - 5D
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Obrazek 38 - Prub¢h vysledki pro Shifted 1st De Jong - 5D
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9.5.2 30. dimenze
Shifted 1st De Jong - 30D
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Obrazek 39 - Prube¢h vysledki pro Shifted 1st De Jong - 30D
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9.6 Shifted Rastrigin

Bylo dosazeno stejného vysledku jako u testovani funkce Rastrigin (viz Tabulka 8). Obé BA

uvaznou v lokdlnim extrému. Algoritmus SOMA s mnohem mensim CFE je schopna nalézt

vyborné fesenti jak l1ze vidét na Obr. 40 a 41.

Shifted Rastrigin

Bee Algorithm

Dimenze 2 5 10 20 30 50

Nejlepsi CV 0,0179 1,7521 18,4781 91,7573 176,8208 377,2934

CFE 2 460 885 600 2 388 000 950 000| 2320000 4 800 000

Teoreticky extrém 0 0 0 0 0 0

Rozdil 0,0179 1,7521 18,4781 91,7573 176,8208 377,2934

Primér 0,8485 3,9008 27,5072| 107,2268 200,3849 417,6648

Primér CV

v 300 000 CFE - 5,3673 34,8961 | 119,9232 222,4229 471,9938

Primér CV

v 700 000 CFE - 4,0733 31,3126| 111,1539 210,3558 455,2767

% UspéSnost 99,9777 99,1294 95,4092 88,6016 85,3565 81,2525

SOMA

Dimenze 2 5 10 20 30 50

Nejlepsi CV 1,0613E-06 0 0 0| 1,2078E-09| 3,8783E-08

CFE 3 455 271 364 325 636 542 727 542 727 723 636

Teoreticky extrém 0 0 0 0 0 0

Rozdil 1,0613E-06 0 0 0| 1,2078E-09| 3,8783E-08

Primér 0,0765 0 0 0 0 0,2322

Primér CV

v 300 000 CFE - - 0 0 0,0172 8,0627

Primér CV

v 700 000 CFE - - - - - 0,2322

% UspésSnost 100 100 100 100 100 100
Adaptive Bee Algorithm

Dimenze/ngh 2/1 5/20 10/30 20/150 30/250 50/500

Nejlepsi CV 4,5304E-08 | 1,7629E-04 4,9756 13,9300 45,8213 99,5539

CFE 2 460 885 600 2 388 000 950 000| 2320000 4 800 000

Teoreticky extrém 0 0 0 0 0 0

Rozdil 4,5304E-08| 1,7629E-04 4,9756 13,9300 45,8213 99,5539

Primér 0,7782 2,0903 13,2999 30,6535 57,6371 127,6216

Prmér CV

v 300 000 CFE - 2,8991 25,0313 52,6942 203,6377 464,2922

Prmér CV

v 700 000 CFE - 2,2932 14,9714 30,8296 117,5637 431,7583

% UspésSnost 100 99,9999 98,7638 98,2696 96,2053 95,0532

Tabulka 8 — Vyhodnoceni funkce Shifted Rastrigin
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9.6.1 5. dimenze

Shifted Rastrigin - 5D
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Obrazek 40 - Prubé¢h vysledki pro Shifted Rastrigin - 5D
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9.6.2 30. dimenze
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Obrazek 41 - Prubé¢h vysledki pro Shifted Rastrigin - 30D
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ZAVER
Tato diplomova prace mé¢la za ukol vytvofit a otestovat vCeli algoritmus a porovnat jej

S jinym evoluénim algoritmem. Jako druhy evolucni algoritmus byl vybran SOMA.

Oba dva algoritmy byly testovany na Sesti testovacich funkcich. U kazdé testovaci funkce
byla vytvoiena piehledna tabulka, ktera ukazuje, jak si dany algoritmus ve vypoctech vedl.
Co se ty¢e vykresleni pribéhu, byla zvolena 5. dimenze jako zastupce nizsich dimenzi a 30.

dimenze jako zastupce dimenzi vy$sich. Zbylé prabéhy jsou k dostani na piilozeném CD.

Lepsi srovnani algoritml zarucuje vyneseni po¢tu ohodnoceni ucelovych funkci (dale jen
CFE) na osu x a hodnoty tcelové funkce na osu y. Pro kazdy algoritmus se CFE pocita

jinym zptisobem, Vviz kapitola 7.1 Charakteristika testu.

Z pocatku se algoritmy pro lepSi porovnani testovaly Spodobnym CFE. Ovsem
u multimodalnich funkci vyssich dimenzi uz SOMA nepotieboval takové mnozstvi CFE jako
veeli algoritmus. Proto byl u tohoto algoritmu zvolen mnohem mensi CFE, a jak lze vidét

v tabulkach, bylo toto mnozstvi dostacujici.

Vceli algoritmus i SOMA byly spustény 30X na kazdou testovaci funkci. Opakovani
vypoctu se provadi kviili stochastickému prvku v kazdém z obou algoritmti, kde se timto

zpusobem zaruci nalezeni nejlepsiho vysledku a eliminuje se jev nahody.

Ke klasickému v¢elimu algoritmu, ktery je popsan v kapitole 5.4 V¢eli algoritmus, byl jesté
pridan tzv. adaptivni véeli algoritmus. Adaptivni proto, Zze za beéhu dokaze meénit velikost
okoli v zavislosti na pribéhu vypoctu. Respektive, pokud se nalezené feSeni dlouhodobé
nemeni a stale se nachazi feSeni horsi, tak se okoli zmensSi, coz zajisti ve vétSiné piipad
nalezeni lep$iho feseni. Testy ukazaly, Ze tato modifikace je vhodné&jsi a ve vSech piipadech
byla nalezla lepsi feSeni. Ovsem pii rychlém zmenSovani prohledavaného okoli hrozi riziko
uvaznuti v lokalnim extrému. S rostoucim poctem generaci je proto vhodné ménit okoli
(parametr ngh) az poté, co se budou ve vysledcich vyskytovat stejna feSeni vicekrat
po sob&. Testovani rovnéz ukézalo, ze z hlediska nastaveni parametrti v¢eliho algoritmu je
vyhodnéj$i nastavit vice generaci a méné jedinci. Dukladné nastaveni jednotlivych

parametri hraje u obou algoritmi klicovou roli.

Charakteristika srovnavacich grafii je nasledujici: v levé Casti je umistén vceli algoritmus

(Cerna barva) a adaptivni v¢eli algoritmus (Cervena barva) jenz jsou vykresleny do jednoho
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grafu, a v pravé ¢asti SOMA. Samotné grafy se skladaji ze 4 ¢asti. Témi jsou vykresleni
vSsech 30 opakovani, nejlepsi ze vSech téchto opakovéni, primér ze vSech opakovani
a nejvetsi spad.

Po otestovani algoritmli na vSech testovacich funkci byly zjistény nésledujici skutecnosti.
Z vysledku bylo patrné, Ze pro unimodalni funkce nebo funkce s malo extrémy, coz v tomto
piipad¢ predstavuje 1st De Jong, shifted 1st De Jong a 2nd De Jong, vykazuje adaptivni
véeli algoritmus mirné lepsi vysledky nez SOMA. Tento rozdil je vSak zanedbatelny.
Naproti tomu u multimodalnich funkci ve vyssich dimenzich je rozdil v feSeni mnohem vice
znatelny, a to ve prospéch algoritmu SOMA. Zatimco SOMA je s dostate¢nym poctem
migraci a jedinc schopna nalézt globalni extrém, feSeni vceliho algoritmu v kazdém z 30
piipadi uvazlo v lokalnim extrému a to i pies skutecnost, ze CFE byl oproti SOMA
ne¢kolikanasobné vys§i. Tento jev je dan skuteCnosti, Ze SOMA pracuje po skocich
a prohledava dany prostor v urCitych intervalech, kde je prvek nahody pouze smér cesty.
Veeli algoritmus vyuZziva ndhody V okruhu hledani prvkl, kde nahodné generuje nova
feSeni. Tudiz neni zajiSténo prohledavani veskerého mozného prostoru. Testovanim bylo
zjisténo, ze pii generovani nového feSeni v tomto okoli byla v mnoha piipadech nalezena
feSeni hor$i nez jiz nalezené nejlepsi feseni daného okoli. Algoritmus ve vét§ing ptipada stal

na misté.
Testy neprokazaly, ze by posuny (shifted funkce) mély na schopnost algoritmu néjaky vliv.

Zaveérem lze fici, ze vCeli algoritmus pracuje uspokojivé na funkcich s minimalnim poctem

extrému, zatimco SOMA zvlada bez problémti vSechny piipady.
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ZAVER V ANGLICTINE

Within this thesis, Bee algorithm was implemented, tested and compared it with other

evolutionary algorithm. For this comparison, SOMA was chosen.

Both algorithms were tested on six test functions. For each test function a transparent chart
was created that shows how good the algorithm was in calculations. Regarding the charts,
5th dimension was chosen as a representative of the lower dimensions and 30th dimension

as a representative of higher dimensions. The rest is enclosed on CD.

For better comparisons of algorithms, cost function evaluation (CFE) is projected on the x-
axis and cost value on the y-axis. For each algorithm CFE is calculated differently, see

chapter 7.1 Characteristics of the test.

From the beginning, algorithms were tested with similar CFE. However, for multimodal
functions with higher dimensions SOMA did not need so many CFE as Bee algorithm.
Therefore a much smaller CFE was chosen for SOMA and as it can be seen in the tables, it

was sufficient.

Bee algorithm and SOMA were run 30 times for each test function. Repeating
the calculation is performed because of stochastic element in each algorithm. This way

ensures finding the best results and eliminates the phenomenon of coincidence.

As a complement to the classical Bee algorithm, which is described in section 5.4 Bee
algorithm, Adaptive Bee algorithm was furthermore implemented. Notation “Adaptive” is
because during runtime, it can change the size of searched area depending on the progress
of the calculation. Respectively, if the found solutions remain unchanged for a long time
and algorithm keeps finding worse solutions, the searched area is reduced. In most cases,
a better solution is found. Tests have shown that this modification is appropriate and in all
cases a better solution was found. However, the rapid reduction of the searched area is risky
because of threat of being stuck in a local extreme. Therefore an appropriate setting is while
increasing number of iterations adjusts the size of the searched area (ngh) only when same
solutions occur multiple times. Testing also showed that in terms of parameter settings,
multiple generations and fewer individuals are better. Thorough setting of parameters is

fundamental and plays a key role for both algorithms.
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Characteristics of the comparative charts is following - Bee algorithm (black) and Adaptive
Bee algorithm (red) are together in one chart on the left side and SOMA is on the right.
The actual graphs consist of four parts - all 30 repetitions, the best progress from those

repetitions, mean from those repetitions and the largest gradient.

After testing both algorithms on all test functions, the conclusion is following. From
the results it was clear that Adaptive Bee algorithm has slightly better results than SOMA
on unimodal functions or function with a few extremes (which is the case of 1¥ De Jong,
shifted 1% De Jong and 2" De Jong). However, this difference was insignificant. In contrast,
on multimodal functions with higher dimensions there was much more noticeable difference
in favor of SOMA. SOMA with sufficient amount of migrations and individuals was capable
of finding global extreme, while Bee algorithm stucked in local extreme in all cases despite
the fact that compared to SOMA, CFE was several times higher. This phenomenon is due
to the fact that SOMA is using steps and searches the area at certain intervals where
the random element is the direction of travel. Bee algorithm uses random elements in
the surroundings of individuals where randomly generates new solutions. Because of this,
searching in all possible areas is not ensured. Tests have discovered that newly generated
solutions from this area were in many cases worse than the already found best solution. So

the algorithm stood still in most cases.
Tests have shown that shifts (shifted test functions) did not affect the algorithm in any way.

In summary, Bee algorithm works satisfactorily on functions with minimum number

of extremes while SOMA handles all tested cases with no problems.
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