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ABSTRAKT

Identifikace zalozené na jedine¢nosti biologickych charakteristik jsou predmétem
fady vyzkumu. V soucasnosti je ¢im dal Castéji diskutovana otazka vyuziti elektrické
aktivity mozku v biometrickych systémech. Tato prace se soustfedi zejména
na elektroencefalografické (EEG) zaznamy, které jsou ziskany neinvazivni metodou.
Dale obsahuje popis originalniho nekonvenéniho piistupu k identifikaci pomoci EEG,
pticemz tento pfistup je dale otestovan na vybranych readlné namétenych datech.

Uvod shrnuje dosavadni ptistupy pouzité k feseni identifikace subjektti podle EEG.
Déle je diskutovan soucasny stav feSené problematiky, ktery odhaluje komplikace
spojen¢ s vySe zminovanou Ulohou. Nasleduje popis cilli diserta¢ni prace. Hlavnim
cilem je poskytnout navrh algoritmu, jez lze vyuZzit pro realizaci biometrické
identifikace. Teoreticky ramec je zaméfen na popis EEG technologie, BCI systémt,
biometrii a neuronové sité. Ve strucnosti jsou pak uvedeny metody zpracovani
vysledkt, na které navazuje podrobny popis vlastniho algoritmu, k némuz jsou pak
uvedeny vysledky testovani. Jednotlivé testy jsou zaméfeny na odhaleni limit jak
samotného algoritmu, tak EEG zadznami. Poté je uveden védecky a prakticky piinos
prace. V zavéru jsou shrnuty klicové poznatky z testovani a diskutovany jednotlivé
cile prace.

ABSTRACT

Identifications based on unique biological characteristics are subject of number of
researches. Currently, the usage of electrical activity of the brain in biometrical
systems is more and more often discussed. This thesis is focused on
electroencephalographic (EEG) records, which are obtained by non-invasive method.
Further, it contains a description of original unconventional approach to EEG
identification, which is then tested on chosen real measured data.

Introduction summarizes existing approaches to solve subject identification based
on EEG. Further, current state of art reveals issues with mentioned task. The following
chapter describe goals of dissertation thesis. The main goal is to design an algorithm,
which could be used in biometrical identification task. The theoretical chapter focuses
on description of EEG technology, BCI systems, biometry and neural networks.
Further chapter briefly describes selected processing methods which is followed by
detailed description of the algorithm. The results of algorithm testing are the topic of
another chapter. Individual tests are aimed at limits revelation of both algorithm and
EEG record. Then the chapter of contribution to both science and practice is included.
Finally, conclusion summarizes key findings from algorithm testing and individual
goals of dissertation thesis are discussed.
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1. UVOD

Elektricka aktivita mozku patii mezi unikatni biologické charakteristiky osob.
Nejcastéji  se  tato  aktivita snimd  pomoci  technologie @ EEG
(elektroencefalografie), ktera se fadi mezi neinvazivni metody a je tak v této
oblasti v soucasnosti nejdostupnéj$im nastrojem. Vzhledem k povaze ziskaného
EEG signdlu je pro jeho analyzu nutny vysoky vypocetni vykon. Jeho praktické
vyuziti v readlnych biometrickych aplikacich je tak omezeno dobou nutnou
k jeho zpracovani. Krom¢ vysokych vypocetnich narokt muze byt dalsim
divodem 1 zatim ne piili§ uzivatelsky piivétivé feSeni pofizovani zdznamu.
Prestoze se jedna o0 neinvazivni metodu, stale se tato technologie potyka
S problémem nizké kvality ziskané¢ho signdlu v piipadé nespravné instalace
snimace.

Nejvice diskutovanym uplatnénim EEG signélu je v souc¢asné dobé vyuziti
v BCI (Brain Computer Interface) systémech, které slouzi k propojeni snimact
mozkov¢ aktivity s externim zafizenim. Pocitac v téchto systémech plni obvykle
roli prostfednika — zabezpeCuje zpracovani naméfené mozkové aktivity
a preklada ji do prikazi externiho modelu. B&hem zpracovani signalu dochazi
K rozpoznavani unikatnich charakteristik EEG signalu, které by dale mohly byt
vyuzity pro biometrické ucely.

Tato prace se zabyva moZnostmi vyuZziti EEG signdlu pro biometrické ucely;
zejména K identifikaci osob pomoci analyzy EEG signalu. Poukazuje
I na technické limity, jez je nutné brat v Gvahu pfti praktickém nasazeni EEG
V biometrickych systémech.

Jednim z prvnich vyzkumil v této oblasti se zabyval Poulos (1999a, 1999b,
2002), ktery se svymi kolegy ZjiStoval moznosti vyuziti parametrit AR modelu
a LVQ (Linear Vector Quantizer) neuronovych siti. Pozdé&;i k témto metodam
pfidali spektralni analyzu, vypocetni geometrii, nelinearni zpracovani nebo
bilinearni modely. Na zaklad¢ vysledk klasifikace mezi dvéma (Poulos, 1999a)
a ctyfmi (Poulos, 1999b; Poulos, 2002) tfidami se védcim podatilo ukazat
slibny potencidl pouzit¢ metody. Vysledky jejich analyzy se zakladaly
na frekvenénim pasmu alpha EEG ziznamu apodafilo se jim dosahnout
presnosti az 91 % pro ¢tyti tiidy. Mohammadi (2006) spole¢né s AR modelem
pouzil soutézivych neuronovych siti (Competitive Neural Networks), s nimiz
dosahl uspésnosti 80-100 % v pfipadé rozpoznavani mezi 10 subjekty.
Ve stejném roce byla pouzita opét LVQ neuronova sit’ spoleéné s FFT (Fast
Fourier Transformation) se spektralnim rozliSenim 1/180 Hz a 22s casovym
oknem (Stastny, 2006). Testovani probihalo sosmi subjekty auspé&$nost



identifikace byla zavisla na konkrétnich subjektech. U jednoho totiz bylo
dosazeno az 100% uspésnosti, dalsi Ctyfi byly rozpoznani ve vice jak 95 %
ptipadl a posledni tii pak 50 % a méné piipadi, piicemz nejslabsi vysledek byl
pouhych 10 %. V roce 2012 pak byla pouzita metoda SVM (Support Vector
Machine) a dalsi metody, které jsou bézné pro zpracovani zvukovych signald
(Nguyen, 2012). S timto pfistupem védci dosahli piesnosti 99 % pro tfi subjekty,
46,24 % pro jednu mnozinu s deviti subjekty a 80,8 % pro druhou mnozinu
s deviti subjekty. Jeden z nejnovéjsich vyzkumu déale zkouma vyuziti vykonové
spektralni hustoty frekvencniho pasma gamma (30 — 50 Hz) EEG z4znamu
asrovnava ji sostatnimi pasmy (alpha, beta, delta, theta). Studie uvadi
zpracovani 19 EEG kanali namétenych pii zavienych a otevienych o¢ich. EER
(equal error rate) byla 0,0196. Ptistup opét ukazuje slibny potencidl s dlirazem
na nutnost dalSiho vyzkumu.

Zuvedenych studii vyplyva, Ze zédlezi také na zkoumané mnozin¢ EEG
zaznamu, coz je | divodem pro¢ je jednou dosazeno téméi 100% uspéSnosti
a podruhé¢ uspésnost spadne pod 50 %.

V této disertacni praci je prezentovana nekonvenéni metoda, jez miize slouzit
jako alternativa k vyse uvedenym piistupim. Algoritmus, ktery je soucasti této
metody, byl otestovan na dvou databazich EEG zaznami.



2. SOUCASNY STAV RESENE PROBLEMATIKY

Genetické rysy v lidském Elektroencefalogramu (EEG), které by dokazaly
jednoznacné identifikovat jedince, jsou stfedem zajmu védecké komunity jiz
odroku 1924, tj. od ranych zacatkli pofizovani EEG zaznamii Hansem
Bergerem. Nalezeni spravné genotyp — fenotyp mapy by pomohlo vytvofit
hlavni alevny néstroj pro porozuméni a v¢asnou diagndézu mnoha nemoci,
zejména pak téch, které zasahuji mozek. Jako hlavni by byl vniman zejména
proto, ze by se jednalo 0 ndstroj vytvoieny na zaklad¢ kvantitativniho méfeni
EEG vlastnosti, které jako takové maji blize ke genovym funkcim neZ tradicni
interpretace kognitivniho testovani (Pozo-Banos, 2014).

Biometrick¢ systémy, vyuZzivajici EEG jako neinvazivniho a relativné
usporného ,,okna* do lidského mozku, se v soucasné dobé dostavaji do popredi
zdjmu védecké komunity. VéEtSina soucasného védeckého usili je vSak zamétena
na vyvoj diagnostickych a monitorovacich nastroji nemoci, jako jsou spankova
apnoe, schizofrenie nebo epilepsie; dale na vytvafeni tzv. Brain Machine
Interface (BMIs), které asistuji postizenym lidem (Pozo-Banos, 2014).

Potencial EEG signalu pro pouZiti jako jednoho z biometrickych znakl osob,
byl prokazan jiz vroce 2001 (Paranjape). Tuto skutecnost dokazuji i dalsi
pozd¢jsi publikace, které popisuji zejména algoritmy urcené pro biometrickou
autentizaci. Kazdy z dosud vyvinutych algoritmt ptistupuje k dané problematice
Z jin¢ho hlediska.

Palaniappan (2008) popisuje dvoufazovou metodu biometrické autentizace,
ktera vyuziva EEG signaly téchto aktivit:

e necinnost

e feSeni matematické ulohy

e predstava rotujiciho télesa

e psani dopisu

e vizudlni poc€itani

U kazdé¢ aktivity jsou vypocteny tyto vlastnosti:

e autoregresivni koeficienty

spektralni vykon kanalu

rozdil spektralniho vykonu interhemisférickych kanala

e nelinearni slozitost

Cela autentizace pak probiha ve dvou fazich, pfi nichZ jsou odstranény dvé
kli¢ové autentizaéni chyby:

e FAE (False Accept Error) — chyba nespravného pfiijeti



e FRE (False Reject Error) — chyba nespravného odmitnuti

Pro kazdou chybu jsou s vyuzitim hodnot vySe zminénych vlastnosti
dopocitany prahové hodnoty, které urcuji hranici mezi pfijetim a odmitnutim
piedloZzeného vzorku dat. Pro otestovani algoritmu byly pouZity signaly z Sesti
elektrod rozmisténych na hlavé dle mezinadrodniho 10-20 systému.

Prvni faze na zakladé prahové hodnoty pro pfijeti rozhodne, zda ma byt
ptedlozeny subjekt pfijat ¢i nikoliv. Ve druhé fazi je s vyuzitim prahové hodnoty
pro odmitnuti otestovano, zda nedoslo k nespravnému piijeti nebo nespravnému
odmitnuti subjektu.

Palaniappan v jiné své publikaci z roku 2007 uvadi také vyuziti neuronové
sit¢ (Elmanova neuronova sit’) pro fazi klasifikace. S popisovanou klasifikacni
strategii, kterd byla aplikovdna na 1 600 surovych EEG signdlech, namé&fenych
z 35 elektrod, bylo dosazeno maximalniho rozpoznavaci piesnosti 98,6 %.

Dalsi publikace, jez ptedstavuji algoritmy urené pro EEG biometrii,
dokazuji, 0 jak aktudlni problematiku se jedna (Khalifa, 2012; Revett, 2012;
Singh, 2012).

| ptes velké mnozstvi doposud popsanych algoritmli, je problematika
pfedpokladalo. Je to dano tim, Ze samotna identifikace spoléha na informace
ziskan¢ z komplexnich heterogennich EEG ryst, které jsou vysledkem
vypracovanych modeli dédi¢nosti, diky nimz se cely problém stava velmi
citlivym na jeho proménné (Cas, frekvence, misto, zaznam vzoru a algoritmus)
(Pozo-Banos, 2014).

Doposud provedené studie, které se tykaji EEG, mozkovych vin, biometrie,
identifikace osob a verifikace, l1ze rozdélit dle pfistupu k dané problematice
do téchto skupin:

e REC aREO (Resting with Eyes Closed/Open) — studie, které spoléhaji
na EEG data zaznamendvajici subjekty ve stavu odpocinku se zavienyma
(REC) nebo otevienyma (REO) o¢ima (Paranjape, 2001; Campisi, 2011;
La Rocca, 2012; Barzegaran et al, 2016).

e ERP (Event Related Potential) — naméfené zaznamy vzdy odpovidaji
reakci subjektu na rizné druhy vnéjSich podnétl. Doposud vSak byly
realizovany pouze studie SVizualn¢ evokovanymi podnéty (VEP).
(Palaniappan, 2002; Palaniappan, 2004; Palaniappan, 2005;
Singhal, 2007; Sokka et al, 2014).

e  Multi-tasking — do této kategorie patii studie, které pouzivaji zdznamy
EEG z myslenkové ndrocnych ukold, napiiklad vypocet matematickych



uloh, psani dopisti nebo ptedstaveni pohybu. Studie obvykle zkoumaji
rozdily v priitbéhu signalii ziskanych z odlisSnych aktivit (Schalk, 2004;
Palaniappan, 2005; Bao, 2009; Yang, 2012).

e Nepiima identifikace — vyzkumy zaméfené na identifikaci uZivatele
pomoci hesla ukrytého v myslence (Palaniappan, 2014; Yeom, 2013g;
Yeom, 2013b).

Dalsi problematikou je technologie sensort, snimajicich mozkovou aktivitu,
ktera prodé€lala obrovsky krok kuptedu. |tak je stile nutné, aby se uzivatel
téchto sensord dotykal. Samotny instalacni proces EEG pfistroji se navic potyka
s dlouhou dobou pfipravy, kterd si mnohdy vyzaduje kvalifikovaného
odbornika. Kromé toho vétSina téchto zatizeni stale spoléha na vodivy gel, ktery
je uréeny ke snizeni impedance mezi lebkou a elektrodou a tim tedy i k dosazeni
kvalitniho signalu. Nicméné¢ i tak 1ze povazovat EEG biometrii za velmi slibnou
zabezpecovaci technologii budoucnosti (Pozo-Banos, 2014).



3. CILE DIZERTACNI PRACE

Hlavnim cilem dizertatni prace je navrhnout robustni a ¢asové efektivni
algoritmus pro biometrickou identifikaci osob pomoci EEG signalu.

K méfeni signdlu bylo v ramci dizertaéni prace vyuzito nédhlavni zafizeni
od spole¢nosti Emotiv, jehoz rozmisténi elektrod je znazornéno na Obr. 2.
Prvnim dil¢im cilem bylo tedy ovéfit potencial EEG signalu, naméfené¢ho
ze znazornénych oblasti mozku, pro identifikaci zaloZenou na biometrickych
datech.

Identifikaci samotnou lze realizovat zejména pomoci metod zalozenych
naumelé inteligenci. Pro jejich nasazeni je vSak nutné pouziti vhodnych
charakteristik EEG signalu, jejichz pomoci lze jednotlivé subjekty od sebe
odlisit, tj. musi pro kazdy subjekt dosahovat jedine¢nych vlastnosti. Druhym
dil¢im cilem disertacni prace bylo nalezeni vhodnych unikétnich charakteristik
EEG signalu, které bude mozné k vySe uvedenym tucelim vyuZzit.

Casova naro¢nost a robustnost identifika¢niho algoritmu je zavisla na mnoha
faktorech; napfiklad délka vzorku signalu EEG, pocet subjektd v trénovaci
mnozin¢, pocet elektrod pouzitych ke snimani mozkové aktivity apod. Tretim
dil¢im cilem této prace pak bylo nalézt faktory, jeZ maji nejvyraznéjsi vliv praveé
na Casovou efektivitu a robustnost, a vyuzit je k nalezeni optimalniho nastaveni
algoritmu.

Dizertacni prace méla za kol ovéfit nasledujici predpoklady, které jsou
podrobnéji rozebrany ve vysledcich experimentl a v zavéru prace:

e EEG signaly maji potencidl pro vyuZiti v biometrickych systémech.

e Charakteristiky EEG signalu jsou jedine¢né pro kazdy subjekt.

e Identifikacni algoritmus vyuzivajici EEG signdly spliiuje podminky pro

jeho nasazeni v real-time aplikacich.



4. TEORETICKY RAMEC

Biometricka identifikace osob pomoci EEG signalu se Vv teoretické roviné
dotykd vice védeckych obort. V prvé tadé je to biologie, z niz je dulezita
zejména biologicka stavba mozku. K sou¢asnému popisu mozku znacné ptispély
predev§im vyzkumy v oblasti mediciny, kterd vyuziva k pozorovani mozku
celou fadu technologii, mezi nimiZ je pro tuto praci dilezita zejména
elektroencefalografie (EEG). Krom¢ mediciny se v posledni dobé zacéina
rozrastat vyuziti EEG i pro technické ucely zejména v systémech BCI (Brain -
Computer Interface).

Vzhledem k tomu, ze EEG zaznam muze byt povazovan za biologickou
charakteristiku  zivého organismu, Ize uvazovat o0jeho pouziti také
Vv biometrickych systémech. Zpracovani EEG zaznamu vSak neni trivialni
ulohou, proto je k tomuto €elu vhodné pouzit technologii neuronovych siti.

Tato kapitola shrnuje teoretické poznatky tykajici se EEG technologie, BCI
systémd, biometrie a neuronovych siti.

4.1 EEG technologie

Zékladni funk¢ni jednotkou mozku je neuron. Lidsky mozek obsahuje
piiblizné 10 az 10 nervovych bun&k. Pfi své Cinnosti vytvaii tyto buiky
elektrické a magnetické pole (Paranjape, 2001; Forstmann, 2015). Tato pole jsou
zpusobena souctem elektrickych signdlii pochazejicich z proudéni ionth
neurony. Toto proudéni se objevuje piedevSim V mozkové kuare. Kazda
elektrickd aktivita mozku pak odpovida néjakému vnéjSimu podnétu (mrknuti
oka, pohyb rukou apod.).

Vzniklé elektrické pole lze pomérné jednoduSe naméfit pomoci elektrod
umisténych na lebce subjektu. Takto naméfeny signdl se nazyva
electroencephalogram a reprezentuje sumu elektrické aktivity V jednotlivych
oblastech mozku. EEG je tedy zaznam casové zmény elektrického potencialu
zpusobené¢ho mozkovou aktivitou. Nedostatkem této metody je pravé sumace
neuronovych signalt. Kazda aktivni synapse (spojeni mezi dvéma neurony)
pii vzruchu vysle do prostiedi elektromagneticky puls. Hlavnim zdrojem EEG je
potom elektricka aktivita synaptodendritickych membran Vv povrchovych
vrstvach kortexu. PocCty téchto pulst jsou ve vysokych fadech ataké jejich
lokalizace vramci celé hlavy neni mozné zachytit jen n€kolika snimaci
na pokozce hlavy. Pfesto se tato technologie uspéSné pouziva zejména
v medicin€ pro diagnostiku riznych nemoci mozku (epilepsie, nespavost apod.)
(Lakshmi, 2014).



Elektrody jsou na lebce rozmistény obvykle na standardizovanych pozicich,
které jsou dany mezinarodnim 10-20 systémem (Homan, 1987) nebo jeho
modifikaci (MCN — Modiffied Combinatorial Nomenclature) (Oostenveld,
2001), ktera je ur¢end pro méteni podrobnéjsiho EEG signalu z vétsiho poctu
elektrod. Cislice v nazvu systému odkazuji na fakt, Ze skute¢na vzdalenost mezi
sousednimi elektrodami je rovna 10 nebo 20 % z celkové Sitky, poptipadé délky
lidské lebky. Oba systémy tak pfinas$i metodiku pojmenovani pozic jednotlivych
elektrod.

Nazev pozice je slozen ze dvou ¢asti; prvni ¢ast odkazuje pomoci pismen
na konkrétni mozkovy lalok: F— celni, T — spankovy, C— centralni, P —
parietalni a O — tylni. Vzhledem k tomu, Ze v mozku neexistuje Zadny centralni
lalok, je nutné dodat, ze pismeno C je pouZito pouze pro identifikacni ucely.
V pismenném oznaceni je dale pouzivano ipismeno A, které odkazuje
na elektrody umisténé na pomyslné sttedové linii; konkrétné jde o oblast v okoli
usniho boltce. Dale jsou definovany i pozice s oznacenim Pg (oblast v okoli
nosohltanu) a Fp (oblast v okoli ¢elni oblasti mozku). Druha ¢ast pak pomoci
¢isla odkazuje na pozici v levé/pravé hemisféte; suda Cisla (2, 4, 6, 8) oznacuji
pozice Vv pravé hemisféie, zatimco licha ¢isla (1, 3, 5, 7) jsou ur¢ena pro levou
hemisféru.

MCN systém popisuje nove pozice, které jsou lokalizovany vzdy v ptli cesty
mezi pozicemi, které byly popsany v pivodnim 10-20 systému. Tyto nové
pozice jsou od sebe opét vzdalené 0 10 % z celkové vzdalenosti mezi krajnimi
body lebky subjektu. Nové pozice si vyzaddaly fadu zmén ve znaceni
jednotlivych lokaci. Zatimco K Ciselné ¢asti bylo nutné pouze ptidat ¢islo 9 pro
pozice Vv levé hemisféte, pismenna Cast si vyzadala vyraznéjsi zmény. Pozice
jsou oznacovany pomoci dvou pismen, ktera udavaji, mezi jakymi dvéma
pivodnimi pozicemi se nova lokace nachazi. Naptiklad FC je oblast mezi
plivodni Celni (F) a centralni (C) oblasti. Jedinou vyjimkou je AF, které oznacuje
oblast mezi Fp a F. Pro aéely MCN systému musely byt navic pfejmenovany
¢tyii body z ptivodniho 10-20 systému (T3, T4, T5 aT6) na T7, T8, P7 a P8.
Pro vice informaci viz (DIY, 2012).

Z kazdé¢ elektrody je namétena elektricka aktivita mozku, jejiz napétova
urovenl se pohybuje v fadech jednotek az stovek pV. Ziskany signal je vSak
nestaciondrni a jeho statistické vlastnosti jsou zavislé jak na konkrétnim
subjektu, tak i na konkrétni pozici elektrody.

V ramci dizertaéni prace je k méfeni EEG signdlu vyuZivano zafizeni
od spole¢nosti Emotiv (Obr. 1). RozloZeni elektrod tohoto zafizeni je zobrazeno
a popsano dle vyse popsanych metodik na Obr. 2.
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Obr. 2.: Rozlozeni elektrod zarizeni Emotiv EPOC Neuroheadset
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Obr. 3.: Ukazka EEG signdlu



Na Obr. 3. je zobrazena ukazka EEG signalu, ziskaného pomoci zatizeni
Emotiv EPOC neuroheadset. Kazdy ze 14 naméfenych kanall je barevné odliSen
ama pro zobrazeni nastavenou amplitudu 200 uV. Zafizeni ziskava vzorky
s frekvenci 128 Hz, takze v uvedeném obrazku je zachyceno piiblizn¢ 10 sekund
EEG signalu.

4.2 Brain Computer interface

Brain — Computer Interface (BCI) je rozhrani, které slouzi k propojeni mozku
S pocitacem. Pro svou cCinnost vyzaduje signaly reprezentujici ¢innost mozku
a algoritmus, jenz tyto signaly dokaze zpracovat tak, aby je bylo mozné pouzivat
pro dalsi specifické ¢innosti, jako je napiiklad ovladani robotickych zatizeni
pomoci mozkové aktivity nebo interakce se softwarovou aplikaci
(Schalk, 2004). Obecny princip BCI technologie znazoriuje Obr. 4.

SYSTEM BCI
» namérfeny signal
digitalizace
signalu
vystupni
mozek — yv, P ,
Zzpracovani signalu zarizeni
extrakce vlastnosti
algoritmus prekladu —
piikazy
zafizeni

Obr. 4.: Obecny princip systému BCI

Sniméani mozkové aktivity 1ze provadét tfemi moznymi piistupy: invazivni,
castecné invazivni a neinvazivni. Invazivni pfistup vyzaduje neurochirurgicky
zakrok, kterym se provadi implantace senzord piimo do Sed¢é kiiry mozkové.
Pomoci této metody lze ziskat signdl z mozku ve velmi dobré kvalité.
Nevyhodou vSak zlstava nachylnost k rozSifovani zjizvené tkan¢ v mozku, coz
muze mit za nasledek zeslabeni nebo dokonce ztratu méfen¢ho signalu
(Collinger et al, 2013).

Castetné invazivni systémy jsou charakteristické tim, Ze jsou rozdéleny
na dvé ¢asti. Jedna je implantovdna uvnitt lebky a druhd se nachazi zcela mimo
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mozek. Typickym zastupcem je technologie ECoG (Electrocorticography), jez
pouziva ke své cinnosti elektrody umisténé pfimo na odhaleném povrchu
mozku. K jejich umisténi je vyzadovan chirurgicky zakrok zvany kraniotomie.
Signal je silné€jsi nez U neinvazivnich metod a je zadrovent méné citlivy na tvorbu
zjizvené tkan¢ (Hiremath et al, 2015).

Ptedchozi dva pfistupy sice poskytuji velmi piesné signaly, nicmén¢ umisténi
elektrod vyzaduje chirurgické zasahy at’ uz do lebky, nebo pfimo do samotného
mozku. Tento problém odstranuji neinvazivni metody, mezi n¢Z patii napi. EEG
(Electroencephalography) nebo fMRI (functional magnetic resonance imaging).
Na druhou stranu je nutné se spokojit s méné piesnymi signaly, které jsou
zpravidla zatizeny nezadoucimi Sumy zpisobenymi V piipadé EEG technologie
tim, ze signal musi projit pies kostni tkan, ¢imz zna¢n¢ ztrati na své kvalité (Ang
et al, 2015; Ruiz, 2013).

Pro bé&Zné technické aplikace se nejCastéji pouzivaji neinvazivni metody
snimani mozkové aktivity, zejména zafizeni, jez jsou zaloZzend na EEG
technologii. Proto kdykoliv bude dale zminka 0 snimani mozkov¢ aktivity, bude
tim mySlena pravé technologie EEG.

Néavrh algoritmu, ur€ené¢ho pro zpracovani signalu, komplikuje fakt, Ze EEG
signal neni stacionarni, tj. Ze jeho charakteristické vlastnosti se méni v zavislosti
na Case. Navic jsou tyto vlastnosti také zavislé na snimaném subjektu. Je tedy
nutné¢ pouzivat takovy algoritmus, ktery bude schopen signal zpracovat
I navzdory vyse uvedenym komplikacim.

4.3 Historie a sou¢asny stav biometrie

Pojem biometrika pochazi ze dvou feckych slov: bios (zivot) a metron
(méfeni). Tedy Vv celém vyznamu biometrika oznacuje méteni Zivého organismu.
V pfesném vyznamu jde pouze 0 méfeni a rozpoznavani charakteristik clovéka.
Metoda biometrie vede kidentifikaci clovéka na zakladé jeho unikatnich
télesnych vlastnosti. Biometrie je metoda rozpoznavani osob zaloZené
na fyziologickych charakteristikach. Mezi tyto vlastnosti patfi naméfené otisky
prstl, geometrie ruky, pismo, duhovky, sitnice, Zily a dalSi. V souCasnosti
se biometrické technologie stavaji zdkladem bezpecné identifikace. Systémy
identifikace osob abiometrické systémy jsou rozsahla a diskutovana témata
Vv oboru bezpe¢nosti (Rak, 2008).

Kazd4 Zivotni forma v ndm zndmém vesmiru je tvotfena sloZitou strukturou.
To, Ze by se dvé nebo vice organickych struktur shodovaly, je naprosto
nepravdépodobneé. Cely proces identifikace je zaloZzeny na rozpoznavani
fyzickych charakteristik osoby. Proto ma obrovsky vyznam pouziti metod

11



biometrie vSude tam, kde zalezi na unikdtni identifikaci. Jde ptredevSim
0 aplikace spojené S bezpecnou autorizaci do chranéného systému nebo K uréeni
spravné totoznosti. Nejéastéji se tedy biometrie pouziva pro pristup do budovy
(respektive do sit¢ K citlivym informacim), pro kontrolu totoZznosti osob
¢i ochranu dat.

Ovérovani neboli verifikace oznacuje proces potvrzeni spravnosti (pravosti).
Nejprve dojde Kk sejmuti (skenovani) potiebnych fyziologickych charakteristik
a vytvoreni referen¢niho profilu (vzoru). Pfi identifikaci se nasnimany vzorek
porovna se Sablonou. Vysledek celého procesu je vlastné shoda (povolen
piistup) nebo neshoda (odmitnuti). O nic jiného se biometrie dale nestara.

Pro tucCely porovnani se vzorem se v prvni fadé musi vyhledat Sablona
(template) v databazi podle identifikatoru pfifazeného wuzivateli a provést
porovnani S aktudlnim méfenim. Vysledek vystupu je jednoznacny a mél by byt
okamzity, coz piimo souvisi Spfimym datovym propojenim S databazi
a snimacem, popiipadé s dalSimi pocitaci.

Pocatecni inicializaci Sablon Vv databazi je nasnimani vzorli napftiklad
pod administratorskym pristupem nebo pii tvorbé nového uzivatelského uctu.
Me¢lo by se nékolikrat provést opakovanym snimanim, aby Vv budoucim
ovétovani nedochazelo k problémum.

4.3.1 Snimani biometrickych dat

Na hardwarové urovni se nasnimad analogicky realny vstup (obrazovy,
tepelny, hlasovy, chemicky atp.), ktery musi byt pfeveden do digitalni podoby
binarnich dat. Tato faze biometrické identifikace je nejvice citliva na chyby.
Jednak muze dojit Kk nepiesnosti na strané konkrétniho snimaciho zafizeni,
protoze dochazi k diskretizaci naméfenych dat nebo k ovlivnéni okolnim Sumem
(zapraseny, poskrabany senzor), jednak mohou vzniknout problémy autorizujici
se osoby, a to neimyslnym poskozenim skenovaného organického télesného
vzorku. U otisku prstu je tato problematika vyfeSena tak, ze se provadi nejen
snimani obrazu samotného otisku, ale vyuzivd se navic sekundarni senzor
(obvykle teplotni), ktery dokaZze zjistit, jestli je objekt Zivy nebo ne.

Nejvice rozsifené biometrické vlastnosti pouzivané pro identifika¢ni ucely
jsou uvedeny nize spolu se struénym popisem toho, co se méfi (Rak, 2008):

e  Otisk prstu (struktura papilarnich linii a jejich detailtt) (Murillo-Escobar

et al, 2015).
e  Dynamika podpisu (rozdily v tlaku a rychlosti psani) (Cpatka, 2016).
e  Geometrie tvatfe (vzdalenosti specifickych ¢asti — o€, nos, usta...)
(Napieralski, 2014).
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e  Duhovka (obrazovy vzorec duhovky) (ltkis et al, 2015).

e  Sitnice (struktura Zil na o¢nim pozadi) (Tajuddin, 2015).

e  Geometrie ruky (rozméry dlan¢ a prsti) (Park, 2013).

e  Struktura zil na zapésti (struktura zil) (Zuo, 2016).

e  Tvar ucha (rozméry viditelné ¢asti ucha) (Abaza et al, 2013).

e  Hlas (t6n a zabarveni hlasu) (Nehru, 2016).

e DNA (fetézec deoxyribonukleové kyseliny) (Hashiyada, 2011).

4.3.2 Reprezentace dat

Do databaze se neuklddaji celd nasnimand data (napf. U obrazu celd matice
posloupnosti pixelil), protoze by to bylo zbytecné¢ pamétové narocné a také je
nezadouci ukladat do databaze stejné redundantni ¢i podobné Casti bindrni
posloupnosti. Jsou vybrany pouze ty ¢asti celého vzorku, které se podstatné lisi
od ostatnich.

Pti ukladani do vzdaleného pocitaCe neni proces omezen velikosti paméti,
ale existuje urcité nebezpeci pruniku do systému zvnéjsku, ¢ili je nutné tuto
komunikaci isamotnou databazi dale zabezpecit. Toto vSak neni ulohou
biometrie, ale obecného problému zvoleni spravného zabezpeceni Sifrované
komunikace a fyzickych dat v misté tloziste.

4.3.3 Vyuziti biometrie

Sila biometriky neni V utajeni informaci pouzivanych pro autentizaci,
ale v jedine¢nosti  téchto informaci. Nejnovéjsi  biometrické technologie
umoznuji identifikaci ¢lovéka automaticky, rychle a spolehlivé. Navic ovéteni
identity zaloZené na biometrii nabizeji vyrazné vySSi urovenl bezpecnosti
nez tradi¢ni metody, protoze vyuzivaji charakteristik, které jsou pro kazdou
osobu unikatni, stalé v prib&hu Casu a neni mozné je padélat nebo odcizit.

K biometrické autentizaci patii Siroké spektrum aplikaci: pfistup K pracovni
stanici ¢i osobnimu notebooku, piistup do sité, aplikace ptihlaseni, ochrany dat,
vzdaleny pftistup ke zdrojim, zabezpeCeni transakci a zabezpeceni serveru.
Dlvéra Vv tyto elektronické transakce ma zasadni vyznam pro zdravy rist
globalni ekonomiky. Vyuziva se samostatné nebo integrované s dalSimi
technologiemi, jako jsou Ccipové karty, Sifrovaci kli€e a digitalni podpisy
a klasickd hesla. Vyuziti biometrie pro osobni ovéfovani se stava vyhodné
a znacn¢ piesnéjSi nez soucCasné¢ metody (jako je napiiklad vyuziti hesla
nebo PINu). Duvodem je, ze biometrické prvky spoji udalost s konkrétni
osobou. Mohou poskytnout jedineéné zaznamy.
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Dalsi alternativni metodou identifikace, ktera s biometrii Gzce souvisi,
je vyuziti snimac¢e EEG zaznamu, na némz je v soucasnosti provadén vyzkum
Z hlediska jeho vyuzitelnosti pro Siroké spektrum aplikaci, jako je napiiklad
ovladani RC modeli, kurzoru mySi nebo vyvoj aplikaci zaloZzenych na
audiovizualnim interagujicim prostiedi.

4.4 Neuronové sité

V této kapitole je popsana teorie neuronovych siti, s ohledem na jejich
konkrétni vyuziti v oblasti analyzy EEG signalu. Popis za¢ina stru¢nou historii
a naslednym popisem zékladnich principii, na kterych jsou neuronové sité
zalozeny. Poté je uvedeno zakladni rozdéleni neuronovych siti spolecné
s vy¢tem aplikaci, na néZ je mozné jednotlivé typy nasadit.

4.4.1 Historie

V odborné literatufe je za pocatek vzniku oboru neuronovych siti povazovan
rok 1943. Tehdy Warrena McCulloch a Waltera Pitts vydali ¢lanek, ktery mél
zasadni vliv na ostatni badatele. Jeho obsahem bylo predstaveni velmi
jednoduchého matematického modelu neuronu, opirajici se 0 zakladni
stejnojmennou buniku nervové soustavy. Spojenim téchto neuronli vytvofili
jednoduché neuronové sité, jez byly schopné pocitat libovolnou aritmetickou
¢i logickou funkci. O dal$i moznosti praktického vyuziti vSak neuvazovali
(Beale, 1990).

DalSim milnikem byl rok 1949, kdy vySla knitha Donalda Hebba s nazvem
The Organization of Behaviour. Hebb se snazil vysvétlit nékteré experimentalni
vysledky psychologie. Pro synapse neuronti navrhl uéici pravidlo, jez bylo
inspirovano myslenkou, ze podminéné reflexy, pozorovatelné u vSech zivocich,
jsou vlastnostmi jednotlivych neuront. Jeho prace ovlivnila ostatni védce,
zabyvajici se podobnymi otazkami (Beale, 1990).

Ve 40-50 letech k Zadnym dal§im zasadnim pokrokiim nedoslo. Z tohoto
obdobi stoji za zminku napiiklad prvni neuropocita¢ Snark zroku 1951,
ktery se, ipifes svou technickou uspésnost, nedockal zadného zajimavého
praktického vyuziti. Prvnim UspéSnym neuropocitaCem se tak stal az Mark
| Perceptron, ktery byl sestrojen béhem let 1957-1958 Frankem Rosenblattem,
Charlesem Wightmanem a dalsimi. Zakladni uloha, pro niz byl tento
neuropocita¢ navrzen, bylo rozpoznévani obrazcli. Frank Rosenblatt ptinesl
oboru neuronovych siti také prvni model doptfedné neuronové sité zvané
Perceptron. Tomuto modelu navrhl také ucici algoritmus, 0 kterém matematicky
dokézal, Ze pro dand tréninkovd data nalezne po konecném poctu kroki
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odpovidajici vahovy vektor parametrii (pokud existuje), nezdvisle na jeho
pocateénim nastaveni. Nékterymi odborniky je Frank Rosenblatt povazovan
za zakladatele oboru neuronovych siti (Beale, 1990).

Kratce po objevu Perceptronu piiSel Bernard Widrow se svymi studenty
s dalSim typem neuronového vypocetniho prvku, ktery byl nazvan ADALINE
(ADAptive Llnear NEuron). Model byl vybaven novym ucicim pravidlem,
jezse az dodnes nezménilo. Funkcénost ADALINE byla demonstrovana
na mnoha jednoduchych typovych ptikladech (Beale, 1990).

Na ptelomu 50. a60. let dochazelo k ispéSnému rozvoji neurovypoctl
Vv oblasti navrhu modelti neuronovych siti a jejich implementace. Pies nesporné
uspéchy se vSak obor neuronovych siti v tomto obdobi potykal se dvéma
zdsadnimi problémy. Tim prvnim bylo zanedbani analytického vyzkumu
neuronovych modelti. Védci se v této dobé zabyvali spise experimentalnimi
¢innostmi. Druhym problémem bylo nadSeni nékterych vyzkumnych
pracovniktli, které¢ vedlo k velkeé publicité¢ neopodstatnénych prohlaseni typu
,»za nékolik malo let bude vyvinut umély mozek®, coz bylo vté¢ dobé
pochopitelné stejné nerealizovatelné jako dnes. Tato prohlaseni bohuzel méla za
nasledek diskreditaci neuronovych siti v o¢ich odborniki, ktefi se tak zacali
zabyvat ptibuznymi obory umél¢é inteligence. Vyzkum neuronovych siti se tedy
vV této dobé na cCas pozastavil. Ktomu prispéla zejména kampan Marvina
Minského a Seymoura Paperta z roku 1969. Tito autofi rukopisu Perceptrons
v ném uvedli, Ze jeden perceptron neni schopen vyftesit jednoduchou logickou
funkci, tzv. vylucovaci disjunkci (XOR). Dnes vime, ze je tento problém
reSitelny pomoci vicevrstvého perceptronu, nicméné v té dobé nebyl znadm ucici
algoritmus pro tento druh sité, takze autofi tehdy dosli k mylnému zavéru, ze
takovy algoritmus vzhledem ke komplikovanosti funkce nemize existovat.
Jejich tvrzeni pak bylo v§eobecné piijato jako platné a matematicky dokazané
a vyzkum neuronovych siti tim vyznamné utrpél, nebot’ byly financné
podpotfeny jiné vyzkumy. Neuronové sité¢ se na cas staly neperspektivnim
oborem (Beale, 1990).

Mezi lety 1967-1982 nebyly vyzkumy v oboru neuronovych siti pfilis
podporovany. Piesto se ojedinéle aizolovan¢ provadély, ato zejména mimo
uzemi USA, kde méla kniha Perceptrons veliky vliv. Védci vSak byli nuceni
vydavat své ¢lanky pod takovymi nazvy, ze kterych nebylo patrné, ze se jedna
pravé 0 neuronové sité. Mezi ty nejtalentovanéjsi védce se v tomto obdobi tadi
naptiklad Stephen Grossberg, Harry Klopf, Teuovo Kohonen nebo David
Willshaw. Tito a mnozi dalsi védci se zaslouzili 0 renesanci oboru neuronovych
siti (Beale, 1990).
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Pocatkem 80. let se védci osmélili a zacali podavat vlastni grantové projekty
zaméiené na neuropocitace a jejich aplikace. Jako prvni svou finan¢ni podporu
poskytla v roce 1983 grantova agentura DARPA (Defense Advanced Research
Project Agency). Dalsi organizace podporujici zdkladni a aplikovany vyzkum
agenturu DARPA nasledovaly (Beale, 1990).

Dalsi zasluhu na renesanci oboru m¢l svétové uznavany fyzik John Hopfield,
ktery se v této dob¢ zabyval neurovypocty. Své vysledky publikoval v roce 1982
a 1984. Ukézal souvislost nckterych modelli neuronovych siti s fyzikalnimi
modely magnetickych materiald. Svymi zvanymi piednaSkami ziskal pro
neuronové sité stovky kvalifikovanych védcid, matematiki a technologt (Beale,
1990).

Vroce 1986 byl popsan ucdici algoritmus zpétného Sifeni chyb
(backpropagation) pro vicevrstvou neuronovou sit’, ¢imZ byl vyfeSen problém,
ktery stal za pozastavenim vyzkumu neuronovych siti na konci 60. let.
Algoritmus backpropagantion je dosud jednim z nejpouzivanéjsich algoritmi
a prave jeho publikovanim dosahl zajem 0 neuronové sité¢ svého vrcholu (Beale,
1990).

V nasledujicim roce se Vv San Diegu konala prvni vétSi konference
specializovand na neuronové sité¢ (IEEE International conference on Neural
networks), na které byla zalozena mezinarodni spolecnost pro vyzkum
neuronovych siti INNS (International Neural Network Society). INNS o rok
pozd¢ji zacala vydavat sviij Casopis Neural networks. Nasledné se zacaly
vydavat dal§i casopisy specializované¢ pravé na neuronoveé sité. Take
na univerzitdch byly zaloZeny fustavy zabyvajici se timto oborem a zacaly
otevirat nové vyukové programy zaméiené na neurovypocty. Tento trend
pokracuje dodnes (Beale, 1990).

4.4.2 Teoreticky popis

Zakladni prvek kazdé neuronové sité je neuron. Z matematického hlediska
je neuron obecné chapan jako nelinearni, parametrickda a ohrani¢ena funkce.
Stejné tak linedrni parametricka funkce byva oznacovana jako linearni neuron.

Kazdy neuron mé vstupni proménné, parametry (vdhy), pfenosovou funkci
a vystupni hodnotu. Princip funkce neuronu je zobrazen na Obr. 5. Na vstup
se ptivede pozadovany pocet vstupnich hodnot (X; - X,). Kazdy vstup ma
nastavenou svoji vahu (w; - wp), se kterou vstupuje do prenosové funkce
f (n€kdy zvané také jako aktiva¢ni funkce). Vysledek vypoctu prenosové funkce
se zadanymi parametry je pak vystupem neuronu (y) (Dreyfus, 2005; Pham et al,
2014).
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Obr. 5: Schéma umélého neuronu
Ptenosovd funkce milZze byt parametrizovana jakymkoliv vhodnym
zptusobem. Pouzivaji se obvykle nasledujici dva ptistupy:

e Parametry jsou pfifazeny ke vstupim neuronu. Vystupem je pak
nelinearni kombinace vstupt (X;), které jsou vazené pomoci parametri
neuronu (w;) obvykle nazyvané terminem ,,vahy* piipadné ,,synaptické
vahy*“ (sohledem na biologickou inspiraci neuronovych siti).
V terminologii se u tohoto pfistupu pouziva jesté termin ,,potencial®,
pod kterym se skryva linearni kombinace vstupu. NejCastéji se pak
pouziva nasledujici matematicky predpis potencidlu v, jako vazena
suma vstupil seCtend s konstantni hodnotou, kterd se nazyva ,bias®.

Bias je do vztahu v¢lenén piidanim komponenty Xo=1 k vektoru
X (Dreyfus, 2005).

V=W + Z?z_l Wi X; (4421)

V uvedeném vztahu je Wo vaha biasu, w; jsou vahy jednotlivych
vstupt, Xi jsou hodnoty pfivedené na jednotlivé vstupy neuronu an je
pocet vstupii neuronu. Takto definovany potencial vstupuje
do pfenosové funkce f. Nejcastéji je vyuzivana funkce ve tvaru
sigmoidy (funkce ve tvaru pismene S), které¢ byva dosazeno pomoci
funkce tanh nebo jeji inverzi (Dreyfus, 2005). Priklad pribéhu takové
funkce je uveden na Obr. 6. Celkovy vystup Yy Z neuronu tedy mize byt
zapsan pomoci nasledujiciho vztahu:

y = tanh(wo + X wix;) (4.4.2.2)

i=
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Obr. 6. Priklad pribeéhu sigmoidy

e Parametry jsou pfifazeny k samotné nelinearité neuronu, tj. urcuji tvar
nelinearni funkce, kterd je Uneuronu pouZita jako jeho ptenosova
funkce. V tomto pfistupu se pouzivaji RBF (Radial basis function)
funkce nebo vlnové funkce (wavelet). Prvni vychazi z teorie
aproximace, druhy zteorie zpracovani signald (Dreyfus, 2005).
Ptikladem tohoto pfistupu milize byt nasledujici definice vystupu
pomoci Gaussovy RBF (Obr. 7):

—yn —w:)?
y = exp( l=1(xl WL) /2W2+1) (4423)
n

Zde jsou parametry w; pozicemi stiedu Gaussovy funkce
a Wn+1 uruje smeérodatnou odchylku.

N
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Obr. 7: Priklad pribehu Gaussovi funkce

Nejveétsi rozdil mezi obéma pftistupy je z hlediska praktického vyuziti v tom,
ze RBF avlnové funkce popisuyji pouze lokdlni nelinearitu, ktera
se asymptoticky vytraci ve vSech smérech vstupniho prostoru. Na druh¢ strané,
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funkce ve tvaru sigmoidy dokaze popsat nelinearitu v celém rozsahu potencialu
ur¢ené¢ho vztahem v=0 (Dreyfus, 2005).

Z vyse uvedeného je patrné, ze neuron je vzdy nelinedrni, parametricka
funkce svych vstupnich proménnych. SloZenim téchto nelinearnich funkci
ze dvou nebo vice neuronli vznikd neuronova sit. Spojeni dvou neuronti
se nazyva synapse. Neuronové sité¢ je mozné rozdélit do dvou zakladnich
kategorii: doptedné a rekurentni (Dreyfus, 2005).

Dopredna neuronova sit’ je nelinearni funkci svych vstupa; tato funkce je
sloZzena z ptenosovych funkci jednotlivych neurond. Graficky je znézornéna
jako mnoZina vzijemné propojenych neuronil, pfes které proudi informace
pouze Vjednom sméru, tj. od vstupll k vystuplim. Sitovy graf doptedné
neuronove sité je acyklicky, takze v ném neni obsazena Zadna cesta, kterou by
bylo mozn¢ se vratit na zacatek. Neurony, jez provadi finalni vypocet,
se nazyvaji vystupnimi neurony, ostatni jsou oznaCovany jako skryt€¢ neurony.
Vypoclty, provadéné jednotlivymi neurony, jsou zpravidla realizovany
softwarovymi programy. V redlnych aplikacich se pak nejcastéji pouziva
vicevrstva sitt (Obr. 8), ktera obsahuje vice jak jednu vrstvu neuront
(Dreyfus, 2005; Tahmasebi, 2011).

F F
( sessssmns M, vystupnich neuroni
sEEsEEEEE Ngsl-;rg,'t;."ch neuront
sEEEEEEEN n wstupd
X4 Ko Kg Ao

Obr. 8: Obecna struktura vicevrstvé neuronové sité

V ukazkovém schématu jsou dvé vrstvy — jedna se skrytymi a druha
S vystupnimu neurony. Vstupy nejsou neurony V pravém slova smyslu, protoze
se staraji pouze 0 pfenos vstupnich hodnot ke vstuptim jednotlivych skrytych
neurond. Vystupy skrytych neuront pak pokracuji na vstupy vystupnich
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neuronii. V kazdém neuronu se realizuje nelinearni funkce. Cas, potiebny
k vypoctu jednotlivych pfenosovych funkci, je obvykle velice kratky. Dopfedné
neuronové sité jsou také Casto povazovany za statické, nebot’ pokud je na vstup
ptiveden staticky vstup, tak bude staticky ivystup sité. Jestlize pienosové
funkce jsou ve tvaru sigmoidy, pak se cela sit’ obvykle oznacuje jako vicevrstvy
perceptron nebo také MPLs (multilayer perceptrons) (Dreyfus, 2005; Zhang,
2014).

V praxi nejvice pouzivana dopiednd sit’ je slozend zjedné skryté vrstvy
obsahujici neurony s pienosovou funkci ve tvaru sigmoidy a vystupni vrstvou,
ve které je pouze jeden linearni neuron (Dreyfus, 2005; Matias, 2014). Schéma
této sit¢ je zobrazeno na Obr. 9.

Qix,w)

F Y

Mot Linearni vystupni neuron

.'\"".'IN:_ 1 o I|III"'II"J:_ i .N:

M, skrytych neurond
1 EEEEEE . N: 5 pr[‘lDSD‘.‘DU funkci
ve tvaru sigmoidy

n proménnych vstupd

EEEEEEEEN +_|E|jEn|:||aS

Xg X X, X,

Obr. 9: Schéma vicevrstvého perceptronu

Vystup takto sestavené neuronove sité lze matematicky zapsat pomoci tohoto
vztahu:

g(x, W) = Zévil[WNc+1’itanh(Z?:1 W;jX; + WiO)] + WNC+1,O (4424)

Jako pifenosova funkce je Uneuroni ve skryté vrstvé pouzita sigmoida
vyjadiena pomoci funkce tanh. U kazdého skrytého neuronu navic vystupuje
I vaha biasu (wjp). Vystupni neuron je linearni, protoze se svymi vstupy (vystupy
skrytych neurontl) provadi pouze linearni operace. Nejprve je nasobi
jednotlivymi vstupnimi vahami (Wnc+1,) @ potom ziskané vazené vstupy secte
spole¢né s vahou pro bias. V kone¢ném disledku je vystupem vicevrstvého
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perceptronu opét nelinearni funkce vstupt a jeho parametrti (Dreyfus, 2005;
Zhang, 2014).

Pokud ma funkce, kterd je pocitand pomoci dopiedné neuronové sité,
obsahovat vyznamné linearni komponenty, pak mize byt vhodné piidat piima
propojeni mezi vstupy a vystupnim neuronem (Dreyfus, 2005). Schéma takto
upraveného vicevrstvého perceptronu je zobrazeno na Obr. 10.

g(x.w)
F Y
Nesq Linearni vystupni neuron
1'I\I'IIN 41 0 .I‘IIII'IIN o1 .N:
M. skrytych neuroni
LELLELT L Mz s prenosovou funkci
ve tvaru sigmoidy
n proméannych vstupd
EEEEEEEEE - .
+ jeden bias
Ha "1 Xz .

Obr. 10: Schéma vicevrstvého perceptronu s pridanymi primymi propojenimi mezi
VStupy a vystupnim neuronem (cdarkovana cara)

Matematicky zapis pak bude vypadat takto:
N¢
gCew) = 515 [Wasnitanh(Eoy wyx)] + Sigwi,,, % (4.4.25)
Ve vzorci je u skrytych neurontl uvazovana nulova vaha biasu.

Rekurentni neuronova sit’ predstavuje nejobecnéj§i  architekturu
neuronovych siti, Vjejichz sitovych grafech se objevuji cykly, tj. existuje
alesponi jedna cesta, kterou je mozné se vratit na pocate¢ni uzel (neuron).
Vzhledem k tomu, Ze vystup neuronu nemize byt zaroven funkci sebe sama,
vyzaduje tato architektura, aby byl do vypoc¢tu zahrnut i ¢as. Vystup neuronu
totiz nemize byt funkci sam pro sebe jen ve stejném casovém okamziku,
ale mize byt funkci svych minulych hodnot (Dreyfus, 2005).

Pro popis rekurentnich neuronovych siti se pouziva podobny aparat, jaky je
obvykly u popisu diskrétnich systémi: diferen¢ni (rekurentni) rovnice. Ke kazdé
synapsi je piifazeno cCasové zpozdéni (mize byt rovno nule), které je
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celoCiselnym néasobkem zakladni casové jednotky (vzorkovaci perioda) T.
Diskrétni rekurentni neuronové sit€ poskytuji mnozinu nelinearnich diferencnich
rovnic, tvorené spojenim funkci jejich neuront a casovymi zpozdénimi
jednotlivych synapsi. Z divodu zachovani kauzality musi kazdy cyklus v grafu
obsahovat alespoii jedno spojeni snenulovym cCasovym zpozZdénim
(Dreyfus, 2005). Priklad jednoduché rekurentni neuronové sité¢ je uveden
na Obr. 11.

Q(kT)

u4(KT} U (KT)

Obr. 11: Rekurentni neuronova sit’ se dvéma vstupy

Cisla ve &tvercich jsou zpozdéni piifazena k piislusnym synapsim. Sit
obsahuje cyklus, ktery zacind a kon¢i u neuronu s ¢islem 3. Cesta cyklu prochézi
pfes neuron 4. Protoze ma sit usSynapse mezi 4.a 3. neuronem uvedeno
zpozdéni 0 délce jedné casové jednotky, lze tuto sit’ oznacit za kauzalni.
Ptenosova funkce neuronu 3 uvazuje ve svém vypoctu hodnotu vystupu neuronu
4 7 ptedchoziho ¢asového okamziku (Dreyfus, 2005).

K matematickému popisu rekurentnich neuronovych siti se pouzivaji
diferencni rovnice. V pfipad¢ linearnich systéml se obecné pouzivd tato
soustava rovnic:

x(k) =Ax(k—1)+ Bu(k—1)

g(k) =Cx(k—1)+Du(k—1) (4.4.2.5)

V soustavé rovnic vystupuje X(k) jako stavovy vektor v ¢ase KT, u(k) jako
vstupni vektor v ¢ase KT, g(k) jako vystupni vektor v ¢ase kT a A, B, C, D jako
matice. Stavové proménné jsou minimalni mnozinou proménnych, jejichz
hodnoty mohou byt v ¢ase (k+1)T vypocitany za predpokladu, Zze jejich
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pocatecni hodnoty jsou zndmé a zaroveii hodnoty vstupnich proménnych jsou
znamé pro vSechny piedchozi kroky (0 — KT). Pocet stavovych proménnych
urcuje fad systému (Dreyfus, 2005).

Obdobné je definovana kanonické forma nelinearnich systémii:

x(k) = ®[x(k —1),u(k —1)]

g(k) = W[x(k — 1), u(k — 1)] (4.4.2.6)

Zde ¢ ay jsou nelinearni vektorové funkce (napt. neuronova sit’). Opét zde
X vystupuje jako stavovy vektor. Podobné jako u linearniho systému jsou
stavové proménné Cleny minimalni mnoZiny proménnych, jejichZ pomoci lze
model kompletné popsat v ¢ase k+1 za predpokladu, Ze jsou zndmy pocatecni
hodnoty stavovych proménnych a hodnoty vstupu v case 0az kT (Dreyfus,
2005).

Kazda rekurentni sit’ je pfevoditelnd do kanonické formy, kterd je tvotfena
dopfednymi neuronovymi sitémi tak, Ze nckteré vystupy jsou napojeny
na vstupy pres jednotky ¢asového zpozdéni. Tyto jednotky jsou oznacované
symbolem g (Dreyfus, 2005).

Jako priklad poslouzi pievedeni ukazkové rekurentni sit¢ z Obr. 11
do kanonické formy uvedené na Obr. 12.

g(kT) x(KT)
Dopfedna NS —_—

u4(kT} U, (kT}

A{(k-1)T]
Obr. 12: Kanonicka forma rekurentni neuronové sité
Zuvedeného je tedy patrné, Ze zékladni soucasti kazdé neuronové sité je
dopiedné neuronova sit’.
Dtlezitou sou€éasti neuronové sit€ je algoritmus, ktery se pouziva
pro nastaveni parametrii (vah) jednotlivych neuronti. Tomuto procesu se fika
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,uceni“ ama za ukol ohodnotit parametry neuronové sit¢ tak, aby byla co
nejlépe schopna plnit ucel, pro ktery byla uréena. Na zaklad¢€ ucici strategie lze
neuronové sité rozdélit na sité s ucitelem a bez ucitele (Dreyfus, 2005).

U doptfednych neuronovych siti bylo zminéno, ze provadi vypocet specifické
nelinearni funkce. Prakticky mohou nastat dv¢ situace:

e Nelinearni funkce je znama analyticky. Neuronova sit’ pak plni ulohu
aproximace funkce.

e Nelinedrni funkce neni zndma analyticky, ale je zndm konecny pocet
numerickych hodnot této funkce. Ve vétSin€ aplikaci nejsou tyto
hodnoty ziskany ptesné, protoze jejich métfeni jsou provadéna
na fyzickém, chemickém, financnim, ekonomickém, biologickém
&i jinak podobné sloZitém procesu. Ukolem neuronové sité je provést
aproximaci regresni funkce za pomoci dostupnych dat, tj. vytvorit
staticky model sledovaného procesu.

Nejcastéji se U dopiednych neuronovych siti Sucitelem vyskytuje druhd
zminéna situace. O uceni s ucitelem se jedna v ptipadé, kdy funkce, kterou ma
sit’ implementovat, je znama v nékterych nebo idealné ve vsech jejich bodech;
,ucitel predklada ,,ptiklady vstupnich hodnot a k nim odpovidajici hodnoty
vystupu. To, co ,,ucitel” predklada neuronové siti, se pak stava tlohou, kterou
ma tato sit’ fesit, tj. aby po pfedlozeni naucen¢ho vstupu byla schopna vratit
pozadované hodnoty na vystupu.

Uceni doptednych neuronovych siti mize byt zahajeno v okamziku nastaveni
komplexity modelu, ktera je vyjadiena poctem neuronti ve skryté vrstvé. Cilem
samotného procesu uceni je pak odhadnout parametry neuronové sité tak,
aby u trénovaci mnoziny bylo dosaZzeno minimalni stfedni kvadratické odchylky.
Proto je u€eni povazovano za numericky optimaliza¢ni problém.

Bude-li se pro jednoduchost uvazovat model s jednim vystupem g(X,w),
pak pro N vzora v trénovaci mnoziné je metodou nejmensich ¢tvercu definovan
tento vztah pro ucelovou funkei:

Jw) =250 [y, (%) — g, w)] (4.4.2.7)

Dvojice Kk, yp(X¥) odpovidaji redlné naméfené hodnoté, ktera méa byt
modelovana, bude-li na vstup piiveden vektor x¥. Parametry neuronové sité jsou
vyjadieny vektorem vah wa funkci g(x*,w), ktera vyjadiuje vystup ziskany
pro vahy w a piedloZeny vstupni vektor x¥. Proto je ucelova funkce J(w) funkci
vSech nastavitelnych parametri w. Algoritmus uceni pak hleda takové parametry
w, pro které je J(W) minimalni.
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Pro modely, které jsou linedrni vzhledem ke svym parametrim (napi. RBF
s fixnimi stfedy a Sitkou, polynomialni funkce apod.) je ucelova funkce
kvadraticka — na takové modely lze aplikovat metodu nejmensich Ctverct.

Pro nelinearni modely (dopfedné neuronové sité¢, RBF s nastavitelnymi stfedy
a sitkou apod.) je optimaliza¢ni problém nelinearni s vice proménnymi, coz ¢ini
metodu nejmensSich cCtverci pro tyto modely nepouzitelnou. Pouzivaji
se iterativni metody, které provadi posloupnost ohodnoceni parametrti, dokud
neni dosazeno minima nebo dokud nejsou splnéna kritéria spokojenosti.

Dopfedna neuronova sit’ mize byt také pouzita na ulohu analyzy dat nebo
vizualizaci. V takovych piipadech je k dispozici mnozina dat popsana vektorem
s velkym mnozstvim komponent. Pak miize byt zadouci tato data ,,shlukovat®
na zakladé¢ podobnostnich kritérii, ktera jsou predem zndma. Metody
pro vytvareni takovych ,shluki“ jsou velice dobfe zndmé ze statistiky.
Dopiedné neuronové sit¢ mohou byt nasazeny na ulohu velmi podobnou tloze
shlukovani: v mnohorozmérné reprezentaci dat nalézt takovou reprezentaci,
ktera bude dosahovat co nejniz§iho rozméru (zpravidla dvourozmérné)
a zaroven zachova moznost rozpoznani podobnosti nebo blizkosti jednotlivych
prvkd obsazenych v pfedlozenych datech. Pro tuto tlohu neni pouzit Zadny
ucitel, takze ucici faze sit¢ by méla vést kodhaleni podobnosti mezi
jednotlivymi prvky v databazi a nasledné je pielozit do podoby shlukti v nové
reprezentaci dat nebo do podoby ,mapy“. Nejpopularn€jsimi doptednymi
neuronovymi sittmi  bez ulitele jsou ,samoorganizujici se mapy*
a ,,Kohonenovy mapy*.

4.4.3 Aplikace neuronovych siti

Neuronové sité nachazi uplatnéni v celé fadé uloh technické i netechnické
povahy (Du, 2014; Pham et al, 2014; Kohn et al, 2014; Chandra, 2016;
Greenspan, 2016; Lakshmanan, 2016; Chung et al, 2017, Zhang, 2017). Tyto
ulohy jsou obvykle popsany mnoZinou naméfenych hodnot {xx, k=1...N},
mnozinou provedenych méfeni {yp(Xk), k=1...N} a kvantitativnimi vlastnostmi
Zp, které obvykle odpovidaji konkrétnim veliCinam fyzikalnim, chemickym,
ekonomickym, apod. Pfedpokladem je existence vztahu mezi xk a zp, pficemz je
dale snaha tento vztah matematicky popsat. Ziskany matematicky predpis pak
musi byt platny v oblasti hodnot, pro néz byla méfeni provadéna, ato za
podminky, Ze je k dispozici konecny pocet méfeni a ze samotné méteni podléha
Sumu. Navic nemusi byt samoziejmé, ze pomoci méfeni budou ziskany hodnoty
proménnych, které skutecné ovliviiuji kvantitativni parametry zp. Jinymi slovy,
je snaha sestavit model zkoumaného procesu pouze na zaklad¢ dostupnych
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meéfeni — takovy model se pak oznacuje terminem black box (Ugalde, 2013;
Papernot, et al, 2016). V terminologii neuronovych siti se jednotliva pozorovani,
na kterych bude model zaloZen, nazyvaji ,,vzory* (Dreyfus, 2005).

Opakem black box modelu je knowledge base model, ktery je navrzen
na zdkladé matematickych rovnic odvozenych =z principii fyzikalnich,
chemickych, ekonomickych apod. Knowledge base model miize mit omezeny
pocet nastavitelnych parametrti, které maji obecné fyzikalni vyznam. Neuronové
sit¢ mohou byt sestaveny z bloki tzv. grey box modeld nebo semi-fyzikalnich
modelti. Tim se objevuji vlastnosti jak knowledge base (expertni znalost),
tak i black box modeltu (data). Neuronova sit’ je tedy sestavena jak na zakladé
matematického popisu, tak i na zakladé naméfenych dat ze zkoumaného procesu
(Dreyfus, 2005; Socher et al, 2013, Du, 2014).

Doptedné neuronove sité s ucitelem nachazi uplatnéni nejcastéji v piipadech,
kdy parametry modelu maji byt nastaveny na zaklad¢ vzora tak, aby vysledny
model co nejpfesnéji simuloval vztah mezi vstupem a vystupem zkoumaného
systtmu. Vyhoda neuronovych siti, oproti konvenénim nelinearnim
modelovacim metodam, je v jejich schopnosti poskytovat modely
S pozadovanou piesnosti na zakladé mensiho poctu vzorl,, nebo také jinymi
slovy poskytnuti mnohem piesnéjsiho modelu ze stejného poctu vzort. Obecné
poskytuji neuronové sité nejlepsi vyuziti dostupnych dat pro modely s vice jak
dvéma vstupy (Dreyfus, 2005; Bahdanau, 2014; Mnih, 2014).

Dalsim typem ulohy, u niz se s vyhodou vyuziva neuronovych siti s ucitelem,
je klasifikace. Cilem je zde ptifadit jednotlivé predloZzené polozky ke tfidam
(kategoriim) obsazenych V mnozing¢ piedem definovanych tiid. Algoritmus,
ktery provadi samotnou klasifikaci, se nazyva klasifikator (Dreyfus, 2005).

Klasifikatory se pak pouzivaji v aplikacich zaloZzenych na rozpoznavani
vzord, jimiz mohou byt napf. ru¢né psané ¢islice nebo znaky (Pradeep, 2014),
obrazy (Wang, 2015), zvukové zaznamy (Wu, 2016), ¢asové sekvence (Chand,
2014) aj. Uplatnéni nachazi také v mnoha dalSich oblastech, jako je napf.
ekonomie (Liu, 2016), finance (Chand, 2014), sociologie (Dong, 2015),
jazykové zpracovani (Collobert et al, 2011), aj. Vzorem muze byt obecné
jakykoliv objekt, ktery je popsany pomoci mnoZziny svych numerickych
deskriptort: obraz miize byt popsdn mnoZinou intenzit jednotlivych pixeld,
casovou sekvenci lze popsat pomoci Ciselné tfady vztazené ke zvolenému
casovému useku, text je pak popsan naptiklad frekvenci vyskytu vyznamnych
slov apod. Obvyklé¢ otazky, na které se klasifikator snazi nalézt odpovéd’, mohou
byt napf.: Kterému znaku odpovida predloZzeny neznamy symbolu? Je
pfedloZeny signal normalni nebo anomdlni? Pfedstavuje uvedend spolecnost
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bezpecnou investici? Je text relevantni vzhledem Kk dalSimu obsahu? (Dreyfus,
2005)

Klasifikator nemusi vzdy dat kompletni odpovéd’. Naopak mize poskytnout
pouze jeji ¢ast. V praxi se klasifikatory ¢asto pouzivaji pouze jako ,,pomocnici®
pii rozhodovani. Krom¢ jednoznac¢ného pfifazeni objektu Kk pfislusSnym tfidam
mohou neuronové sit€ také poskytnout informaci 0 pravdépodobnosti
prislusnosti piedlozeného objektu k jednotlivym tfidam. Tato vlastnost
se svyhodou vyuzivd pii  komplexnim rozpoznavani vzort, kdy je
implementovano né¢kolik raznych klasifikatorti, které poskytuji odhady
pravdépodobnosti  ptisluSnosti  objektu k jednotlivym tfidam. Konecné
rozhodnuti potom provadi nadfazeny systém, ktery pfifazuje objekty
K jednotlivym tfidam na zakladé jednotlivych odhadl poskytnutych pouzitymi
klasifikatory (Dreyfus, 2005; Rivas-Perea, 2010; Sridhar, 2013).

V disledku vyvoje vykonného zpracovani dat a zalohovacich systémi je
k dispozici obrovské mnozstvi dat, at’ uz ve form¢ ¢iselné (intenzivni zpracovani
dat, vysledky experimentil) nebo znakové (fragmenty textu). Extrahovani
informaci z takového mnozstvi dat je velmi obtizné. V této oblasti vyrazné
pomahd pocitacova grafika prostiednictvim uzivatelsky ptivétivé reprezentace
dat. Nicméné, lidsky operator neni schopen vizualizovat vicedimenzionalni data
v jakékoliv efektivni formé. Casto se provadi projekce vicedimenzionalnich dat
do prostoru s nizsi dimenzi (zpravidla se dvéma). Dopfedné neuronové sité bez
ucitele (napf. Kohonenova mapa) patii mezi vykonné metody pro realizaci
takové vizualizace dat (Dreyfus, 2005; Hausfeld, 2014; Priam, 2016; Thrun,
2016).

V kapitole 4.4.2 bylo znazornéno, ze rekurentni neuronové sit¢é mohou byt
pievedeny do kanonické formy, kterd je tvorfena dopfednou neuronovou siti
a externimi rekurentnimi propojenimi. Proto maji rekurentni sit€¢ s ucitelem
velmi podobné vlastnosti jako dopfedné neuronové sité s ucitelem. Druhé
zminéné sité se béZné pouzivaji pro tzv. statické modelovani na zaklad¢ vzord.
Rekurentni sit€¢ jsou pak pouzivany pro ucely dynamického modelovani
na zéklad¢ vzortl, tj. k nalezeni diferencnich rovnic z naméfenych zdznami
vstupu a vystupu, které popisuji zkoumany proces (Dreyfus, 2005; Graves,
2013; Bengio et al, 2015).

Navrh dynamického modelu mize pak mit nékolik vyuziti (Dreyfus, 2005):

e Simuldtor pro predikovani vyvoje procesu popsaného modelem, jehoz
rovnice nejsou presné (Sussillo, 2013).
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e Simulétor pro proces, jehoz knowledge base model je znamy a ptesny,
ale nelze jej pfesné vytesit v realném cCase, protoZze obsahuje mnoho
obyCejnych nebo parcidlnich diferencialnich rovnic, jejichz feSeni
nemuze byt ur¢eno numericky v realném case v pozadované presnosti.
V takovém piipad€ lze generovat trénovaci mnozinu ze zdrojového
kodu, ktery fesi rovnici, a poté navrhnout rekurentni neuronovou sit),
jez poskytne presné fesSeni Vv mnohem kratSim vypocetnim ¢ase. Navic
mize byt vyhodné vyuzit diferencialnich rovnic knowledge base
modelu jako navod pro navrh architektury neuronového modelu — tento
piistup je pak oznacovan jako grey box nebo také semi-fyzikalni model
(Dragoi, 2014).

e Jednokrokovy prediktor integrovany do fidiciho systému (Chandra,
2015).

Poslednim typem neuronové sité, U kter¢ho bude diskutovana moZnost
praktické aplikace, jsou rekurentni neuronové sité bez ucitele. Aktivacni funkce
téchto siti byva skokova funkce a jejich dynamika se vyznacuje principem
utvafeni pevnych bodi. Je-li sit’ uvedena do inicializaéniho stavu a dale
ponechana vliviim své vlastni dynamiky, pak po kone¢ném poctu piechodnych
stavii dosahuje tzv. stabilniho stavu, v némz setrva, dokud nebude znovu
inicializovana. Stabilni stav je zdvisly na inicializa¢nim stavu. Konecny stav,
t]. vektor, jehoz c¢astmi jsou (binarni) stavy neurond sit¢, mulze byt
reprezentovan jako bindrni kod casti informace. V matematickém popisu sité
se nachazi energeticka (Lyapunova) funkce, jejiz vlastnosti je, Ze v prub&hu
evoluce vnitini dynamiky sité jeji hodnota postupné klesa, tj. stabilni stav je
uren minimalni hodnotou energetické funkce (Dreyfus, 2005; He, 2014;
Chen et al, 2014).

Pokud existuje rekurentni neuronova sit’, jejiz energeticka funkce je identicka
s ucelovou funkci optimalizacniho problému, potom jsou pevné body vnitini
dynamiky rekurentni neuronové sit¢ feSenim kombinatorického optimaliza¢niho
problému. Je-1i mozné takovou sit’ sestavit, pak dokaze nalézt feSeni problému
vyvojem z nastaveného inicializa¢niho stavu (Dreyfus, 2005).

Reseni kombinatorického optimalizaéniho problému pomoci rekurentni
neuronové sité vyzaduje (Dreyfus, 2005):

e Nalezeni rekurentni neuronové sité, jejiz energetickd funkce je
identicka s ucelovou funkci optimaliza¢niho problému.
e Nalezeni parametr( takoveé sit¢.

28



e Rizeni dynamiky sitd tak, aby bylo zajiiténo, Ze se bude vyvijet
smérem k dosazeni tzv. dobrého minima ucelové funkce, naptiklad
s vyuzitim vyhod stochastickych metod (simulované zihani apod.).
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5. ZVOLENE METODY ZPRACOVANI

Dosazeni uvedeného cile bylo realizovano za pomoci nésledujicich metod

zpracovani:

Meéieni EEG technologie — veskeré vysledky identifikace jsou zalozeny
na zaznamech potizenych pomoci EEG pfistroji. Byl pouzity REC
EEG a CAP EEG zaznamy. Volba pravé téchto druhli zdznamii ma své
opodstatnéni, nebot” pravé jejich pofizovaci podminky minimalizuji
vyskyt nezadoucich signali. Prvni je méfen v klidovém stavu
pii zavienych oc¢ich, druhy pak v priibéhu spanku.

Normalizace EEG zdznamu — je-li to vyzadovano, pak se provadi
normalizace naméfené¢ho zdznamu. Pouze vV ptipadech, kdy jsou
navstupu jiz normalizovana data, neni tento proces nutny.
Normalizovani se provadi pomoci jednoduchého IIR filtru s klouzavym
prumérem, ¢imzZ je ze signalu odstranéna plovouci stejnosmérna slozka.
Korela¢ni analyza — EEG zdznam je pofizen pomoci vétSiho poctu
elektrod (14 v pripadé REC EEG a 13 v piipadé CAP EEG). Kazda
elektroda je umisténa nad jinou oblasti mozku. Korela¢ni analyza pak
byla provedena za ti¢elem nalezeni vzajemnych zavislosti mezi signaly
poskytnutych zjednotlivych elektrod. Vysledky byly pouzity
I pro navrh identifikacniho algoritmu. Pro realizaci byl zvolen program
Wolfram Mathematica 8.

Piedzpracovani dat — normalizované zaznamy bylo nutné prevést
do podoby vhodné pro neuronovou sit. K tomuto ucelu byl navrzen
vlastni algoritmus, ktery pfevddi EEG zdznam za pomoci korelaéni
analyzy do bipolarni podoby.

Neuronové sit¢ — Vv procesu identifikace je vyuzita Hopfieldova
neuronova sit. Vzhledem k tomu, Ze se uloha ukazala jako piilis slozita
pro jednu Hopfieldovu sit, byla vyuZita architektura vzijemné
propojenych neuronovych siti.

Testovani algoritmu — Vv pribéhu testovani byly zkoumdny zévislosti
jednotlivych parametri EEG zidznamu na UspéSnost identifikace
provadéné pomoci navrzeného algoritmu. K testovani byl pouzit
pomocny nastroj vyvinuty v programovacim jazyce Python 3.
Pro kazdy provedeny vypocet byl zaznamenan vysledek, ktery
vyjadioval, zda byla identifikace urCena spravné ¢i nikoliv. Mira
uspeéSnosti byla potom dana pomérem mezi sprdvnymi a vSemi
vysledky identifikace.
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6. POPIS ALGORITMU PRO IDENTIFIKACI OSOB
POMOCI EEG SIGNALU

V této kapitole jsou popsany jednotlivé metody, které v rdmci dizertacni prace
byly pouzity ke zpracovani EEG zaznami. Je zde zafazen popis algoritmu
pro biometrickou autentizaci osob, ktery je hlavnim cilem prace. Poradi
jednotlivych kapitol je zaloZzeno na postupu zpracovani EEG ziznamu
uvedeného na Obr. 13, jehoZ cilem je na zakladé piedloZzeného namétfeného
zdznamu ur¢it osobu, které zaznam piislusi.

; > Méfeni . Mormalizace
Mozek =S FEG - o
Emeotiv EFOC i
headset IR Filtr
Vystup < Klasifikace < Preuz%r:tm”a”' «/

Korelaéni analyza

Meuronova sit
Feprezentace dat

Obr. 13: Blokové schéma algoritmu zpracovani EEG zaznamu

Vstupnim bodem algoritmu je mozek, na némz je provadéno méfeni pomoci
neinvazivni EEG technologie. Ziskana data je pak potieba normalizovat pomoci
IR filtru a ptfedzpracovat do takové podoby, se kterou je schopna pracovat
neuronova sit. Protoze byla pouzita Hopfieldova sit’ (HS), bylo nutné data
pievest do binarni, resp. bipolarni formy. K tomuto ucelu byl navrZzen vlastni
algoritmus zalozeny na korela¢ni analyze EEG zaznamu. Pro uspéSnou
inicializaci HS je nutné pfipravit mnozinu vzoru (tréninkové vzory), mezi
kterymi bude sit’ vybirat ten, ktery nejvice odpovida vstupnimu vzoru. HS byla
zvolena z toho dtvodu, ze primarni Glohou, pro kterou je urCena, je prave
rozpoznavani vzort S vyuzitim principu autoasociativni paméti. Vzhledem
K tomu, Ze sit samotna je pro vétsi pocet tréninkovych vzorG prakticky
nepouzitelna, byla vramci disertatni prace navrzena metodika pouziti
Hopfieldovy sité, ktera tento hlavni nedostatek odstraniuje. Tato metodika byla
pojmenovana jako ,Spider—Hopfieldova sit*. Vystupem algoritmu je pak
Z tréninkové mnoziny jeden konkrétni vzor, ktery podle vySe zminéného
algoritmu nejpravdépodobnéji odpovida vzoru, piedlozenému na vstupu.
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6.1 Méreni EEG zaznamu

Meéfeni EEG zaznaml V soucasnosti umoziuje cela fada pfistroji, jako
napi.: BrainGate, Emotiv EPOC headset, NeuroSky, actiCap apod. Na trhu
se objevuji stdle nové anové typy EEG pfistroji, které jsou zaméteny
pro vyuziti spiSe v technické nez medicinské oblasti. V této disertacni praci byl
pouzit Emotiv EPOC headset (Obr. 1 a Obr. 2) pro ziskani vlastni testovaci
databaze EEG zaznamt, jez byla dale pouzita pii pilotnim testovani navrzeného
identifika¢niho algoritmu.

Pro ucely identifikace osob je vhodné, aby naméfeny signal obsahoval co
nejméné artefaktl, coz jsou Useky signalu, které wvznikaji jako reakce
na nezadouci stimuly. Zminéné artefakty mohou byt biologického (Cinnost
srdce, smyslové reakce, svalova aktivita apod.) nebo technického phvodu
(sitové ruSeni, sitovy brum, Sum pfistroje, elektrostatické potencidly apod.).
Pokud by artefakty nebyly ze signalu odstranény, mtze pii identifikaci signalu
dochézet k nezddoucimu ovlivnéni vysledki.

Emotiv EPOC headset poskytuje signal, ktery je v nejvy$si moZné mifte
zbaven technickych artefaktli. V pfipadé¢ nutnosti potlaceni vybranych
biologickych artefaktl je nutné bud’ pouzit dodatecnych specidlnich algoritmd,
nebo pii samotném ziskavani dat vhodnym zpisobem zamezit jejich generovani.

Pti ziskdvani zdznami testovaci EEG databaze byla snaha navodit vSem
dobrovolnikiim stejné podminky. Kazdy dobrovolnik byl instruovan k tomu,
aby mél po dobu méfeni zaviené o€i asnazil se navodit tzv. klidovy stav,
pii kterém nemysli na nic konkrétniho a neprovadi Zadny vyrazny pohyb svali.
Timto zpisobem byla minimalizovana svalova aktivita azrakovy vjem
dobrovolnika. V ramci eliminace sluchového vjemu bylo v mistnosti, kde
méfeni probihalo, vytvofeno ,tiché* prostfedi, coz znamenda, Zze po dobu
provadéni méfeni bylo zajiSténo, aby se v okoli dobrovolnika negeneroval
nezadouci zvukovy vjem.

6.2 Normalizace dat

Proces normalizace signdlu se miize lisit v zavislosti na konkrétnim méticim
zatizeni. Nasledujici popis se vztahuje pouze na Emotiv EPOC headset.

Data jsou ziskdvana piimo z vystupu neznaménkového 14bitového AD
pfevodniku, kterym je samotny headset vybaven. Ve skuteCnosti to ma
za nasledek, Ze plovouci stejnosmérnd Uroven signdlu se pohybuje piiblizné
kolem hodnoty 4200 pV. Zaporna hodnota napéti je pak pfenaSena pomoci
kladné¢ hodnoty nizsi, nez je Uroven priméru, akladné hodnoty napéti pak
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hodnotami vys§imi, nez je zminény primeér. Odstranéni stejnosmérného offsetu
je nutné provést pied vykonanim jakékoliv analyzy signalu. Nejjednodussi
a zaroven nejméné piesnou metodou je prosté odecteni hodnoty offsetu. Idealni
je vsak aplikace vhodného filtru, protozZe jak bylo vySe zminéno, je stejnosmerna
slozka signélu plovouci. Vyrobce headsetu doporucuje vyuzit IIR filtr, ktery je
schopen sledovat uroven nosného signalu a tuto nasledn¢ odecist od aktualni
hodnoty. Pseudokod algoritmu IIR filtru je nasledujici:

1. // Poclétec¢ni nastaveni algoritmu
2. IIR TC = 256;

3. EEG data = input data( : ,3:16 );

4. [rows columns] = size (EEG data);

5. //rows - poclet hodnot, columns = 14
6. AC EEG data = zeros(rows, columns);
7. back = EEG data( 1, : )7

8. // Normalizace dat

9. for r = 2 : rows

10. back = (back* ( IIR TC- 1 ) +

EEG data( r,:)) / IIR TC;
11. AC EEG data = EEG data( r,:)- back;
Zdrojovy kod 1: Pseudokod algoritmu pro normalizaci dat

IIR_TC je casova konstanta IIR filtru, kterd musi byt nastavena
na dvojnasobek vzorkovaci frekvence zdznamu. Vzhledem k tomu, Ze jsou
v zaznamu ukladana i jina data nez hodnoty EEG, je nutné si ze zaznamu vybrat
jen EEG data. Ta jsou uloZena do dvourozmérného pole s nazvem EEG_data.
Poté¢ je rezervovano misto na vystupu ve stejném rozsahu, jaky maji aktualné
zpracovavana data. Pred spuSténim samotného algoritmu jsou pak ze vSech
¢trnacti kanalt ulozeny prvni hodnoty do pole back. Nasleduje algoritmus
samotné normalizace, ktery prochdzi postupné jeden fadek zaznamu po druhém
a prubézné vypocitavd klouzavy primér, ktery nésledné odecitd od aktualné
zpracovavané hodnoty. Ukazka normalizace provedena pro ilustraci v programu
Microsoft Excel pro jeden vybrany kanal je uvedena na Obr. 14. Normalizaci je
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nutné pochopitelné provést pro vSechny naméfené kandly, coz se ve findlni
aplikaci provadi dle vyse uvedené¢ho pseudokddu.

P3 - e | =(P2*(IR_TC-1)+A3)/IR_TC
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Obr. 14: Ukdzka normalizace pro usek kandlu AF3 0 délce 1 s

6.3 Predzpracovani dat

Cilem tohoto kroku zpracovani dat z EEG zaznamu je pfipravit reprezentaci
jednotlivych vzora tak, aby s nimi bylo mozné pracovat v Hopfieldové siti.
Vystupem je pak vektor s bipoldrnimi hodnotami.

Algoritmus ptfedzpracovani ocekava na vstupu EEG data, ktera by jiz méla
byt normalizovana. Je t0 z toho divodu, Ze po provedeni této faze se jiZ neni
mozné vratit zpét k pivodnim hodnotdm EEG zadznamu, nebot’ vyslednad forma
reprezentace dat je zalozena na vysledcich korela¢ni analyzy jednotlivych
kanall nikoliv na hodnotach samotnych. Normalizace v pozd¢jsich fazich tedy
neni mozna.

V piipad¢ zatizeni Emotiv EPOC headset je v EEG zdznamu celkem 14
kanald, nicméné prabch algoritmu predzpracovani dat je zcela nezavisly
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na konkrétnim poctu kanali. Pfi vy$$im poctu kandlu se pouze prodlouzi délka
vzorku o ptfedem definovany pocet bitt.

1. Vypocet parametru pro kazdy kanal 2. Sefazeni kanald podle hodnoty parametru 3. Priprava dat
Kanal Hodnota parametru Kanal Hodnota parametru Cislo kanalu  Hodnota parametru
1 p1=013 5 Ps £ 5 topup = ps
2 pp=0,14 N 2 P2 J o2 p2
3 p3=-05 1 P1 -1 p1
4 ps=0.1 4 P4 £ 4 topdown = p4
5 ps = 0.9 3 P3 g 3 p3
6. Vraceni kanalu do ptvodnino pofadi 5. Wysledek pfifazeni pro kanaly 4 Pfifazeni kodovych slov
Kanal Kodové slovo Kanal Kédove slovo Pravidla pFitazeni:
Horni polovina:
1 [1,1,11,-1-1-1-1] 5 [1,11,11,111] topup > [1.1.1,1.1.1,1,1]
2 [1,1,1,1-1-1-1-1] B 2 [1,1,1,1-1-1-1-1] B if (topup - pp<=py, - topdown)
N N P> [1,1,1,1,1,1,-1,-1]
3 [-1,-1,-1-1-1-1-1-1] 1 [1,1,1,1-1-1-1-1] else py->{1,1,1,1,-1,-1,-1-1]
4 [F1,-1-1-1-1-1-1-1] 4 F1-1-1-1-1-1-1-1] Dolni polovina
S -1-1 11
5 [1,11,1,1,1,11] 3 [-1,-1,-1,-1,-1,-1,-1,-1] Pl ]

7. Vytvoreni reprezentace signalu

Spojenim kodovych slov v plvodnim ﬂ

pofadi kanald vznikne finalni
reprezentace signalu

T U U T U IO IR R _
S I U U U O O I R I
1-11,11111.11]

h

Obr. 15: Algoritmus pro prevod EEG zdznamu na vzor s bipoldrnimi stavy

Soucasti vyzkumu, realizovaného v ramci disertacni prace, byla i korela¢ni
analyza EEG zdznamu. Tato analyza odhalila zavislost vzajemnych korelaci
mezi jednotlivymi kanaly na subjektu. Kazdy subjekt vykazoval jiné hodnoty
vzajemnych korelaci a zaroven i jinou dynamiku zmén pozic U dvojic kanal,
mezi nimiZ byla nalezena nejvyssi korelace. Podrobnosti 0 této analyze jsou
pozdéji uvedeny v kapitole 7.1. Zminéné vlastnosti byly vyuzity pii vytvareni
bipolarni reprezentace jednotlivych vzor.

Pfed samotnym popisem algoritmu je tfeba zminit, Ze kromé vysledki
korelacni analyzy by bylo mozné vyuzit ijinych statistickych charakteristik,
U nichz by se ukazalo, ze jsou pro kazdy subjekt jedine¢né a zaroven se mezi
jednotlivymi subjekty lisi. V ptipadé EEG zdznamu je vSak hledani takovych
charakteristik komplikovano tim, ze EEG signal patii mezi nestacionarni
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signaly, takze vyuziti hodnot zdkladnich statistickych charakteristik
(napf. stfedni hodnota, smérodatna odchylka, rozptyl apod.) negarantuje zadné
smysluplné vysledky.

Pro algoritmus ptedzpracovani dat je klicova volba charakteristiky EEG
zaznamu, kterou bude cely proces pievodu fizen. Prubéh celého algoritmu je
ilustrovan na Obr. 15. Jako prvni se provede vypocet zvolené charakteristiky
pro kazdy kanal zvlast. Na zaklad¢ predchoziho vyzkumu byla v tomto kroku
zvolena nejvyssi hodnota pearsonova korelacniho koeficientu vypocteného
podle vzorce:

X e %
Y GGy \/Z?=1<xi—f)2 S (vi-7)?

Hodnota R,y = 1znaci zcela pfimou zavislost signalu, naopak Ry = -
1 poukazuje na zcela nepiimou zavislost. Je-li Ry, = 0, pak jsou signaly na sob¢
zcela nezavislé (Vaz, 2013).

Pro kazdy kanal byla vypoctena hodnota R,y ve vztahu ke vSem ostatnim
kandlim v EEG zaznamu. Nésledné byla pro kazdy kanal vyhledédna nejvyssi
hodnota Ryy, ktera byla danému kanalu nastavena jako hodnota parametru pn.

Dalsim krokem je sefazeni kandali sestupné podle velikosti hodnoty
parametru. Vznikne tak seznam kanali sefazeny podle miry zavislosti
na ostatnich kanalech. Pro ucel identifikace jsou zajimavé ty kandly, které lezi v
horni poloviné seznamu, nebot” vykazuji nejsilnéjsi ptimou zavislost s nékterym
z ostatnich kandld. To je divod, pro¢ jsou tyto kandly v dalSich krocich
upfednostiovany pred t€mi, které lezi v dolni poloviné seznamu; zde se nachazi
signaly s nejslabsi zavislosti na ostatnich kanalech.

Na zéklad¢ pozice kanélu v seznamu je kazdému z nich piifazen bipolarni kod
dle téchto pravidel:

e Kanal s nejvyssi hodnotou charakteristiky ma ptifazeno kodové slovo,
kter¢ je sloZeno jen z jednicek.

e Ostatni kanaly, které se nachéazeji v horni poloviné seznamu, maji
ptitazeno kodové slovo podle toho, zda jsou svoji hodnotou
charakteristiky bliZ k prvnimu kanalu, nebo ke kanalu, ktery ma
nejvyssi hodnotu v ramci dolni poloviny seznamu. V prvnim ptipadé
se vV kodovém slové nachdzi méné zapornych jednicek nez v druhém
ptipadé, kdy je polovina kdédového slova tvotfena z kladnych a druha
polovina ze zapornych jednicek.

e Vsechny kandly, které se nachazi v dolni poloviné¢ seznamu, dostava;ji
piifazené kddove slovo, které je slozeno ze zapornych jednicek.
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Tato faze pfevodniho algoritmu je jedind, kterd miiZze ovlivnit vyslednou
podobu vzoru. Kédova slova, uvedena na Obr. 15, piedstavuji jednu z moznych
variant nastaveni algoritmu pro 8bitova kddova slova. S timto nastavenim bylo
provedeno pilotni testovani algoritmu, jehoz vysledky jsou uvedeny
v kapitole 7.2. Nicméné je mozné zvolit libovolnou délku kodovych slov. Cim
delsi kodova slova, tim vice se budou jednotlivé vzory od sebe lisit. Volbou
délky koédového slova lze do urCité miry ovlivnit UspéSnost nasledné
identifikace. Tu vSak také ovliviluje celd fada dalSich faktort, které jsou
diskutovany pozd¢ji ve vysledcich pilotniho testovani algoritmu.

V okamziku, kdy jsou jednotlivym kandliim piifazena kdédova slova, lze
pristoupit k dalsi fazi. Tou je zpétné sefazeni kanali do puvodniho potadi,
Vv jakém do algoritmu vstupovaly. Diky tomuto kroku se v algoritmu projevi
nejen hodnota zvolené charakteristiky kanalu, ale také poloha kanalu, pro ktery
byla tato hodnota ziskana.

Vysledny vzor je tvoten bipolarnim vektorem, ktery je postupné sloZen
Z jednotlivych koédovych slov v poradi, do néhoz byly kandly sefazeny
v ptfedchozim kroku. Tato ¢iselnd podoba vzoru pak vstupuje do dalsi faze
identifika¢niho algoritmu. Graficka reprezentace je uréena spise pro lidské oko
nez pro algoritmus samotny. Hodnota 1se zobrazuje jako cCerny cCtverec
a hodnota -1 jako bily ¢tverec.

6.4 Klasifikace

Tato kapitola se sklada ze dvou casti. Nejprve je uveden teoreticky popis
Hopfieldovy sité, v némz jsou uvedeny jeji zakladni vlastnosti. Poté nasleduje
popis modifikace HS, kterd byla v ramci disertacni pradce navrzena z divodu
zvySeni robustnosti pii praktické aplikaci HS.

6.4.1 Hopfieldova sit’

Hopfieldova sit’ (HS) byla v dobé svého vzniku (1982) zna¢nym odklonem
od popularniho perceptronu. John Hopfield pfi navrhu této sité zdiraznil
dynamické charakteristiky biologickych siti s rekurentnim propojenim:
rekurentni neuronové sité, jakozto dynamické systémy, exhibuji atraktory, ktere
jsou stabilnimi stavy dynamiky (Pham et al, 2014; Dreyfus, 2005).

Architektura HS je zndzornéna na Obr. 16. Kazdy neuron je propojen se
vSemi ostatnimi neurony.
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Obr. 16: Architektura Hopfieldovy site

Obvykle byva uvadéno schéma, ve kterém se nevyskytuji vystupy
Z neuronove¢ sité¢, protoze HS ve skuteCnosti Zadné vystupy nema. Zakladni
princip funkce byl ¢aste¢né uveden u rekurentnich neuronovych siti bez ucitele
v kapitole 4.4.2, tj. po inicializaci neuronti se postupné dostava ke stabilnimu
stavu své vnitini dynamiky. V okamzZiku, kdy k této stabilizaci dojde, Ize vystup
sité¢ pozorovat pomoci aktualniho stavu vSech neuront, které jsou ve schématu
oznaceny jako y1l —yn.

HS nemd Zadné externi vstupy. Jeji chovani zavisi pouze na jeji vlastni
dynamice. Globalni stabilitu sité (tj. zaruka, Ze sit’ konverguje ke stabilnimu
stavu bez ohledu na inicializa¢ni stav) zaruCuje pravidlo symetrie propojeni
neurontl, které stanovuje, ze vaha spojeni mezi neuronem i a neuronem jje
stejna v obou smérech. Béhem stabilniho stavu dynamiky jsou zakoédovany
jednotlivé kédy z obsahu paméti. Nasledujici dynamicky proces, ktery zaéina
nastavenim inicializa¢niho stavu a pokraCuje autonomnim vyvojem smérem
k rovnovaznému stavu, lze chapat jako vybavovaci proces asociativni paméti.
Jinymi slovy, inicializa¢ni stav mulze byt interpretovan jako binarni kod
poskozené informace (tak, jak je zaznamenana snimacem) a koncovy stav pak
piedstavuje binarni kod spravné (neposkozené) informace (Dreyfus, 2005).

Prvni popis HS z roku 1982 pouzival binarni hodnoty (1, 0) pro excitaci
neuronti. Pozdé&jsi popis z roku 1984 pracuje s bipolarnimi hodnotami (1, -1).
Aktivaéni funkci neuront je skokova funkce (Dreyfus, 2005).

Funkce HS je specifikovdna tréninkovou mnozinou P vzord, z nichz kazdy je
popsan vektorem n bipolarnich (binarnich) stavi vstupnich, resp. vystupnich
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neurond (viz vzorec 6.4.1.1), které¢ v ptipad€ autoasociativni paméti splyvaji
(Fausett, 1994).

s(p) = (s1(p) ...sn(p)) prop=1,..,P (6.4.1.1)

Dalsi popis je platny pro bipolarni vzory. V ptfipad¢ binarnich vzort
se pouzivaji vhodné modifikované verze uvedenych vztaht.

Tréninkové vzory jsou pouzity pro nastaveni vahové matice podle Hebbova
zakona definovaného vztahem:

wi; = Xy Si(p)sj(p)proi # j

. (6.4.1.2)
wij=0proi=j

Algoritmus pouziti HS 1ze pak rozdélit do nasledujicich kroki:
1. Inicializace vah pomoci Hebbova zdkona.
2. Dokud sit’ nezrelaxuje do stabilniho stavu, pak probiha relaxace do stabilniho
stavu podle kroki 2.1-2.3.
2.1. Pro kazdy vstupni vektor X se opakuji kroky 2.2 a 2.3.
2.2. Inicializace sit¢ vné&jSim vstupnim vektorem X. Provadi se nastavenim
stavii jednotlivych neuronii sit€¢ na jednotlivé stavy dané vnéjSim
vstupnim vektorem. Tento krok 1ze vyjadtit vztahem:

yi=x;proi=1,..n (6.4.1.3)

2.3. Pro kazdy neuron Yy; opakovat kroky 2.3.1-2.3.3, pifi¢emz nezalezi
na potadi, v jakém budou vypocty pro jednotlivé neurony provadény.
2.3.1. Vypocet vnitiniho potencialu neuronu ¢ :

§i = x; + X yjwji (6.4.1.4)

2.3.2. Stanoveni vystupu neuronu pomoci aktivacni funkce definované
témito pravidly (€ je prahova hodnota a obvykle je nastavena na 0):

y; = 1 pokud &; > 6
Yi =y pokud §; =6 (6.4.1.5)
y; = —1pokud & <0

2.3.3. Transport hodnoty y; ostatnim neuronim. Tento krok se provede
aktualizaci y; a pf1 vypoctu vnitiniho potencialu dalSiho neuronu jsou
JiZ pouzity nové hodnoty pro neurony, U kterych byly kroky
2.3.1 a 2.3.2 jiz provedeny.
3. Test konvergence. V tomto kroku se zjistuje, zda sit’ jiz dosahla nékteré¢ho
ze vzoru, obsazeného v tréninkové mnozing s(p) (Fausett, 1994).
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Aktualizace neuroni mohou probihat v ndhodném potradi, musi vSak byt
provadény stejnou primérnou rychlosti.

V analogii s fyzikalnimi dé&ji  definoval John Hopfield pro svou sit
tzv. energetickou funkci E, ktera kazdému stavu sité pfifazuje jeho potencialni
energii. Jednd se 0 funkci, ktera je zdola ohraniend apro dany stav je
nerostouci. Stavem systému se rozumi mnozina aktivaci vSech neuront.
V okamziku nalezeni vhodné energetické funkce je sit’” schopna konvergovat
ke stabilni mnozing aktivaci neurond v daném ¢asovém okamziku.

Energetickd funkce pro diskrétni HS je dana vztahem:

E=-05%2yiyjwij —2ixiyi + 20y (6.4.1.6)

Z definice energetické funkce vyplyva, Ze stavy sit¢ s nizkou energii maji
nejvetsi stabilitu. Zménu energie AE lze pfi zméné aktivace sité 0 AY; vyjadrit
vztahem:

AE = _[Zj yiwij + X — gi]A)’i (6.4.1.7)

Vztah 6.4.1.7 je zavisly na skutec¢nosti, Ze v daném okamziku muize svou
aktivaci aktualizovat vzdy pouze jeden neuron. Dale pii jakékoliv zméné Ay,
at’ uz kladné nebo zaporné, je vzdy AE < 0, z ¢ehoZ vyplyva, Ze energie nemuize
rust. Protoze je energetickd funkce ohrani¢ena, musi sit’ dosdhnout stabilniho
stavu, pti kterém se energie v nasledujicich iteracich jizZ neméni.

Zuvedené¢ho popisu HS je zieyjmé, Ze adaptace podle Hebbova zakona
se provadi jednorazové. Doba trvani této faze je zdvisla pouze na poctu
tréninkovych vzort. Naproti tomu aktivni rezim predstavuje iterativni proces,
pii kterém se postupné minimalizuje energie Sité prostiednictvim diskrétni
varianty gradientni metody s nejistou konvergenci. Cilem adaptace HS podle
Hebbova zdkona je pak nalezeni takové konfigurace, aby funkce sité v aktivnim
rezimu realizovala autoasociativni pamét’, tj. bude-1i vstup sité blizky néjakému
tréninkovému vzoru, pak by vystup sit¢ mél odpovidat pravé tomuto vzoru.
Z hlediska energie by kazdy tréninkovy vzor mél byt lokdlnim minimem
energetické funkce, tj. stabilnim stavem sité. V jeho blizkém okoli, v tzv. oblasti
abstrakce, se pak nachazi vSechny vstupy blizké pfislusnému tréninkovému
vzoru. Tyto vstupy pak ptfedstavuji inicializacni stavy sité, ze kterych se pomoci
minimalizace energetick¢é funkce dostane sit’ do pfislusSného minima atim
i do stabilniho stavu, ktery pak odpovida konkrétnimu tréninkovému vzoru.
Z geometrického hlediska se energeticka plocha rozpadd na oblasti atrakce
lokalnich minim. HS pak pii své ¢innosti piifazuje ke kazdému vstupu 0 oblasti
atrakce nékterého lokalniho minima praveé toto minimum (Fausett, 1994).
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Hlavnim problémem HS jsou tzv. fantomové vzory, jez Se V energetické ploSe
objevuji ve formé lokalnich minim, kterym ov§em neodpovida zadny tréninkovy
vzor. Vystup sité pak pro vstup, ktery lezi v oblasti atrakce fantomového vzoru,
neodpovidd zadnému tréninkovému vzoru a nedava tedy zadny smysl. Existuji
ovSsem modifikace HS, které se tento nedostatek snazi odstranit napf. pomoci
adaptivni dynamiky, pfi niz se takto vzniklé vzory mohou dodate¢n¢ oducit
(Fausett, 1994).

John Hopfield rovnéz formuloval piiblizny vztah pro urceni kapacity HS.
Tento vztah existuje ve dvou zdkladnich variantdch: pro binarni a bipolarni
vzory.

P = 0,15n < pro binarni vzory
(6.4.1.8)

P ~ —— « pro bipolarni vzor
= 2logo n p p y

kde n je pocet neuroni v siti a P je pocet vzord, které HS dokaze rozeznat.

V praxi se ukazuje, ze tyto teoretick€é odhady jsou ponckud nadhodnoceng.
Opct existuyjyi modifikace Hopfieldova modelu autoasociativni paméti, které
se snazi tento nedostatek odstranit.

V soucasnosti se HS pouzivd ziidka. Divodem je pravé zminény problém
fantomovych vzord, ktery se objevuje mnohem diive, nez by se na zaklad¢ vyse
uvedenych vzorci pro vypocet kapacity sit¢ ocCekavalo. HS tak diky tomu
vykazuje nepiijatelné vysledky, a proto je chapana spise jako teoreticky model;
Nicméné pokud je na konkrétni ulohu nasazena vhodnym zplsobem, miize
pfinaSet prakticky pouzitelné vysledky a tim posunout HS z teoretické roviny
do oblasti praktickych aplikaci. Jeden z vhodnych zptisobti pouziti HS popisuje
nasledujici kapitola.

6.4.2 Spider—Hopfieldova sit’

V prub¢hu testovani bylo zjisténo, ze si Hopfieldova sit’ zalind vytvaret
fantomové vzory mnohem diive, nez jak vyplyva ze vzorcu 6.4.1.8. Testy byly
nejprve provadény na loze rozpoznavani znakt definovanych vektorem o délce
256 stavil, ktery byl vykreslen do miizky 16 X 16 bodii. Navzdory kapacité¢ HS,
ktera byla podle vzorce stanovena na 16 vzord, se ukazalo, ze jiz pfi trech
vzorech se zacaly objevovat fantomové vzory. Pokud ovSem byla sit’ nastavena
na rozpoznani mezi pouhymi dvéma vzory, pak Se fantomové vzory
neobjevovaly. Téchto poznatkii vyuziva navrzena metodika pouziti Hopfieldovy
sité, ktera byla v rdmci disertacni prace navrZena.
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Metodika dostala nazev Spider—Hopfieldova sit, nebot je inspirovana
vyfazovacim systémem, ktery se €asto vyuziva ve sportovnich utkanich. Rozpis
utkani je u tohoto systému znazornén pomoci grafu, ktery se nazyva pavouk.

Obecné schéma Spider—Hopfieldovy sité je uveden na Obr. 17. Tento piistup
vyuziva HS Vv jeji nejlepsi mozné konfiguraci pro tllohu rozpoznavani vzort.

Prakticky mé smysl uvazovat minimalné€ dva vzory, mezi kterymi se bude HS
rozhodovat. Jak jiz bylo feceno, HS funguje pro dva vzory bez obtizi, spojenych
s fantomovymi vzory. Z praktickych testi vyplynulo, Ze v ptipadé¢ dvou vzort
HS vzdy spravné konvergovala do jednoho ze svych trénovacich vzort.

Trénovaci
Vzory

\ HS11
/

1. krok 2. krok - m. krok Vystupni vzor

/ H821 \

V3 _ E

HSq2 HSm1 — Vy
v | ]
Vi HS 1

~

Vstup pro testovaci vzor

Obr. 17: Obecné schéma Spider—Hopfieldovy sité

Rozhodovaci proces pak probiha v n€kolika na sebe navazujicich kolech,
do kterych se postupné dostava méné a méné trénovacich vzord, az zistane
jediny vystupni vzor, ktery je vysledkem klasifika¢niho procesu.

Spider-Hopfieldova sit' vyuziva nékolik Hopfieldovych neuronovych siti
(HS) vzajemné propojenych do pavouciho grafu. Kazda HS dostane pied
spusténim k dispozici nejvyse dva vzory, které pouzije pro inicializaci svych vah
podle Hebbova zdkona. Poté si pfevezme testovaci vzor, podle n¢hoz inicializuje
stavy svych neurond. Nasleduje faze relaxace, béhem které HS zrelaxuje
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do jednoho ze dvou trénovacich vzori. Jelikoz se v pfipadé dvou vzort
neprojevuji fantomové vzory, je vysledny stav sit€¢ vzdy jednim z trénovacich
vzoru. Tato vlastnost je zabezpeCena volbou délky vzort. Pokud by totiz byly
vzory piili§ kratké, pak by se mohly fantomové vzory objevit i v piipadé dvou
trénovacich vzord. Vysledny stav HS si pak piebird jako jeden ze svych
trénovacich vzorti nasledujici HS v dalsim kroku rozhodovaciho procesu.
Kazdy pribé¢h jedné HS lze tedy povazovat za rozhodovaci proces, ze kterého
zustane vzdy jeden vitézny vzor.

Vsechny HS jsou vramci jednotlivych krokli spousStény synchronizovang.
Pokud zistane ncktery z trénovacich vzori lichy, pak HS zrelaxuje praveé
do tohoto vzoru, ktery se muze ,konfrontovat® s nékterym z ostatnich
trénovacich vzort napf. az U posledni HS. Tato situace je rovnéz znazornéna
na Obr. 17.

Pribéh klasifikaéniho procesu ilustruje vysledek testovani Spider—
Hopfiedovy sité opét na tloze rozpoznavani pismen viz Obr. 18 a Obr. 19.

Obr. 18: Testovaci vstup do Spider—Hopfieldovy sité v ramci testu na uloze
rozpoznavani znaki

N EmO
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Obr. 19: Pribeh klasifikacniho procesu Spider—Hopfieldovy sité na uloze
rozpoznavani znakii. Jsou zobrazeny pouze vysledky jednotlivych Krokii nikoliv
inicializacni stav. Trénovaci mnoZina na zacdtku obsahovala v§echny znaky anglické

abecedy
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6.5 Softwarova realizace

Pro ucely testovani vySe popsané¢ho algoritmu byla vyvinuta aplikace
Vv programovacim jazyce Python 3. Ke zkraceni vypocetniho ¢asu bylo vyuzito
paralelniho zpracovani dat prostfednictvim vypocetni knihovny numpy. Samotny
vypocet muze byt zpomalen kvili procesu nacitani dat z CSV souboru; proto je
pouzita technika cache paméti, diky které dochazi k eliminaci ¢asu potfebného
pro nacitani vstupnich dat v pfipadech, kdy je pozadovano provést vice testil
na jedné mnoziné vstupnich dat. Graficky vystup aplikace realizovany pomoci
nativni grafické knihovny tkinter jazyka Python slouzil zejména pro grafické
znazornéni dil¢ich vysledku identifikace.

Primarné je aplikace ur¢ena pouze K provadéni testi a sledovani jejich dil¢ich
vystupti. Vyvoj aplikace byl soustfedén zejména na optimalizovani algoritmu,
nikoliv na grafickou cast. Ukdazkovy vystup zaplikace je ilustrovan
na porovnani vysledki mezi Hopfieldovou siti a Spider—Hopfieldovou siti (Obr.
20 a Obr. 21).

Vystup z aplikace se sklada ze tii radkd. V prvnim fadku jsou zobrazeny
trénovaci vzory, které byly pouzity pro inicializaci vah. Siti s takto nastavenymi
vahami jsou postupné piedkladany testovaci vzory (2. tfadek vystupu), podle
nichz dochazi k inicializaci sit€. Ta potom postupné zrelaxuje do stabilniho
stavu, ktery je pak povazovan za vystup z neuronove sité (3. fadek vystupu).
Pro kazdy zuvedenych testovacich vzorii je tedy proveden vzdy jeden
kompletni vypocet dle vyse popsaného algoritmu.

V obou ptipadech bylo v trénovaci mnozZin€ pouzito stejnych 10 vzord.
Vysledky se vyrazné 1iSi. U klasické HS nedoslo k uspésné identifikaci
ani v jednom ptipad¢, zatimco v pripadé Spider—Hopfieldovy sité bylo dosazeno
uspéchu v sedmi piipadech z deseti.

Subjekt1 Subjekt2  Subjekt3  Subjekt 4 Subjekt5 Subjekt6&  Subjekt 7 Subjekt 8  Subjekt 9

7 e e
| SEEEEELesesiesess

Obr. 20: Ukdzka vystupu pri pouziti Hopfieldovy sité trénované na 10 vzorii

Trénovaci vzory

Testovaci vzory
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Subjekt 1 Subjekt2  Subjekt3  Subjekt 4 Subjekt5 Subjekt&  Subjekt7  Subjekt8  Subjekt9  Subjekt 10

Vystup z neuronové sité ﬁ

Obr. 21 Ukdzka vystupu pri pouziti Spider—Hopfieldovy sité trénované na 10 vzorii

Uspésnou identifikaci Ize z vystupu poznat podle toho, zda se shoduje
graficka reprezentace trénovaciho vzoru s vystupem zneuronové site,
tj. u jednotlivych sloupcii se porovnaji grafické vystupy uvedené na prvnim
a tfetim fadku. Za vystup z neuronové sité je povazovan stabilni stav finalni HS.

Vysledky podrobnéjsiho testovani navrzené¢ho algoritmu jsou uvedeny
Vv nasledujici kapitole.
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7. EXPERIMENTALNI CAST

V této kapitole jsou prezentovany vysledky experimentl, které lze rozdélit
na dvé hlavni skupiny. Prvni skupina se zabyva analyzou samotného REC EEG
zdznamu, kterd méla odhalit, zda Ize v ziskaném signalu nalézt takovou
charakteristiku, ktera bude vykazovat vlastnosti vhodné pro ucely identifikace
0sob. Mezi tyto vlastnosti patii zejména pozadavek, aby byla tato charakteristika
pro kazdy subjekt jedineCnd, ale zdroven, aby ziistavala pro jeden konkrétni
subjekt neménna. V ptipadé EEG signalu se ukazalo, ze proces identifikace
charakteristik, které zminéné pozadavky spliuji, je komplikovan vlastnostmi
samotné¢ho signdlu EEG, ktery je obecné nestacionarni. Signal tedy nelze
zpracovavat cely najednou, lze jej ale rozdé¢lit na menSi staciondrni Useky.
Analyza EEG signdlu byla nakonec zaméfena na odhaleni vztahi mezi
jednotlivymi kanaly EEG zaznamu pomoci Pearsonova korela¢niho koeficientu.
Vysledky z této analyzy poté nasmérovaly vyzkum do faze navrhu algoritmu
vhodného pro identifikaci osob pomoci EEG zaznamu, kde bylo vyuzito
vysledkli korelacni analyzy pro jednotlivé subjekty ve fazi vytvareni
reprezentace dat pro neuronovou sit’.

Druhé skupina experimentil se pak zabyva testovanim navrzeného algoritmu.
Nejprve byly provedeny pocatecni testy na mensi databazi EEG zaznamt, aby
se odhalily zikladni vlastnosti a parametry navrzené¢ho algoritmu. Poté byla
pouzita jind rozsahlej$i databaze, Sjejiz pomoci byla testovana zejména
zavislost poctu trénovacich vzort na vlastnosti algoritmu.

7.1 Korelacni analyza EEG signalu

Nejprve byla provedena analyza EEG signalu, s cilem ovéfit vyuzitelnost
EEG signalu v biometrickych systémech. Ziskana data byla podrobena korela¢ni
analyze, pfi niz byly zkoumany podobnosti mezi jednotlivymi REC EEG signaly
pro jednotlivé dobrovolniky, ktefi se experimentu zicastnili. DosaZzené vysledky
pro vybrané tii dobrovolniky (subjekt 1 az subjekt 3) jsou uvedeny v tabulce
Tabulka 1. V tabulce jsou uvedeny dvojice signalti, U nichz bylo dosazeno pro
dany subjekt nejvyssi korelace spole¢né s hodnotou této korelace. Posledni
sloupec pak ukazuje prubéh téchto signald. VSechny hodnoty v tabulce byly
ziskany pro signaly 0 délce 5 000 vzorkl (39 sekund). | kdyz byly pro vSechny
subjekty zajiStény stejné laboratorni podminky, konec¢né vysledky se mezi
jednotlivymi dobrovolniky vyrazné lisi.
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Tabulka 1. Vysledky analyzy pro tfi vybrané dobrovolniky

Osoba |Nazvy kanalli|Korelace| Grafické porovnani kanala

Subjekt 1| (AF3,F3) |95,7985

Subjekt 2| (02, P8) 81,7761

Subjekt3| (P7,01) |87,9316

V ramci korelacni analyzy byl zkouman i vliv délky analyzovaného signalu
na hodnotu nejvyssi dosazené korelace mezi dvéma signaly. Vypocet korelace
byl nejprve proveden pro signal o délce 1 000 vzorki, coz odpovida piiblizné
8 sekundam zaznamu EEG. Kazdy dalsi vypocet byl pak proveden pro signaly
01000 vzorkd delsi. Vztah mezi délkou signalu ahodnotou korelace je
znazornén na Obr. 22.

Dalsi korelacni analyza si kladla za cil zjistit, jakym zplisobem se méni
hodnota vzajemné korelace mezi EEG signaly v zavislosti na case. U vSech
dobrovolnikti byly pro ucely analyzy pouzity REC EEG zdznamy 0 délce 25 000
vzorki (195,3 s). Podobn¢ jako v ptedchozi analyze byly vypocteny hodnoty
korelaci mezi jednotlivymi naméfenymi signaly. Tentokrat vSak vzdy pro Cést
signalu s délkou 10 000 vzorka (78,125 s) pii ¢asovém posunu 1 000 vzorki
(7,8125 s). Ukazka vysledkd této analyzy je uvedena v tabulce Tabulka 2
a na Obr. 23.
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Obr. 22.: Zavislost hodnoty nejvyssi korelace na délce signalu

Tabulka 2. Vysledky analyzy pro subjekt 1

ID | Prvni hodnota | Posledni hodnota | Nejvyssi korelace | Nazvy kanala
1 1 10000 0,952552 AF3 F3
2 1001 11000 0,948659 AF3 F3
3 2001 12000 0,950475 AF3 F3
4 3001 13000 0,94621 AF3 F3
5 4001 14000 0,946543 AF3 F3
6 5001 15000 0,914729 P7 01
7 6001 16000 0,909592 P7 01
8 7001 17000 0,901304 P7 01
9 8001 18000 0,900297 P7 01
10 9001 19000 0,892232 AF3 T7
11 10001 20000 0,923422 AF3 F4
12 11001 21000 0,916445 AF3 F4
13 12001 22000 0,869922 AF3 F4
14 13001 23000 0,84772 T7 P7
15 14001 24000 0,839024 T7 P7
16 15001 25000 0,901458 T7 F8

Tabulka 2 je vysledkem analyzy pro jednoho dobrovolnika auvadi ¢asti
signalu, pro které¢ byly provedeny vyse zminéné vypocty. Jednotlivé Casti jsou
vymezeny pozici prvni a posledni hodnoty. Pak byla vyhledana hodnota nejvyssi
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korelace a pozice elektrod, mezi nimiz tato korelace byla ziskana. Pro lepsi
orientaci je tabulka doplnéna ilustraci pozic jednotlivych elektrod na hlaveé
subjektu (Obr. 23). Zvyraznéné pozice jsou ty, mezi nimiz byla ziskana hodnota
nejvyssi korelace.

Vysledky se mezi jednotlivymi dobrovolniky znaéné lisily, ikdyz vSichni
dobrovolnici provadéli stejnou Cinnost. Zatimco U prvniho subjektu byla
nejvyssi korelace v prubéhu 16 dil¢ich usekd signdlu nalezena u Sesti riznych
dvojic elektrod, u druhého subjektu byla pokazdé mezi stejnymi elektrodami
(02, P8). Nakonec u tietiho subjektu bylo dosazeno opét jiného chovani.

Zde byla nejvyssi korelace nalezena u téchto tii dvojic elektrod: (P7, O1), (F3,
P7) a (FC6, F8).
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Obr. 23: Pozice elektrod s nejvyssi korelaci pro subjekt
Konkrétni vysledky pro subjekt 2 a subjekt 3 jsou uvedeny ve stejné podobé
jako v pripadé subjektu 1— nejprve jsou uvedeny tabulky s vysledky vypocth
pro jednotlivé useky zaznamu (Tabulka 3 aTabulka 4), za kterymi opét
nasleduji ilustrace pozic jednotlivych elektrod se zvyraznénymi pozicemi téch,
mezi nimiZ byla v pribéhl analyzy dil¢ich usekl zaznamu ziskana nejvyssi
hodnota korelace (Obr. 24 a Obr. 25). Vysledky dale ukazuji, Ze je z hlediska
detekce odliSnosti mezi jednotlivymi subjekty dulezita ipoloha oblasti, mezi
nimiZ se objevila nejsilngjsi ptima zavislost.
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Tabulka 3. Vysledky analyzy pro subjekt 2

ID | Prvni hodnota | Posledni hodnota | Nejvyssi korelace | Nazvy kanala
1 1 10000 0,846923 02 P8
2 1001 11000 0,817771 02 P8
3 2001 12000 0,859306 02 P8
4 3001 13000 0,969112 02 P8
5 4001 14000 0,961076 02 P8
6 5001 15000 0,959598 02 P8
7 6001 16000 0,95466 02 P8
8 7001 17000 0,95149 02 P8
9 8001 18000 0,947908 02 P8
10 9001 19000 0,939777 02 P8
11 10001 20000 0,942595 02 P8
12 11001 21000 0,939619 02 P8
13 12001 22000 0,933342 02 P8
14 13001 23000 0,686855 02 P8
15 14001 24000 0,69902 02 P8
16 15001 25000 0,652335 02 P8
Tabulka 4. Vysledky analyzy pro subjekt 3
ID | Prvni hodnota | Posledni hodnota | Nejvyssi korelace | Nazvy kanala
1 1 10000 0,88404 P7 01
2 1001 11000 0,840489 P7 01
3 2001 12000 0,8111294 P7 01
4 3001 13000 0,736946 P7 01
5 4001 14000 0,697164 P7 01
6 5001 15000 0,632396 P7 01
7 6001 16000 0,54687 P7 01
8 7001 17000 0,601577 F3T7
9 8001 18000 0,578018 F3T7
10 9001 19000 0,601577 FC6 F8
11 10001 20000 0,578018 FC6 F8
12 11001 21000 0,589425 FC6 F8
13 12001 22000 0,599788 P7 01
14 13001 23000 0,673097 FC6 F8
15 14001 24000 0,685173 FC6 F8
16 15001 25000 0,696007 FC6 F8
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Obr. 24: Pozice elektrod s nejvyssi korelaci pro subjekt 2
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Obr. 25: Pozice elektrod s nejvyssi korelaci pro subjekt 3

Dalsi vyzkum byl zaméfen na detekci mrkani oc¢i. Tento stav lze rozpoznat
S vyuzitim databaze tzv. univerzdlnich signatur, které¢ vznikly na zaklad¢
pozorovani podobnosti mezi signadly mozkové aktivity rlznych jedinci;
napiiklad mrknuti oka se projevuje u vétSiny lidi podobnym prubéhem, a proto
bylo mozné vytvorit univerzalni signaturu pro tuto i fadu dalSich ¢innosti (pohyb
obo¢i, ust, o¢i, stav klidného védomi, stav vzruSeni apod.). Databaze téchto
univerzalnich signatur je k dispozici v ramci software, ktery byl soucasti
zakoupené¢ho EEG pfistroje. Cilem testovani bylo provéfit, nakolik je obtizné
realizovat aktivitu mrknuti o¢i tak, aby tato byla rozpoznana softwarem, ktery
pouziva pravé jiz zminéné univerzalni signatury. Byla-li vyuZita signatura Cisté
pro aktivitu mrknuti o¢i, primérna uspésnost detekce byla 65,45 %. Zvyseni
uspésnosti pak bylo dosazeno tim, ze dale byla vyuzita signatura stavu
otevienych o€i. V tomto piipadé se tspéSnost pohybovala kolem 98 %. Vyssi
uspésnost muze byt v tomto piipadé zptisobena tim, ze na rozdil od aktivity
mrknuti oka je stav otevienych oc¢i 1épe rozpoznatelny.
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Vysledky uvedenych analyz odhaluji moznosti praktického uplatnéni EEG
signalu pro ucely identifikace osob. Dalsi ¢ast vyzkumu se zaméfila na vyvoj
takového algoritmu, ktery by zjisténé skute¢nosti dokazal vyuzit pro identifikaci
osob pomoci EEG zaznam1l.

7.2 ldentifikace subjekti pomoci EEG signalu

Navrzeny algoritmus identifikace osob pomoci EEG signalu byl otestovan na
realnych zaznamech EEG, jez byly v pribéhu vyzkumu naméfeny pomoci
Emotiv EPOC headset pfistroje, na zakladé podminek, které jsou blize
specifikovany v kapitole 6.1. Dalsi testovani algoritmu se zaméfilo na zkoumani
jeho vlastnosti S jinou, rozsahlejsi databazi zaznamt EEG, které byly pofizeny
v pribéhu spanku. Konkrétni popis této databaze je spolené s vysledky
experimentti uveden v kapitole 7.2.2.

7.2.1 Testovani s REC EEG zaznamy

Soucasti vyzkumu bylo také potfizeni vlastni databaze EEG zaznami. Tato
databaze poté slouzila v pilotnim testovani k ovéfeni UspéSnosti navrzeného
identifika¢niho algoritmu, popsaného v kapitole 6. Vysledky navic ukazuji i vliv
dalsich faktord (napi. pocet trénovacich vzort, délka trénovacich vzori a casovy
odstup mezi trénovacimi vzory a testovacim vzorem) na uspé$nost samotné
identifikace.

Pied samotnou realizaci jednotlivych testi bylo nutné vysledky technicky
upravit do podoby vhodné pro dalsi zpracovani. Spolecné s méficim pfistrojem
Emotiv EPOC headset byla pro ukladani zdznamu pouzita ptidruzena aplikace
Emotiv TestBench, ktera je soucasti softwarového vybaveni, dodavaného
vyrobcem pristroje. Ukazkovy vzhled a vystup této aplikace je uveden na Obr.
26. V pribéhu méfeni je v aplikaci vidét aktudlni pribéh elektrické aktivity
mozku ve vSech 14 kandlech v podobé¢ 14 grafii se vzdjemné posunutou X-ovou
osou tak, abybylo mozné vSechny kanaly sledovat pichledné ve stejnych
casovych okamzZicich. Po skonceni méfeni je mozné zdznam uloZit do souboru
ve formatu EDF (European Data Format), ktery je v soucasné dobé bézné
pouzivanym standardem pro ukladani biologickych dat. Headset vSak mcéii
krom¢é EEG i dalsi data, ktera nejsou pro zpracovani EEG nezbytné potiebna
(napt. data z gyroskopu, kvalita signalu z jednotlivych elektrod, ¢ita¢ zaznami
apod.). Proto bylo pfikroc¢eno k tprave, jejimz cilem bylo vybrat z uloZeného
zaznamu pouze EEG data aulozit je do formatu CSV. Tato konverze byla
provedena pouze z divodu snadnéj$i manipulace s daty v aplikaci vyvinuté pro
ucely testovani, viz kapitola 6.5.
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Obr. 26. Ukdzka vystupu v aplikaci Emotiv TestBench

Kazdy EEG zaznam pak jiz obsahoval pouze hodnoty naméiené ze 14
elektrod se vzorkovaci frekvenci 128 Hz. Pro kazdou sekundu zaznam tedy
obsahuje 128 hodnot. Pro ucely testovani byl pak z celkového EEG zaznamu
vybran usek 0 zvolené délce, aby slouzil k vytvoreni bipolarni podoby vzoru dle
algoritmu popsaného v kapitole 6.3. Délka vybraného useku zaznamu je vzdy
dana poctem jeho hodnot. U jednotlivych testl byla tato délka zvolena tak, aby
bylo mozné vyuzit celou délku pofizeného zaznamu. Pokud je zvoleny usek
zdznamu pouzit pro vytvofeni trénovaciho vzoru, pak se jedna 0 trénovaci
zdznam. Analogicky, Usek zaznamu, ktery byl vychodiskem pro vytvofeni
testovaciho vzoru, je terminologicky oznacden jako testovaci zaznam. Uspé&snost
identifikace je pak dana pomérem mezi UspéSné provedenymi identifikacemi
a celkovym poctem identifikaci.

Test, jehoz vysledky ukazuje Tabulka 5, byl proveden na zakladé
nasledujiciho postupu. Kazdy potizeny zdznam jednotlivych subjektl dosahoval
jiné délky. Aby bylo mozné test provést pro vSech 10 subjekti, bylo nutné brat
ohled na délku nejkratSiho zaznamu. Kvili tomu byla délka zaznamu, ktery
slouzil k vytvofeni vzort (trénovacich I testovacich) pro neuronovou sit),
nastavena na 16 768 hodnot. Vsechny trénovaci vzory byly zpracovany
Z prvnich 16 768 hodnot zdznamu do bipolarni podoby 0 velikosti 112 bitl
(8 biti na kazdy kanal). Zaznam, ktery byl pouzit pro ziskani testovaciho vzoru,
mél stejnou délku jako v piipadé trénovacich vzort. Vzniklo tak ,,okno* 0 délce
16 768 hodnot, se kterym se v pribéhu testu postupné posunovalo. Posun,
uvedeny v tabulce, je pocitan od zacatku celého EEG zaznamu, posun 17 000
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tedy znadi, Ze testovaci zaznam zacina na 17 000. hodnoté ulozené v celkovém
EEG z4dznamu daného subjektu.

Vysledek testu odhaluje vliv posunu testovaciho zaznamu na uGspéSnost
identifikace. Cim vice se testovaci zdznam ptekryval S trénovacimi zaznamy,
tim vyS$si uspésnosti bylo dosazeno. Svou roli zde sehrala i blizka podobnost
nekterych trénovacich vzorl, diky cemuz dochdzelo k mylné identifikaci; napf.
subjekt 5 byl ¢asto zaménovan se subjektem 6. V tabulce je uvedena pribézna
uspésnost identifikace jak pro jednotlivé posuny testovaciho zdznamu, tak i pro
jednotlivé subjekty. Primérna tispéSnost béhem tohoto testu byla 88,24 %.

Tabulka 5. VIiv posunu testovaciho zdznamu na Gspés$nost identifikace
mezi deseti subjekty (délka vzort nastavena na 16 768 hodnot)

Posun prvni Uspésnost identifikace pro subjekty 1 - 10 (A/N) .
Uspésnost
hodnoty . .
testovaciho 1 2 3 a 5 6 7 8 9 10 |dent:f|kace
vzoru (%1
17000 A A A A N A A A N N 70
16000 A A A A N A N A N A 70
15000 A A A A N A A A A A 90
14000 A A A A N A A A A A 90
13000 A A A A N A N A A A 80
12000 A A A A A A N A A A 90
11000 A A A A A A A A A A 100
10000 A A A A A A N A A A 90
9000 A A A A A A N A A A 90
8000 A A A A A N A A A A 90
7000 A A A A A N A A A A 90
6000 A A A A A N A A A A 90
5000 A A A A A N A A A A 90
4000 A A A A N N A A A A 80
3000 A A A A N A A A A A 90
2000 A A A A A A A A A A 100
1000 A A A A A A A A A A 100
Uspésnost
identifikace
pro 100,00 | 100,00 | 100,00 | 100,00 | 58,82 70,59 70,59 | 100,00 | 88,24 94,12
jednotlivé
subjekty [%]

Dalsi test zjistoval vliv délky trénovaciho i testovaciho zaznamu na aspésnost
identifikace. Vysledky ukazuje Tabulka 6. Tento test tentokrat probihal tak, ze
bylo pouzito prvnich nhodnot EEG zaznamu jako trénovaci zaznam
a nasledujicich n hodnot pak jako testovaci zaznam. Hodnota nse v tabulce
nachazi ve sloupci ,,Délka zdznama“. Opét je uvedena UspéSnost identifikace
pro jednotlivé kroky testu a pro jednotlivé subjekty.

Primérnd uspéSnost identifikace byla v tomto ptipadé 53,53 %. Tato nizka
hodnota poukazuje na fakt, ze je nutné pro uspéSnou identifikaci pouzit
dostatecné dlouhy EEG ziznam. Se zkracujici se délkou zéznamu totiz
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dochézelo k vyraznému poklesu tspésnosti identifikace, kterd klesla az na 30 %
Vv piipad¢ délek zaznamu 5 000, 3 000 a 2 000 hodnot.

Tabulka 6. Vliv délky vzort na GspéSnost identifikace mezi deseti

subjekty
j 3 . Uspésnost identifikace pro subjekty 1- 10 (A/N) Uspésnost
Délka zéznamd 1 2 3 4 5 6 7 8 9 10 | identifikace [%]
16768 A A A A N A A A N N 70
16000 A A N A N A N A N A 60
15000 A A N A N A N A N N 50
14000 A A N A N A A N N A 60
13000 A A N A A N A A N A 70
12000 A A N A A N A A A A 80
11000 A A N A N N A A N A 60
10000 A A N A N N A N A A 60
9000 A A N A N N A N A A 60
8000 A A A A N N N N N A 50
7000 A A A A N N N N N A 50
6000 N N A A N A A N N A 50
5000 N N N A N N A N N A 30
4000 N N A A N N A A N A 50
3000 N N N N A N N A N A 30
2000 N N N A N N A N N A 30
1000 A N A A A A N N N N 50
Uspésnost
_identifikacepro |0 oo 0000 | 3500 | 412 | 2353 | 3520 | ea71 | 4706 | 1765 | 8235
jednotlivé subjekty
[%]

Tabulka 7 aTabulka 8 obsahuji vysledky testd, které se zabyvaly
problematikou vlivu odstupu testovaciho zaznamu od trénovacich zaznamu.
Nejprve bylo pro test pouzito 10 subjekti (Tabulka 7), kdy se ukazalo, Ze
primérna uspésnost identifikace byla 60,91 %. Takto nizka hodnota mtize byt
ovlivnéna vzdalenosti mezi trénovacimi a testovacim vzorem, nicméné
nasledujici testy (Tabulka 8) prokazaly, ze na GspéSnost identifikace ma vyrazny
vliv také vzajemna podobnost trénovacich vzorl jednotlivych subjektii. Pocet
subjektil pro jednotlivé testy byl sniZzen na polovinu. Nejprve byly vytvoieny
dvé skupiny (subjekt 1— subjekt 5, subjekt 6 — subjekt 10). V ptipadé prvni
skupiny se aspésnost zvysila na 83,64 %, druha skupina pak nezaznamenala
vyraznéjSiho zlepSeni, nebot’ uspéSnost se zvySila pouze O0necelé 1 %.
Pti podrobnéjsi analyze vysledkl byl z hlediska grafické podoby vzori odhalen
vliv  podobnosti jednotlivych trénovacich vzorGi subjekti na celkovou
identifikaci.

Trénovaci vzory ve druhé skupiné si byly vzijemné velmi podobné, coz
zapfi€inilo Casty vyskyt mylnych identifikaci. Tuto skuteCnost potvrzuje 1 tieti
skupina, jejiz subjekty byly vybrany pravé na zéklad¢ vziajemné podobnosti,
resp. odliSnosti jednotlivych trénovacich vzora tak, aby si byly co nejméné
vzajemné podobné. V tomto piipadé se piesnost zvySila na 94,55 % (z55
pokust byly pouze 3 netspésné identifikace).
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Tabulka 7. Vliv odstupu testovaciho zdznamu od trénovacich zaznamu
na uspésnost identifikace mezi deseti subjekty. Délka vzort nastavena

na 12 000 hodnot
Uspésnost identifikace (A/N) Uspésnost
Cislo subjektu identifikace
- 123 (4|5/6|7 8|9 10
Odstup testovaciho vzoru [%]
0 AJAINIA|A|NJA|A|A]| A 80
1000 A|JA[N|A|N|NJA|A|[N A 60
2000 AJAN[N|N| N[AJA|N| A 50
3000 A|JA[N|[N|N|NJA|[A|[N A 50
4000 AIAN(A|IN|JAAIN|N| A 60
5000 A|lA{A[A|N|A|JA|[N|N N 60
6000 AlAJA(N|IN|AAIN|N| A 60
7000 A|JAA|A|N|A|JA|[N|N A 70
8000 A|lA{A|[A|N|A|JA|A|N N 70
9000 A|JA[A[N|N|A|JA|[N|N N 50
10000 A|JA[A[A|N|A|JA|[N|N N 60
Primérna uspésnost
identifikacz [%] 60,91

Tabulka 8. Vliv odstupu testovaciho zaznamu od trénovacich zaznamu
na Uspesnost identifikace pro tfi skupiny vzorl s péti subjekty. Délka vzori
nastavena na 12 000 hodnot

Uspésnost (A/N)
Cislo skupiny 1 2 3
Cislo subjektu
- 1/2,3|4(516|7 (891051 (4|7 8|10
Offset testovaciho vzoru
0 A|lA|{N|IA[AIN|JA|A|A|AJA [A|IAA|A
1000 AlA|{NJIA[AIN|JA|A|N|AJA |A|IAIA|A
2000 AlA|{N|IA[AIN|JA|A|N|AJA [A|IAA|A
3000 AlA|AJIA[{NJA|JA(IN|N|]AJAI[A|IAIA|A
4000 AlA|AJA[{NJA|JA[N|N|AJA [A|IAIA|A
5000 AlA|AIA[NJAJA(N|{N|NJA |A|IA|A|N
6000 AlA|AJIA[NJA|JA(IN|N|]AJA [A|IAIA|A
7000 AlA|AJA[NJA|JA[N|N|AJA [A|IAIA|A
8000 AlA|AJIA[NJA|JA|A| N|AJA |A|IAIA|A
9000 AlA|lAIA|AJA|JA[A|N|IN]JA |AIA|A|N
10000 AlA|lAIA|AJA|JA[A|N|IN]JA |AIA|A|N
Primérna uspésnost
identifikacz [%] 83,64 61,82 94,55

Uspésnost navrzeného algoritmu je zavisla na délce trénovacich a testovacich
zdznami, dale na poctu subjektl, mife podobnosti trénovacich vzora
a vV neposledni fad¢ také na Casovém odstupu mezi trénovacimi a testovacimi
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vzory. V poslednim zminéném neni zavislost zcela ziejma, nebot’ se hodnota
uspésnosti drzela okolo 60 % anevykazovala klesajici trend jako v piipadé
sledovani zavislosti isp€Snosti na délce zaznamu.

Klicem k co nejuspésnési identifikaci je vybrat vhodny pocet subjekti,
pro néz se postupné vytvoii trénovaci vzory pro HS ze zdznamu 0 dostatecné
délce (napt. 12 000 hodnot). U trénovacich vzora je pak dualezité, aby byly do
nejvice rozdilné, jinak dochéazi k mylné identifikaci kvili tomu, ze v energetické
plose HS jsou v ptfipadé¢ podobnych vzort jejich atrakce tak blizko sebe, ze
dochézi ke konvergenci k jinému lokélnimu minimu, nez by spravné¢ mélo byt.
Pokud nastane situace, kdy bude nutné néktery vzor z duvodu podobnosti
S jinym vzorem vymeénit, pak lze vzit jinou ¢ast zaznamu 0 stejné délce (je-li
k dispozici), pfipadné provést nové méieni.

7.2.2 Testovani s CAP EEG zaznamy

CAP (Cyclic Alternating Pattern) neboli cyklicky sttidavy vzor, je periodicka
EEG aktivita vyskytujici se v NREM spanku. Je charakteristicka tim, Zze
cerebralni aktivace (faze A) je nasledovana periodami deaktivace (faze B), které
oddéluji mezi sebou dvé faze v intervalu mensSim nez 1 minuta. Perioda faze
A spole¢né s periodou faze B definuji tzv. CAP cyklus. Ke zformovani CAP
sekvence je pak potieba alespont dvou CAP cyklu. Prestoze jde o fyziologicky
jev, je CAP takeé ukazatelem spankové nestability, ktera mizZe byt spojovana
s nékolika patologickymi stavy spanku. Lze tedy podle néj diagnostikovat
nékteré spankové nemoci (Terzano, 2002).

Pro ucely testovani algoritmu identifikace byla vybrana databaze EEG
zdznami, které obsahovaly zaznamy CAP v prabchu spanku subjektu. Tato
databaze je volné dostupna pies webovy portal PhysioNetu, viz (Goldberger,
2000). Oficidlné je tato databaze kolekci 108 polysomnografickych zaznami
osob registrovanych v Centru spankovych nemoci v italském Osspedale
Maggiore v Parmé. Viny obsahuji U kazdé osoby nejméné¢ 3 kanaly EEG,
2 kanaly EOG (Elektrookulografie), EMG vybranych svalt, respiracni signaly
a EKG. Dale n¢které zaznamy obsahuji také EEG bipolarni trasy, zalozené na
1020 systému (Fp1-F3, F3-C3, C3-P3, P3-O1 a/nebo Fp2-F4, F4-C4, C4-P4,
P4-02). Soucasti databaze jsou izaznamy 16 zdravych pacientt, U kterych
nebyla zjisténa zadna neurologicka porucha. Ostatni zaznamy souvisi s pacienty,
u nichz byla diagnostikovana néktera z téchto nemoci: bruxismus, nespavost,
narkolepsie, nocturnal frontal lobe epilepsie, periodické pohyby nohou, poruchy
REM spanku nebo porucha dychani ve spanku. Jednotlivé zaznamy databaze 1ze
ziskat v podobé EDF souboru, nicméné na webovém portalu PhysioNetu se
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nachdzi prevadéci online nastroj, jehoz pomoci lze ziskat zdznamy v podobé
CSV souboru. Vsechny zaznamy v databazi byly pofizeny se vzorkovaci
frekvenci 512 Hz. Vzhledem ktomu, ze zaznamy jiz byly k dispozici
normalizované, neprovadél se v piipadé testovani této databdze normalizacni
krok.

Aby byly testy provadény s co nejrelevantnéj§imi daty, byly vybrany pouze ty
zdznamy, které obsahovaly co nejvétsi pocet EEG kanalt. Redln€ se ukazalo, ze
nejvyssim poctem EEG kanali mezi vSemi 108 zaznamy bylo 13 kanala, které
ale byly soucasti pouze 30 zaznamad.

Nejprve byl algoritmus identifikace otestovan se v§emi 30 zaznamy (Tabulka
9). V dalsich krocich byl vzdy odebran posledni zdznam, dokud nezustal jeden.
Z vysledka vyplyva, ze algoritmus pro 11 a vice trénovacich vzorii vykazoval
velmi Spatné vysledky. Teprve od poctu 10 vzorli a méné se uspéSnost zacala
zvedat smérem k lepSim hodnotam, az nakonec u tii vzord dosahla uspésnosti
100 %, kde zustala i v ptipad¢ dvou a jednoho vzoru. K vysledku pro jeden vzor
je vSak potieba dodat, Ze zde by algoritmus zrelaxoval do spravniho stabilniho
stavu vzdy, protoZze Zadny jiny stav, ktery by aktudlné¢ jedinému stavu
konkuroval, neni v daném okamziku v siti obsazen. Proto ma smysl za
realisticky povazovat az vysledek S minimaln¢ dvéma trénovacimi vzory. Dalsi
poznamka k vysledkiim se opét tyka vzajemné grafické podobnosti vzorid. Jsou-
I jako trénovaci vzory vybrany takové, které se vzajemné nepodobaji, pak je
uspésnost identifikace vyS$i. V priibéhu testovani bylo zpozorovano,
ze identifikace byla UspéSnd vzdy U stejnych vzord, coz je zplsobené tim, Ze
pravé tyto vzory byly v ramci mnoZiny trénovacich vzorii jedineCnymi, diky
¢emuz nedochazelo k zdméng€ s jinymi vzory.
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Tabulka 9. Zavislost poctu trénovacich vzori na uspésnosti identifikace

Pocet Uspé8nost Pocet Uspé8nost Polet Uspé8nost
trénovacich | identifikace | trénovacich | identifikace | trénovacich | identifikace
vzor( [%] vzorQ [%] vzor( [%]
1 100 11 36 21 24
2 100 12 42 22 23
3 100 13 31 23 26
4 75 14 29 24 25
5 60 15 33 25 24
6 50 16 31 26 23
7 43 17 35 27 26
8 50 18 33 28 25
9 44 19 26 29 24
10 50 20 20 30 27

K vysledkim, které uvadi Tabulka 9, se vztahuje i graficky zndzornény
pribéh zmény UspéSnosti identifikace na poctu trénovacich vzoru (Obr. 27).
Nejuspésnéjsi identifikace byla pro dva a tii vzory, nejméné pak pro 20 vzord.
Svou roli v jednotlivych testech méla jiz zminéna vzajemna podobnost vzort.
Z uvedenych vysledkii vyplyva, Ze algoritmus nelze doporucit pro tulohu
klasifikace vétsiho poc¢tu vzort. Naopak pro mensi pocet lze pifi vhodném
vybéru trénovacich vzori dosahnout i 100% uspésnosti.

120 %
100 %
80 %

60 %

Uspéénost identifikace

40 %

20%

0%
0 5 10 15 20 25 30 35

Pocet trénovacich vzoru

Obr. 27: Pribeh uspésnosti identifikace v zavislosti na poctu trénovacich vzori
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Tabulka 10. Vliv rozdilnosti délek trénovacich a testovacich zaznamu
na uspesnost identifikace

Délka Délka Usp&snost Délka Délka Uspésnost

trénovaciho | testovaciho |identifikace | trénovaciho | testovaciho | identifikace
zaznamu zaznamu [%] zaznamu zaznamu [%]
29000 1000 0 14000 16000 75
28000 2000 25 13000 17000 75
27000 3000 25 12000 18000 75
26000 4000 50 11000 19000 75
25000 5000 50 10000 20000 75
24000 6000 75 9000 21000 75
23000 7000 50 8000 22000 75
22000 8000 50 7000 23000 50
21000 9000 50 6000 24000 0
20000 10000 50 5000 25000 25
19000 11000 50 4000 26000 25
18000 12000 50 3000 27000 50
17000 13000 50 2000 28000 25
16000 14000 70 1000 29000 25
15000 15000 75

V prib¢hu vyzkumu byla uvazovana i otazka, zda je mozné pouzit jinou
deélku pro trénovaci a testovaci zaznamy. Bylo by totiz vyhodné, kdyby
se ukazalo, Ze pro fazi relaxace do stabilniho stavu by bylo mozné vyuzit
mnohem kratSich zdznaml neZ ve fazi inicializace vah. K samotnému procesu
identifikace by pak bylo potfeba mnohem kratSiho Casu. Test, ktery se touto
problematikou zabyval, vSak tuto domnénku nepotvrdil. Pro tcely testu byly
zamérng vybrany stejné Ctyfi vzory, U kterych v ptfedchozim testu bylo dosazeno
uspésnosti 75 %. Vysledky tohoto testu obsahuje Tabulka 10. Z této tabulky
vyplyva, Ze dodrZeni stejné délky pro trénovaci i testovaci zaznamy je v souladu
S dosaZzenim nejvySsi mozné presnosti. Naopak pfili§ kratky zaznam, at’ uz na
stran¢ testovaciho nebo na strané trénovaciho zdznamu, zpiisobi rapidni pokles
Vv uspésnosti identifikace.
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8. PRINOS PRACE PRO VEDU A PRAXI

Tato kapitola diskutuje védecky a prakticky vyznam disertace. Védecky
piinos je zameéfen na popsané algoritmy zpracovani EEG zaznamu.
Praktické uplatnéni je pak smérovano k moZznostem vyuziti vysledkil prace
Vv realnych aplikacich.

8.1 Prinos pro védu

Disertace zkoumala moznost identifikace pomoci EEG zaznamu a popisuje
nekonvenéni algoritmus, ktery mutze byt dalsi alternativou ke stavajicim
metodam. Vysledek prace je otevieny dalSimu zkoumani v této oblasti a mize
slouzit jako zaklad pro dalsi vyzkumnou c¢innost, ktera se bude napf. snazit
stavajici feSeni dale modifikovat za uclelem dosazeni lepSich parametri
(uspésnost, rychlost, univerzalnost, efektivita apod.).

Hopfieldova sit’ je obvykle povazovana spise za teoreticky model a neni tak
ptiliS§ Casto pouzivdna V praktickych ulohach. Uvedeny vyzkum ukazuje
metodiku aplikace HS, diky kterému lze dosahnout i pfi pouziti standardniho
modelu HS vyssi GspéSnosti, nez jak je tomu v piipadé klasického pfistupu
pouziti jedné neuronové sité. Metodika vyuzivd architekturu vzijemného
propojeni vice neuronovych siti, coz je oblast, ktera mize byt dale zkoumana
s ohledem na rtzné typy spojovacich architektur.

Dalsi oblasti vhodnou pro budouci vyzkum miize byt grafickd reprezentace
EEG signalu. V praci byl navrzen algoritmus, ktery vychazel z vlastnosti EEG
zaznamu. Nicméné mize byt aplikovan i pro jiné druhy signalu. Pravé moznosti
nasazeni na jiné typy signalu se mohou zabyvat dalsi vyzkumy. Kromé toho lze
vytvofit modifikované verze algoritmu. |kdyZ je v popisu uvedeno vyuziti
korela¢ni analyzy, nemusi tato byt jedinou vhodnou charakteristikou.

8.2 PFinos pro praxi

Ackoli je prace popsana spiSe v teoretické rovingé, lze nalézt i praktické
aplikace, v nichz by mohly byt vysledky prace vyuzity. V prvni fadé byla
soucasti vyzkumu ianalyza vyuzitelnosti EEG signalu pro biometrickou
identifikaci osob. Z prezentovanych vysledkt vyplyva, Zze EEG signal je,
navzdory své komplikovanosti, pouZitelny k rozpoznavani osob, ovSem za
urcitych podminek. Témi jsou vhodny pocet trénovacich vzord, dostate¢na délka
zdznamu jak na strané trénovaci, tak na strané testovaci mnoZiny, a dostate¢na
vzdjemnd odliSnost vzorli, kterd je rovnéZz zavisld na celkové velikosti
grafického vzoru. Vysledky lze tedy pouzit v biometrickych systémech, ale
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S tim, ze je ke spravné Cinnosti potieba delSich zaznamt, coz snizuje efektivitu
EEG identifikace zejména kvuli ¢asu, ktery je pro uspénou identifikaci
potiebny.

K dal§im praktickym uplatnénim lze zatadit vyuziti pro nastaveni nastroji
usnadnéni, které pouzivaji uzivatelé s handicapem pii praci S pocitatem. Kazdy
takovy uzivatel ma obvykle jiné pozadavky na pomocné prosttedky. Pokud je
pocitac uzivan vice takovymi uzivateli, pak by bylo uzite¢né, kdyby na zaklad¢
identifikace dokézal operacni systém sam nastavit jednotliva nastaveni systému,
na néz je dany uzivatel zvykly (citlivost mysi, velikost pismen, zvuky klaves
apod.). Namisto zdlouhavého nastavovani samotnym uzivatelem by vSechno
automaticky nakonfiguroval operacni systém, protoze by mél k jednotlivym
naucenym uzivatelim pfifazenou piisluSnou mnozinu nastaveni vlastnosti
systemu.

Kromé identifikace z celého EEG zaznamu se nabizi aplikace pro rozpoznani
biologickych projevii na zakladé EEG. V této oblasti se V souCasnosti pouZivaji
neuronove sité, shlukova analyza, rozpoznavani vzorl a dalsi moderni metody
zpracovani signali.

Ptinos pro praxi lze shrnout obecné tak, ze vysledky prace lze vyuzit
v aplikacich, ve kterych je poZzadovano zpracovani EEG zdznamu za uéelem
jeho pfifazeni k jedné z predem definovanych tfid, jimiZ mohou byt samotné
subjekty, biologické stimuly nebo jin¢ relevantni abstraktni predpisy
klasifikovanych objekti.
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9. ZAVER

V oblasti biometrie je snaha nalézt biologické charakteristiky, jez by byly
prakticky pouZitelné pro jednoznacnou a hlavné robustni identifikaci osob.
Uspésné se tak pouziva zabezpedeni pomoci otisku prstil, geometrie dlang, o&ni
sitnice, ocni duhovky nebo dynamiky chlize. EEG zdznam, ktery zaznamendva
elektrickou aktivitu mozku, je rovnéz jedinecnou charakteristikou biologickych
systémtl. Jeho nejvétsi nevyhodou je jeho slozitost a nestacionarnost; nicméné
1ze jej rozdé€lit na mensi stacionarni useky. Kromé toho je nutné jej méfit na vice
mistech soucasné, nelze se spolehnout pouze na jednu elektrodu. Celkovy EEG
zdznam se tedy zpravidla sklada z vice signalti. Moderni pfistroje EEG pouzZiva;ji
ke své Cinnosti elektrody umisténé na pozicich, které jsou znacené na zaklad¢
mezinarodniho systému znaceni (tzv. 10-20 systém).

Disertace se zabyva moznosti vyuziti EEG zaznamu pro uUcely identifikace
a zarovenl popisuje nekonvenéni piistup k feSeni této problematiky. Ten je
zalozeny na mife vzajemné zavislosti mezi naméfenymi EEG signaly vyjadiené
pearsonovym korelatnim koeficientem. V samotném algoritmu jsou pak
uptfednostiiovany signaly, mezi kterymi existuje nejsilngjsi korelace, zatimco
signaly, mezi nimiZ je mira korelace slaba, jsou penalizovany. V algoritmu
predzpracovani je mira korelace zohlednéna tim, Ze nejsilnéji korelujici kanaly
obsahuji ve své grafické reprezentaci vice Cernych pixela. Slabé korelujici
signaly jsou naopak bilé. Toto barevné odliSeni je vSak zvoleno kvili
uzivatelské preferenci, samotny algoritmus misto ¢erné barvy pouziva Cislo
1 a misto bilé barvy ¢islo -1. Celkova graficka reprezentace celého zdznamu je
pak sloZena z reprezentaci jednotlivych kanald.

Jakmile je vytvofena kone¢nd graficka podoba EEG zdznamu, postupuje se
k dalsimu kroku zpracovani, atim je inicializace neuronové sité pomoci
bipolarnich trénovacich vzort (1, -1). Uloha identifikace se pak stava tlohou
rozpoznavani grafickych objekti, kde jednotlivymi objekty jsou graficke
reprezentace jednotlivych EEG zdznamill. KiteSeni této ulohy je urcena
Hopfieldova sit, coz byl i divod pro jeji zvoleni. V odborné literatufe se vSak
uvadi, ze HS patii mezi teoretické modely anebyva casto v praxi vyuZita.
Nicmén¢ prace dokazuje, ze HS ma potencial pro pouziti i na ulohu identifikace
pomoci EEG, jen je nutné nespoléhat se pouze na schopnosti jedné samostatné
HS, ale naopak jich do feSeni problému zapojit vice. Hlavnim divodem, proc¢
neni HS tak pouZivana, jsou fantomové vzory, které si sit’ zaCne vytvaret
Vv piipad¢ vétsiho poctu vzora. Schopnosti HS jsou zavislé na velikosti vzort —
¢im vétsi vzory, tim vice vzori je HS schopna od sebe rozlisit a ptipadné zacne
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od vétsiho poctu vzort vytvaret fantomové vzory. Existuji i teoretické vzorce,
které by mély byt napomocny pii urceni vlastnosti konkrétniho nastaveni HS,
v praxi se vSak ukazalo, ze odhady, jez tyto vzorce poskytuji, jsou silné
vysledky; jeden vzor nemd (v pfipadé klasifikace mezi vice vzory) vyznam
uvazovat, nebot’ v té chvili v podstaté nedochazi k procesu klasifikace, spise lze
mluvit o procesu konvergence K jedinému minimu na energetické plose. Proto
byl zvolen postup, kdy kazdd HS po inicializaci neuronti testovacim vzorem
rozhoduje mezi dvéma naucenymi vzory tim, Ze zrelaxuje do stavu, ktery je
danému vzoru blize. Tento stav je potom ze sité¢ odeCten a pouzit jako jeden
Z trénovacich vzorl dalSi HS. Tento proces pokracuje az do okamziku, kdy
zustane posledni sit, kterd rozhodne 0 finalnim vysledku procesu identifikace.
Tento algoritmus byl v praci pojmenovan jako ,,Spider—Hopfieldova sit* kvuli
podobnosti s vyfazovacim systémem hodnoceni sportovnich soutézi, kterému se
také fika pavouk.

Navrzeny algoritmus byl otestovan na realnych EEG zaznamech
pochézejicich ze dvou rozdilnych databazi. Prvni byla pofizena béhem feSeni
disertatni prace, druha pak byla vypljcena zjiz probéhnutého vyzkumu
Vv Centru spankovych nemoci v italském Osspedale Maggiore v Parmé.
Z dosazenych vysledkd plyne, Ze uspésnost vysledki zavisi na délce EEG
zaznamu; ukazalo se, Ze je vhodné pouzit zaznam 0 délce alespon 12 000 hodnot
(93,75 s). Tento vysledek je vSak platny jen pro zkoumanou skupinu subjektt
a zavisi rovnéZ na poctu subjekta.

Dale se prokazalo, Ze ¢im niz$i je pocet trénovacich vzord, tim presnéjsi je
identifikace. NejvySsi primérna GspésSnost byla 94,55 % pro 5 vzort. M¢éfeni
bylo provadéno tak, Ze trénovaci I testovaci zaznamy byly dlouhé 12 000 hodnot
S tim, Ze trénovaci zaznamy zlstavaly v pevné oblasti (trénovaci vzory byly tedy
vzdy generovany na zaklad¢ stejné oblasti zdznamu) a testovaci zadznam se od
oblasti trénovacich zaznamil postupné vzdaloval; nejprve zacinal zaroven
s koncem trénovaci oblasti a pak se po kroku 1 000 hodnot postupné posunoval
az ke vzdalenosti 10 000 hodnot o0 konce trénovaci oblasti. K myIné identifikaci
doslo v tomto ptipadé celkem 3krat z celkem 55 pokust, ato vzdy u stejného
subjektu. Tento vysledek potvrzuje dilezitost vzajemné podobnosti vzorti mezi
sebou.

Kazdy novy vzor, ktery je do trénovaci mnoziny piidan, ovlivni tvar
energetické funkce HS. Z uzZivatelského pohledu je velmi obtizné odhadnout,
jaky vliv bude mit novy vzor na energetickou funkci, atedy i na tspésnost
identifikace. Kontrola podobnosti vzoru je pfedmétem budouciho vyzkumu,
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nebot’ by se jeji vhodnou aplikaci mohlo dosdhnout udrzovéani stabilni
robustnosti algoritmu pii zvySujicim se po¢tu vzora.

Jak jiZ bylo zminéno, je pro UspésSnou identifikaci nutné pouzit delsi zdznam.
| kdyZ byla snaha v néstroji pro testovani dosdhnout co nejkratSich vypocetnich
Cast pro jednotlivé ¢asti algoritmu (0,05 s pro jeden vypocet s 10 vzory), stale
jeste je nutné uvazovat délku potizovaciho ¢asu samotného EEG zaznamu, ktery
se pii uvazovanych 10 vzorech ukazal byt 93,75 s pti 80% uspesSnosti. Kromé
toho je vyznamna i doba trvani instalace a inicializace méficiho piistroje, ktera
se pohybuje v fadech minut. Pro zvySeni GspéSnosti je nutné uvazovat mensi
pocet vzorl. Celkova uspésnost je také ovlivnitelna opét vzdjemnou odliSnosti
Z hlediska pouziti v real-time systémech byla zkoumana také situace, kdy by
testovaci vzor mél jinou (zpravidla kratSi) délku neZ vzory trénovaci. Zde se
vSak ukazalo, Ze je nutné drZet délky obou typll zaznamil na stejné délce, jinak
identifikace neprobihd UspéSné. Z uvedenych fakth je tedy ziejme, ze
vyuzitelnost EEG identifikace v real-time systémech je zatim obtizné
predstavitelna. Mlze za to patrn¢ komplexita a nestacionarita EEG zaznamu.
Tato problematika se nabizi jako namét k dal$Simu vyzkumu.
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