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ABSTRAKT

Tato prace se zabyva testovanim vykonnosti vybranych evolu¢nich algoritmi. Tyto
evolu¢ni algoritmy jsou testovany na aplikaci optimalizace fizeni deterministického
chaosu. Hlavni naplni teoretické casti této prace je popis funkce a fidicich parametrii
evolucnich algoritmt a dale pokracuje popisem diskrétnich chaotickych systému (Logicka
rovnice, Henonova mapa), které jsou vyuzity v praktické ¢asti pfi optimalizaci. Na zacatku
praktické Casti je popsan navrh ucelovych funkci, které jsou pouzity pro testovani. Pro
optimalizace byly vybrany algoritmy SOMA, Diferencidlni evoluce a Chaoticka
Diferencidlni evoluce. Nasleduje optimalizace fidicich parametrii téchto evolu¢nich
algoritmil, kterymi jsou nastaveny evolu¢ni algoritmy pro optimalizaci fizeni chaosu.

Nakonec jsou vysledky simulace porovnany mezi jednotlivymi evolu¢nimi algoritmy.

Klicova slova: evolu¢ni algoritmy, deterministicky chaos, Logickd rovnice, Henonova
mapa, SOMA, Diferencidlni evoluce, Chaoticka diferencialni evoluce, ucelova funkce,

optimalizace, nastaveni parametrii
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ABSTRACT

This thesis deals with the testing performance of selected evolutionary algorithm. These
evolutionary algorithms are tested on the aplication of the optimization of deterministic
chaos control. The main concern of the theoretical part of this work is a description of
functions and control parameters of evolutionary algorithms and continues the description
of discrete chaotic systems (Logistic equation, Henon map), which are used in the practical
part for the optimization. At the beginning of the practical part describes the design of cost
functions, which are used for testing. For optimization were selected algorithms SOMA,
Differential evolution and Chaotic Differential evolution. Followed by the optimization of
control parameters of evolutionary algorithms, which are set into evolutionary algorithms
for optimization of chaos control. Finally, simulation results are compared between

different evolutionary algorithms.

Keywords: evolutionary algorithms, deterministic chaos, Logistic equation, Henon map,
Lorenz system, SOMA, Differential evolution, Chaotic Differential evolution, cost

function, optimization, parameter estimation
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UvVOD

V soucasné dobé se mizeme setkat s optimalizaénimi problémy, jejichz vypocetni
naroCnost neroste pouze zvySujicim se poctem optimalizovanych parametra, ale také
riznymi omezenimi v urcitych ¢astech intervalu téchto parametrii, vyplyvajicich
z ekonomickych nebo fyzikalnich zakonitosti. Tyto optimalizované parametry navic
nemusi byt ani stejného typu (realny, celoCiselny, diskrétni, logicky).

Diive se k optimalizatnim problémtm piistupovalo klasickym matematickym aparatem,
sice daly feSit analytickym pfistupem, ale museli jsme pocitat jednak s delSim casem

potfebnym k vyfeSeni problému ale i s vykonnéj$im feSitelem.

Na ptfelomu padesatych a Sedesatych let minulého stoleti byly vytvofeny prvni strategie
algoritmi, nazyvame souhrnné evolu¢ni algoritmy. Tento ndzev byl odvozen podle
principti, které svoji filozofii ,,vyvinu“ feSeni pfipominad evoluci v piirodé. Vhodnym
funkénim piedpisem se dd kazdy problém pievést na problém matematicky, jehoz
optimalizace vede k nalezeni argumentt celové funkce. Ta musi byt pfesné nadefinovana
pro optimalizani problém. Mezi vyhody evolu¢nich algoritmi mizeme pocitat urcité
Sirokou pouzitelnost a na rozdil od analytickych metod se u evolu¢nich algoritmti mizeme
feSeni dockat v relativné kratSim case. Mezi nevyhody se pocita jista forma nédhody,
s kterou tyto algoritmy pracuji, a proto vysledek neni doptedu piedvidatelny. Ruku v ruce
s evoluénimi algoritmy se pro zvySeni vykonnosti feSeni optimaliza¢nich problémul

vyuzivaji pocitacové systémy zalozené na paralelizmu.

Ukolem této prace je otestovat vykonnost vybranych evoluénich algoritmd. Pro tyto
algoritmy vytvofit rozsédhlé simulace a vysledky prezentovat tak, aby byla mozZnost
pfimého porovnani vykonnosti. Jako sofistikovany problém pro tyto simulace nam
poslouzi optimalizace fizeni deterministického chaosu. Pro nastaveni fidicich parametrii
evolucnich algoritmti vyuzit tzv. ,,meta“ pfistupu, neboli vyuziti podiizen¢ho evolu¢niho
algoritmu k nalezeni optimalnich hodnot fidicich parametrii pro evolu¢ni algoritmus. Takto
nastavené evolu¢ni algoritmy pouzit pro simulaci optimalizace fizeni chaotického systému.
Vysledky statisticky vyhodnotit a vysledky porovnat a vyhodnotit vykonnost evolu¢nich

algoritmil na tomto konkrétnim problému.

Ke splnéni tohoto ukolu je ovSem nutné jisté teoretické nastinéni problémi konkrétnich

evolucnich algoritmil a chaotickych systémi. Ty jsou popsany v teoretické Casti této prace.
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Praktickd cast se zabyva hlavné tvorbou ucelovych funkci, nastavenim chaotickych
systémd, optimalizaci parametrti pro evolucni algoritmy, samotnym procesem optimalizace
fizeni chaosu a prezentaci vysledkii a porovnanim vykonnosti, opirajici se o vysledky

provedenych simulaci.
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I. TEORETICKA CAST



Fakulta aplikované informatiky 13

1 OPTIMALIZACNI ALGORITMY

V inzenyrské praxi se mohou objevit problémy, které se nedaji vyfesit analytickou cestou,
protoze je to zhlediska Casu neredlné¢ ¢i nevhodné. Kvuli tomu byly vytvofeny
optimalizacni algoritmy, u kterych neni nutné castého uzivatelského zasahu pii béhu.
Obvykle jde o problémy nalezeni optimalni trajektorie robota, optimalni tloustky stény
tlakové nadoby ¢i optimalniho tvaru kiidla letadla. Tyto problémy jsou obvykle definovany
jako optimaliza¢ni ulohy. Re$eny problém se pievede na matematickou ulohu danou
vhodnym funkénim piedpisem. ReSenim problému potom bude optimalizace argumenti
ucelové funkce. Pravé proto byla vytvorena skupina velice vykonnych algoritmi, které

obecné oznacujeme jako evolu¢ni algoritmy.

1.1 No free lunch teorén

Tento teorén reprezentuje myslenku, Ze neexistuje zadny algoritmus, ktery by fesil vSechny
problémy Iépe nez jiny algoritmus. Tedy ze nemiizeme Cekat, ze kazdy algoritmus se hodi
k feSeni kazdého problému. Evolu¢ni algoritmy jsou testovany na rozsahlé tiidé
testovacich funkci. Tyto vysledky se porovnavaji, ale nemiizeme fict, Ze algoritmus A je
zcela nepouzitelny. UrcCité existuje mnozina problémt, na kterych algoritmus A pracuje

velice uspesne.
1.2 Ucelova funkce

Je funkce, jejiz optimalizace vede k nalezeni optimalnich hodnot argumentti. Obvykle na ni
nahlizime jako na geometricky problém, v jehoz ramci hleddme minimalni, ¢i maximalni
pozici na N+/ rozmérné ploSe. N je pocet argumentil optimalizované funkce. Pokud
optimalizujeme funkci, kterd ma pet argumentt, hledame feSeni v pétirozmérném prostoru.
Jedna dimenze navic se pfidavéa pro hodnotu navratové funkce. Ugelovou funkci, ktera ma

jen jeden extrém fikdme unimodalni ucelova funkce.
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5 -5
Obrazek 1. Unimodalni ucelova funkce

Naopak ucelova funkce, ktera ma vice stejnych globdlnich extrémi se nazyva

multimodalni ucelova funkce.

500

-500

500

Obrazek 2. Multimodalni ucelova funkce

vvvvvv

Potfebujeme znat vSe o daném problému, ¢eho chceme dosdhnout a z ceho muzeme

vychézet. Spatna tvorba ucelové funkce muze citlivé ovlivnit feSeni problému.
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1.3 Populace

Populace zahrnuje vSechny jedince, ktefi fe$i dany problém. Pravé prace s témito
populacemi je zékladnim rysem evoluc¢nich algoritmt. Populace je obvykle prezentovana
jako matice N x M. Kde pocet sloupcii M urcuje pocet jedinct a pocet fadk N urcuje pocet
argumentl ucelové funkce, které jsou dany problémem a jejichz optimalni ¢iselné feSeni

hledame.

Pocate¢ni populace musi byt vytvorena tak, aby jedinci nezasahovali do oblasti, ktera neni
pro feseni problému dulezita, nebo jejichz feSenim bychom dosahli neredlnych feSeni. Pro

tento piipad se pouziva tzv. vzor (Specimen)
Specimen = {{Real, {Lo, Hi}}, {Integer,{Lo, Hi}}}, ..,{Real,{Lo, Hi}}} (D

Tento vzor popisuje pro kazdého vytvoreného jedince nejdifive typ proménné, a potom
rozsah hodnot, v kterych se mize jedinec pohybovat. Napiiklad Real{Lo,Hi} ptfedstavuje

realné Cislo v rozsahu Lo (spodni hranice) a Hi (horni hranice)

1.4 Jedinci

Jedinec je vlastn¢ fetézec vhodnych symbolt. Kazdy symbol reprezentuje jeden argument
feSené¢ho problému. Pii reprezentaci jedincti se pouziva nékolik zpisobu. Prvni je pouzit
stejné jako u genetickych algoritmll binarni, ktery je tvofen pouze sekvenci nul a jednicek.
Ovsem pro eliminaci tzv. skokové zmény struktury se pouziva Grayiv kod. Nevyhody
binarni reprezentace jedincli jsou v piesnosti. Pokud ma jedinec malo mist za desetinou
¢arkou, mize nabyvat pouze urcitych hodnot. Se zvySenim délky jedince ovSem rostou
dalsi problémy s operacemi v evoluc¢nich algoritmech. Déle miizeme jedince prezentovat
jak formou celoc€iselnou tak realnou popiipadé kombinaci téchto dvou forem. U celociselné
formy pouzivame dv¢ strategie. Prvni strategie vytvoii zaokrouhleni argument ucelové
funkce jiz v populaci a druhd strategie neprovede zaokrouhleni v populaci, ale az ptred
dosazenim do ucelové funkce. Tim se zvysi diverzibilita a robustnost evolu¢niho
algoritmu. Dokonce existuje i1 typ evolucnich algoritmti, ktery v jedinci obsahuje

nenumerické hodnoty. Posledni formou je reprezentace pomoci stromu.

1.5 Omezovani a oSetfovani krizovych stavi

V evolucnich algoritmech je obvyklé, ze kromé feSeni, kterych chceme dosdhnout, se

jedinci mohou dostat i do oblasti, které jsou pro nas nerealné a neopodstatnéné. Soucasti
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evolucnich algoritmii jsou i metody, které jedince udrzuji ve vymezeném prostoru

moznych feSeni.
1.5.1 Omezeni kladena na argumenty ucelové funkce

Pokud se v jedinci objevi parametr, ktery piekroCi povolené hranice, potom se tento
parametr vygeneruje zcela ndhodné v miste, které je uvnitt povolenych mezi. To zlepSuje

diverzibilitu algoritmu, protoze novy jedinec nevznikl kiizenim jedinci.

Druhym zplisobem bylo vraceni jedince na hranici. Coz se ovSem nepouziva, protoze tim

narusta Cas k nalezeni globalniho extrému.

1.5.2 Penalizace

Pokud mame n¢jaké argumenty ucelové funkce, které jsou pro nas neakceptovatelné
(zaporna tloustka stény), mizeme vyuzit penalizaci funkce. To je uprava hodnot
argumentl ucelové funkce ve vybranych oblastech. Penalizace je vlastné takovy natlak na
jedince, ktefi se dostanou do téchto oblasti. Tito jedinci jsou v hodnoté ucelové funkce
znevyhodnéni obrovskou hodnotou smérem k opaénému extrému. Potom bud’ opusti sva

dosavadni mista, nebo nepostoupi do dal§iho evolu¢niho kola. Existuji dvé metody:

e Hard-constraints - jedinec, ktery se nachazi v zakdzané oblasti je zruSen a
vygenerovan v povolené oblasti
e Soft-constraints - jedinec, ktery se objevi v zakdzané oblasti, neni zruSen, ale

znevyhodnén vici ostatnim feSenim.
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2 SOMA

SOMA je vlastné zkratka, kterd znamena Samo-organizujici se migracni algoritmus (Self-
Organizing Migration Algorithm). Tento algoritmus byl vytvoten 1. Zelinkou v roce 1999.
Radime jej mezi evoluéni algoritmy a to i navzdory tomu faktu, Ze v prib&hu samotného
béhu algoritmu nedochdzi k vytvafeni novych potomkt, jak je tomu u klasickych
evolucnich algoritmi. Pracuje totiz s populacemi velmi podobné jako genetické algoritmy
a vysledkem po jednom migra¢nim kole (v analogii evolu¢nich algoritmi evolu¢niho
cyklu) je velmi podobny s Diferencidlni evoluci & genetickymi algoritmy. Cinnost
algoritmu SOMA je zalozena na vektorovych operacich, stejné jak je tomu u Diferencidlni
evoluce nebo u Particle swarm optimalization (PSO). Mnohem pfesnéjsi je ovSem fazeni
tohoto algoritmu mezi memetické nebo hejnové algoritmy. Klasicky vybér rodict

z populace zde byl nahrazen principem, ktery by se dal v biologické analogii nazvat

harémovou tvorbou potomkil ve stad¢.

2.1 Princip algoritmu SOMA

SOMA byl vyvinut na principech, které 1ze odpozorovat v pfirodé a kterymi se v socidlné-
biologickém prostiedi fidi inteligentni jedinci, jez kooperuji na feSeni spolecného tukolu.
[4] Jako jednoduchy piiklad principu algoritmu SOMA z pfirody si miizeme popsat
chovani inteligentnich jedinct reprezentovanych smeckou vlka. Jednotlivi vici putuji
prostorem a hledaji misto s nejlepsim zdrojem potravy pro smecku. I kdyz pracuji ve
smecce a chteéji pro ni nalézt nejlepsi zdroj potravy, nevédomky mezi s sebou soutézi.
Kazdy jedinec chce byt tim, ktery nalezne nejlepsi zdroj. Hned vedle této faze, ktera se
nazyva soutézeni, je faze nazvana spoluprace jedincii. V nasi modelové situaci to znamena,
ze jedinci si mezi sebou sdéluji informace o jedinci, ktery zatim nasel nejlepsi zdroj
potravy. Tento jedinec zlstava u svého zdroje a ostatni jedinci opusti své zdroje a migruji
krajinou smérem k jedinci s nejlepSim zdrojem potravy. Pfi svém putovani se snazi
prohledavat krajinu a nalézt jesté lepsSi zdroj potravy, nez ma aktualné nejlepsi jedinec.
Tato faze migrace se opakuje tak dlouho, nez se vSichni jedinci sejdou u nejlepsiho zdroje
potravy. Toto je velmi jednoduché ptfirovnani algoritmu SOMA ke smecce inteligentnich
jedinct. Pokud ovSem jedince nahradime souborem parametrti, které chceme optimalizovat
a krajinu (Zivotni prostor) na ucelovou funkci dokaze tento algoritmus diky své migraci

najit velmi hluboké globalni extrémy.
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Tabulka 1. Srovnani biologické terminologie s terminologii SOMA

Biologicka realita Pocitatova implementace

Clenové smecky spolecenstvi Jedinci v populaci, parametr PopSize

Clen spolegenstvi s nejlepsim zdrojem Leader, vedouci aktudlniho migracniho kola
Vhodnost, hodnota tcelové (kriterialni,

Potrava . . : SRR
cenove) funkce, geometricky je to lokalni ¢i
globalni extrém na N rozmérné hyperplose

Zivotni prostor spole¢enstvi Hyperplocha dana ucelovou funkci

Migrace Clent spoleCenstvi v Zivotnim Migracni kola v algoritmu SOMA

prostiedi

Vzhledem k tomu, ze SOMA nevytvari nové jedince pomoci kiizeni a mutace, ale fidi se
principy vychazejicimi ze spoluprace inteligentnich jedincti migrujicich po prostoru
moznych feSeni, byl pojem z evolucnich algoritml generace pfejmenovan na Migracni
kolo. Jedinci se béhem hledani lepsich feSeni navzajem ovliviiuji. Proto mohou v prostoru
feSeni vznikat skupiny jedinct, které se navzajem rozpadaji a opét reorganizuji pfi migraci
ptes prohledavany prostor. Skupina jedincii neboli populace se vlastné sama tidi vzdjemny

pohyb jedinct. Tato vlastnost je v algoritmu SOMA popsana jako samo-organizace.

2.2 Parametry algoritmu SOMA

Kvalita béhu algoritmu SOMA je ovlivnén, stejné jako u ostatnich evolu¢nich algoritmt

specidlnimi parametry. Tyto parametry se déli do dvou zakladnich skupin.

e Ridici parametry

e Ukoncovaci parametry

Ridici parametry uréuji kvalitu b&hu algoritmu. To znamend, Ze jejich nastaveni pfimo
ovliviiuje, jak se algoritmus ptizplisobi danému problému resp. hodnoté ucelové funkce.
Ukoncovaci parametry uz podle ndzvu ukoncuji za pfedem definovanych podminek b&h
algoritmu. Parametry obou téchto skupin musime nastavit jesté pfed samotnym spusténim
algoritmu na optimalizaci daného problému. Tyto parametry mohou nabyvat rGznych

hodnot v ur¢itém rozsahu, ktery popisuje nasledujici tabulka.
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Tabulka 2. Popis parametrii a jejich rozsahy pro algoritmus SOMA

Parametr Doporuceny rozsah Poznamka

PathLength <L1;5> Ridici parametr

Step <0,11 ; PathLength > Ridici parametr

PRT <0;1> Ridici parametr

D < Déno problémem > Pocet argument ucelové funkce
PopSize < 10 ; definuje uzivatel > Ridici parametr

Migrace <10 ; definuje uzivatel > Ukoncovaci parametr

MinDiv < Libovolny;definuje uzivatel > | UkonCovaci parametr

PathLength tento parametr by mél byt nastaven v rozsah < 1,1; 5 > a tato hodnota
reprezentuje, na jakou pozici se dostane aktivniho jedinec vic¢i vedoucimu jedinci
(leaderovi) b&hem migracniho kola. Pokud nastavime hodnotu parametru
PathLength = 1 potom se aktivni jedinec zastavi pifimo na pozici Leadera. Pokud
nastavime hodnotu PathLength > 1, tak se aktivni jedinec zastavi za vedoucim
jedincem. Pti hodnot¢ dva se potom aktivni jedinec zastavi ve stejné vzdalenosti od
vedouciho jedince jako na zacatku ale na opacné stran¢ od vedouciho jedince. M¢li
bychom se vyvarovat hodnotam PathlLength < 1, protoze to vede k degradaci
migra¢niho procesu, protoze se aktivni jedinec zastavi pfed vedoucim jedince a tim
se nachazi pouze lokélni extrémy. Testovanim bylo dokézdno, Ze hodnota
PathLength =3 je dostacujici pro vSechny problémy.

Step tento parametr se nastavuje v rozsahu < 0,11; PathLength > a urCuje, jak se
cesta aktivniho jedince navzorkuje. To je, jak bude tato cesta mapovana. Pokud
mame jednoduchou unimodalni funkci, mizeme si dovolit zvolit vysokou hodnotu
pro urychleni chodu algoritmu. Ale pokud nemame ponéti o pribéhu ucelové
funkce, mé&li bychom volit malé hodnoty tohoto parametru. Cim mensi hodnotu
nastavime, tim podrobnéji bude tato cesta aktivniho jedince prozkouména a tim
mame veétsi pravdépodobnost, ze najdeme globalni extrém. Daéle je dulezité, aby
parametr Step nebyl celo¢iselnym nasobkem PathLength. Tedy vzdalenosti, kterou
ma aktivni jedince projit. To vede k diverzibilité¢ populace, kterd potom muze
rychle skonCit v lokdlnim extrému, protoze kazdy jedinec muze byt piitazen
vedoucim jedincem. Proto je lepsi hodnota 0,11 nez 0,1.

PRT tento parametr nastavujeme v rozsahu < 0; 1 > a je to nejdulezitési a
nejcitlivéjsi parametr. Oznacujeme jej jako perturbaci. Hlavné z néj se vypocita

perturbacni vektor PRTVector, ktery nam udava, zda aktivni jedinec bude
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postupovat ptimo k vedoucimu jedinci, nebo ne. Nejoptimalnéjsi hodnota je 0,1.
Cim je hodnota PRT vétsi, tim nartista konvergence algoritmu k nalézani lokalnich
extrému. Pokud nastavime hodnotu PRT = 1 pak stochastické chovani z algoritmu
zcela vypadne a algoritmus se chova zcela deterministicky, coz se nehodi pro
multimodalni  funkce. Vys$§i hodnoty parametru se pouzivaji  pro
nizkodimenzionalni funkce s velkym poc¢tem jedincti populace.

e D parametr je ddn samotnym problémem a udava pocet argumentt ucelové funkce.
Tento parametr mizeme zménit jen v pripadé, ze predefinujeme dany problém.

e PopSize tento fidici parametr se nastavuje v rozsahu < 10; dano uzivatelem > a
reprezentuje pocet jedincl v populace. Teoreticky by mohla byt minimalni
populace se dvéma jedinci. V praxi ovSem se takto nastaveny algoritmus chova
podobné jako deterministické metody. Hodnota PopSize se nejcastéji nastavuje jako
0,3 az 0,5 hodnoty parametru D. Samoziejm¢ u jednoduché unimodalni funkce neni
problém nastavit hodnotu na nizké Cislo a naopak u slozité se klidn¢ PopSize miize
rovnat hodnot¢ parametru D

e Migrace je parametr, ktery se nastavuje v rozsahu < 10; dano uzivatelem >. Urcuje,
kolikrat se dana populace jedincii pfeorganizuje na hyperplose nez skonci. Je to
tedy ukoncovaci parametr. V terminologii evolu¢nich algoritmli se tento parametr
uvadi pod nazvem generace.

e MinDiv si mize uzivatel zvolit podle svého uvazeni. Je to vlastn¢ parametr, ktery
udava minimalni diverzitu. Je to vlastn¢ rozdil v hodnoté nejlepsiho a nejhorSiho
jedince v daném migra¢nim kole. Pokud je hodnota rozdilu mensi nez hodnota
nastavena v parametru MinDiv, tak se algoritmus ukonéi. Samoziejmé pro
nastaveni této hodnoty bych mél znat Gcelovou funkci. Musime védét, jakych
hodnot mlze nabyvat a podle toho se rozhodneme pii jaké rozdilové hodnoté, uz
bude v globdlnim extrému funkce. Pokud tedy nastavime tento algoritmus na
velkou hodnotu, skon¢i diiv, nez se dostane do globalniho extrému. Kdyz jej

nastavime na minimalni hodnotu, tak se algoritmus zastavi po vyprSeni Migrace.
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Nejhorsi
jedinec

MinDiv

Obrazek 3. Minimadlni diverzibilita

Mizeme vyuzit i zjednoduSené nastavovani. To nastavime MinDiv na zapornou
hodnotu. Tim docilime, Ze podminka nebude nikdy realné splnéna a tento parametr
eliminujeme. PathLength nastavime na hodnotu 3 a perturbaci PRT na hodnotu 0,1.

Potom uZ jen nastavime zbyvajici 3 parametry podle poZadavku problému.

2.3 Populace

Algoritmus SOMA tvofi populaci stejné, jako bylo popséano v kapitole 1.3

2.4 Perturbace

Perturbace je vlastné analogie mutace z evolu¢nich algoritmi. Pojem byl zménén jen kvuli
terminologii, vysledny efekt je ale stejny. Oba terminy do algoritmli vnaseji ndhodu,
pomoci generatoru nahodnych ¢isel. Diivod pro pouziti jiného terminu v algoritmu SOMA
je ten, ze v ni nedochazi ke klasické mutaci nového jedince, jak je tomu u klasickych
genetickych algoritmi, nybrz jen k ruSeni ptimého pohybu k vedoucimu jedinci. Perturbaci
nejvice ovliviluje parametr PRT. Ten je jednim s nastavitelnych parametri algoritmu
SOMA. Pravé z néj se pocita perturbacni vektor pro kazdého jedince zvlast. Tento vektor

se pocita znovu pro kazdého jedince kazdé migracni kolo.
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rnd; < PRT pak PRTVector =1 jinak = 0, j=1,..,N ()

To jsou pravidla pro generovani perturbacniho vektoru. Vzdy se zacne generovat nahodné
¢islo vintervalu 0 a 1. To se porovnava s hodnotou PRT a pokud je hodnota ndhodného
¢isla mensi, pak se PRTVector = 1. Pokud je tomu naopak PRTVector = 0.

Vykonnost algoritmu SOMA lze zlepsit tim, Ze se perturbacni vektor PRTVector generuje
zvySuje Sanci na nalezeni globalniho extrému. V ptivodni verzi SOMA byl PRTVector

generovan jesté pied tim nez zacal jedinec putovat a byl pro vSechny skoky shodny.

2.5 Krizeni

SOMA ma opét zcela jiny pohled na kiiZeni, nez klasické evolu¢ni algoritmy. Ty pod
pojmem kiizeni vytvaii nového potomka, ktery je vygenerovan na pozici, ktera je slozena
z pozic jiz existujicich rodicii. Potom se zjiStuje kvalita tohoto potomka a nasledn¢ piijeti,
nebo odmitnuti do mnoziny pro novou populaci. SOMA se v kiizeni spiSe podoba
algoritmu PSO, SS atd. Pfi putovani aktivniho jedince k vedoucimu jedinci po hyperplose
dochazi k navzorkovani této trasy po skoku, ktery reprezentuje parametr Step. Pii kazdém

tomto skoku se vytvoii novy potomek a z této sady potomkil se zachovéa jen ten nejlepsi.

Jedincovo putovani se fidi rovnici

# =7; + mtPRTVector kdet € < 0,po Step aZ po PathLength > 3)

xft = Ml e + (207 — xare) t PRTVector;, kde t € < 0, PathLength > 4)

Jak je vidét PRTVector ovliviiuje smér pohybu jedince. Pokud jsou vSechny prvky rovny
jedna, aktivni jedinec se pohybuje pfimo k vedoucimu jedinci. Pokud jsou ovSem né¢které
prvky nulové, dojde k zmrazeni jedné soufadnice, coz vede k odklonéni sméru cesty od
vedouciho jedince a tim k vétSi pravdépodobnosti nalezeni globalniho extrému. Timto

krokem se stava algoritmus daleko robustné;si.
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Migrujici
jedinec

Obrazek 4. PRTVector oviiviiujici smér pohybu jedince

2.6 Strategie algoritmu SOMA

Strategie je vlastn¢ zpisob komunikace a geometrického posouvani jedincti populace po

hyperplose. V soucasné dobé¢ existuje n¢kolik strategii algoritmu SOMA

e _VSichni k jednomu” (AllToOne). Tato strategie postupuje po vytvoieni populace
nasledovné. Kazdy jedinec populace se ohodnoti ucelovou funkei, ten ktery bude
na nejlepsi pozici, se stane vedoucim jedincem (Leaderem) pro nasledujici
migracni kolo. Vedouci jedinec zlstava v nasledujicim migracnim kole na svém
misté¢ a ostatni jedinci se presunuji smérem knému po skocich urcenych
parametrem Step. Po kazdém tomto skoku zjisti hodnotu ucelové funkce, a pokud je
lepsi nez predchazejici hodnota, uloZi si ji. Takto projedou celou cestu PathlLength
a ulozena nejlepsi pozice se stane vychozi pozici jedince pro dal§i migracni kolo.
Ptedtim nez aktivni jedinec zapoc¢ne svoji cestu k vedoucimu jedinci je vytvoren
vektor o velikosti po¢tu argumentt ucelové funkce, ktery reprezentuje PRTVector,
ktery jak bylo popsano v predeslé kapitole, zajiStuje smér putovani aktivniho
jedince. To se dé&e pro kazdy novy béh algoritmu, takze smér, ktery mél
v pfedeslém kole, nemusi mit v dal§im kole. Po ukon€eni migra¢niho kola se opét
sdeli tcelové hodnoty vsech jedincii na novych pozicich. To je faze spoluprace.
Jedinec s nejlepsim vysledkem se zvoli jako novy vedouci jedinec (Leader). Tento

postup se opakuje stale dokola, dokud neni splnéna jedna zukoncovacich
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podminek. Pokud rozdil mezi nejlepSim a nejhorS§im jedincem neni mensi nez
parametr MinDiv a nebo jestli pocet migracnich kol algoritmu nepiesdhne pocet
urceny parametrem Migrace.

e _Visichni ke v§em” (AllToAll) Jak jiz ndzev napovida, u této strategie se vSichni
jedinci presouvaji k ostatnim jedinct. Neexistuje zde vedouci jedinec. Piesouvani
v migracnim kole je stejné jak u predeslé strategie VSichni k jednomu s tou
vyjimkou, ze po dokonceni aktudlni migrace se aktivni jedinec pfesune na svoji
startovaci pozici z predeslého migracniho kola a provede se posun k dalSimu
prostoru a tim je vétsi pravdépodobnost nalezeni globalniho extrému.

e _Adaptivné vSichni ke vSem” (AllToAllAdaptive) Tato strategie je naprosto
totozna s e strategii VSichni ke vSem s tim rozdilem, ze aktivni jedinec se nevraci
na startovni pozici (nejlepsi pozice v predeslém migracnim kole), ale kdyz je
néjaka hodnota aktualni migrace lepsi, nez nejlepsi hodnota kterou si jedinec ulozil
do paméti, tak se na ni pfesune a ztéto pozice se potom vydava na putovani
k dal$im jedincim v piislusném migra¢nim kole.

e . VSichni k jednomu nahodné” (AllToOneRand) Tato strategie ma opét vedouciho
jedince (Leadera), ktery ovSem neni urcen nejlepsim vysledkem ucelové funkce, ale
je vybrén zcela nahodné

o _Svazky” (Clusters) je strategie, ktera se da pouzit jako dopln¢k vSech piedchozich
strategii. Je to vlastné rozdéleni vSech jedinci do podskupin. V kazdé z téchto
podskupin probihd samotny algoritmus SOMA. Samotni jedinci se mohou pii
putovani dostat do jiné skupiny. To, ke které skupin€ jedinec patii, se zjistuje
pomoci vztahu. Parametr IND; predstavuje i-ty parametr ucelové funkce, ktery
testujeme a parametr CC; je stejny i-ty parametr jen u vedouciho jedince (Leadera).
HB; a LB; jsou potom rozsahy parametrt, kterych mohou nabyvat. HB pro horni
hranici a LB pro spodni hranici rozsahu. Pokud se stane, ze se jedinec dostane

daleko od vSech skupin, stane se vlastnim svazkem a putuje ke vSem strategii

AllToAlL
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3 DIFERENCIALNI EVOLUCE

Tento typ evolu¢niho algoritmu je velice podobny genetickym algoritmiim, se kterymi ma
nekolik podobnych ryst. Byl vytvofen vroce 1995 Kennethem Pricem a Rainerem
Stormem. Tito dva autoii se domluvili na spolupraci a chtéli vylepsit genetické zihani pro
z reprezentace binarnich Cisel do dekadickych a tim samoziejmé piredélani logickych
operaci na vektorové. Pak uz byla jen otazka Casu, kdy Kenneth pfiSel na diferencialni
mutaci. Ta generuje zkuSebni feSeni, coz je pficteni diference dvou ndhodné vybranych
jedinct (vektorti) ke tetimu jedinci (vektoru). Prvni varianta Diferencialni evoluce je
vlastné tato diferencialni mutace a metody selekce genetického zihani. Principy Zihani se
v testech ukdzaly jako nadbytecné a proto byly zcela vypustény. R. Storm potom vytvoril
zvlastni populaci, coz byla populace, kterd soupetila o misto v populaci az po naplnéni této
zvlastni populace. Tato druhd varianta poskytovala dobré vysledky na testovacich
funkcich, nicméné pro SirSi zabér optimalizacnich problému byla tato varianta slaba. Proto
byla vytvofena tfeti varianta Diferencidlni evoluce a ta byla prezentovana v ¢lanku Dr.

Dobb’s a tim se ptedstavila §irsi vefejnosti na trovni odborného periodika.

3.1 Parametry Diferencialni evoluce

Stejn¢ jako u ostatnich evoluc¢nich algoritmt je ¢innost i1 kvalita Diferencialni evoluce

ovlivnéna fidicimi parametry.

e CR tento parametr byva oznaCovdna za prah kiizeni. Muze nabyvat hodnot
v rozsahu <0; 1>. Pokud mame separabilni funkci, je dobré nastavit tento parametr
na hodnotu blizkou nule. V ptipad¢ ze nastavime parametr CR=0, se potom mutace
nedostane do zkuSebniho jedince a ten je potom kopii aktualniho ctvrtého rodice.
Naopak pokud nastavime CR = 1, potom zkuSebni jedinec bude tvofen tfemi
nahodné vybranymi rodi¢i z populace. Ale tim se evolu¢ni algoritmus zméni na
nahodné hledani, protoze jedinci jsou vybrani ndhodné a ne na zéklad¢ jejich
kvality. Témto hranicnim bodiim bychom se m¢li vyvarovat a nenastavovat je.

e D je oznaceni parametru popisujiciho dimenzi. Je to vlastné¢ pocet argumenti
ucelové funkce, ktery je dam feSenym problémem.

e NP je parametr popisujici pocet jedinci v populaci. Z charakteru Diferencialni

evoluce vime, ze minimalni pocet jedincti by nemél byt mensi nez Ctyfi. Ctyii je
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totiz minimalni hodnota populace, pii které Diferencidlni evoluce jesté pracuje.
Rozsah populace by mél byt vrozmezi <10 D az 100 D>, ale jde hlavné o
zkuSenost s timto algoritmem a snaha nastavit ho co nejefektivnéji parametr na
dany problém.

e F je parametr urCeny pro mutacni konstantu. Hodnota parametru se pohybuje
v intervalu < 0; 2 >,

e Generation je ukoncovaci parametr. Udéava, kolikrat probéhne vytvoreni nové

generace do ukonceni algoritmu.

Doporucené hodnoty pro nastaveni Diferencialni evoluce jsou vypsany v nasledujici

tabulce.
Tabulka 3. Doporucené hodnoty pro Diferencialni evoluci

Ridici Interval Doporucend Poznamka

NP <10 D; 100 D> 10D Velikost populace, pokud je vysoce
multimodalni funkce potm 100 D

F <0, 2> 0,3-0,9 Mutacni konstanta
Préh kiizeni, CR<<I jestli je funkce

CR <0,1> 0,8-0,9 separabilni a CR = 1 pro
neseparabilni

Generace Uzivatel Pocet kol slechténi populace

3.2 Populace

Tvorba prvotni populace i s omezenim hrani¢nich hodnot je zcela stejné jak bylo popsanu

u evolucnich algoritmt v kapitole 1.3

3.3 Mutace

Mutace je zékladem tvofeni novych jedinct u kazdého evoluéniho algoritmu. Zvlastnosti
pro Diferencialni evoluci je pouziti ¢tyf rodict na vytvoreni nového potomka. Pro kazdého
jedince jsou ndhodné vybrani tfi dalsi jedinci, ktetfi spolu vytvofi tzv. Sumovy vektor v.
Tento Sumovy vektor je vlastné mutaci téchto tii vektorti. Mutaci vytvoiime odectenim
prvniho jedince od druhého, nasledné vynasobime mutacni konstantou F a vysledny vektor

se pficte k poslednimu tfetimu vektoru.

_ .G G G
Vi = X3+ F(xrl‘j - xrz‘j) (5)
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3.4 KF¥izeni

Dalsi zvlastnosti Diferencidlni evoluce je, Ze proces kiiZeni jedincti dochazi az po samotné
mutaci. U genetickych algoritmi je tomu naopak. Prvni je vytvoien jedinec kiizenim a az
potom je upraven mutaci. Jiz pfi popisu Diferencidlni evoluce jsme napsali, Ze novy
jedinec je tvoren ze Ctyt rodicli a pro Sumovy vektor jsme zatim pouzili jen tfi. Ten Ctvrty
pfichazi na tadu pravé pti kiizeni. Vytvorime tzv. zkuSebni vektor, ktery se vytvaii
Sumovym vektorem a pravé c¢tvrtym jedincem. Pro vytvofeni zkusSebniho vektoru se
vyuziva parametr CR, ktery porovnavame s ndhodné vygenerovanym cislem. Vzdy
pracujeme se sob&é odpovidajici parametry. Vezmeme si napf. prvni parametr Sumového
vektoru a prvni parametr ¢tvrtého jedince. Pokud je vygenerované ¢islo mensi jak parametr
CR, potom vybereme do zkuSebniho vektoru prvni parametr ze Sumového vektoru a
naopak. Takto postupujeme pro druhy parametr, tieti atd. Az vyplnime cely zkuSebni
vektor, tak se z néj stane novy jedinec, ktery soutézi se ¢tvrtym jedincem o misto v nové

populaci.

3.5 Princip Diferencialni evoluce

Princip je totozny s kazdym evolu¢nim algoritmem. Béhem generace se snazime najit co
nejoptimalnéjsi parametry jedince (nejlepsi hodnotu ucelové funkce). Generace jsou
vlastné jednotlivé cykly, které se opakuji, dokud neni splnéna podminka ukoncovaciho

parametru.

1. Nastavime parametry algoritmu, jak jiz bylo popsdno vyse (viz. Tabulka 3.) a
nadefinujeme hranice a nepiipustné hodnoty pomoci vzoru (Specimena).

2. Vytvorime pocatecni populaci, ke které pouzijeme nadefinovany vzor (Specimen)
z ptedeslého kroku. Populace je vlastné definovana jako tabulka ( N+7 x M), kde
krom¢ parametrii, které jsou dany problémem, musime pocitat jesté s jednim
prvkem navic a to pro hodnotu ucelové funkce.

3. Béhem kazdé generace se vybird jeden jedinec za druhym az do konce populace a
podrobuji se postupnému evoluénimu Slechténi. A pro kazdého jedince se vytvoii
cyklus, ktery je popsén v nasledujicim bodé.

4. Vzdy se vezme jeden jedinec. K nému nahodné vybereme dalsi tii jedince. Prvniho
jedince odeCteme od druhého a dostaneme tzv. diferencni vektor. Ten potom
vynasobime mutacni konstantou F a tim ziskdme vdahovany diferencni vektor.

Sumovy vektor potom dostaneme pfictenim tfetiho jedince k vdahovanému
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diferencnimu vektoru. Potom pfijde na tadu kiizeni a vytvofime tzv. zkusebni
vektor. Ten se plni prvek po prvku podle podminky, jestli je vygenerované ndhodné
¢islo mensi nez parametr CR. Pokud ano pfislusny prvek se doplni ze sumového
vektoru, pokud je vétsi, bere se prislusny prvek z vektoru ¢tvrtého jedince. Takto
vyplnény zkusebni vektor potom soutézi s cilovym vektorem (Ctvrty jedinec) o to,
ktery mé lepsi hodnotu ucelové funkce a ten je ulozen do cilového vektoru. Tak
mame zajisténo, ze se do nové generace dostanou jen jedinci, ktefi maji lepsi
vlastnosti z pohledu hodnoty ucelové funkce. Tento cyklus opakujeme pro vSechny
jedince v populaci.

5. Diferencidlni evoluci ukonCuje parametr Generation, ktery je jedinym
ukoncovacim parametrem v zakladni verzi algoritmu. Udava, kolikrat se ma

generace obménit nez algoritmus skonci.

Pokud pouzijeme Diferencidlni evoluci na Slechténi parametrGi Diferencialni evoluce,
mluvi potom o meta-Diferencidlni evoluci. Vzdy pro populaci parametrii vytvoiime
samotnou Diferencidlni evoluci. Je jasné, Ze nam tim stoupne i1 vypocetni sloZzitost
algoritmu.

3.6 Varianty Diferencialni evoluce

Zatim jsem Vv této praci popisoval zékladni variantu Diferencidlni evoluce a to konkrétné
DERandIBin. To ovSem neni jedina strategie. Existuji 1 jiné varianty, které se lisi

v riznych vypoctech. Nejcastéji ve vypoctu Sumového vektoru v.
e Varianta 1 DE/best/1/exp
Vj = Xpesr + F(xfz'j — xf&j) (6)
e Varianta 2 DE/rand/1/exp
v = foj + F(xfz,j - xf3,j) (7
e Varianta 3 DE/rand-to-best/1/exp
v = xfj +A. (xgest‘j - xl-GJ-) + F(xfl‘j - erZJ-) )
e Varianta 4 DE/best/2/exp

— G G G G G
Vj = Xpest,j + F(xrl,j + Xr2,j — %Xr3,j — xr4—,j) (9)
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e Varianta 5 DE/rand/2/exp

v = xps  + F(okj + x5 — %555 — %74, ) (10)
e Varianta 6 DE/best/1/bin
Vj = Xpest,j + F (%2 = x7s,5) (11
e Varianta 7 DE/rand/1/bin
v =7y + F(ay ) — x5 ;) (12)
e Varianta 8§ DE/rand-to-best/1/bin
vy = xi A (Xpestj — xEj) + F(xfyj — x5 ) (13)
e Varianta 9 DE/best/2/bin
v = xl();est,j + F(erl,j + erz,j - er3,] - er4,j) (14)
e Varianta 10 DE/rand/2/bin
v = x5+ P + %k — X — %) (15)

Jak je vidét, nékteré varianty vypadaji naprosto shodné. To je ovSem jen na prvni pohled,
protoze vypocty nejsou dany nejen Sumovym vektorem, ale mohou se lisit v jinych

detailech.

3.7 Stagnace

Stagnace je negativni jev Diferencidlni evoluce, pii niz dochazi bez ziejmych divodi
k zastaveni vyvoje hodnoty ucelové funkce k optimalnéjSim hodnotam jest€¢ pied
dosazenim globalniho extrému. Populace ziistava stile diverzibilni, ale optimalizacni
proces nepokracuje. A to 1 vpifipadech kdy vznikaji novy potomci a populace

nekonvergovala k lokalnimu extrému.
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4 ROJENI CASTIC (PSO)

Zkratka PSO vsob¢ skryva anglicky nazev Particle swarm optimalization. Tato
optimalizacni technika byla vyvinuta vroce 1995 Russellem Eberhartem a Jamesem
Kennedym. Inspiraci nasli v socidlnim chovani zivoc¢isnych spolecenstev napt. rybich a
ptacich hejn. Zakladem je opét prace s populacemi a hledani jejich optimalniho feseni
vytvarenim novych a lepSich generaci, jako u SOMY a Diferencialni evoluce. Na rozdil od
nich oviem nema Zadné operatory jako kiizeni a mutace. Castice zjist'uji, ktera z &astic

(jedinctl) mé v prostoru feSeni nejlepsi vhodnost a jeji trajektorii nasleduji.

4.1 Princip Rojeni ¢astic (PSO)

Vezméme si jako ptiklad hejno ptakl. Toto hejno ptakti bude mit za kol najit nejvyssi
misto. Hejno je rozprostfeno po prostoru a vzdy si uklada hodnotu nejlepsi Castice. Ostatni

Castice se snazi nasledovat prave tuto nejlepsi castici.

Kazda c¢astice je tedy reprezentovana parametry (soufadnicemi v prostoru) rychlosti, ktera
usmérnuje jejich let a vhodnosti, ktera se vypocita dosazenim parametri do ucelové funkce

a vzdy se ulozi jen ta nejlepsi hodnota aktualni ¢astice.

Cela populace je vygenerovana ndhodn€¢ na prostoru feSeni. Kazdy jedinec ma také
vygenerovan vektor rychlosti, ktery ma za ukol udavat smér jedince v pristim kroku.
Kazdému jedinci je vypocitdna tcelova funkce a ten s nejlepsi hodnotou je ulozen do
spole¢né paméti populace. Tato hodnota je oznacovana jako gBest. Kazdy jedinec ma
ovsem jeste svoji pamét, kde uklada nejlepsi pozici, na které zatim byl. Pokud se dostane
na pozici, jejiz hodnota ticelové funkce je lepsi nez dosavadni nejlepsi pozice jedince, ulozi

si ji do paméti pBest. Piesun a korekce rychlosti jedince se provadi pomoci nésledujicich

rovnic.
va(t+1) =v4(t) + ¢y.rand. (pBesti,d — xl-,d(t)) (16)
+ cy.rand. (gBestd - xi,d(t))
Xig(t+1)=x;4@) +va(t+1) (17)
va(t+1) - rychlost jedince v nasledujicim kroku
vy (t) - rychlost jedince v tomto kroku

x;q(t+1) - pozice v nasledujicim kroku
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x; q(t) - pozice jedince v tomto kroku

pBest; 4 - nejlepsi dosavadni pozice daného jedince
gBest, - nejlepsi nalezend pozice v populaci

rand - ndhodné ¢islo v intervalu (0, 1)

€1, Cy - ucici faktor (obvykle se nastavuje na hodnotu 2)

Po tom co se jedinci pfesunou noveé vypocitanou rychlosti na noveé vypocitanou pozici a
vni vypocitaji hodnotu ucelové funkce, se cely cyklus opakuje znovu. Z rovnic lze

vyvodit, ze se jedinec muze vydat tfemi smeéry.

e Individualni — jedinec pokracuje dale svoji vlastni cestou
e Konzervativni — jedinec se vraci na pozici, kde nasel zatim svoji nejlepsi
hodnotu ucelové funkce

e Prizpisobivy — nasleduje jedince, ktery zatim naSel nejlepsi hodnotu tcelové

funkce
pBest .
'*'*fb;é_
‘\~ Y ad
L, D
s.‘?qs?
'@

gBest

nova pozice
jedince

Obrazek 5. Pohyb jedince ovlivnény pBest a gBest jedinci
Dal$im omezenim je parametr Vmax, ktery byl vytvofen jako kontrola proti prudkému
zvySovani rychlosti ¢astic. Tyto Castice potom mély tendenci vylétavat pres hranice

prohledavané oblasti. Postup pii piekroceni hodnoty Vmax je nasledujici. Bud se
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vygeneruje ndhodné¢ nova rychlost, kterd je mensi jako hodnota Vmax, nebo se rychlost

¢astice v misté prekroCeni omezi jen na rychlost Vmax.

4.2 Parametry Rojeni ¢astic (PSO)

Jako kazdy algoritmus, i pro rojeni Castic musime nastavit pied samotnym b&éhem
algoritmu nekolik parametrti, se kterymi tato metoda pracuje. Jejich spravné nastaveni

muze zlepsit kvalitu fesent.

e Dimenze je parametr, ktery stejné jako u jinych algoritmi reprezentuje popis
problému. To je pocet argumentli ucelové funkce. Kazdy jedinec ma vytvoreny
vektor spozicemi a rychlostmi, ktery ma pocet argumentl zcela totozny
s parametrem dimenze.

e Rozsah miizeme nastavit, jak jiz bylo popsdno v odstavci populace u SOMY
pomoci vzorového jedince tzv. specimenem. Rozsah tedy ohranicuje prohledavany
prostor. Udava pro kazdou dimenzi, v jaké oblasti mtze lezet feseni.

e Pocet ¢astic je parametr, ktery se u algoritmu SOMA nebo Diferencialni evoluce
nazyva populace a stejné jako u nich by se mél volit v rozsahu 10.D. Typicky
volime 20 a 40 castic. Mzeme klidn€ volit i 100.D castic, ale je jasné, ze ¢im vic
¢astic pouzivame, tim ndm roste strojovy Cas a vypocet feSeni dosdhneme za delsi
dobu.

¢ Vmax udavd maximalni rychlost ¢astic. Ptili§ velkd hodnota Vmax zplsobuje, ze
¢astice mohou vylétavat z oblasti omezené rozsahem a jsou potom znovu ndhodné
generovany. To ma za nésledek degradaci rojeni ¢astic na ndhodné prohledavani.
Naproti tomu velmi mald hodnota zplisobuje, ze se dany problém fesi velmi
podrobné, ale zase na malé oblasti. Nej€astéji se hodnota Vmax voli jako 1/20
rozsahu.

e Ucici faktor ¢; a c; rozhoduji o sméru putovani Castic prostorem. Parametr c,
uptfednostiuje ndvrat na zatim nejlepsi pozici jedince ptfed postupem k nejlepsi
hodnoté celé¢ populace. Na rozdil od néj parametr ¢, upfednostiiuje postup k
nejlepsi pozici celé populace. To ale neni jeSté zcela definitivni. Oba tyto
parametry jsou jeSt¢ ndsobeny ndhodné generovanym cislem v intervalu (0, 1),
které tuto prioritu mohou dokonce i obratit. Optimalni nastaveni téchto parametrii

je obvykle c;/=c,=2, ale existuji i specialni problémy, které vyzaduji specialni
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nastaveni pro efektivni podani vysledku tfeSeni. Pro tyto pfipady se voli rozsah
mezi [0, 4].

e Setrvacnost je dal$i parametr, ktery se vklada pted predchazejici rychlost. Byl
predstaven v roce 1998 a pouziva se k zapomindni rychlosti. Oznacuje se jako w

(véha) a pokud je mensi jak jedna, potom dochazi k zapominani rychlosti.

va(t +1) = w.vy(t) + ¢y.rand. (pBesti,d - xi,d(t)) (18)

+ ¢,.rand. (gBestd — xi,d(t))

Tato hodnota nemusi byt nastavena napevno. Hodnota setrvacnosti se v prubéhu
algoritmu muze postupné linearné¢ ménit. Nékdy byva nastavovéna pocatecni a
koncova hodnota setrvacnosti Wg,; @ Wenqg. TO se potom parametr setrvacnosti w

vypocita podle nésledujiciho vztahu.

(Wstart — Weng)- iterace (19)
Migrace

W = Wstart —

Timto vztahem je zaruceno, ze zezacatku algoritmus prohledavd prostor po
velkych skocich a postupem ke globalnimu extrému se skoky zmensuji.

e Constriction faktor y je parametr ktery méa podobnou vlastnost jako setrvacnost.
Vkléada se i na stejné misto v rovnici. Obvykla hodnota tohoto parametru je 0,729.

va(t+1) =x[vd(t) + c;.rand. (pBestl-,d - xi,d(t)) + cy.rand. (gBesty; — (20)
x5d(t))

4.3 Varianty algoritmu Rojeni ¢astic (PSO)

I algoritmus rojeni ¢astic neztistal dlouho ve své zakladni varianté¢ a jiz brzo po jeho

vytvoreni se zacali objevovat jeho novéjsi varianty. Tady je soupis téch nezndméjsich.

e Sousedstvi je varianta, ktera se od zakladni varianty lisi tim, Ze jednotlivé Castice

jsou rozdéleni do skupin. Tyto skupiny se mohou podiizovat dvéma pravidlam.
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Bud’ se fidi geografickym pravidlem, které rozdéluje castice do skupin podle
oblasti, ve které se nachazeji. Tady je ovSem problém Ze tyto geografické hranice
musime pfedem urcit, aby bylo jasné, ktera ¢astice jesté patii do skupiny a ktera
uz ne. Druhym pravidlem je socidlni. To se pouziva nejcastéji, protoze nezalezi,
na jakém misté se Castice nachazi, ale zélezi jen na poradovém Cisle Castice. Pii
pouziti sousedstvi se objevuje novy parametr a to je mnozstvi jedinci Vv
sousedstvi. Vyhodou je, ze tento parametr neni ptili$ citlivy na beh algoritmu. Pro
socialni sousedstvi se pouzivaji nejriznéjsi topologie.

Nejpouzivangjsi topologii je kruh, kde sousedem Castice je Castice s nejbliz§im
pofadovym C¢islem. Sousedstvi jsou takto navzdjem propojena a kazda castice

ovliviiuje vSechny.

Obrazek 6. Topologie kruhu pro variantu sousedstvi algoritmu PSO
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V ptipadé vypocétu (20) se u sousedstvi nepocitd s nejlepsi hodnotou populace
gBest ale snejlepSim jedincem se sousedil /Best. Parametr y se nazyva
constriction faktor a ma na rychlost podobné ucinky jako parametr setrvacnosti.
Doporucovand hodnota y je 0,729. [3]

e Speciation PSO je dalsi varianta, ktera dokaze vytvofit rizné typy ¢astic, na které
se da populace rozdélit. Tyto skupiny mohou byt bud’ morfologické - druhy
vypadaji podobné, ale 1isi se vzhledem, nebo biologické — druhy jsou skupiny
jedinct, ktefi se mohou uvnitt skupiny kiizit a tim jsou odliSeni od ostatnich
jedinct. Béhem jednoho cyklu algoritmu jsou vybrani jedinci, ktefi jsou ve své
skupiné nejlepsi a tito jedinci posléze zbytek skupiny vedou. Tyto jedince
oznacujeme jako seeds a v dalSim cyklu uz to mohou byt upln¢ odlisni jedinci, nez
byli tento cyklus.

e Niching PSO je varianta kterd je zaloZena na vytvareni podskupinek. Nejdiiv je
vygenerovana pocateCni hejno a castice s nejlepSi hodnotou ucelové funkce
vytvoii znejblizSich ¢astic svoji skupinu, kterd danou oblast prozkouma
podrobngji. Ostatni castice jsou odkdzany na sebe a snazi se najit lepsi hodnotu.
Takto se hejno neustdle déli na podskupiny, které prohledavaji mista ve slibnych
oblastech ve skupinéch.

e INPSO je varianta ktera pouziva vice sousedstvi, kterd jsou na sob¢ nezavisla.

e Hybrid PSO kombinuje pravé predchazejici variantu INPSO s algoritmem
GPEA. Vyhodou INPSO je rychlost, ale na né¢které feSeni nedokdzal najit feSeni.
Naopak GPEA dokaZze najit fesSeni vzdy ale prab¢h je velmi dlouhy.

e Dynamic Neigbourhood PSO vyuziva také vice nezavislych sousedstvi. V tomto
sousedstvi ovSem nesetrvavaji natrvalo, ale pokud se pfiblizi k néjakému
sousedstvi na vzdalenost, kterd davd moznost na pfijeti castice do druhé skupiny

je ji ptijata.
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5 CHAOTICKE SYSTEMY

Pod slovem chaos si kazdy vybavi neur€itost, neptehlednost, zmatek a nepotadek. Pro n¢j
chovani. Kdyz mluvime o chaotickém chovani skutecnych systému v ptirod¢, mizeme se
setkat s terminem deterministicky chaos. Je to soustava konzistentnich struktur, které se
chovaji v souladu s pfirodnimi zadkony. Jinak feCeno jde o proces samo-organizace téchto
slozitych systému. Nazev deterministicky chaos proto vyznivéa paradoxné, protoze slucuje
dva upln¢ neslucitel