Systém monitorovani hashtagti

Tibor Panik

Bakalarska prace Univerzita Tomase Bati ve Zliné
2019 Fakulta aplikované informatiky




Univerzita Tomase Bati ve Zliné

Fakulta aplikované informatiky
Ustav automatizace a fidici techniky

Akademicky rok: 2019/2020

ZADANi BAKALARSKE PRACE

(projektu, uméleckého dila, uméleckého vykonu)

Jménoapifjmeni:  Tibor Panik

Osobni cislo: A16487

Studijni program: ~ B3902 InZenyrska informatika
Studijni obor: Informaéni a fidici technologie
Forma studia: Kombinovana

Téma prace: Systém monitorovani hashtagii

Zésady pro vypracovani

1. Vytvoite platformu pro analyzu socidlni sité Twitter.
2. Navrhnéte databazi pro uchovéni dat.

3. Naprogramusjte systém pro zpracovéni textu.

4. Vyhodnotte zjiSténi statisticky v riznych kontextech.
5. Reprezentujte findlIni produkty.

Rozsah bakalarskeé prace:
Rozsah piiloh:
Forma zpracovani bakaléFské prace: tisténa/elektronicka

Seznam doporucené literatury:

1.RA, S., PUJARI, J., SHREENIVAS BHAT, V., DIXIT, A. Procedia Computer Science: Timeline Analysis of Twitter User, 2018, vol. 132, 157-166

2. SYMEONIDIS, S., EFFROSYNIDIS, D., ARAMPATZIS, A. Expert Systems With Application: A comparative evaluation of pre-processing techniques and
their interactions for twitter sentiment analysis, 2018, vol. 110, 2987310

3. RATHAN, M., VISHWANATH, R., HULIPALLEDA, K. R., VENUGOPALB, L. M. Patnaik. Applied Soft Computing: Consumer insight mining: Aspect based
Twitter opinion mining of mobile phone reviews, 2018, vol. 68, 765-773

4. SHRAVAN KUMAR, B., VADLAMANI, R. A survey of the applications of text mining in financial domain, Knowledge-Based Systems, 2016, vol. 114,
128147

5. Tweepy. Tweepy [online]. Dostupné z: http://www.tweepy.org/

6. spaCy ? Industrial-strength Natural Language Processing in Python. spaCy ? Industrial-strength Natural Language Processing in Python [online].
Copyright 2016 [cit. 23. 11. 2018]. Dostupné z: https://spacy.io/

Vedouci bakal&fské prace: Ing. Bc. Pavel Varacha, Ph.D.
Ustav informatiky a umélé inteligence




Datum zadani bakaléFské préce: 20. prosince 2019
Termin odevzdani bakalaFské prace: 15. kvétna 2020

doc. Mgr. Milan Adamek, Ph.D.
dékan

prof. Ing. Vladimir Vasek, (Sc.
feditel Ustavu

Ve Zliné dne 20. prosince 2019



ProhlaSuji, Ze

beru na védomi, Ze odevzdanim bakaléiské prace souhlasim se zvefejnénim své prace
podle zékona €. 111/1998 Sb. o vysokych skolach a o zméné€ a doplnéni dalSich zakona
(zékon o vysokych skolach), ve znéni pozd¢jSich pravnich predpist, bez ohledu na
vysledek obhajoby;

beru na védomi, ze bakalarska prace bude ulozena v elektronické podob¢ v
univerzitnim informa¢nim systému dostupna k prezenénimu nahlédnuti, Ze jeden vytisk
diplomové/bakalaiské prace bude ulozen v ptiru¢ni knihovné Fakulty aplikované
informatiky Univerzity TomaSe Bati ve Zlin¢ a jeden vytisk bude uloZen u vedouciho
prace;

byl/a jsem seznamen/a s tim, Ze na moji bakalafskou praci se pln€ vztahuje zékon €.
121/2000 Sb. o pravu autorském, o pravech souvisejicich s pravem autorskym a o
zmén¢ nekterych zakont (autorsky zakon) ve znéni pozdé€jsich pravnich predpisi,
zejm. § 35 odst. 3;

beru na védomi, Ze podle § 60 odst. 1 autorského zdkona ma UTB ve Zlin€ pravo na
uzavieni licen¢ni smlouvy o uziti $kolniho dila v rozsahu § 12 odst. 4 autorského
zakona;

beru na védomi, ze podle § 60 odst. 2 a 3 autorského zdkona mohu uzit své dilo —
diplomovou/bakaléiskou praci nebo poskytnout licenci k jejimu vyuziti jen pfipousti-li
tak licen¢ni smlouva uzaviena mezi mnou a Univerzitou Tomase Bati ve Zlin€ s tim, ze
vyrovnani ptipadného piiméteného piispévku na thradu nakladd, které byly
Univerzitou Tomase Bati ve Zlin€ na vytvoteni dila vynaloZeny (aZ do jejich skute¢né
vyse) bude rovnéz pfedmétem této licencni smlouvy;

beru na védomi, Ze pokud bylo k vypracovani bakalaiské prace vyuzito softwaru
poskytnutého Univerzitou Tomase Bati ve Zlin¢ nebo jinymi subjekty pouze ke
studijnim a vyzkumnym uceliim (tedy pouze k nekomerénimu vyuziti), nelze vysledky
diplomové/bakalatské prace vyuzit ke komerénim ucelim;

beru na védomi, Ze pokud je vystupem bakalaiské prace jakykoliv softwarovy produkt,
povazuji se za soucast prace rovnéz i zdrojové kody, popt. soubory, ze kterych se
projekt sklada. Neodevzdani této soucésti mize byt divodem k neobhajeni prace.

Prohlasuji,

Ze jsem na bakalafské praci pracoval samostatné a pouzitou literaturu jsem citoval. V
ptipadé publikace vysledkd budu uveden jako spoluautor;

ze odevzdana verze bakalaiské prace a verze elektronicka nahrand do IS/STAG jsou
totozZné.

Ve Zling,dne

diplomanta



ABSTRAKT

PANIK, Tibor: Systém monitorovani hashtagti. Bakalarska praca. Univerzita Toméase Bati
ve Zling. Fakulta aplikované informatiky. Veduci prace: Ing. Pavel Vatacha, Ph. D. Stupeni
odbornej kvalifikacie: bakalér. Zlin : FATI UTB, 2019.

Klicova slova: tweet, Kibana, NLTK

Ciel'om bakalarskej prace je vytvorenie platformy pre analyzu socidlnej siete Twitter. Na
zaklade dostupnej literatari bol vytvoreny skript, napisany v programovacom jazyku
Python, ktory sluzi pre zber dat. Skript ma taktiez za tGlohu upravit data do vhodne;j
podoby k perzistentnému uloZeniu v navrhnutom databazovom systéme. Na vybranom
priklade je mozné vysledky Statistického charakteru reprezentovat zvolenym

vizualizaénym nastrojom v r6znych formach.

Kli¢ova slova: tweet, Kibana, NLTK

ABSTRACT

The aim of the bachelor thesis is to create a platform for the analysis of the social network
Twitter. Based on the available literature was created a script written in Python program-
ming language, which is used for data collection. The purpose of the script is modifying
the data into a suitable form for persistent storage in the designed database system. In the
example of choice may the results of a statistical nature be represented with a visualization

tool in various forms.

Keywords: tweet, Kibana, NLTK
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UvVoD

Spracovanie uzivatel'ského textu patri medzi naroéné tilohy. Ziadany datovy vystup sa da
dosiahnut’ aplikovanim rozliénych postupov, nastrojov a technik. Vstupné data musia byt
vhodnym spdsobom predspracované. Idealny postup spracovania uzivatel'ské textu aktual-
ne neexistuje. Obmedzujiucimi faktormi su potrebny ¢as na vykonanie potrebnych tprav a

komplexnost’ loh na zozbieranych datach.

Socidlne siete st preplnené uZzivatel'skymi datami a rozhranie klienta umoZituji k nim pri-
stup. Autor svoje data uverejiiuje vo forme prispevku. UZivatel'ské prispevky maji najma
textovll podobu a venujl sa réznym témam od priania k narodenindm, recenzie na film az
k spravodajskych informaciam od overenych zdrojov. Cielom prispevku je byt’ viditelny a

zdiel'any medzi uzivateI'mi. Prispevok obsahuje aj d’alSie charakteristické informécie.

Twitter je jednym z bohatych zdrojov uzivatel'skych dat. DemonsStrativnym prikladom uka-
zeme aktivitu uzivatel'ov na celosvetovo momentalne vel'mi diskutovanu tému koronaviru-

Su.

Prvym krokom je vytvorené softvéru zachytavajuce prispevky uzivatel'ov v redlnom case.
Komunikaciu bude zabezpecovat’ modul komunikujuci s API danej socialnej siete. Knizni-
ce, ktoré pontkaju zdarma potrebny interface, je k dispozicii niekol’ko. Zozbierané data
budi, po vhodnom predspracovani, perzistentne uloZzené. Kvoli povahe dat budi ukladané
do nerelelacnej databazy. Vysledky budi reprezentované vo forme grafov a map pomocou

zvoleného nastroja.

Z vysledkov bude mozné vycitat' rakcie uzivatelov na zvolenu tému, s akou frekvenciou

prispievaju a kde vo svete je dana téma aktudlna v danom case.
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I. TEORETICKA CAST
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1 CIELE

Cielom prace je vytvorenie systému, ktoré¢ho tlohou je zber dat zo socialnej siete Twitter a
tieto data nasledne reprezentovat. Ciastkové ciele predstavuju jednotlivé tikony, ktoré je

potrebné vykonat’ k dosiahnutiu pozadovych vysledkov.

1.1 Vytvorit’ platformu na analyzu socialnej siete Twitter

Skript v jazyku Python musi zabezpecovat neustdly prijem novych dat pomocou vybrané-
ho klienta Twitter API. Teoreticka Cast’ sa zaoberé rozdielmi medzi dostupnymi variantmi
klientov v kapitole 3 a jej podkapitolach 3.1 a 3.2. Samotny vyber je rieSeny v praktickej
Casti, kapitola 8.1. Prijaté data musia byt vhodne predspracované technikami na spracova-
nie uzi atel'ského textu pred uloZenim do databaze. Data musia obsahovat’ okrem samotné-

ho textu aj d’alSie informacie, ktoré budi vyuzité pri Statistickych reprezentéaciach.

1.2 Navrhnut databazu pre uchovanie dat

Relacnd databaza nie je vhodna pre nestruktirovanych dat. Preto musi byt vyuzita databa-
za nerelacnd. Nerelacné databazy nevyZzaduju dodrzanie schémy. Zmena v Struktire
vkladanych dat nesposobuje problémy a je uréend pre vel'ké datasety. Do databaze sa budu
ukladat’ dokumenty formatu JSON. V dokumente musi byt obsiahnuty identifikator na ori-
ginalny prispevok, geodata, text tweetu, ¢as vytvorenia prispevku, informacie o uzivatel'ovi
ako jeho nickname ¢i pocet sledovatelov, v akom jazyku bol tweet napisany a vystup dat
7o systému na spracovanie textu. NajpouzivanejSie rieSenia pre spravu nerelaénych databaz

su rieSené v podkapitolach 6.1 a 6.2, samotny vyber v kapitole 8.3.

1.3 Naprogramovat’ systém pre spracovanie textu

Kroky predspracovania prijatych dat z Twitter API musia byt vykonané pre ulozenim do
databaze. Predspracovanie musi obsahovat’ vytvorenie dokumentu v databazovej Struktuare.

Tzn. data, ktoré mozno odvodit, budii odvodené a ostatné ziskané vyuzitim modulov
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dostupnych pre jazyk Python. Technikdm spracovania sa venuje cela kapitola 4. Spracova-
nie textu tweetu zahffia tokenizaciu na mensie celky a extrakcia hashtagov a mentionov,

zistenie jazyka a uzivatel'ovu lokaciu.

1.4 Vyhodnotit’ zistenia Statisticky v roznych kontextoch

Nerelacné databazy maju podporu u mnohych, zdarma dostupnych, vizualizaénych
nastrojoch. Je potrebné vybrat’ ten spravny na zaklade chcenych vystupov. Ked'ze vystupy
maju Statisticki povahu, aj vizualizany néstroj musi ponukat’ moznosti, ako takéto data
patricne zobrazit. V podkapitole 6.3 st objasnené a zndzornené¢ moznosti vizualiza¢nych
nastrojov. Medzi nutné funkcionality patri filtrovanie urcitého obdobia, konkrétnej hod-
noty, zistenie najcastejSie sa vyskytujacich hodnot a zgrupovanie hodnét. Podkapitola 8.4

popisuje dovody zvolenia spravneho nastroja.

1.5 Reprezentovat’ finalne produkty

Podl'a moznosti vizualizicného nastroja zobrazit’ produkty prehl'adnou formou. Dostupné
lokaliza¢né data mozu byt zobrazené rovnako dobre na mapach ich v grafoch. Postup zis-
kania geodat je popisany v kapitole 7. Informdacie o vytvoreni prispevku budu v grafovej
forme zobrazovat’ aktivitu uzivatelov pocas urcitého obdobia. Mentiony a hashtagy bude
reprezentovat’ témy o ktorych uZzivatelia piSu v spojeni so sledovanou témou v danom case.

Konkrétne priklady vizualizacii sa nachadzaju v kapitole 9.

2 TWITTER

Twitter je aktudlne jednou z najvéacSich a najvplyvnejSich socidlnych sieti. Vo Stvrtom
kvartali 2018 mal Twitter viac ako 321 milionov aktivnych uzivatel'ov. Podla aktualnych
informécii za prvy Stvrtrok 2019 je to uz 330 miliéonov [4]. Denne aktivnych uZzivatel'ov je
priblizne 130-140 miliénov [13]. Toto ¢islo sa dramaticky meni pri aktualne prebiehaju-
cich udalostiach vo svete. K nim mozZeme zaradit’ Sportové zdpasy, volby do parlamentu,
prirodné katastrofy ai. Kazdu sekundu pribudne priblizne 6 000 novych tweetov €o je den-

ne viac ako 500 milidonov [2].
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UZivatelia si aktualizuji svoj status prostrednictvom sprav nazyvanych tweety. Maximalna
dizka tweetu je 160 znakov, z toho 20 znakov je vyhradenych pre identifikaciu autora pris-
pevku. Uzivatelia statusom vyjadruju svoj nazor k urcitej téme, zverejiiuji co prave robia,
delia sa o svoje sklisenosti. Sucast'ou tweetu mozu byt aj iné elementy ako text a to hash-

tagy, mentiony, obrazky a odkazy na iné stranky.

Hashtag oznacuje identifikator témy zacinajuci znakom #. Je to forma kl'icového slova,

ktora pomaha k logickému a obsahovému zoskupovaniu prispevkov - tweetov [3].

Mention je identifikator uzivatel'a zaCinajuci znakom (@. PouZiva sa na oznacenie iné¢ho

uzivatel'a v tweete [16].

Specialnym pripadom tweetu je tzv. retweet. Ide o prispevok, na ktory sa uzivatel' odkazu-
je. Retweet obsahuje informaciu na originalny prispevok. Oznacuje sa pismenami ,,RT* na

zacCiatku tweetu [15].

Data obsiahnuté v tweete maji vysoku informacnu hodnotu. Typickym prikladom vyuZitia

ziskanych dat je ich predaj tretej strane. Vel'ké zastupenie tu ma cielené reklama [21].

Analyza ndzoru z uzivatel'ského textu na socialnych sietach sa pouzivala aj na Sirenie
hoaxov a predpovedanie reakcie verejnosti na politicki kampan [18]. Tieto najdené vyuzi-

tia donttilo socidlne siete filtrovat’, resp. blokovat’ prispevky na urcité témy.
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3 TWITTER DATA STREAMING

Data streaming oznacuje pojem obrovského mnozstva dat, ktoré su prenaSané od zdraja k
cielu a st spracované v redlnom case. Na ulohy, ktoré stvisia so streamingom dat, st

potrebné nemalé hardvérové prostriedky.

Kazda z tloh vyzaduje urcity cas prideleny procesorom. Ak spracovanie tweetu trva prilis
dlho alebo je otvorenych viac spojeni v kratkom ¢ase, Twitter spojenie uzavrie. Dal3iu ses-
sion je mozné naviazat’ az po uplynuti urcit€ho ¢asu. Tato situdcia mdze nastat’ pri vypada-
vajicom internetovom pripojeni, pri procese debuggovania alebo pri nesprdvnom pristupe
pri obnoveni spojenia, ked’ sa klient pripdja na stream. Nové spojenie je mozné naviazat’ a
konzumovat nové data az po uplynuti 15 minat. Obmedzenie sa vzt'ahuje aj na prekrocenie

mnozstva prijatych dat za urcity cas.

Pristup k streamu je pri vSetkych knizniciach, ktoré vyuzivaji Twitter API, uZz rieSeny
Standardom OAuth. OAuth nevyZaduje zadanie uzivatel'ského mena a hesla ale pristupové
kl'ice. Pristupové klice sa pridelia po registracii aplikicie na Twittri. Kompletny postup
[12] na ziskanie kI"a€ov sa nachadza na ich stranke. Postup zahfna vytvorenie developer-
ského konta a nasledné zaregistrovanie vyvyjanej aplikacie. Twitter vygeneruje pristupové

kl'dic¢e a vyuziva ich ako identifikator ciel’a.

Existuje niekol’ko kniznic ur¢enych na zachytavanie dat z Twittra pre jazyk Python. K naj-
pouzivanejSim patri Tweepy a Twarc. Prvy z dvojice pontka vyssiu flexibilitu, druhy v
poradi naproti tomu ma jednoduchSie API. Oboje vSak patria k Siroko vyuzivanym a
dlhodobo podporovanym rieSeniam pre streaming tweetov. Tweepy dokaze tweety nielen

zachytavat, ale aj vytvarat’.
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3.1 Tweepy

Tweepy je Siroko pouzivany a odporucany klient pre tazbu tweetov. InStancia modulu
tweepy.Stream naviaze streamingovu session a presmerovava tweety z Twittra do inStancie
tweepy.StreamListener. Zachytdvanie tweetov implementuje override metédy on_status,

ktory parametricky ziska objekt formatu JSON.

O ocakavané a neocakavané chyby sa dé postarat’ cez override metdd on_error a on_excep-

tion [23].

Interface ponuka aj niekol’ko zdkladnych metdd na vytiahnutie dat z response objektu. Nie
je teda nutné poznat’ Struktaru tweetu. Staci zavolat’ metdodu napr. get user pre vratenie
uzivatela. Tieto gettery si implementované len pre kluce, ktoré sa v tweete nachadzaji

vzdy. Nie je zatial podporovany pristup k datam, ktoré si definované ako nepovinné.

Okrem najviac vyuzivanej metody GET je dostupna aj metéda POST. Vd’aka tomu sa da

cez inStanciu nastavit’ napr. odber na konkrétnych uZivatel'ov.

Zaujimavou funkcionalitou je pristup k historii cez objekt Cursor. Vdaka nemu mozno ite-
rovat’ prichadzajice pole filtrovanych tweetov. Filter na Cursor umoziiuje sa zamerat,

medzi inymi, aj na ur€ité casové obdobie, uzivatel'a alebo tému.

3.2 Twarc

JednoduchSou alternativou k Tweepy je kniznica Twarc. T4 si vystaci s vytvorenim inStan-
cie a zavolanim metddy filter, ktora v cykle vracia nové data. Nie je nutné vytvarat nova
Listener triedu extendujiicu StreamListener, ¢i potrebny override metod, ako je to v pripade
Tweepy. Zaujimavou funkcionalitou je reporting priamo do html a geojson suborov.

Na druhu stranu sa vSak horSie reaguje na error responsy API.



UTB ve Zliné, Fakulta aplikované informatiky 16

3.3 Struktira tweetu

Tweet obsahuje povinné aj nepovinné polia. Uzivatel’ Casto nema zverejnent svoju aktual-
nu polohu alebo nepouzil v texte tweetu Ziadny dodato¢ny element ako hashtag, c¢i
obrazok. Chybajice hodnoty tym menia $truktiru tweetu. Struktira tweetu je zavisla na
uzivatel'ovych nastaveniach profilu a ¢i vyuziva dodato¢nych funkcie Twittra. Geoloka¢né
data su dostupné az po ziskani povolenia od uzivatel'a v jeho profile. Ak tato funkcie uzi-

vatel’ zapnuti nema, ani kI'a¢ geolokécie sa v tweete nenachéadza.

Struktira tweetu je teda nerovnomerna. Vel’ka ¢ast’ tweetu je nevyuzitelna a je nevyhnutna

konverzia do uzito¢nejsej formy.

S textom tweetu sa pracuje najcastesejsie a je pravdepodobne z hladiska analyzy najzauji-

mavejsi. Casto sa vyuziva k zistovaniu nazoru oznacovaného aj ako analyza sentimentu.

Retweet patri medzi nadbytocni hodnotu. Pocet uzivatelov, ktori reagovali prostrednic-
tvom retweetu uz ako nadbytocnu oznacit nemoZno. Retweet je podobna funkcia ako
zdiel'anie prispevku na inych socialnych sietach. M6Ze znamenat’ stotoZnenie sa s ndzorom
iného uzivatel'a obsiahnutom v tweete alebo povazovanie informacie za dbleziti. Retwee-
tom sa k prispevku dostan d’alsi pouzivatelia, ktori ich d’alej zdiel'aju. Mnozstvo zdiel'ani
zvySuje aktudlnu a buducu prestiz prispevku, témy, uzivatela a tym mozno jeho tweet

klasifikovat’ ako hodnotnejsi. Pocet sledovatel'ov uzivatel’a plni podobnu tlohu [18].

Twitter umoznuje uzivatelom vo svojom profile pridat kratky opis oznacovany ako
description. Obsahuje dodato¢né informacie, ktoré sa nemusia dat’ inym spdsobom vycitat’
z profilu uzivatela. M6zu to by uzivatelove zaujmy, prax v pracovnom obore, hobby,
pridruZenost’ k inym uZivatel'om alebo k danej téme. Aj tieto informacie mozu byt’ vyuZzité
pri zistovani objektivity. Objektivita tweetu sa vyuziva ako parameter, ktory vyjadruje na
kolko je text tweetu subjektivny. Urc¢ité slova a slovné spojenia zvySuju alebo znizuji
mieru subjektivity.

Podrobné informacie o zloZeni tweetu st uvedené na strankach Twittru [17].
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4 PREPROCESSING

Naro¢nost’ spracovania uzivatel'ského textu ovplyviiuja pravidla konkrétneho jazyka,
gramatika, vetna stavba atd’. Casto st vyuZité postupy, ktoré umoziuji algoritmicky pre-
viezt' data do vhodnejSej podoby. Zalezi od povahy aplikacie, aké metddy je vhodné
pouzit. Postup, ktory by vseobecne zarucil potrebnil kvalitu vystupu aktualne nie je
dostupny. Odporti€ania sa réznia takmer vo vSetkych krokoch spracovanie uzivatel'ského
textu, naslednosti krokov aj pouzitych technologidch. Kvoli obmedzenym zdrojom je
kompromis medzi kvalitou a kvantitou nevyhnutny. Data zo streamu te¢t vo velkom
mnozstve a vysokej rychlosti. Softvér teda musi byt dostato¢ne rychly, aby hardvér stihal
vybavovat’ poziadavky v rozumnom c¢ase a zaroven garantoval minimélnu kvalitu vystupu

po zbehnuti preprocessingu.

O optimalnom sposobe spracovania uzivatel'ského textu ziskaného zo socidlnych sieti sa
vedu rozsiahle debaty. Standartny postup zahfia odstranenie textového Sumu. Veta sa roz-
del'uje na jednotlivé slova a skupiny slov. Tie sa prevedi do slovotvorného zakladu a
pouzity algoritmus im priradzuje, podl'a pouzitého slovnika, vyznamové atributy. Typicky
sa hl'adaju vyrazy, ktoré oznacuji mené miest, Stitov a 0s6b. Experimentovanim s poradim
krokov spracovania a pouzitymi ndstrojmi na spracovanie textu docielime vystupy réznej
kvality. Nasledovné techniky [22] su len odporucané a je potrebné zvazit ich pouzitie pre

potreby aplikacie.

4.1 Tokenizacia textu

Ide o ulohu rozdelenia textu na zoznam oddelenych slov, tzv. tokeny. Kazdy token je
potom analyzovany samostatne alebo v skupinach tokenov. Je medzi absolutnym zaklad

om pri spracovanim textu a patri k Standartnym metédam Natural Language Processing

(NLP) [7].

Nasledovny tweet bude rozdelny na slova a slovné spojenia prostrednictvom modulu
Rake-NLTK a TextBlob. Tokenizacia prebehne na inak nespracovanych datach.

Originalny tweet: ,,#COVID19 Safety Tip: avoid or strictly limit time spent in Closed
spaces, Crowded Places and Close Contacts situations. Less is best — don’t double or triple

dip into the high-risk 3-Cs!*
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Vystup: ['strictly limit time spent’, 'covid19 safety tip', 'close contacts situations', 'triple

dip', 'risk 3', 'crowded places', 'closed spaces', 'best —', ', 'less', 'high', 'double’, 'cs', 'avoid'].
Pre porovnanie s rovnakym vstupom pouzita kniznica TextBlob.

Vystup: ['covid19 safety tip', 'closed', 'crowded places', 'close contacts', 'less', '— don ’ t

double', 'triple dip', 'high-risk 3-cs']

4.2 Odstranenie Specialnych znakov a Sumu

Aplikovanim regularnych vyrazov sa odstrania nepotrebné znaky ako napr. interpunkcné
znamienka. Povazuje sa za zdkladnt techniku pri spracovani uzivatel'ské textu [10].

Zameranie aplikacie na ziskanie sentimentu moéze odstrdnenie tychto znakov znacne
ovplyvnit. Napiklad emotikony st tvorené kombinaciou interpunkénych znamienok.
Algoritmy zistujuce sentiment dokazu emotikony, ¢isla a interpunkéné znamienka

zohladnit’ a tym spresnit’ a dosiahnut’ tak vyssiu kvalitu vystupu [19].

4.3 Nahradenie nepotrebnych vyrazov

Vicsina twittrovych textov obsahuje URL, hashtagy a mena uZivatel'ov. Ich pritomnost’
neobsahuje ziadnu informéciu vhodnu pre zistenie ndzoru uzivatel'a a ich vyskyt sa nahra-
dza Specidlnymi oznaceniami ako URL, USER alebo ho uplne vypustit. Dochadza k
anonymizacii. Origindlnu hodnotu alebo odkaz na orignalny prispevok je vSak stale vhodné

ulozit” ako referenént hodnotu.

Na priklade ukdZzeme anonymizaciu URL adresy nahradnym stringom pouzitim regularne-

ho vyrazu "\s+https?$'.

Originalny tweet: ,,WHO has created a Technical Advisory Group on Behavioural Insights
and Sciences for Health to broaden its existing work on behavioural science and to offer

more effective health advice: https://bit.ly/3k2g42s*

Vystup: ,,WHO has created a Technical Advisory Group on Behavioural Insights and
Sciences for Health to broaden its existing work on behavioural science and to offer more
effective health advice: URL *


https://bit.ly/3k2g42s
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4.4 Nahradenie negacii a konverzia do slovotvorného zakladu

Vyuzitie tohto pristupu nepatri medzi Siroko pouzivané. Je vSak velmi uzitocné. Ide o
vyhl'adavanie konkrétnych slov v uzivateI'skom texte, ktoré spdsobuji negaciu v slovnych
spojeniach. Tieto spojenia si nahradené ich antonymami. Negdacie st z textu tym vylucené.
Z uzivatelovho vyroku ,,nie dobry* sa po aplikovani nahradenia negacie stane ,,z1y*. Rov-
naky postup sa aplikuje na synonyma. Algoritmus vie slova s podobnym alebo rovnakym
vyznamom optimdlne konvertovat' do slovotvorného zdkladu. Pomaha to k jednoduchsej
klasifikacii a zoskupovaniu vetnych ¢lenov. Slova s podobnym vyznamom sa zlucia pod

jeden vyraz. Ide o silny nastroj pri zistovani frekvencnej distribucie.

4.5 Nahradenie cisel

Na rozdiel od nahradenia antonymami je nahradenie ¢isel bezna ¢innost’ pri spracovani uzi-
vatel'ského textu. Cisla sami o sebe nemaju informa¢na hodnotu pokial’ nie su vedené v
urc¢itom kontexte. Tento krok musi nasledovat’ az po nahradeni skratiek Ci slangu, ked’ze
prave ¢isla mézu byt ich sicast’ou. Dnesné algoritmy st pomerne dobre vybavené. Dokéazu

zistit, kedy je Cislo pri spracovani dolezité a kedy nie.
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S NATURAL LANGUAGE TOOLKIT

Skratene NLTK, je jednou z najpouzivanejSich kniznic pre pracu s textom pre jazyk Pyt-
hon. Je opensource, zdarma a dostupna pre Windows, Mac OS X a Linux. Na obl'ibenosti
jej pridava rozsiahla dokumentacia API. Interface s pristupom k funkciam na spracovanie
textu ako tokenizécia, stemming ¢i lemmatizing je len mala vzorka toho, o vSetko NLTK

dokéze. Medzi najzaujimavejsie a asto vyuzivané funkcie patri POS Tagging.

5.1 Part-of-speech (POS) Tagging

Anglicky jazyk, tak ako mnohé d’alSie, maji Specifickli vetni skladbu. Podstatné meno,
pridavné meno ¢i prisudok maju svoje dané miesto vo vete, maji svoj tvar, podla ur¢itych
pravidiel je ich moZné identifikovat’ a jednozna¢ne urcit’ ich vztah vo vete k inym vetnym

¢lenom. Proces identifikacie je vSak obcas aj pre I'udi zlozity.

Vo vetach Casto chybaji niektoré vetné Cleny, podstatné mend maji rézne vyznamy, v
anglickom jazyku dokonca desiatky vyznamov, bez bliz§iecho poznania kontextu nie je
mozné jednoznacne zistit, ¢i skimané slovo vystupuje ako podstatné meno alebo sloveso,
nehovoriac o preklepoch v texte sposobené I'udskym faktorom, slangovych slovach, slovné
spojenia atd’. Pre tieto a d’alSie Casté problém sa snazi NLTK najst’ rieSenie opravovanim
textu pomocou slovnikov, machine-learning procesmi atd’. Poznat, ktoré slovo vo vete

vysupuje v akom vyzname sa totiz ukazalo ako vel'mi vyhodné.

POS tagging z uzivatel'ského textu vytvara dvojice (slovo, tag). Tag priddva dodato¢nu
informéciu o slove - slovny druh. Ukézalo sa, Ze prave tato informacia sa radi ako kI'i¢ova
pri zistovani sentimentu. Najvicsia hodnota je pripisovana pridavnym mendm, ktoré s naj-
vacsou vahou opisuju dany predmet, ten méze byt umocneny aj inymi prostriedkami ako

su interpunk¢né znamienka (napr. vykri¢nikom).

Na ukazke POS-Taggingu tweetu pomocou kniznice TextBlob vidiet’ priradenie tagov ku
kazdému slovu vo vete. TexbBlob pouziva rozsireny zoznam skratiek oproti Standardom a
tym presnejsie identifikuje vetnu skladbu. JJ napr. oznacuje pridavné meno, z angl. adjecti-
ve a VB oznacuje sloveso, z angl. verb. Zaujimavostou je identifikacia ,,https® ako NN,

teda podstatného mena.
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Originalny tweet: ,,#COVID19 Safety Tip: avoid or strictly limit time spent in Closed spa-
ces, Crowded Places and Close Contacts situations. Less is best — don’t double or triple dip
into the high-risk 3-Cs!*

Vystup: [("WHO', "WP"), (‘has', '"VBZ'), (‘created', 'VBN'), (‘a', 'DT"), ("Technical', 'NNP"),
('Advisory', 'NNP'), ('Group', 'NNP'), ('on', 'IN"), ('‘Behavioural', ' NNP'), ('Insights', 'NNPS'),
(‘'and', 'CC"), ('Sciences', 'NNPS"), (‘for', 'IN"), ('Health', 'NNP"), ('to', 'TO"), ('broaden', 'VB'),
(its', 'PRPS"), (‘existing', 'VBG"), (‘'work', NN"), (‘'on', 'IN"), ('behavioural', '1J"), ('science’,
'NN"), (‘and', 'CC"), ('to', 'TO"), (‘'offer', 'VB"), ('more', 'RBR’), (‘effective’, 'JI'), (‘health’,
NN'), ("advice', NN'), ('https', NN'), ('//bit.ly/3k2g42s', 'NN")]
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5.2 Textblob a Rake NItk

Obe kniznice spracuvaju text podobnym spdsobom. VyuZzivaji k analyze sentimentu
slovniky ur¢ené priamo k tejto ¢innosti. Znizuje sa tym pravdepobonost’, ze prvky textu
budl nespravne klasifikované. Tesia sa velkej podpore zo strany komunity. Slovnik doka-
ze zatriedit’ ako vel'mi je uzivatel'sky text pozitivny alebo negativny. Vytvorenie takéhoto
slovnika je narocné a to ako ¢asovo tak aj finan¢ne. Slovnik, okrem toho, ze pokryva ¢o
najviac slov v danom jazyku, ziskava aj subjektivnu a objektivnu informaciu od uZzivatel'ov

v ¢iselnom vyjadreni miery pozitivity alebo negativity (spominany interval od -1 po 1).

Tento pristup volia aj alternativne kniznice, ktoré sa zaoberaju analyzou sentimentu.
Slovnik musi byt neustale aktualizovany - pribiidaji nové pomenovania, nové skratky,

nové slangy, emotikony ai.

Algoritmus skima vztahy medzi jednotlivymi slovami vo vete. Hl'ada medzi nimi stvisloti
a berie do uvahy aj kontext. VSetky tieto aspekty maju vplyv na kone¢né ohodnotenie.

Komplikovand manipulécia s textom zvysuje celkovi korektnost’ vystupnych udajov.

Funkcionalitu kniznic pokryva rozsiahla avSak zrozumitel'na dokumentdcia s prikladmi

pouzitia ako k Textblob [14] tak aj k Rake Nltk [20].

Pri realnych testoch dosahoval Rake Nltk lepsie vysledky ako Textblob. Konkrétne v POS
Tagging vedel Rake Nltk lepSie identifikovat’ slovné spojenia, tzv. noun chunkoch. Vyraz-

ny rozdiel v ich kvalite pri zvolenej téme bol dovodom pre zvolenie prave tejto kniznice.

Originalny tweet: ,,#COVID19 Safety Tip: avoid or strictly limit time spent in Closed
spaces, Crowded Places and Close Contacts situations. Less is best — don’t double or triple
dip into the high-risk 3-Cs!*

Meranie ukazalo vel'ky rozdiel v Case spracovania uz na takejto malej vzorke dat. Rake-

NLTK trvalo spracovanie POS-Taggingu 0.0089s a TextBlob az 0.1312s.
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5.3 Analyza nazoru

Ide o proces spracovania textu, kedy sa vytvoreny systém snazi identifikovat’ nazor uziva-
tela na danll tému. Zistenie ndzoru znamena ohodnotenie kazdého slova a skupiny slov
textu. Zistenie ndzoru z pisanej formy sa vyuziva rovnako ¢asto ako z tej nepisanej, avsak
efektivnejSie. Vyuziva sa pre zistenie redlnej spétnej vdzby na konkrétny produkt alebo
zlepSenie kvality urcitej sluzby. Klasifikaciu ovplyviuju faktory ako miera subjektivity,
teda v akej miere je uzivatel'sky text subjektivny alebo objektivny. Nazor sa zvycajne
zatried’'uje ako pozitivny, negativny alebo neutrélny. Ak je vicSina slov a slovnych spojeni

ohodnotenych ako pozitivna, tak aj samotny text je ohodnoteny ako pozitivny.

Algoritmus hodnotiaci ndzor vyuziva tzv. slovniky. Aby mohol byt tento algoritmus
aplikovany na text, je potrebné ho najprv predspracovat. Spravnym predspracovanim je
mozné docielit’ efektivnejsiu klasifikaciu. Predspracovanim sa vycistia data, ktoré nemaja
informa¢na hodnotu. V priemere sa nachiddza v texte tweetu takmer 40% tychto neziadu-
cich informacii a ich neodstranenim dochadza k skreslenym zaverom. Prikladmi tychto
informéacii st uzivatelove preklepy, slangové vyrazy, skratky a €isla. Niektoré slovniky
dokazu tieto slova rekonsStruovat’ do vyuzitelnej podoby. Zvyc€ajne sa kombinuji viaceré
pristupy pri predspracovani ako nahradzovanie podobnych slov synonymami, nahradenie

zaporov s antonymami, spajanie slov ¢i ich Gplné odstranenie.

Normalizacia prebieha odstranenim nadbyto¢nych znakov a slov, ktoré samé o sebe
nemaju informacna hodnotu a nedajt sa klasifikovat’ ako pozitivne alebo negativne. Nor-
malizovany text je rozdeleny na jednotlivé slova a slovné spojenia vzniknuté ich vzajom-
nou kombinaciou. Slova a slovné spojenia textu st porovnavané so slovnikom. Tie maju

vslovniku priradent svoju polaritu.

Polarita charakterizuje slovo, ku ktorému je priradena, ako negativna s hodnotou -1 a pola-
rita s hodnotou 1 ako pozitivna. Zistenie ndzoru zavisi aj od zvoleného slovnika. Tie sa
Casto liSia v pristupe hodnotenia polarity. Rozne slovniky kladii r6zny doraz na rozne

slovné spojenia.

Aktualnost’ slovnika taktiez patri k vyznamnym parametrom. Slovniky su vstupné data tvo-
rené¢ I'ud'mi. Polaritu, ktoru slovam priradzuji, sa v priebehu casu meni. Pouzité vyrazy
nadobudaji nové vyznamy, stdvaju sa viac ¢i menej akceptované a zalezi aj od kontextu, v

ktorom su pouzité.
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6 NERELACNA DATABAZA

Alebo tiez NOSQL, ako alternativa oproti rela¢nej (SQL), je vhodné volba pre ukladanie
napr. dokumentov $truktiry JSON s moznostou pridania d’alSich kI'i¢ov a hodnot naroz-
diel od SQL pristupu vyzadujici vytvorenie konkrétnej definicie schémy. NOSQL sa
vyznauje svojou spolahlivostou a zameranim na vykon pre rychly pristup k datam.
Zvycajne st NOSQL databazy dostupné open-source a vyuzivaju sa pre ukladavanie logov,

zaloh a pri realtime vyhl'adavani.

Medzi najpouzivanejSich a najobl'ibenejSich predstavitelov NOSQL databazy patri Mon-

goDB a Elasticsearch.

6.1 MongoDB

Vel'mi elegantné open-source riesenie ukladania dat do nerelacnej databazy ponika Mon-
goDB. Ukladé data do dokumentov typu JSON. Podporou vnorenych objektov zabezpecuje
flexibilnost’ a dynamickost’ navrhnutej schémy. Jazyk query, ktory je tiez len JSON objek-
tom, dokéze polia radit’ a vyhl'adavat’ v nich, pritom nezélezi, ako hlboko je pole vnorené.
To plati pre vSetky typy dat, aj pre tie Specialne ako je napr. geolokacia. Engine MongoDB
je dostato¢ne komplexny, aby zabezpecil plynuly chod tranzakcii a reagoval na chyby,
ktoré moézu pocas tranzackie nastat’. Pote$i moznost’ vytvorenia globalne distribuovanych
clusterov s nizkou latenciou. Clusterom je mozné pridelit’ uzivatel'ov s roznym typom pri-

stupov alebo vytvorit’ priamo whitelist.

6.2 Elasticsearch

V jednoduchosti sa da Elasticsearch popisat’ ako REST aplikacia, ktora funguje ako zéklad
pre zobrazenie dat v Kibane vyuzivajuca middleware Logstash na predspracovanie dat a
bezproblémovu komunikaciu s Kibanou. Beats je novou funkcionalitou, ktord bola pridana
na ziadost’ uzivatel'ov. Pridava moznost’ vkladat’ a pracovat’ s celymi subormi. Elastic-
search zamerne skryva pred uzivateI'mi spdsob akym pracuje. VSetky operacie vykonava

sdm bez ndro¢nej konfiguracie a riadi sa svojim mottom ,,it-just-works*.
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S uloZenymi datami chceme d’alej pracovat’. Idedlne ¢o najjednochsie previazdat’ databazu
s vizualiza¢nym enginom. Elasticsearch je idedlnym rieSenim pre perzistentné ukladanie a

vhodnejsie ako MongoDB.

6.3 Vizualizany nastroj

Moderné rieSenia pre zobrazovanie dé pre Statistické ucely je k dispozicii niekol’ko. Z radu
vytr¢aji najviac Kibana a Grafana. Obe aplikdcie poskytuju jednoduchy interface a cely
rad nastrojov na analyzu dat a ich zobrazenie v réznych tabul'’kach, mapach, grafoch a to
vSetko v realnom Case. Rovnako ako Elasticsearch, nepotrebuje takmer ziadnu konfigura-
ciu. Po spusteni sa dd4 okamzite pracovat’ na uzivatelom vytvorenych prostrediach, tzv.
dashboardoch. Dashborad reprezentuje zoskupenie vyslednych vizualizacii. Kibana ziskava

pristup k datam Elastisearch pod tzv. indexom.

Create index pattern

Kibana uses index patterns to retrieve data from Elasticsearch indices for things like visualizations. X Include system indices

Step 1 of 2: Define index pattern
Index pattern
index-name-*

You ea
You ca

No Elasticsearch indices match your pattern. To view the matching system indices, toggle the switch in the upper right.

kibana_sample_data_ecommerce

Rows per page: 10 ~

Obr. 1: Registracia indexu

Obe platformy vedia pracovat’ s Elasticsearch. Grafana bola vytvorena ako fork Kibany pre
pracu aj s inymi backend rieSeniami a time-series databdzami ako defaultny Graphite ¢i
InfluxDB. Kibana ich taktieZ podporuje v kooperacii s Logstashom. Vyhoda Kibany je, ze

defaultne spolupracuje s Elasticsearch. Staci len konfiguracia portu, kde bezi Elasticsearch.
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Vyhodou Grafany je d’alSia vrstva bezpecnosti. UZ vo svojej zékladnej verzii je potrebné
zadat’ defaultné prihlasovacie udaje. Po ich zadani nastane presmerovanie na novi masku s

nastavenim nového hesla.

Pre bezproblémovy prisun dat je odporacané vyuzit Mapping API [1]. Jednoducho sa da
vytvorit Struktira dat, ktoré budu z Elasticsearch odosielané Kibane. Elasticsearch ma totiz

problémy s null hodnotou a je vhodné tito hodnotu konvertovat’ na prazdny ret'azec.

Silu Kibany mozno vidiet' na sample datach. V kazdej kategorii je uvedeny priklad, ako
konkrétnu vizualizaciu vytvorit’ a ako bude vyzerat. K dispozicii je uz aj pripraveny dash-
board. V Grafane je pripraveny prehl'adny tutorial. K jeho sprevadzkovaniu treba pouzit

clone dat, ktory je dostupny na Github repository.

[eCommerce] Sold Products per Day [eCommerce] Sales by Gender [eCommerce] Average Sales Price [eCommerce] Average Sold Quantity

e wria $75.85 2.151
FEMALE (52 per order per order
average spend average items

[eCommerce] Total Revenue [eCommerce] Sales by Category

Women's Shoes Men's Clothing Men's Shoes Waomen's Clathing Men's Accessories

$79,642.61

um of total_quantity

Si

order_date per 3 hours

Obr. 2: Kibana Dashboard - sample data

V oboch nastrojoch nechyba moznost’ importovat’ a exportovat’ data z a do suboru. Pri
importe podporuje Kibana CSV, TSV alebo JSON format s obmedzenou maximalnou
kapacitou 100 MB. V Grafane je to len JSON. Export dat sa nachadza pod panelom Repor-

ting. Kibana vie data vyexportovat’ vo formate CSV a Grafana v JSON.
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7 GEOLOKACIA

Kibana podporuje zobrazovanie zemepisnej vysky a Sirky, pocetnost’ dat podl'a regionov a
Statov vo formate ISO 3166-1 alpha-2 a alpha-3, ¢i dokonca podla ich nazvov. Geodata nie
su Standartne dostupné z tweetov a je potrebné ich ziskat’ inou cestou. Koordinacie dostup-
né pri niektorych z nich oznacuju aktudlnu polohu autora, ktory prispevok uverejiuje.
Vzhl'adom na zvolent sledované tému je vhodnym rieSenim ziskat’ tieto data priamo z tex-
tu tweetu. Tym sice nezistime lokaciu autora, ale k akej oblasti je text relativny co je rov-

nako cennou informaciou.

Vyber medzi kniznicami, ktoré dokdzu extrahovat’ geolokéaciou z uzivatel'ského textu, je

pomerne maly. Popularite sa teSia Mordecai a NER.

7.1 Mordecai

Projekt spaCy [9], vyuZivajlci end-to-end open source platformu TensorFlow pre machine
learning, ktory sa zameriava na full textovy geoparsing a event geocoding [8]. Extrahuje
nazvy miest z neStruktirovaného textu a vrati Struktirované geografické informacie. Mor-
decai k svojej praci vyzaduje nainStalovany Elasticsearch a na nom beziaci Geonames
gazetteer index na platforme Docker a spaCy NLP model. Vyuziva TensorFlow, neuralne
siete Keras, ktorého API je napisané v jazyku Python a je trénovany na datach d’alSicho
projektu spaCy Prodigy. VSetky tieto technologie st potrebné k spravnej identifikacii kraji-

ny a jej ndzvu, pokial’ je napisané v cudzom jazyku.

Mordecai k svojej praci potrebuje bezat’ na Specidlnej verzii Elasticsearch v kontajneri
Dockeru. Ten funguje ako zovSeobecnenie operacného systému. Mordecai prijme text ako
vstup a vrati pole objektov vlastného geolokacného typu. Pole obsahuje tol’ko objektov,
kol'’ko Mordecai najde v texte geolokacii. Prvok pol'a zahfna koeficient pravdepodobnosti,
ako velmi je text relativny s najdenou lokaciou v fiom. Jednoduchym algorimom je
vybrany jediny objekt s najvysSim koeficientom. Cely tento proces je naro¢ny najmi na
opera¢nil pamit’ a nevhodny pre real-time processing. Bol teda vytvoreny middleware,

ktory ziska tweety ulozené v Elasticsearch a spracované Mordecaiom vrati spét’.

Mordecai dosahuje vyborné vysledky co sa tyka kvality. Pri ostrej prevadzke nie je ale

dostatocne rychly. Twitter Data Stream zachytava kazdi minttu stovky novych tweetov.
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Predspracovanie textu zaberie urcity ¢as a ani asynchronne vykonavanie operacii na datach
a implementacia vlakien nedokézali zabezpecit' minimalnu stabilitu v kombinacii s Mor-

decai. Nie je teda vhodny na tento i¢el a skor sa hodi na batch datasety.

7.2 DeepPavlov

V asocidcii s machine learning je NER — Named Entity Recognition - technikou vyberania
informadcii pre identifikaciu a klasifikaciu prvkov v texte. NER vyuzivaju firmy ako Goog-
le v jeho emailovej sluzbe pri detekovani emailovych adries, kontaktov, letov atd’. Gmail
potom ponuka navrhy napr. pre pridanie zdznamov do kalendara. Ide o vel'mi silny a rychly
nastroj pre taggovanie vetnych ¢lenov v 104 podporovanych jazykoch. Medzi nimi aj ¢es-

ky a slovensky jazyk.

DeepPavlov NER model podporuje okrem vyhladdvania tagu LOC (lokacii) aj d’alSich 18
tagov ako ORG (oragnizacie) ¢i PERSON (osobnosti) [11]. Celkovo ich je teda 19.

Z modelov je na vyber predtrénovany alebo vlastny. Predtrénovanych modelov je niekol'ko
a plne postacujice na bezné ulohy. Na trénovanie alebo spustenie modelov mdze byt
pouzity ako procesor [5] tak aj graficky €ip. GPU varianta DeepPavlov je podporovana
len na grafickych kartach NVIDIA [6]. Obe varianty vyzaduji bud’ instalaciu DeepPavlov

alebo jeho image beziaci cez Docker.
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II. PRAKTICKA CAST
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8 SKRIPT

Python ponuka niekol'’ko modulov pre zachytdvanie dat z Twitter API. Medzi Siroko pouzi-
vané patria Tweepy a Twarc. Pre svoju jednoduchu implementaciu a kvalitnt dokumenta-

ciu sa stali obl'ibenymi.

Data zachytené klientom budi v skripte predspracované. Predpracovanie bude zahrnat
ocistenie od nepotrebnych hodnot pouzitym reguldrnych vyrazov. S ocistenymi datami sa
da jednoduchsie pracovat’ v d’alSich krokoch. V tych budi texty tweetov rozdelené na toke-
ny a tie znova pospéajané do slovnych spojeni. Dalsimi krokmi buda zistenie jazyka pouzi-

tim modulu langdetect a zistenie geolokacnych dat a polaritu prispevku.

Takto pripravené data budi ulozené do nerelacnej databaze. Backendové rieSenia ako Elas-
ticsearch a MongoDB st idealnymi prostrednikmi pre ukladanie dat a zaroven ich API pre

poskytovanie d’alSim sluzbam.

8.1 Vyber Twitter API klienta

Pocas testovania kniznic a réznych postupov sa vyskytli problémy s vykonom.

Spociatku pouzivany stream klient Twarc spolahlivo dokazal ziskavat' nové data a
jednoducho sa pouzival. Problém nastal pri vypadnutom internertovom spojeni. Pri strea-
mingu dat je potrebné zabezpecit', aby takato situdcia nenastdvala Casto a pokial nastane, z
takejto chyby sa spamétat. Pocas vypadku spojenia nie su dostupné ziadne d’alSie data.
Twarc vSak neponuka ziadny interface na pracu s chybami a handling errorov sa stal
nezmyselne komplikovany. Prechod na Tweepy bol teda logicky krok. Override metod

on_exception a on_error poskytuje sposob, ako sa s takymito chybami vysporiadat’.

Kniznica Tweepy vyZzaduje overenie OAuth kl'uce pre odchytidvanie tweetov. Ziskanie
klucov je zalezistost’ par minut o niekol’kych krokoch. Na stranke Twittru je potrebné zare-
gistrovat’ si novu aplikaciu a vygenerované kl'ige autentifikuje initancia Tweepy. Dalej je
len potrebné zadat’ kIicové slovo a odchytavanie jednotlivych tweetov moze zacat. V tejto
praci su zvolené skupinou slov spojené s témou koronavirusu, a to konkrétne ,,coro-

navirus®, ,,covid19%, ,,corona“ a ,,sarscov2®.
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8.2 Spracovanie uzivatel’ského textu

Pred perzistentnym uloZenim je potrebny preprocessing. Data nemaju jednotni formu.
Obsahuju rézne kl'uce a hodnoty nevhodné na Statisticka analyzu. Po drastickej redukcii z
takmer 300 r6znych klI'i¢ov objektu ostala len desiatka. Zahfnaju najddlezitejSie informacie
ako je identifikator tweetu, Cas, text tweetu, hashtagy a informdcie o autorovi tweetu.

Ostatné data su odvodené z tychto hodnot.

Retweety napriek tomu, ze ich oznacujeme ako redundatné, nie su odfiltrované. Stream
dokéze zachytit’ len priblizne 1% vSetkych tweetov a je teda vel'mi nizka pravdepodobnost’,

ze bude sucasne zachyteny originalny tweet a zaroven retweet.

Kniznica TextBlob obsahuje funkcie na vratenie hodnoty polarity a subjektivity po zadani
parametra, ktorym je prave uzivatel'sky text. Hodnota polarity urcuje jako velmi je tweet
negativny €i pozitivny. Tieto informdcie sa ziskavaju z nenormalizovaného textu. Zistova-
nie nazoru uzivatel'ov na konkrétnu tému ma velmi silné zastipenie pri analyze dat zo
socialnych sieti. Pri zvolenej téme koronavirusu sa vSak nepodarilo zobrazit' data v infor-

macne hodnotnej forme.

TextBlob dokaze, cez jednoduchy interface, vratit’ slovné spojenia, ktoré uzna za vhodné.
Ro6znymi kombinaciami sa da docielit’ roznej kvality vyslednych fraz. Preto su uloZené ich
vylepSené verzie pouzitim lemmatizacie. Rake NLTK, ako alternativna kniznica, lepSie

dokézala extrahovat tieto frazy.

Kvdli nedostatocnému poctu tweetov obsahujtcich koordinacie uzivatel'ov bol zvoleny iny
postup pre ziskanie geolokacie. Vzhl'adom na tému koronavirusu je porovnatelne vhodné
vediet’ lokéciu ziskat’ z uzivatel'ského textu. Spomedzi vol'ne dostupnych néstrojov je kniz-
nica Mordecai a DeepPavlov najlepSou volbou, za ktori sa draho plati vypocetnym
vykonom. Mordecai si vyc¢leniuje pre seba priblizine 3 GiB opera¢ne paméte. DeepPavlov
dokonca 4,5 GiB. Kvoli nestabilite Mordecai pri vysokom zat'azeni bol zvoleny pre

extrakciu lokacii DeepPavlov aj za cenu vysSich hardvérovych poziadaviek.
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8.3 Vyber databazového rieSenia

Zachytené tweety su objekty formatu JSON. Tweet, kvoli svojej nerovnomernej povahe,
nie je vhodné ukladat’ do rela¢nej databazy. Pre perzistnentné uloZenie dat bola zvolena

NOSQL databaza manazovana Elasticsearch.

Novy dokument z predspracovanych dat je poslany do nakonfigurovanej inStancie Elastic-

search.

Data sa do Elasticsearch ukladaju pod indexami, s ktorymi vie d’alej pracovat Kibana.
Podobne ako Elasticsearch, bezi lokéalne v prehliadaci defaultne na porte 5601. V jej Index
Management interfacu sa indexy ulozené v Elasticsearch daji mazat’ alebo upravovat.
Elasticsearch automaticky rozoznava niektoré typy dat aako su datumy, geolokacia ¢i text a

vie podl'a nich priradit’ prislusné mozné operacie pre vizualizaciu, ¢i sortovanie dat.

Pouzity hardvér nebol vykonovo dostato¢ny, aby zvladal taky népor dat a vypoctovych
operacii v dlh§om ¢asovom horizonte. Skript sa teda presunul z lokalneho na externé serve-

rové rieSenie, kde bezi na operatnom systéme Ubuntu vo verzii 18.04.

8.4 Vyber vizualiza¢ného nastroja

Grafana aj Kibana su vo svojej triede vrchol user-friendly prostriedkov k zobrazovaniu big
data. Oboje rieSenia podporuju Linux, Mac, Windows aj Docker. Obe pontikaju moznosti
filtracie dat, vizualizacie time-series grafmi aj podporu pre geodata. Kibana mé vSak
navrch v spolupréci s Elasticsearch a teda aj v zjednodusenej konfiguracii. Grafana ako
odnoz Kibany bola vytvorené pre moznost’ pracovat’ aj s inymi backendami ako Elastic-
search pomocou roznych pluginov. Pokial nie je Kibana spojené s open-source rieSeniami

ako SearchGuard, jej dashboardy si pristupné verejnosti.

Kibana, navzdory chybajicemu login modulu, je vhodnejSie rieSenie pre vystupy, ktoré
chceme dosiahnut’. Rozhodujicim faktorom je jej spol'ahlivost’ pri spolupraci s Elastic-

search.
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9 VYSLEDKY

11.03.2020 bolo pocas celého diia odchytenych priblizne 516 tisic geoparsovanych pris-
pevkov. Nasledovné grafy zobrazujii zvySujlci trend v pocte novych tweetov. Hodinovy

prirastok bol priblizne na rovnakej trovni v oboch porovnavanych dioch.

516,516 hits
Mar 11, 2020 @ 00:00:00.000 - Mar 11, 2020 @ 23:30:00.000 — Hourly s

25000

20000
£ s0m0
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1

2020-03-11 0000 2020-03-1103:00 2020-03-11 06:00 2020-03-11 08:00 2020-03-1112:00 2020-03-1115:00 2020-03-1118:00 2020-03-11 21:00

created_at per hour

Obr. 3: Prirastok novych tweetov 11.03.2020

22.03.2020 pocas sledovania trafiky, za pomerne kratke obdobie, bolo zistené zvySenie
aktivity uzivatel'ov na Twittri pri téme coronavirusu z 516 tisic na takmer 651 tisic. Prici-
nou su prvé potvrdené pripady napr. v Mongolsku, Indonézii a d’alSich krajinach. Najviac
ho viak ovplyvnilo Spanielsko a Taliansko. V oboch krajinach nastal prudky vyvoj. Nové

pripady, pocas tohto obdobia, narastali v kratkom obdobi po stovkach, tisicoch az desat'ti-

’
sicoch.
650,832 hits
Mar 21, 2020 @ 14:06:44.345 - Mar 22, 2020 @ 14:06:44.345 —  Hourly e
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Obr. 4: Prirastok novych tweetov 22.03.2020
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Spaniel¢ina sa vyzdvihla medzi najpouzivanejiie jazyky az na 2. miesto. Kazdy defi bol
hlaseny narast novych pripadoch v Spanielsku o cca 25%. Neprekvapivo je na 3. mieste
India. V tento deni bolo vladou nariadené uzavretie vsetkych miest, kde bol virus zazname-
nany. V jazykoch vedia anglicky jazyk, hlavne USA. V USA boliprijaté prvé opatrenia
proti Sireniu nakazy. O tyzden neskor sa krajina nachddzala na prvom mieste v réznych
rebrickoch €1 uz o celkovom pocte nakazenych, novych pripadov za 1 den alebo umfti

pocas 1 dna.

Top 5 language share 22.03.2020

®en
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d (6.89%) ‘ @
“ @®pt

@ Other
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Obr. 5: Top 5 najpouzivanejsich jazykov 22.03.2020

Na heatmapach su zobrazené pocty tweetov s miestami v nich spomenutymi, tzn. menti-
ony, ktoré boli spojené s témou koronavirusu. Za v§imnutie stoji podiel Ciny k ostatnym
krajinam. V Cine v tomto obdobi klesol denny prirastok novych pripadov na minimum,
Naproti tomu v Eurépe sa blizi k svojmu vrcholu a v USA sa len rozbieha. V tweetoch je
medzi mentionmi na prvom mieste. Na prvej heatmape zobrazuje legenda pocet novych

tweetov. Tmavsia farba indikuje vyS$siu koncentraciu v danej krajine.
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Places 22.03.2020
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Obr. 6: Heatmapa poctu tweetov 22.03.2020

Druha heatmapa je jednoduch$im alternativnym nahladom rovnakych dat ako na prvej

heatmape.

Heatmap 22.03.2020
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Obr. 7: Heatmapa podiel tweetov na region 22.03.2020
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Histogram zobrazuje hodinovo 5 najcastejSie spominanych krajinach pocas 22.03.2020.
Prvé miesto patri Cine a vo vel'mi testnom zavese Taliansko. Kvoli zabezpeceniu rozumné-
ho Casu spracovania tweetu sa objavuju v datach nezrovnalosti. Prikladom je z14 identifika-
cia slova ,,Corona“ vyhodnotena ako POS tag krajiny. Jedna sa vSak o tradi¢né chyby,
ktoré sa vyskytuji s pracou s textom. Omylnost modulu DeepPavlov je az prekvapivo

nizka. Na ¢iasto¢né odstranenie takychto chyb je potrebny d’alSia processing.

Histogram top 5 locations 22.03.2020

® China
6,000 ® italy

® Italia

@ India
sone @ Espafia

@ Venezuela

4,000 @ United States
® London
® Indonesia
w008 ® Rusia
@ Colombia
2,000 @ Cartagena
@ Barranquilla
& Migeria
nooe @ Corona
®lran
o & ®Cuba

21:00 00:00 03:00 08:00 0%:00 12:00 15:00 18:00 ® America
MHew tweets per 30 minutes

Count

Obr. 8: Histogram top 5 najcastejsich lokadcii 22.03.2020

Na nasledujicom grafe boli vyrazne lepSie identifikované pri podiely az 10 krajin.
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Top 10 countries share 22.03.2020
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Obr. 9: Graf 10 najcastejsie oznacovanych krajin v tweetoch 22.03.2020

Vd’aka moznostiam dodato¢nych tprav v Kibane, je mozné do urcitej miery nezrovnalosti

v datach filtrovat’ alebo odignorovat’.

Top 10 mentions 22.03.2020
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Obr. 10: Graf top 10 najcastejsie oznacovanych uzivatelov 22.03.2020
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Obr. 11: WordCloud najcastejsie pouzivané slovné spojenia 22.03.2020

Extrahovand lokacia v CR za poslednych 7 dni.
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Obr. 12: Pocet tweetov za poslednych 7 dni 22.03.2020 v CR



UTB ve Zliné, Fakulta aplikované informatiky 39

ZAVER

Existujuce technické rieSenia vyrazne pomohli pri plneni cielov tejto prace. Skript, napisa-
ny v programovacom jazyku Python, vyuziva kniznicu Tweepy, ktord po konfigurécii pri-
stupovych klicov, umoznuje pozorovanie aktivity uzivatelov v redlnom case. Data su
nasledne upravené roznymi technikami pre spracovanie textu ako o€istenie textu od nevyz-

namnych slov, interpunkcie a vytvorenia logickych slovnych spojeni.

Osvedcila sa napr. kniznica Rake Nltk, ktora obsahuje funkcie na pracu s textom, napr. zis-
kanie slovnych spojeni a Statisticky ich zobrazit’ podl'a ich pocetnosti. Ked'Ze uzivatelia vo
vel'kej miere nezverejiiuju svoju geolokdciu, na ziskanie aspoii ich pribliznej polohy z pris-
pevku bola vyuzita kniznica DeepPavlov. Vzhl'adom na tému koronavirusu je extrakcia
polohy z tweetu vhodnym alternativnym rieSenim. Cenou za tieto data st vSak zvySené

softvérové a hardvérové poziadavky.

Spracované data st zaslané pre perzistentné uloZenie do Elasticsearch. UloZené data st
vizudlne prezentované v plugine Kibana spolupracujuca s Elasticsearch. Kibana vyuziva
tieto data pre zobrazenie v mnoZzstve rdznych kontextoch. Najmi vizualizacia dat na
mapach sa ukazala ako mimoriadne vypovednd. Kolacové grafy reprezentuju podiel zainte-
resovanych krajin, ktorymi jazykmi uzivatelia najcastejSie tweety pisu, aké krajiny sa spa-

jaju s koronavirusom a aké slovné spojenia sa vyskytuju pri tejto téme.

Aplikovanim d’alSich postupov na spracovanie uzivatel'ského textu je mozné docielit’
kvalitnej$ich vystupov a vyslednych vizualizaciach. Vizualizany nastroj nie je bezpec-
nostne oSetreny. Nerelacnd databdza manaZovana Elasticsearch je vSak dostato¢ne pruzna.
Vdaka tomu je mozné data preniest’ do iného vizualizacného nastroja, ktory obsahuje aj
bezpecnostné prvky ako napr. Grafana, alebo vytvorit' samostatny prihlasovaci modul.
Sledovanie inych hashtagov na socialnej sieti sposobi rozdiely v mnozZstve prichddzajticich
dat. Optimalizovanim krokov predspracovania a zvySenim vypoctového vykonu mozno
docielit’ stabilnejSieho chodu aplikacie. Prikladom je aj vytvorenie vlastného NER modulu

na vlastnych natrénovanych datach.
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SEZNAM PRILOH

Ptiloha P 1: skript.



PRILOHA P 1: SKRIPT.

import tweepy

from tweepy import *

import re

import requests

from vaderSentiment.vaderSentiment import SentimentIntensityAnalyzer
from elasticsearch import Elasticsearch
from dateutil import parser

import langdetect

from rake nltk import Rake

from polyglot.text import Text

from geotext import GeoText

import preprocessor as p

from deeppavlov import configs, build_model

consumer key = "MSjhLnSVrezk9A9hahH1KKYAT1"

consumer_secret = "YPze8H6I135LtWa9leasNPud3muMgmv6qjbQIFdSgRj40U7eVmS"
access_token = "839479598-5;5VsyhgkmAnSXYORvYiReOyRKvRXSxE1dkYGN95"
access_token_secret = "QjhJ8IRacgJfBXsFj0LwCeVidql5rhngXxmwgSyWA7Frk"

print("building ner model")

ner_model = build model(configs.ner.ner _ontonotes bert mult, download=True)

index = "corona v8"

class StdOutListener(StreamListener):
def on_status(self, status):
if hasattr(status, "retweeted_status"):
try:
process_tweet(status. json)
except AttributeError as e:
pass
def on_error(self, status):

return True



def on_exception(self, exception):

return True

def process tweet(tweet):

try:
try:
if tweet["retweeted_status"]["extended tweet"]["full text"]:
text_tmp = tweet["retweeted_status"]["extended tweet"]["full text"]
except:

text_tmp = tweet["text"]

pass
cleantext tmp = p.clean(text tmp)
if len(cleantext_tmp) > 100:

places = GeoText(cleantext tmp)

cities_tmp = places.cities

if cities_tmp:
geodata, location = geoname _city(cities_tmp[0])
geodata = {item: geodata.get(item) for item in ["name", "country",

"population"]}

if geodata is not False:

ner loc, ner org, ner per = get ner(text tmp)

user = tweet["user"]

hashtags = get nested(tweet["entities"], "hashtags")

if not isinstance(hashtags, list):

hashtags = [].append(hashtags)

document = {"created at": parser.parse(tweet["created at"]),
"location": location,
"text": text tmp,
"geo": geodata,
"id_str": tweet["id_str"],

"mentions": get nested(tweet["entities"], "user mentions"),



"noun_chunks": get noun chunks(text tmp),

"ner per": ner per,

"ner_org": ner_org,

"ner loc": ner_loc,

"sentiment": 0,

"user created at": parser.parse(user|"created at"]),

"user name": user["name"],

"user_description": user["description"],

"user followers count": user["followers count"],

"user verified": user["verified"],

"Ing": detect Ing(text tmp)}
es.index(index=index, body=document, doc_type="_doc")
print("new entry:", document|"created at"])

except Exception as e:
print(" IR LR r ey,
print(e)

pass

def geoname _city(city tmp):
url osm = "http://207.180.228.23/city?"
geonode params = {

'name': city tmp

result = requests.get(url=url osm, params=geonode params).json()
if result[0]:
try:
location tmp = result[0]
location = {"lat": float(location_tmp["location"]["latitude"]),
"lon": float(location_tmp["location"]["longitude"])}
return location_tmp, location
except Exception as e:

pass



return False, False

def detect Ing(text):
if len(text) == 0:
return "unknown"
else:
try:
return langdetect.detect(text.lower())
except langdetect.lang_detect exception.LangDetectException:

return "unknown"

def get nested(object, property):
result =[]
try:
result = object[property]
except:
pass

return result

def tweet normalization aggressive(text):
text = re.sub(r"\s+&amp;?\s+', ' and ', text)
text = re.sub(r'@[A-Za-z0-9 ]+\b', "', text)

text = re.sub(r"\b\d\d?:\d\d\s*[ap]\.?7m\.?2\b", ", text, flags=re.IGNORECASE)
text = re.sub(r"\b\d\d?\s*[ap]\.?7m\.7\b", ", text, flags=re.IGNORECASE)
text = re.sub(r"\b\d\d?:\d\d:\d\d\b", ", text, flags=re.IGNORECASE)

text = re.sub(r"\b\d\d?:\d\d\b", ", text, flags=re.IGNORECASE)
text = re.sub(r'\bhttps?:\S+', ' ', text, flags=re.IGNORECASE)
text = re.sub(r\s+https?$', ', text, flags=re.IGNORECASE)
text = re.sub(r'[M\w\d\s:\"", \()#@\?!/*_]+', ", text)

text = re.sub(r'\n', ' ', text)

text = re.sub(r\s{2,}', ', text)

text = text.strip()

return text



def get noun_chunks(text):
text = tweet_normalization_aggressive(text)
r = Rake()
r.extract keywords from_text(text)

return r.get_ranked phrases()

def get ner(text):
text = Text(text)

ners = text.entities

ner _loc =[]
ner_per =[]
ner org =[]
if ners:

for item in ners:
txt=""
for i in item:

txt=txt+""+1

if item.tag == "I-LOC":
ner_loc.append(txt)

if item.tag == "[-PER":
ner_per.append(txt)

if item.tag == "[-ORG":
ner_org.append(txt)

return ner_loc, ner_org, ner per

print("connecting to elasticsearch")
es = Elasticsearch([ {"host": "173.212.230.46", "port": 9200}])

es.indices.create(index=index, ignore=400)



print("importing vader sentiment analyzer")

analyser = SentimentIntensity Analyzer()

auth = tweepy.auth.OAuthHandler(consumer key, consumer_secret)
auth.set access_token(access_token, access_token secret)

listener = StdOutListener()

stream = Stream(auth, listener)

stream. filter(track=["Coronavirus", "corona", "covid19", "SARSCoV2"], is_async=True)
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