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ABSTRAKT

Bakalarska prace je rozdélena na teoretickou a praktickou ¢ast. V teoretické Casti se nachazi
vypracovana obecnd literarni reSerSe na téma big data, strojové uceni, podnikové procesy
a fizeni zasob. Dale se teoreticka cast vénuje vyznamu strojového uceni v kontextu big data
a podnikovych procesti. V praktické ¢asti se nachazi popis vybrané spole¢nosti a rozbor
konsolidovanych ucetnich vykazii. Nasleduje aplikace strojového u€eni za ucelem predikce
prodejii natradi této spolecnosti. Z této predikce je odvozeno doporuceni na optimalizaci

skladovych zasob.
Klicova slova: big data, strojové uceni, podnikovy proces, fizeni zdsob, podnikové systémy
ABSTRACT

The bachelor thesis is divided into theoretical and practical sections. The theoretical section
includes a comprehensive literature review on big data, machine learning, business processes
and inventory management. Additionally, the importance of machine learning within the
context of big data and business processes is discussed. The practical section contains a
description of the selected company and an analysis of its consolidated financial statements.
This is followed by the application of machine learning in order to predict sales of this
company's tools. Recommendations for inventory optimization are derived from these

predictions.

Keywords: big data, machine learning, business process, inventory management, enterprise

systems
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UvVOD

A4

Obstat v dneSnim silné konkuren¢nim prostfedi je pro spolecnosti ¢im dal t€z§im tkolem.
Proto se organizace snazi zvySovat svou konkurenceschopnost i pomoci nové dostupnych
technologii. Jednou z nich jsou takzvana big data, diky kterym spole¢nosti mohou nalézat
nové cesty jak navysit vynosy, snizit naklady nebo celkové zefektivnit podnikové procesy.
Big data predstavuji revoluéni proménu ve zpusobu, jakym spolecnosti zachazeji
s informacemi za Ucelem ziskavani vyhod v dynamicky ménicim se podnikatelském

prostredi.

rowr

Prvni kapitola teoretické ¢asti prace se vénuje vymezeni pojmu Big data, charakteristice, jak
vznikaji, v jakych oblastech se uplatiiuji a jak se zpracovavaji. V této Casti se také Ctenafr
dozvi vice o strojovém uceni, neboli jednim z nastroj, jak s témito daty pracovat. Také se
Ctenaf seznami s piiklady aplikaci big data a strojového uceni. Druha kapitola se vénuje
podnikovym procestim, predev§im fizeni zasob v podniku, coz je proces ve spoleCnosti,
ktery jsem si vybral pro ucely praktické casti. V této kapitole je také uvedeno nékolik
prikladi aplikace strojového uceni pro fizeni zasob a metod fizeni zasob. Kladen diiraz je na
pojmy vztahujici se k tématu a nazvu prace. To je vyznam informacnich technologii,

strojového uceni a big dat v procesu moderniho fizeni zasob.

Druhd cast prace se zaméiuje na popis spolecnosti Ptacek — velkoobchod, a.s., jejimu
postaveni na trhu a popisu voln¢ dostupnych ucetnich vykazii. Znalost téchto dokumentti ma
smysl z hlediska komplexniho pochopeni financ¢ni situace firmy. Hlavni kapitola praktické
¢asti se zabyva predikci prodejlii vybraného sortimentu naradi na nasledujici obdobi pomoci
metod strojového uceni. Z toho je poté odvozeno doporuceni pro spolecnost. Skladové
zasoby jsou také zhodnoceny analyzou ABC. Vypocet je zaloZen na ziskanych realnych
datech a je zde popséano, jak se pii praci s daty postupovalo. Praktickd ¢ast vychazi

z poznatkll zaloZenych na teoretické Casti.



UTB ve Zliné, Fakulta managementu a ekonomiky 10

CIiLE A METODY BAKALARSKE PRACE

Hlavnim cilem celé¢ bakalatské prace je smysluplné aplikovat algoritmy strojového uceni na

podnikovy proces tak, aby piinesl ekonomicky uzitek vybrané spole¢nosti.

Cilem teoretické casti je vytvotreni dostate¢ného teoretického podkladu pro praktickou ¢ast
prace. S pouzitim odborné literatury objasnit big data, strojové uceni, definovat podnikové
procesy a vyjmenovat soucasné aplikace strojového uceni v podnikovych procesech. Dale

seznamit ctenare s pojmy, které s problematikou souvisi.

Cilem praktické ¢asti je aplikovat vhodnou metodu strojového uceni na podnikovy proces.
Z vypoctu poté vyvodit a navrhnout usporna opateni, vedouci ke snizeni nakladt

spole¢nosti Ptacek — velkoobchod, a.s. a pfinést ji tak ekonomicky prospéch.

Metodou, jaka je zpracovéana teoreticka Cast, je tvorba literdrni reSerSe s pouzitim vice

odbornych literarnich prament na pojmy a témata vychazejici ze zadani bakalaiské prace.

Metodou zpracovani praktické ¢asti byly znalosti vyplyvajici z vypracovani teoretické Casti,

analyza ziskanych internich dat a jejich zpracovani metodou strojového uceni.

Primérnim zdrojem informaci pro tuto praci bylo mnozstvi tisténé literatury zapujcené
v univerzitni knihovné. ProtoZe se technologie big dat a strojového uceni velmi rychle vyviji,
je obtizné nachazet aktualizovanou tisténou literaturu, které v ¢estiné neni mnoho. Proto
bylo nutné pracovat i s literaturou zahrani¢ni a jako sekundarnim zdrojem bylo zvoleno také

mnozstvi internetovych zdrojt, tykajicich se témat big data a strojového uceni.



UTB ve Zliné, Fakulta managementu a ekonomiky

11

I. TEORETICKA CAST
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1 BIG DATA

Slovni spojeni Big data naznacuje, ze se jedna o pojem tykajici se velkych objemti dat. Tento
anglicky vyraz je i v ceském prostiedi ustaleny, a proto budu tento termin v bakalaiské praci

pouzivat. Mizeme se v literature také setkat s doslovnym piekladem, velka data.

Existuje vice definic tohoto pojmu. Pfesné¢ vymezend definice, kterd by byla vSeobecné
uznavand, vSak neexistuje. VSeobecné se velkymi daty mysli shromazdéné datové sady,
které jsou tak velké a komplexni, Ze k jejich zpracovani vyzaduji specialni technologie, jako
napiiklad strojové uceni a umélou inteligenci. Hendl (2021, s. 14) uvadi jednu z pfijimanych
definic pojmu:

., Big data jsou data s riznorodym formatem, o velkém objemu a rychle se ménici, coz

3

v souhrnu zpusobuje, Ze je nelze spravovat pomoci konvencnich databazoych prostredkii.

Technologicko-vyzkumna spole¢nost Gartner, kterd pisobi v oblasti informacnich

technologii v USA, uznéva dalsi, Casto uvadénou definici:

,Big Data jsou data, jejichz velikost, rychlost ndarustu a riiznorodost neumozniuji

zpracovani pomoci doposud znamych a ovérenych technologii v rozumném case.*

(Holubova, at al., 2015, s. 19)

1.1 Historie a budoucnost Big data

Z historie miizeme vidét, jak se tento koncept vyvijel od prvotnich pocitacovych systému az
po soucasny ekosystém zalozeny na cloudovych technologiich a umg¢lé inteligenci. Big data
byla v minulosti omezena na zpracovani velkych objemu strukturovanych dat, ale dnes
zahrnuje 1 mnozstvi dat nestrukturovanych. Postupné vznikly metody a techniky pro
uchovavani, zpracovani a analyzu rliznych typi dat, jako jsou Hadoop, NoSQL databaze
a MapReduce. Ty zésadn¢ zvétSily praktickéd vyuziti téchto dat. (Holubova, et al., 2015, s.
64)

Prvni ¢lanek vénujici se detailngji analyze dat se objevuje v 60. letech minulého stoleti.
»V roce 1962 John Tukey popsal oblast, kterou nazval analyza dat. Jeho popis se podobal
moderni vede o datech.* (Hendl, 2021, s. 19)

Termin "big data" zacal byt Castéji pouzivany v prostiedi informacnich technologii od 90.

let, doby vzniku internetu. Michael Cox a David Ellsworth publikovali v roce 1997 ¢lanek


https://www.europarl.europa.eu/news/cs/headlines/priorities/umela-inteligence-v-eu/20200827STO85804/umela-inteligence-definice-a-vyuziti
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s nazvem Application-controlled demand paging for out-of-core visualization. To bylo asi

poprvé, kdy byl pojem velka data pouzit v kontextu, ktery je v souladu s dne$nim pojetim:

»Vizualizace predstavuje zajimavou vyzvu pro pocitacové systémy: datové sady jsou obecné
pomerné velké a zdanuji kapacity hlavni paméti, mistniho disku a dokonce i vzdaleného
disku. Tomu Fikame problem velkych dat. Pokud se datové sady nevejdou do hlavni pameéti
(v jadru) nebo kdyz se nevejdou ani na lokalni disk, nejbéznéjsim resenim je ziskat vice

prostredku. *“ (vlastni preklad, Cox, Ellsworth, 1997, s. 1)

Od ptelomu tisicileti se stal pojem v technologickém primyslu vSudyptitomnym. Nejdiive
se big dat chopily spolecnosti jako Google, Amazon, Yahoo a Ebay, které¢ shromazd'ovaly
obrovské mnozstvi dat od svych uzivatelti v realném Case. Tyto udaje pouzivaly ke zlepSeni
svych vyhledavacich algoritmli, doporucovani produktli a poskytovani personalizované

reklamy. Brzy je nasledovala dal$i odvétvi.

Jednou z klicovych udalosti, které urychlily rast velkych dat, byl vznik systému Hadoop v
roce 2006. Hadoop je software, ktery umoznuje zpracovani velkych datovych souborii na
vetsim mnozstvi pocitaclt najednou. Vyhodou je, ze soubory nemusi byt uloZzené na jednom
velkém ulozisti. Hadoop umoznil spolecnostem ukladat a analyzovat obrovské objemy dat

za zlomek nakladu tradi¢nich metod.

Dalsim dilezitym vyvojem v historii velkych dat byl vzestup cloud computingu.
Poskytovatel cloudovych sluzeb Amazon Web Services umoznil od roku 2006 firmam vSech
velikosti ukladat a zpracovavat velka data, aniz by musely investovat do drahého hardwaru

a softwaru. V tomto odvétvi brzy nasledovala dalsi vyznamna spolecnost Microsoft Azure.

Znalost big data vedla neziidka k velkym osobnim ziskiim. Oren Etzioni vyvinul aplikaci,
ktera ptedpovidala, jestli budou ceny letenek stoupat, nebo klesat. Podle toho doporucovala
uzivatelim vhodné nacasovani koupé letenky a tim jim Setfila penize. Tento startup
s ndzvem Forecast prodal Microsoftu v roce 2008 za 115 milionti dolart. Ten ho poté

implementoval do svého vyhledavace Bing. (Mayerschonberger, 2014, s. 5)

V budoucnu se bude vyznam velkych dat neustidle zvySovat, protoze objem informaci
generovanych v digitdlnim svété se zda mit velky rast. Kontinudlné se vyvijeji nové
technologie a néstroje pro zpracovani a analyzu dat. Je zfejmé, Ze se vyznam strojového
uceni a umélé inteligence v analyze velkych dat stane zasadni. Tyto technologie se postupné
stavaji dileZitym nastrojem pro manazery a vedouci pracovniky pro ziskavani dilezitych

podkladi k pfesnému rozhodovani.
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1.2 Vlastnosti Big data

Aby se dataset mohl povazovat za big data, musi spliiovat urcité charakteristiky. Autorem
téchto charakteristik byl datovy specialista Doug Laney, ktery definoval nékolik novych
pojmt. V roce 2001 publikoval ¢lanek, kde poprvé zminuje takzvané 3V: volume (objem),
velocity (rychlost), variety (rozmanitost). Postupem c¢asu se k témto 3 charakteristikam
pridaly jesté terminy veracity (vérohodnost) a value (hodnota). V piekladu se tedy big data

vyznacuji objemem, rychlosti, rozmanitosti, vérohodnosti a hodnotou.

vvvvvv

(terabajty) shromézdénych dat, avSak Castéji spiSe o PB (petabajty). Rychlost se tyka
rychlosti, s jakou jsou data generovana, zpracovdvana a analyzovana. VétSinou je
pozadovano, aby byla data zpracovavéana nepietrzité a témei okamzité. Rozmanitost se tyka
riznych typi a formath dat, kterd jsou k dispozici, v€etné strukturovanych,
nestrukturovanych a polostrukturovanych dat. Vérohodnost se tyka kvality a pfesnosti dat,
ktera mohou byt ovlivnéna chybami, zkreslenimi a nekonzistencemi. A nakonec hodnota se
tyka potencidlnich poznatkt a ptinost, které 1ze ziskat analyzou téchto dat. Ziskané poznatky
poté vedou naptiklad k presnéjSimu rozhodovani vedoucich pracovnikt, lepsi zkuSenosti

zékaznikl a vyssi efektivité a produktivité. (Erl, Khattak, Buhler, 2016, s. 13)

1.3 Vznik big dat

Velka data pochazeji z nejriiznéjSich zdroju v riznych formatech. Dnesni technologie nam
jiz umoznuji, aby takto velkd mnozstvi dat mohla byt shromazd'ovana a ukldddna témér

v redlném cCase. Nyni budou piedstaveny hlavni zdroje téchto dat.

Zatizeni internetu véci (IoT), jako jsou vyrobni stroje a chytré spotiebice, jsou Casto
vybavené senzory, které generuji velkd mnozstvi dat o svém pouZzivani a vykonu. Ty lze
vyuZivat pro prediktivni udrzbu, optimalizaci a automatizaci. Data z GPS lokatorti mobilnich
telefonil a chytrych automobili se pouZivaji ke zmirnéni dopravni zacpy a v neposledni fadé
satelity shromazd’ujici idaje o atmosféie pomahaji tvofit piedpovédi pocasi. (Kodouskova,
2023) Podniky a banky generuji velkd mnozstvi dat prostfednictvim transakcénich ¢innosti
a zpracovanim plateb. Webova data zahrnuji informace shromazdéné z webovych stranek,
vyhledavacu a dalSich online zdrojt, které 1ze vyuzit pro analyzu konkurence, priazkum trhu
a identifikaci trendd. Vlady a dal3i vefejné organizace (napiiklad Cesky statisticky uiad,
World Bank, nebo WHO) poskytuji prostfednictvim portalt velka mnozstvi dat, kterd lze

volné vyuzivat. V neposledni fad¢ socidlni média generuji obrovskd mnoZzstvi dat,


https://ryax.tech/iot-and-big-data-understanding-the-relationship-between-these-two-technologies/
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pochazejici z ptispévkil, komentari, sdileni a chovani uzivatel. Diky tomu mohou sledovat

informace o preferencich, chovani a naladach uzivatela.

1.4 Uplatnéni big dat

S velkymi daty se poji cela fada prilezitosti v riznych oblastech ekonomiky. Dnes jsou
dilezitou soucasti vétSiny prumyslovych odvétvi, od zdravotnictvi pres financnictvi az po
maloobchod. Jejich vyuziti zahrnuje piredpovidani chovani spotiebiteld, vyvoj novych 1éku,
ale také optimalizaci fizeni dodavatelského fetézce. Velka data zkratka maji potencial
transformovat jak jednotlivé spolecnosti, tak cela odvétvi. Zde je uvedené mnozstvi priklad

konkrétnich vyuziti podle riznych sektorti: (Ceska spofitelna, 2018)
Pramysl

Big data nabizeji spole¢nostem moznost inovaci. Prostfednictvim lepSiho porozuméni
potfebam a pozadavkim lidi tyto znalosti pomahaji v zavadéni zcela novych produkti.
Efektivnéjsi vyuziti primyslovych dat vede k inovacim ve vyrob&. Analyza velkych dat
muze pomoci nalézat feSeni na problémy ve vyrobé a zvySovat tak produktivitu. Zaroven
snizovat naklady, naptiklad prostfednictvim piedpovédi prodeje nebo optimalizace udrzby

v tovarnach vybavenych inteligentnimi systémy. (Europa, 2021)
Obchod a finance

Na zaklad¢ predpovédi prodeji mohou spoleCnosti piesnéji upravovat své plany, jako je
nakup dalSiho zbozi. Zdravotni pojistovny mohou piesnéji predvidat trendy a stanovovat

pojistné, coz vede k dosahovani vétsiho zisku a jsou tak na trhu konkurenceschopné;si.
Zivotni prostiredi

Data ze satelitii maji potencidl vylepSovat vyzkum v tomto odvétvi a piispivat ke snizovani
emisi sklenikovych plynli. Sou¢asn€ mohou usnadiiovat prevenci ptirodnich katastrof, jako
jsou pozary, a lépe se na né pfipravovat. Efektivnéjsi vyrobni a jiné procesy by mohly vést

ke sniZeni emisi, vy$si produkci a mensimu mnoZstvi odpadu.
Zdravotni péce

Prozkoumani klinickych datovych souborti, jako jsou zdravotni zdznamy, informace ziskané
dotazniky a data z digitdlnich metod vySetfeni muze piispét k vylepSeni diagnostiky,

presnéjsi zamifeni 1écby a pokroku v medicing.
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Zemédélstvi

S vyuzitim dat ze satelitd a senzor mohou zemédélci efektivnéji hospodatit se zdroji a snizit
tak naklady na jednotku vypéstované produkce. Takova data zeméd€lcim umoznuji presnéji

nastavovat davkovani hnojiv, herbicidt a Iépe hospodafit s vodou.
Verejny sektor

Vyuziti dat ve vetejném sektoru muize prispét ke zvySovani ucinnosti verejnych sluzeb,
poskytovani lépe ptizptisobenych sluzeb obCanim a také obCany lépe chranit. V oblasti
zabezpeceni se nejednd pouze o nékolik hackerd, ale staty Celi celym tymim odbornik.
Bezpecnostni prostiedi kyberprostoru a pozadavky na regulaci se neustale méni. Velka data
umozinuji rozpoznavat vzory, které naznacuji podvodna jednani a poté na n¢ varovat jeste
diive, nez se stanou. Je tak mozné rychleji pfipravovat hlaSeni pro regulacni a bezpe¢nostni

instituce.
Doprava

S vyuzitim dat ziskanych z GPS a socialnich médii je mozné zmiriiovat dopravni zacpy.
Zlepsena regulace dopravniho provozu piispiva k Uspofe Casu, snizovani spotieby paliva
a emisi. Tato data v dneSni dobé nevyuzivaji pouze fidici aut, ale cely logisticky sektor,

naptiklad k presné;jsi lokalizaci vhodnych mist pro logisticka prekladiste.
Vyvoj produkti

Firmy jako Netflix a Procter & Gamble vyuzivaji data k ptfedpovidani zakaznické poptavky
po jejich produktech. Pro vyvoj novych produktl a sluzeb vytvareji tyto spolecnosti
prediktivni modely. Z nich se snazi zjistit, jaké maji mit jejich produkty vlastnosti a vzhled,
aby se jich prodalo co nejvice. Dané modely hledaji vztah mezi atributy jejich produkti
a obchodnim Uspéchem. Spolec¢nosti jako P&G pouzivaji data a analyzy ziskané ze
zajmovych skupin, socidlnich médii a testovacich trhi pro vyhledani vhodného umisténi
produktii v obchodech, spravného nac¢asovani a uréeni optimalniho objemu vyroby. (Oracle,

2023)

1.4.1 SQL a NoSQL databaze

SQL a NoSQL databéze jsou zakladni typy databazovych systému a jejich znalost je diilezita

pro pochopeni spravy a analyzy velkych objemi dat.
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Databaze jsou optimalizované systémy pro uklddani a vyvolavani dat. Rela¢ni databaze je
nejrozsifenéjSim typem databiaze. Mlzeme ji pfirovnat k organizované mnoziné tabulek
v programu Microsoft Excel. Je navrZena tak, aby umoznila pomoci piikazii dotazovat urcité
mnoziny hodnot. K tomuto tcelu bylo vyvinuto mnoho dotazovacich jazykl a nejznamé;jSim
z nich je praveé strukturovany dotazovaci jazyk SQL (z angl. Structured Query Language).
Pomoci tohoto jazyka muzeme ovladat a manipulovat relacni databaze. Z nazvu tohoto

jazyka tedy plyne nazev SQL databaze. (Hendl, 2021, s. 59)

Nedostatky pii praci srelacnimi databdzemi vedly ke vzniku NoSQL databazi. Jsou
vhodnéjsi pro zpracovani velkého mnozZstvi nestrukturovanych dat. Jsou pouzZitelné pro
aplikace, které vyzaduji vysokorychlostni ptistup k velkému mnozstvi dat s nizkou latenci,
jako jsou platformy socialnich médii nebo webové stranky elektronického obchodu. Dalsi
vyhodou NoSQL nad klasickou SQL databazi je, Ze je rychlej$i ve spojovani a upravach
velkého mnoZzstvi tabulek, obsahujici velkd mnoZstvi dat. V ptipad¢ pouziti klasické relacni

databaze dochézi diive k zahlceni vypocetniho systému. (Holubova, et al., 2015, s. 88)

1.4.2 Eticka problematika big dat

S tématem uplatnéni velkych objemut dat se poji etickd problematika, kterd se s nartistem
cloud computingu zacCala castéji vyskytovat ve zpravodajstvi a medidlnim prostoru.
V soucasné dob¢ se velké spolecnosti a statni organy musi se zavadénim téchto technologii
zabyvat také otazkami tykajici se ochrany soukromi a bezpecnosti, aby bylo zajisténo
odpovédné nakladani s t€émito daty. Evropskéa Unie tuto problematiku na ceském tzemi fesi
pomoci pravniho rdmce chraniciho osobni idaje, vS§eobecné zndmého pod zkratkou GDPR
(Zakony pro lidi, 2019). Uplatnéni t&chto tehnologii v Cin& za¢ina nést i naznaky zneuzivani.
Automatické sledovani a identifikace lidi, socidlni kredit nebo parovani nejriiznéjSich typii
informaci mohou byt za¢atkem technologické diktatury. (Pietras, 2020) Dal§im piikladem
zneuziti bylo odhaleni v roce 2013, Ze agentura NSA v USA shromaZd’ovala ve svych
datacentrech asi 1,7 miliardy emaild a dalSi komunikace, ale také rozsdhlé¢ zaznamy

platebnich transakci ob¢ant. (Mayerschonberger, 2014, s. 156)

1.5 Prediktivni analytika

Zminénd vyuziti dat jsou zaloZena na takzvané prediktivni analytice. Prediktivni modelovani
je technika zamétfena na predpovidani budouciho chovani a udalosti. Tato metoda vyuziva

historicka a aktualni data k vytvareni model, které pomahaji ptedpovidat budouci vysledky.


https://cs.wikipedia.org/wiki/Dotazovac%C3%AD_jazyk
https://www.zakonyprolidi.cz/cs/2019-110
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Pti prediktivnim modelovani se shromazd’uji data, vytvari se statisticky model, provad¢ji se
predpovédi a model se ovéiuje ¢i reviduje, jakmile jsou k dispozici dalsi data. Prediktivni
modely analyzuji déni v minulosti, aby vyhodnotily pravdépodobnost ur¢itého budouciho
chovani. Prediktivni analytika naptiklad ptedpovida poptavku, coz umoziluje organizacim
vyuzit historicka data k odhadu budouciho vyvoje, naptiklad pristiho mésice. (Hendl, 2021,
s. 33 a Gartner Information Technology Glossary)

Pro zatrazeni prediktivni analytiky do S$irStho kontextu pomiize casto citovany graf
spole¢nosti Gartner, ktery identifikuje ¢tyfi rlizné druhy analytik z pohledu obtiznosti
a hodnoty. K témto analytikdm také uvadi otazky, cemu se vénuji. Popisnd analytika (co se
stalo?), diagnostickd analytika (pro¢ se to stalo?), prediktivni analytika (co se
pravdépodobné stane?) a preskriptivni analytika (jak miizeme zajistit, aby se to stalo?).
Z grafu na obrazku 1 Ize vy¢ist, Ze ¢im hodnotné&j$i data chceme ziskat z analyzy, tim je to

vV

protoze se stanou az v budoucnu.

preskriptivni analytika

prediktivni analytika budoucnost

diagnosticka analytika

Hodnota

popisna analytika piitomnost

minulost

v

ObtiZnost
Obrézek 1 Model analytik (vlastni zpracovani podle Maoz 2013)

1.6 Zpracovani big dat

Analytické metody jako statistické, matematické a grafické analyzy jsou pro tcely dnesnich
podnikli ¢asto pomalé. Spolecnosti jsou v dobé informacnich technologii ¢im dél vice
zahlcené daty v mnoZstvich, kterd jsou jiz n€kdy téZzko zpracovatelna i na dostupnych
pocitacich. Proto je také potieba nalézat rozumné postupy a feSeni, jak s nimi pracovat.

K analyze big dat se pouZziva strojové uceni a k prezentaci big dat graficky software.


https://www.gartner.com/en/information-technology/glossary
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Obecné plati pfi zpracovani dat tento postup: definovani problému, sbér dat, ¢isténi dat,
analyza dat (kvantitativni analyza, kvalitativni analyza, data mining, statistickd analyza,

strojové uceni), prezentace dat a vyuziti dat (vyvozeni doporuceni).

Business intelligence (BI) a datové inzenyrstvi jsou dva nové vzniklé a rychle se rozvijejici
obory zabyvajici se zpracovanim dat. Specialisté z oblasti datového inzenyrstvi jsou
zodpovédni za navrh, pfipravu, udrZeni a rozSifovani potfebného toku dat. BI analytici ve
spole¢nostech provadi kvantitativni analyzy, data vizualizuji a nakonec prezentuji navrhy

efektivnich strategii pro fizeni firmy. (Hendl, 2021, s. 27)

1.7 Strojové uceni jako nastroj zpracovani dat

Pro uspésné splnéni cile bakalafské prace je zhlediska pfiméfené¢ho rozsahu prace
nadbytecné objasiiovat technické detaily takto slozitého nastroje. Zaroven je tato kapitola

nezbytna, jelikoz se popsané postupy budou pouzivat v praktické ¢asti.

1.7.1 Vymezeni pojmu strojového uceni

Cim dal aktualngjsi technologii je v tomto oboru strojové uéeni. Poskytnout jednoduchou
a srozumitelnou definici strojového uceni je obtizné. Strojové uceni je podmnoZzinou umélé
inteligence. Diky algoritmtiim a technikdm umoznuje pocitaci ucit se na zaklad¢ dat, aniz by
k tomu byl pfimo naprogramovan. Jednou z klicovych aplikaci je analyza velkych objemu
dat, u nichz je vzhledem k jejich objemu a slozitosti nepraktické pouzivat tradi¢ni metody
analyzy. Pomoci algoritmu, které se dokazi automaticky ucit z dat, miize strojové uceni
identifikovat vzorce, provadét predpovédi a poskytovat poznatky, které by pro ¢loveka bylo
nemozné odhalit. Diky této schopnosti rychle a pfesné zpracovavat velké mnozstvi dat je

strojové uceni zdkladnim nastrojem pro datové a business analytiky. (Hendl, 2021, s. 26)

1.7.2 Obecny postup pri zpracovani dat pomoci strojového uceni

Cely proces strojového uceni probihd s pouzitim pocitatového softwaru. Jupyter Notebook
je prikladem aplikace, kterd umoZziuje upravovat a spoustét dokumenty prostrednictvim

webového prohliZzece. Tato aplikace bude pouZita v praktické casti.
1) Sbér dat: Z riznych zdrojii a v riznych formatech se shromazdi data.

2) Uprava dat: Tento krok spo&iva v ¢isténi a Gpravé dat. Pro nasledujici praci se soubory
je nutné odstranit nesrovnalosti v datech (napt. chybé&jici udaje a extrémni hodnoty). Poté

data pievedeme do spoleéného formatu, ktery je vhodny pro aplikaci strojového udeni. Casto
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se v takovém souboru nachazi data prebyteteCna. Zjistime, ktera data budeme skutecné

potiebovat a zbavime se dat prebytecnych.

3) Volba spravného modelu: Zvolime vhodny model strojového uceni. K tomu se ¢asto
pouziva knihovna Scikit-learn. Na této webové strance mtizeme nalézt jiz ovéfené modely
rozdelené podle funkce, pripravené na pouziti. Vhodny model strojového uceni vybirame
podle nagich potieb. Zadny model totiz nefesi viechny mozné scénaie a kazdy ma své
jedine¢né vlastnosti a uplatnéni. Modell strojového uceni je celd fada. Nejprve je nutné
zvazit, zda se jedna o problém klasifikace, nebo regrese. Mezi zakladni typy jesté patii
algoritmy fesici problémy doporucovaci a shlukovaci. Pokud jde o klasifikaci, 1ze pouZit
klasifika¢ni algoritmy, jako jsou nahodné lesy nebo metodu podptirnych vektorti. Pokud jde
o regresi, mohou byt pouZity algoritmy, jako je linedrni regrese nebo neuronove sité.
Jednoduchd linearni regrese je piedev§im vhodna, pokud jsou data linedrné rozd€lena
a obsahuji pouze jednu nezavislou proménnou. (Zubair, 2023) DalSim faktorem je velikost
a rozmanitost datové sady. Je tieba zvazit, jaké jsou pozadavky na presnost a rychlost
modelu a najit tu spravou rovnovahu. Nékteré jsou piesné, ale pomalé, zatimco jiné jsou

rychlé, ale mén¢ piesné.

4) Rozdéleni dat: Data jsou déle rozdélena na dvé Casti: trénovaci a testovaci. Trénovaci
mnozina je sada dat, na které algoritmus aplikuje uceni pro nalezeni urcitych vztaha
a obvykle tvofi ptiblizné 70 % az 80 % celkovych dat. Testovaci mnoZina je sada dat, ktera
se pouziva pro ovéieni presnosti naucené¢ho modelu. M¢la by byt odlisna od trénovaci sady
a obsahovat zbylych 20 % az 30 % dat. Existuji i1 jiné pfistupy k tomuto rozdéleni. Jako
ptiklad lze uvést cross-validaci, coZ je metoda rozdéleni dat s vyuzitim riznych technik.

Mezi tyto techniky patii naptiklad K-Fold a Leave-One-Out.

5) Uceni algoritmu: Vybrany model se ,trénuje” pomoci prvni sady pfipravenych dat.
Hled4 v nich vztahy a spojistosti. Tento krok miiZzeme ovlivnit vhodnym nastavenim

parametrii modelu strojového uceni.

6) Testovani algoritmu: Pomoci druhé sady pfipravenych dat se model testuje. Pfi tomto

kroku se vypocte jeho piesnost a rychlost.

7) Aplikace: KdyZ ovéfeny model na mnoZin€ dat odpovida stanovenym pozadavkim, 1ze
ho vyuzit na feSeni daného problému. Pokud soucasny model nespliiuje pozadované
vlastnosti, je nutné vratit se ke kroku 5 a 1épe nastavit parametry daného modelu. Poptipad¢

lze vybrat Gplné€ jiny, vhodnéjsi model strojového uceni.
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1.7.3 Jednoducha linearni regrese

Tato metoda bude pouzita v praktické ¢asti prace, a proto je zde popsana. Linearni regrese
je tradi¢ni statistickd metoda, ktera si nasla Siroké uplatnéni také v oblasti strojového uceni.
Vhodna je pro piedpovidani prodejt, predikci vyvoje na akciovém trhu, nebo naptiklad
odhadu trzni ceny nemovitosti na zaklad¢ znalosti vice nez dvou parametrti, coz mize byt

stari, lokalita a pocet pokoju.

Problémy regrese se 1isi od klasifikacnich problémi tim, Ze se snazi predikovat spojité
proménné. Na ziskand data se aplikuje vhodny regresni model. Tento model hleda
matematickou funkci, kterd by co nejlépe popisovala kiivku prochézejici mnozinou bodi,

jejichz hodnoty jsou ziskany ze shromazdénych dat.

Linearni regrese slouzi k tomu, abychom ziskali piedpis, pomoci kterého budeme schopni
piedpovédét hodnotu jedné proménné ze znalosti hodnoty jiné proménné. U linedrni regrese
hledame neznamé konstanty B1 a Po. Jejich hodnoty nalézdme nejcastéji pomoci metody

nejmensich ¢tverct. (Berka, 2003, s. 78 a Otyepka, Banas a Otyepkova, 2013, s. 59)

Y =B, X+ B

Obecny tvar linearni regresni funkce
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2 PODNIKOVE PROCESY

V odborné literatuie se nachazi vice definic podnikového procesu. Podnikovy proces je
podle Svozilové (2011, s. 14): ,,Serie logicky souvisejicich cinnosti nebo ukolu, jejichz
prostiednictvim — jsou-li postupne vykonany — ma byt vytvoren predem definovany soubor

o (¢

vysledki. “ Repa (2007, s. 15) podnikovy proces popisuje nasledovné: ,, Podnikovy proces je
souhrnem cinnosti, transformujicich souhrn vstupu do souhrnu vystupu (zbozi nebo sluzeb)
pro jiné lidi nebo procesy, pouzivajice k tomu lidi a ndstroje.“ Nakonec Vysko¢il a Strup
(2003, s. 84) definuji proces jako: ,,zpusob, jak se abstraktni cil, postaveny zakazniky na

prvni misto, zmeéni na praktické postupy. “

Z téchto definic vyplyva, ze proces je soustava souvisejicich Cinnosti, které spolecné
transformuji vstupy na vystupy, ¢imz vytvareji hodnotu pro zdkazniky a dalSi procesy.
Jinymi slovy, proces je uspotfadany sled krokil nebo €innosti, které na sebe navazuji s cilem
dosédhnout zaddouciho vysledku a zaroven vytvaret hodnotu. Procesy obvykle zahrnuji lidi

a nastroje, které umoznuji efektivni a hladké provadéni téchto Cinnosti.

2.1 Optimalizace podnikovych procesii

V dne$nim rychle se ménicim prostfedi mize optimalizace procest prispét k zvySeni
efektivity a konkurenceschopnosti podnikii. Cilem je analyza a zlepSeni stavajicich postupt
a Cinnosti, aby podniky 1épe plnily potieby zakazniki a maximalizovaly hodnotu pro
vSechny zucastnéné strany. Dulezitym métitkem miry optimalizace je pfidana hodnota pro

zakaznika.

Zlepsovani podnikovych procest definuje Svozilova (2011, s. 19): ,, Cinnost zaméreou na
postupné zvysovani kvality, produktivity nebo doby zpracovani podnikového procesu

prostiednictvym eliminace neproduktivnich ¢innosti a nakladu.

Priibézné zlepsovani procesu ve spoleénosti znazoriiuje Repa (2007, s. 16) obrazkem 2:

. . stanoveni L. e . navrh a
opis soucasného . sledovani méieni provozu
sledovanych lmplementace
stavu procesu . provozu procesu procesu
metrik Fefeni

Obrazek 2 Priib&zné zlepsovani procesu (vlastni zpracovani podle Repa, 2007)
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Optimalizace procest zahrnuje identifikaci slabych mist a neefektivit, zavedeni kontrolnich
mechanismi, pribézné sledovani a aktualizaci postupl. Zasadni roli v dnesni dob¢ hraji
informacéni systémy, nebot umoziuji efektivnéji planovat, organizovat a fidit ¢innosti.
Integrace a propojeni riznych ¢asti dodavatelskych fetézct prostfednictvim informac¢nich
technologii usnadiiuje koordinaci a zvySuje efektivitu. Informacéni systémy umoznuji
flexibiln€jsi  postupy, prispivaji k uspésné optimalizaci procesi a udrzeni
konkurenceschopnosti podnikd. Technologie strojového uceni hraje v podnikovych

informacnich systémech a v optimalizaci podnikovych procest zasadni roli.

Hlavnimi pfistupy k optimalizaci systémil jsou stru¢né metody: Kaizen, Six Sigma, Lean
Manufacturing a ReinZzenyring. Kaizen se snazi o vytrvalé a postupné zlepSovani procest.
Six Sigma se snaZi odstranovat pfi¢iny chyb. Lean Manufacturing eliminuje plytvani zdroji.

Reinzenyring ptedstavuje kompletni predélani podnikovych procest.

Snahou kazdé organizace by mélo byt neustalé optimalizovani podnikovych procesu.
Motivaci pro procesni optimalizaci je, ze spolecnosti potiebuji snizovat ndklady, vylepSovat
kvalitu vyrobkii a sluzeb, adaptovat se legislativnim pozadavkiim nebo provadét organizacni
zmény. Optimalizace muze vytesit problémy s kvalitou, kdyz si naptiklad zakaznici stézuji
na vysokou poruchovost a ¢asto produkty reklamuji. Pokud dojde k akvizici firmy, je tieba
sjednotit podnikové procesy v zakoupené spoleCnosti s mateiskou. V takovém ptipad¢ je
potieba procesy obou firem sjednotit a synchronizovat. NejvétsSim diivodem optimalizace
procesu je pro firmy potieba snizovat naklady, ¢ehoz se v praxi Casto docili snizenim poctu

pracovnika, ¢i zvySenim produktivity.

2.2 Aplikace strojového uceni v podnikovych procesech

Aplikace jsou podobné tém, které¢ jiz byly zminény, jelikoz se na zpracovani velkych dat
strojové uceni standardn€ pouziva. Dalsi ptiklady praktického vyuziti strojového uceni ve
vyrobnich, ¢i obchodnich spole¢nostech jsou nésledujici:

Rozpoznavani obrazki

Rozpoznavani obrazkli vyfocenych kamerou mizZe byt vyuZito k identifikaci vadnych nebo
poskozenych produktli na vyrobni lince, coz zlepSuje troven kvality, snizuje naklady na

lidskou pracovni silu a reklamace. Rozpoznavani obliceje miZe byt pouZito pro zlepSeni

zabezpeceni a sledovani ¢innosti zaméstnancti nebo zakaznikli v obchodech ¢i kancelatich.
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Detekce poruch

Strojové uceni umoziuje automatickou detekci anomalii a chyb ve vyrobnich procesech.
Tyto algoritmy mohou odhalit poruchu vyrobniho stroje jesté pred produkénim cyklem, ve

[ N

kterém k poruse dojde, a ve vyrobnim softwaru pomahaji proaktivné fesit problémy vcas.
Doporucovaci algoritmy

Pro oddéleni marketingu jsou tyto moderni technologie velmi uZite¢né, protoze zajistuji
zpracovavani velkého mnoZstvi informaci o zdkaznicich, jako je jejich nakupni chovani,
demografické udaje, vék, pohlavi atd. Diky témto tidajim je poté mozné zakaznikiim nabizet
piesné to, co potiebuji. Algoritmy strojového u€eni také umi analyzovat historii interakci se

zékaznikem a jeho piedchozich nékupti, coz také umoznuje poskytovat nabidky na miru.
Prediktivni modelovani

Ucenim se na zéklad€ vzorcl v historickych datech mohou algoritmy strojového uceni
piedpovidat budouci trendy v poptavce, idedlni troven zasob a dalsi klicové ukazatele
podnikt s vEtsi presnosti nez tradi¢ni metody prognoézovani. Pfedpovidat mnozstvi prodeji
je jednou z moznych aplikaci strojového uceni. Této funkci se bude vice vénovat prakticka
cast. Algoritmy strojového uceni mohou také napiiklad identifikovat vzorce plytvani nebo
neefektivity ve skladovani, coz manazerim umozni piijmout ndpravna opatfeni. Strojové
uCeni tak pomahd manazerim zvySovat rychlost a pfesnost jejich rozhodovani. Tyto
algoritmy mohou také v téchto systémech odhalit opakujici se Cinnosti pracovnika a diky

tomu je automatizovat. (Kubina, Varmus a Kubinova, 2015, s. 3)
Zakaznicka podpora

Virtualni asistenti zaloZzeni na technologii strojového ucfeni umoznuji zdkaznikiim
poskytnout rychlé a pfesné odpovédi na jejich dotazy. To snizuje ¢ekaci dobu klientl na

odpovéd’ a ulehuje zatiZeni lidskych operatort.

2.2.1 Strojové uceni v podnikovych systémech

Pro fizeni zasob a spravné rozhodovani o jeho stavu je nezbytny pfistup k jeho aktudlnimu
stavu. To umoziuji Informa¢ni a komunikaéni technologie ICT (z angl. Information and
Communication Technology). Zajistuji sbér, analyzu a vyhodnocovani dat v kazdém
okamziku. Pomahaji v planovani, organizaci, provozu a administrativé, spolu se vSemi
souvisejicimi fidicimi procesy. VSechny ¢ésti dodavatelskych fetézcii a pozadavky, které se

tykaji planovani, organizovani, provozu a administrativy jsou napojeny na tyto systémy.
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Integrace ICT do dodavatelskych fetézct umoznuje efektivnéjsi a rychlejsi fizeni, coz vede
ke zlepSeni celkové vykonnosti a konkurenceschopnosti podnikt. (Emmett, 2008, s. 125)

Informacni technologie, kterd poskytuje feseni na zminéné pozadavky je systém ERP.

Soucasti podnikovych informacnich systémti ERP (z angl. Enterprise Resource Planning) je
v dnesni dob¢ jiz ¢asto implementovano mnozstvi funkei vyuzivajicich strojového uceni.
Implementace strojového uceni do systémii ERP v nedavné dobé pfinesla vyznamné
pokroky a vylepseni do celkového fungovani téchto systémii. Systémy ERP se stavaji silnym

nastrojem pro vétSinu oddéleni spolecnosti.

Ptikladem aplikace mtze byt detekce poruchy vyrobniho stroje a na prvni pohled nepatrné
mensi produkce. Kdyz se mnozstvi vyrobenych kusii ve vyrobé zac¢ne lisit od standardu,
systém to ihned poznd. Piesn¢ identifikuje, kde nastala chyba a vysle varovné ozndmeni. Na
to navazuje Cast systému spravujici finance podniku, kterd odhadne, ze dojde k opozdéné
fakturaci. Systém na to upozorni ptislusné oddéleni a navrhne objem pottebnych penéznich
rezerv, aby nedoSlo k nedostatku cash flow. Gatema je piikladem spolec¢nosti, ktera
implementuje metody strojového ucCeni do syst¢émi ERP a tim optimalizuje vyrobni

a podnikové procesy. (GatemalT, 2023)

Konkrétné ERP systém Helios od spolenosti Gatema IT a.s. vyuziva strojového uceni tak,
ze na zakladé vyrobenych kusti v minulosti piedpovida ve vyrobe budouci pocty vyrobenych
kust. Diky tomu muze snadno vypocitat pozadavek na ndkup surovin, urcit potiebny
dostatecny pocet zaméstnanct a spocitat vhodné vytizeni vyrobnich strojii. To v§e pomulze
firmé v tvorb¢ inventury, jelikoz systém disponuje aktudlnimi informacemi o poctu kusti na

sklad¢ a jejich umisténi v kazdém okamZiku. (GatemalT, 2023)

2.3 Proces rizeni zasob

Tato kapitola bakalafské prace se jiz zaméfuje na konkrétni podnikovy proces. Strategie
ametody fizeni zdsob a jejich naskladiiovani se li§i mezi vyrobnimi podniky,
maloobchodnim a velkoobchodnim prodejem. Takové firmy bézné generuji big data a maji
své analytickd oddéleni na zpracovani téchto dat. Jedni z nejvyznamnéjSich lidri v sektoru
velkoobchodnich spolecnosti vyuzivajicich téchto dat jsou Amazon.com, Inc. a Wal-Mart
Stores, Inc. pochazejici z USA. V Cesku je zastupcem obchodni spoleénosti Alza.cz a.s.
a vyrobni spolednosti Skoda Auto a.s. Proces Fizeni zisob ma vyznamny dopad na

konkurenceschopnost podniku.


https://www.gatemait.cz/strojove-uceni-u-systemu-erp/
https://www.gatemait.cz/strojove-uceni-u-systemu-erp/
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Existuje nékolik pohledl na to, jak zasoby definovat. ,, Pojem zdsob miize byt chapan jako
neoddeélitelnda soucast vyrobnich, obchodnich ¢i distribucnich subjektu, které takto oznacuji
material, suroviny, paliva, naradi, obaly, nahradni dily, polotovary a hotové vyrobky. "
(Jurova, 2016, s. 223) Uetni pohled je dan zdkonem o uéetnictvi &. 563/1991 Sb., ktery
vymezuje zasoby jako material, nedokoncend vyroba a polotovary, vyrobky, zvirata, zbozi
a poskytnuté zalohy na zasoby. V knize Podnikové fizeni se déli zasoba dle funkce na
obratovou, maximalni, minimalni, pojistnou, technickou, sezénni a spekulativni. Je zde
uvedend jinad definice: ,, Zasoby maji formu vstupii (material), vystupii (hotové vyrobky)
a polotovaru (nedokoncena vyroba), pricemz pristup ke kazdé z nich musi byt odlisny.

(Vachal a Vochozka, 2013, s. 153)

2.3.1 Hladiny zasob

Pro fizeni zasob jsou Casto také vyuzivany takzvané fidici hladiny zasob. Jejich konkrétni
stanoveni je diilezité. Pokud jsou pfili§ nizké, mize to vést k nedostatku zasob a firma
nebude moct dodéavat zbozi, kdyz je potfeba, nebo mize dochazet k vyrobnim zpozdénim.
Pokud jsou prili§ vysoké, tak spolecnost vaze piiliS mnoho prostiedkii v zasobach. To
znamena pro spole¢nost pomalejsi obratku zasob a s tim souvisejici vysSsi naklady uslych

prilezitosti. Tedy usly zisk, jestlize by prostfedky vlozené do zasob pouzila jinym zplisobem.

Obratova (bézna) zasoba se pouziva pro vypocet primerné hladiny zdsob béhem dané¢ho
obdobi. Vyse obratové zasoby se pohybuje od maxima k minimu. Primérnd zasoba je
ukazatel pro fizeni zasob v podniku a je vhodny pro planovani nékupii. Pro vypocet
pramérné zasoby se pouziva uvedeny vzorec. (Kalouda, 2015, str. 163)

minimalni zadsoba + maximalni zasoba
2

Prumeérna zasoba =

Minimalni zasoba je nejnizsi Urovenl zasob, kterou potiebuje firma udrzovat, aby se vyhnula

jejich vyprodani. Jeji vyse je v souladu se stavem zédsob pied prichodem dalsi dodavky.

Maximalni zasoba je nejvyssi troven zasob, kterou firma ma z4jem udrzovat. Je to vyse

zasob v dobé pfijeti nové dodavky.

Pojistnd zésoba je mnozstvi zasob, které firma udrzuje navic k bézné zasobé pro piipad
neoc¢ekavanych udélosti. Mtze to byt ndhlé zvyseni poptavky, zpozdéni dodavek, nebo jiné
nepiedvidatelné okolnosti, které by mohly ohrozit fungovani firmy. Jeji spravné nastavena
vySe pomaha snizovat riziko vypadkl zésob, aniz by se zbyte¢né¢ zvySovaly naklady na

skladovani. Velikost pojistné zasoby je obvykle stanovena na zaklad¢ rizikového profilu
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firmy a jeji ochoty akceptovat riziko vyprodani zasob. Firma s vyssi toleranci rizika mtze

udrzovat nizsi pojistnou zasobu a naopak. (Vachal a Vochozka, 2013, s. 154)

2.4 Metody rizeni zasob

Cilem ftizeni zasob je minimalizovat naklady spojené se skladovanim, ale zaroven
uspokojovat poptavku zakaznikli a zajistovat hladky chod podniku. Pro dosahovani cilt
v této oblasti se vyuZzivaji rizné metody. Klicovou aktivitou v fizeni zasob je stanovit
optimalni mnoZstvi zasob. Zadna spole¢nost nechce mit piili§ velké, nebo naopak piili§ malé
zasoby. Optimalizace zasob mize firmé piinést vyznamny ekonomicky piinos.
., Optimalizace zasob ma za cil minimalizaci nakladu na porizeni a skladovani pri zachovani

plynulosti vyrobniho procesu. “ (Vachal a Vochozka, 2013, s. 153)
Metoda ABC

Metoda ABC je technika fizeni zasob, kterd kategorizuje polozky zasob na zakladé jejich
hodnoty a dilezitosti. Metoda vychazi z Paretova pravidla, které tika, ze 80% zisku tvoii
20% produkti. "A" predstavuje nejvysSi kumulativni hodnotu a jsou to polozky pro
spole¢nost nejvyznamnéjsi a nejprodavanéjsi. Téchto polozek by mélo byt na skladu co
nejvice. "B" polozky jsou stiedni hodnoty a "C" polozky jsou nevyznamné, nejnizsi hodnoty.
Zvolenym parametrem muize byt obrat podniku a polozky kategorizuje podle toho, kolik

trzeb podniku piinasi. Tato metoda umoznuje efektivnéjsi spravu zasob, protoze se vétSina

vvvvvv

vvvvvv

(Vachal a Vochozka, 2013, s. 156)
Just-in-Time (JIT)

Tato metoda stavi na myslence dorucovani zasob do vyroby pfesné v potfebny moment, coz
minimalizuje nutnost zboZi skladovat. Podstatou je, ze dva blizké ¢lanky dodavatelského
fetézce velmi Uzce spolupracuji a odbératel dostava material piesné v Cas, kdy jej potiebuje.
Pokud je dodavatel pfesny, neni potieba vytvaret vlastni zasobu. Je tedy az paradoxni mluvit
o JIT jako o metodé fizeni zasob, vzhledem k tomu, Ze idedlni aplikace této metody vede
k nulovému stavu zasob. JIT vede k nizSim ndkladim na skladovani, ale vyzaduje tésnou

spolupréci s dodavateli a efektivni fizeni logistiky. (Vachal a Vochozka, 2013, s. 158)
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Rizeni zasob dodavatelem (VMI)

VMI (z angl. Vendor Managed Inventory) je metoda, pii které dodavatel spravuje zasoby
zakaznika a zodpovidd za jejich doplnovani. Tento zpusob fizeni zdsob byl vyvinut
spole¢nosti Walmart koncem 80. let 20. stoleti. Princip VMI spociva ve zfizeni spoluprace
zalozené na divéte a koordinaci, ktera je zajisténa prostfednictvim sdileni dat v podnikovém
informacnim systému o aktualnim stavu zasob. Dodavatel ma neustale ptistup k aktualnim
informacim o zasobach u zdkaznika a ptedpokladané poptavce, coz vyuziva pti rozhodovani
o mnozstvi a ¢ase dodavky. Implementace VMI vyzaduje elektronickou komunikaci mezi
dodavatelem a zdkaznikem. Tento ptistup vede ke zlepSeni efektivity dodavatelského fetézce

a udrzeni nizsich hladin zasob, coZ pfinasi uspory oboum strandm. (Jurova, 2016, s. 231)

2.4.1 Vyzvy pfi Fizeni zasob

Rizeni zdsob s sebou piinasi mnoho vyzev. Efektivni fizeni zasob miize vést ke snizeni
nakladi, zlepSeni vykonnosti a zvySeni spokojenosti zakaznikli. Naopak neefektivni fizeni

zasob mize zpusobit vyssi ndklady a poskozeni povésti podniku.

Vyrobky s omezenou trvanlivosti nebo rychle ménici se technologiemi mohou zastarat

a ztracet hodnotu. Podniky musi efektivné fidit své zasoby, aby minimalizovaly tato rizika.

Sezonnost a fluktuace poptavky ovlivituje potifebu zasob v pribéhu roku. Podniky se musi
prizpisobovat ménicim se podminkam trhu. Efektivni fizeni zasob zohlediiuje sezonni

vykyvy a fluktuaci poptavky pii planovani nakupu zbozi.

Spoluprace s divéryhodnymi dodavateli a sprava dodacich lhit je nezbytnd pro
bezproblémové naskladiiovani zasob. Podniky si musi zajistit, aby dodavatelé dodrzovali

smluvené terminy a m¢li dostate¢nou kapacitu k dodani pozadovaného mnozstvi zbozi.
Efektivni skladovani vyZaduje spravné vyuziti skladového prostoru a jeho uspotédani.
Podniky by mély optimalizovat skladovaci kapacitu a uspofddani plochy tak, aby

minimalizovaly manipula¢ni naklady a zajistily snadny pfistup k zasobam.
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SHRNUTI TEORETICKE CASTI

V teoretické ¢asti byly shrnuty zékladni pojmy. Jednalo se predevsim o klicova slova big
data, strojové uceni a podnikové procesy. Duraz byl kladen také na fizeni zasob a podnikové
informacni systémy. Kazdé z téchto ¢asti byla vénovana samostatna kapitola, rozvedend do
nékolika podkapitol. Cely text Cerpal z mnoha kniznich a internetovych zdroji a byl doplnén

0 par obrazkd, tykajicich se tématu.

Prvni kapitola zac¢inala definici big dat a nasledoval souhrn historie této technologie. Poté
byl uveden nutny vytazek z literatury tykajici se zékladnich pojmt a charakteristik big dat.
Byly objasnény jejich vlastnosti a pojmy SQL a NoSQL databaze. Dalsi kapitola fesSila, kde
big data vznikaji. Byly zde vyjmenovany hlavni zdroje téchto dat. Z hlediska aktualniho

vSudyptitomného sbéru big dat byla nejzajimavéjsi kapitolou jejich aktudlni uplatnéni.

Druha kapitola zac¢inala stru¢nym tivodem a definici podnikovych procesii. Poté bylo blize
rozvedeno téma optimalizace podnikovych procesi. Z této teoretické podkapitoly se
postupné pienasela pozornost na konkrétni aplikace strojového uceni v podnikovych
procesech. Bylo zde rozepsano, jak vyuzivaji podniky strojového uceni pro zvySovani svého
zisku diky usporam ndkladd, nebo zvySovani efektivity vyroby a prodeje. Aplikace
algoritmit strojového uceni nachazime v dneSni dob¢ téméf ve vSech primyslovych
odvétvich. Bakalarska prace se nejvice vénuje vyuziti této technologie v obchodni a vyrobni
oblasti, ¢emuz napomahaji podnikové systémy ERP, jak zminila nasledujici kapitola.
Technologie strojového uceni je totiz velmi Casto implementovana do téchto systému.
Kapitola napiikald zodpovédéla na otazku, jak pomahaji systémy ERP v fizeni zasob. Rizeni
zasob je problematikou, kterou se zabyvala posledni podkapitola, ale pfedevs§im prakticka
¢ast. Bylo zde zminéno nékolik dal§ich metod, konkrétné ABC, JIT a VMI, kter¢ se k tizeni
zasob pouzivaji. Metodou fizeni zdsob v praktické casti je aplikace strojového uceni.
Nejlepsi volbou pro komplexni podnikové fizeni je vychéazet ze vSech téchto metod, nebo

s nimi byt alespon obeznamen.
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II. PRAKTICKA CAST
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3 PREDSTAVENI SPOLECNOSTI

Nazev: Ptacek — velkoobchod, a.s.

Sidlo: U Velké ceny 413/4, Kohoutovice, 623 00 Brno
I1CO: 25501143

Vznik spolecnosti: 1992

Pravni forma: akciova spole¢nost
ptacek

Obrazek 3 Logo spolecnosti Ptacek — velkoobchod, a.s. (Ptacek, 2023)

3.1.1 Popis spolecnosti

Spolecnost Ptacek - velkoobchod, a.s., byla zaloZena Zdetikem Ptackem v roce 1992 a béhem
své historie prosla vyznamnym ristem a expanzi. Za firmou stoji vedle zakladatele Zdenka
Ptacka, ktery ji buduje uz témét 30 let, i jeho dva synové Jifi a Zdené€k, mezi néz je firma
také podilove rozdé€lena. Ti figuruji ve firme jako €lenové spravni rady a predsedou spravni

rady je zakladatel Ing. Zdenck Ptacek.

Ptacek — velkoobchod, a.s. je nejvétsSim prodejcem kompletniho sortimentu topeni, plyn,
voda, vybaveni koupelen, inZenyrskych siti, krbti a kamen v Ceské republice a na Slovensku.
Ve svém sortimentu ma také klimatizace, fizené vétrani, solarni kolektory a ptisluSenstvi.
Déle zdkaznikiim nabizi velké mnoZzstvi sluzeb, od zpracovani aktudlni nabidky zbozi,
technického poradenstvi v oboru, servisu, skoleni o novinkéch, rozvozu zbozi dle pozadavk
zakaznika, az po poradenstvi v oblasti dotaci alternativnich zdroji. Zakazniky jsou odborné
topenaiské a instalatérské firmy, developerské spolecnosti, stavebni firmy, ale i koncovi
spotiebitelé. Soucasti rozsdhlé prodejni sité jsou také specializovand studia koupelen znamé
pod ndzvem Koupelny Ptacek. VSechny tyto sluzby by spolecnost nemohla poskytovat bez

velkého poctu zaméstnancti, ktery v roce 2021 €inil zhruba 1900 osob.

Hlavni sidlo spolecnosti se nachazi v brnénskych Modficich, ale neustale se rozsifuje sit’
prodejen po celém tizemi Ceské republiky a Slovenska, s hlavnimi logistickymi centry

v Brng, Praze, Olomouci, Jihlavé, Bratislavé a Ziling. Spoleénost je tedy lidem snadno
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dostupnd diky velmi husté siti 120 pobocek a garantuje zadkaznikim stejné nakupni

podminky pfi ndkupu v kterékoli z nich, viz obrazek 4.
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Obréazek 4 RozloZeni pobocek v roce 2023 v Ceské Republice (Ptagek, 2023)

Spolecnost je akcionafem spolecnosti EDT GmbH - Evropského sdruzeni profesionalnich
velkoobchodt - rodinnych firem v oblasti sanitarnich zatizeni a topeni. Diky tomuto kroku
muze nabizet zbozi od exkluzivnich evropskych dodavatelii, které jinde zakaznik nenajde
a vyjednavat niz8i ndkupni ceny. Déle je diky tomuto spojeni na trhy Ceska a Slovenska

zavedena celoevropsky zndma nabidka produkti pod oznacenim CONCEPT. (Ptacek, 2023)

3.1.2 Popis ucetnich vykazi

Popis konsolidovanych vykazii, konkrétné rozvahy a vykazu ziskii a ztrat, predstavuje
souhrnny pohled na finan¢ni situaci spole¢nosti. V rdmci ptfedstaveni spolecnosti stru¢né
popisi, jak si firma financné vede z hlediska téchto ti¢etnich dokumentt. Takové informace

muzou pomoci v utvoieni komplexniho ndvrhu na isporna opatieni ve spole¢nosti.

Z nahlédnuti do majetkové struktury spolecnosti 1ze vidét, ze celkova bilanéni suma byla
5654 503 tis. K¢. Z toho vlastni kapital spolecnosti v roce 2021 €inil 3 408 591 tis. K¢.
V nejnovéjsim dostupném vykazu ziskdl a ztrat se vyrazné projevil zvyseny zajem Cechii
o rekonstrukce domacnosti a investice do nemovitosti, ktery vyrazné posilil béhem nedavné
pandemie Covidu. Obrat spolecnosti se zvysil v roce 2021 ve srovnani s rokem 2020 zhruba
o dvé miliardy K¢. Vysledek hospodafeni meziro¢né vyrazné narostl a dosahl 618 263 tis.
K¢, to je zhruba o 256 miliont ¢istého zisku vice, nez v pfedchozim roce. Z tdaju vysledku
hospodareni a vlastniho kapitalu miizeme dale spocitat rentabilitu vlastniho kapitalu ROE,

ktera Cinila v roce 2021 ptiblizné 18 %.


https://www.ptacek.cz/
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Primérnd marZe na zbozi v procentech, kterou spolecnost méla v letech 2020 a 2021,
predstavuje vynos z prodeje. Vysledek bude vyuzit v analytické ¢asti. V roce 2020 byl
objem trzeb za zbozi 8 679 461 tis. K¢ a naklady vynalozené na prodané zbozi Cinily
6 469 008 tis. K¢ Trzby za prodej zbozi dosahovaly v roce 2021 10 720 051 tis. K¢ a
naklady vynaloZené na prodané zbozi Cinily 8 086 157 tis. K¢&. Dosazenim téchto ¢isel do
vzorce, kde m je marze, p je prodejni cena a n je ndkupni cena, ziskdme prumérnou marzi
na zbozi v %, se kterou spolecnost pracovala. V obou letech se jednalo ptiblizné o 25 %.

Tento postup ma sva omezeni, protoze nemiizeme spocitat marzi jednotlivého zbozi.

—n
m=(p )xlOO
p

Vypocet pro roky 2020 a 2021:

8679461 - 6469008
8679 461

X 100 = 24,57 %

10720 051 - 8 086 157
10720051

x 100 = 24,57 %

3.1.3 Zhodnoceni ucetnich vykazi

Na zéklad¢ uvedenych udaju se zda, Ze finan¢ni zdravi této spolecnosti je pomérné silné.
Pozitivni je, Ze vlastni kapital spolecnosti je vyznamny a ¢ini vice nez polovinu celkovych
pasiv. Vyssi podil vlastniho kapitalu také naznacuje, ze spolecnost neni pfili§ zavisla na
dluhovém financovéni, coz je obecné povazovano za zdravé. Rovnéz obrat spolecnosti
vyrazné vzrostl v roce 2021 oproti roku 2020, coz je dalsi pozitivni signal. Vysledek
hospodateni rovnéz vyznamné vzrostl, coz ukazuje zvySeni provozni efektivity a ziskovosti
spolecnosti. VyS§§i hodnota ROE obecné naznacuje, Ze spolecnost efektivné vyuziva sviyj
vlastni kapital ke generovani zisku. Bez konkrétnich udajii o primérném ROE v tomto
odvétvi je tézké posoudit, zda je dobré nebo Spatné. Obecné lze fici, Ze pokud je ROE
vyrazné vys§i nezZ primérna Urokova sazba, jedna se o efektivni vyuziti vlastniho kapitélu.
Celkové, vzhledem k vyznamnému ristu obratu a zisku, silnému vlastnimu kapitalu
a efektivnimu vyuziti vlastniho kapitélu, 1ze konstatovat, Ze si spole¢nost vede velmi dobte.
Optimalni cisté ziskové rozpéti je do znacné miry zavislé na specifikach konkrétniho
odvétvi. Pro spolecnost je diilezité sledovat konkurenéni prostiedi a porovnavat kazdorocni

vlastni ¢isté ziskové marze s témi, které vykazuji konkurenti.
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4 APLIKACE STROJOVEHO UCENI V PROCESU RIZENIi ZASOB

Na uvod této kapitoly bude nejprve shrnuto, jak se pti praci postupovalo. Je to dulezité pro
lepsi prehlednost. Po obdrzeni dat od spolecnosti Ptacek — velkoobchod, a.s. byl vytvoren
graf, ktery spocival v poctu objemu prodeji v zavislosti na kategorii zbozi. Bylo zjisténo, ze
prodejnost naradi napajeného baterii stoupd, zatimco objem prodeji kabelového naradi
v prubéehu let spiSe stagnuje. Tohoto zajimavého trendu bylo povSimnuto uz dfive v samotné
spolecnosti. Zobrazeno grafem na obrazku 5. V grafu je zobrazeno obdobi od ledna 2020 do
dubna 2023, jednotlivé zlomy ptedstavuji data za kazdy mésic. Z tohoto zjiSténi vyplyva
potencial presnéji stanovit objem zasob tohoto sortimentu tak, aby to bylo pro spolecnost co
nejvyhodnéjsi. K tomu byl pouzit algoritmus strojového uceni a znalosti prediktivni
analytiky. Je u toho vychazeno z pfedpokladu, ze by bylo vhodné do budoucna snizit pomér
zasob u produkti, jejichz prodejnost bude klesat, nebo stagnovat a zvysSit pomér zasob
u produktii, jejichz prodejnost bude stoupat. Smyslem tedy je uSetfit spolecnosti naklady
spojené s vazanosti prosttedki v zdsobach. Na zaklad¢ vysledka byla spolecnosti navrzena
uspornd opatfeni na budouci obdobi. Podnikovym procesem, ve kterém se tato usporna
opattfeni hledaji, je proces fizeni zasob a s tim souvisejici proces nakupu zbozi. Takovy
vystup muze byt pouzitelny jako pomocny bod pro nakupciho firmy, kdyz se rozhoduje

o mnozstvich, kolik by mél zbozi objednat.

Souhrnné objemy prodejli naradi podle kategorie
120

—
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Obrazek 5 Graf souhrnnych objemt prodeji nafadi podle kategorie (vlastni zpracovani)
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4.1.1 Obdrzeny datovy set

Na obrazku 6 mtizeme vidét drobnou ukazku dat, ktera jsem obdrzel od analytického utvaru
spole¢nosti. Tabulka obsahuje vSech 243 rtznych druhti kabelového a 229 druht
akumulatorového naradi, ktera firma nabizi svym zdkaznikiim. Elektrické aku v praci
znamena, Ze se jedna o naradi napajené baterii a elektrické znamend, ze se jedna o naradi
napdjené kabelem z elektrické rozvodné sité. Pro konkrétnéjsi predstavu, naradi na baterii,
které firma nabizi, jsou naptiklad vrtacky, pily a kladiva. Kabelovym nafadim jsou v tabulce
zastoupen¢ taktéz vrtacky, pily, radia, vysavace, nebo tteba brusky. V zahlavi tabulky z levé
strany vidime: ID produktu, Zbozi — popis, Vlastnost (elektrické / elektrické aku.),
Jednotkova cena, Zasoba — mnozstvi a nakonec je v tabulce seznam meésicii. Pod seznamem
jednotlivych mésicti se v tabulce nachazi Cisla oznacujici pocty prodanych kust vyrobkii.
Cisla oznacuji, kolik se jich za kazdy kalendaini mésic od ledna 2020 do dubna 2023
prodalo. ID produktu je pouze Cislo, pravdépodobné pouZzivané pro identifikaci zbozi pomoci
c¢arového kodu. Zbozi — popis obsahuje strucny popis a zakladni charakteristiku zbozi.
Vlastnost vyrobku tikd, zda se jednalo o naradi elektrické, nebo elektrické aku. V datech se
dale nachazi doporucené ceny jednotlivych vyrobki, za kolik je firma ptiblizné nabizi. Dalsi
informaci je pocet kust, kolik jednotlivych naradi méla firma na sklad¢ k datu 1.5.2023.
Pfesné nakupni ceny nemohly byt zvefejnény, jelikoz se jedna o citlivé interni informace
spolecnosti a poskodilo by to budouci vyjednavaci pozici s dodavateli. Proto se tuto

hodnotnou informaci, se kterou by §lo dobfe pracovat, nepodaftilo ziskat.

V priloze prace se nachazi tento popisovany dataset, ze kterého jsem vychazel, s nazvem
Export _dat.csv. Ne vSechny informace z tohoto souboru jsou pro ucely analyzy v praktické

¢asti dulezité.

A B = D E F G H | J K L M N (&) P Q
D Zboii - popis Vlastnost Jednotkova Zasoba- 2020 - 2020 - 2020 - 2020 - 2020 - 2020 - 2020 - 2020 - 2020 - 2020 - 2020 - 2020 -
1 cena mnoisty Jan Feb Mar Apr May Jun Jul Aug Sep Oct MNov Dec
2 (20800900 Nafadi elekrické Bosch elektrické 7929 1 1 1 1 1
3 (20800900 Nafadi elektrické Bosch elektrické 3019 ] 1
4 20800900 NaFadi elektrické Bosch elektricke 3019 ] 1
5 20800900 Nafadi elektrické Bosch elektrické 5285,97 1
& (20800900 Nafadi elektrické Bosch elektrické 5863,73 ] 1
7 20800800 Nafadi elektrické Bosch elektrické 4554,72 o 1
& 20800900 Nafadi elektricke Bosch elektricke 4236,57 3 1 1
9 (20800200 Nafadi elektrické Bosch elektrické 10165,54 ] 1 1
10 [20800900 Nafadi elektrické Bosch elektrické 10350 ]
11 [2080090C Nafadi elektrické Bosch elektrické 2401 48 0 1
12 (20800900 Nafadi elektrické Bosch elektrické 2231 ] 1
13 20800900 Nafadi elektrické Bosch elektrické 4508,9 0 1
14 20800800 Nafadi elektrické Bosch elektrické 5E880,94 o 1
15 (20800900 Nafadi elektricke Bosch elektricke 1835,87 0

Obrézek 6 Obdrzend data (vlastni zpracovani)
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4.2 Predikce prodeji pomoci strojového uceni

Na zaklad¢ teoretického podkladu ziskaného z teoretické ¢asti, z kapitoly ,,Obecny postup
pii zpracovani dat pomoci strojového uceni®, je nasledovné postaven postup pro prediktivni

analyzu v praktické Casti.

4.2.1 Volba nastroje

V ptipadé vétsiho mnozstvi dat, které tabulka obsahuje, by bylo komplikované vypocitavat
vysledné Cisla na kalkulacce. Dal§i moznosti je pouziti funkce v Excelu, ale v ptipadé
vetSich objemi dat se Excel stava pomalym ve srovani s metodami strojového uceni. Excel
je dale omezen limitem fadkd, coZ je problém u velkych souborl typu big dat. Vyuziti
nastroje strojového uceni je univerzalngjsi a predevsim vyhodnéjsi, pokud chceme model
automatizovat. Pfi zmén¢ vstupnich dat je poté rychlejsi ziskat novy vysledek, pokud jsou

vstupni data komplikovana.

4.2.2 Sbér dat

Data byla exportovana z interniho systému ERP ve formétu .xlsx souboru, ktery lze oteviit
v programu Microsoft Excel. Nemam pfistup k informacim, jak konkrétn¢ data ve
spolec¢nosti systétm ERP zaznamendva a zpracovava. Obdrzena data jsou prava a byla

vygenerovana piimo analytickym oddélenim spolecnosti.

4.2.3 Popis dat

V obdrzenych datech je mozné nalézt vSechny dilezité informace, které na predikci budou
potfebova. Data, se kterymi se bude pracovat pfi predikci jsou: Vlastnost (elektrické, nebo
elektrické aku.) a objemy prodejti nafadi za jednotlivé mésice. Zbyla data nebudou potieba
viibec, nebo budou vyuzita az v dalSim kroku, kdy se vysledky budou analyzovat. Prozatim

budou data odloZena, aby se k nim mohlo vratit pozdéji.

4.2.4 Uprava dat

Nejprve se musi data pfipravit do vhodného tvaru tabulky. Dal§im krokem je tedy Uprava
dat do potiebné formy vhodné pro aplikaci strojového uceni. V datech nebyly nalezeny
zadné extrémni hodnoty, které by mohly byt chybou a mély by byt smazany. Byl obdrzen
pouze jeden soubor v jednom formaétu, tudiz se nevyskytl problém pievodu dat do jednoho

spole¢ného formatu.
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Pro tento krok je potieba nejdiive oteviit Jupyter Notebook a provést import a instalaci
knihoven, které budou potieba. Jednd se o nékolik nastroji, avSak nejpodstatnéjsi je
knihovna od scikit-learn s nazvem LinearRegression, v niz se skryva samotny model
strojového uceni. Pomoci knihovny scipy.stats bude nakonec urcen 95 procentni interval
spolehlivosti této predikce a diky knihovné matplotlib.pyplot bude tento graf zobrazen. Data
jsou nahrana do tohoto prostfedi a nafadi rozdéleno do dvou kategorii podle vlastnosti, tedy
»elektrické a ,elektrické aku®. Zaroven piikazem .sum secteny objemy prodeju za kazdy
mésic, podle vlastnosti produktu.
In [1]: # Import knihoven

import pandas as pd

import numpy as np

import openpyxl

import datetime

import statsmodels.api as sm

import scipy.stats as stats

import matplotlib.pyplot as plt

from sklearn.linear_model import LinearRegression

from sklearn.model_selection import train_test_split
from sklearn.metrics import mean_squared_error, r2_score

In [2]: # Import dat a pre-processing - rozdéleni objemu prodeji do dvou kategorii po mésicich
df = pd.read_excel( Export_dat.xlsx', sheet_name='Sheetl")
df = df.groupby('Vlastnost').sum()

Obrazek 7 Import knihoven a dat (vlastni zpracovani)

V ramci Upravy dat je potieba zbavit se dat, ktera nebudou potieba. Piikazem se zbavi
nepotiebnych sloupct tabulky, konkrétné 'ID', 'Zbozi - popis', 'Jednotkova cena', 'Zasoba —
mnozstvi' a zlistanou pouze ty sloupce, které jsou potieba pro tuto predikci. Déle jsou osy
tabulky prevraceny pro piehlednost a je zvolen vhodnéjsi format datumu. Po téchto upravach
se puvodni Excelova tabulka velmi zmensila. Na obrazku cislo 8 je vidét prvnich 10 fadka

nové tabulky, ktera obsahuje sec¢tené objemy prodejt za kazdy mésic, rozdélené do kategorii.

In [4]: # Zbaveni se dat, kterd nebudou potfeba

df = df.drop(['ID", "Zboii - popis’, 'Jednotkovd cena’, "Zdsoba - mnoZstvi'], axis=1)
# Transponovdni tabulky a Lepii formdt Easu

df = df.transpose()

df.index = pd.to_datetime(df.index, format="%y - %b')

In [5]: # Takto nyni vypadd tabulka ve tvaru, kterém potfebujeme
df.head(18)

Out[5]: Vlastnost elektrické elektrické aku,
2020-01-01 53.0 15.0
2020-02-01 42.0 1.0
2020-03-01 35.0 14.0
2020-04-01 400 270
2020-05-01 61.0 250
2020-06-01 88.0 29.0
2020-07-01 77.0 270
2020-08-01 730 220
2020-09-01 86.0 300
2020-10-01 115.0 440

Obrazek 8 Uprava dat (vlastni zpracovani)
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Nyni je tfeba zvolit jednu z kategorii, v niz je zajem predikovat vyvoj prodeji. To je
zobrazeno obrazkem 9. Jelikoz se pracovalo pouze se dvémi kategoriemi, je jednodussi poté
cely proces zopakovat pro druhou kategorii, nez vytvaiet specialni script, ktery by tento
proces automatizoval. V readlném pouziti v praxi je to vSak vétSinou potieba. Proto druhou
kategorii nasledujici postup bude tedy zopakovan stejn¢, coz je snadny a rychly proces

v prostiedi Jupyter Notebook.

In [6]: |# Nejdrfiive si zvolime pouze jednu kategorii produktd, napfiklad "elektrické aku.” (ndfadi na baterii)
elektrické_df = df.drop([ elektrické’], axis=1)

In [7]: |# Tabulka vypadd nyni takto
elektrické_df.head(10)

out[7]:
Viastnost elektrické aku.
2020-01-01 15.0
2020-02-01 1.0

2020-03-01 14.0

2020-04-01 270
2020-05-01 250
2020-06-01 290
2020-07-01 270
2020-08-01 220
2020-09-01 300
2020-10-01 44.0

Obrazek 9 Volba kategorie produktu (vlastni zpracovani)

Déle je datum potieba prevést do indexu, protoze model linedrni regrese umi pracovat pouze
s ¢iselnym datovym typem, obrazek 10. Nyni proménnd X obsahuje poradové Cislice od 0
do 39, protoze ma data za 40 mésicti. Proménna Y obsahuje sectené objemy prodejt za kazdy

meésic vybrané kategorie.

In [B]: # Datum si prFevedeme do indexu, protoZe Llinedrni regrese umi pracovat pouze s &isly a ne datumy
X = np.array(range(len(elektrické_df)))[:, np.newaxis]
y = elektrické_df[ 'elektrické aku.'].values

Obrézek 10 Volba kategorie naradi, prevedeni datumu do indexu (vlastni zpracovani)

4.2.5 Rozdéleni dat

Nyni data jiz 1ze rozdélit do dvou sad. Prvni sada je sada trénovaci. Obsahuje 80% polozek.
Druhé sada je sada testovaci a obsahuje zbylych 20% polozek. To je zajiSténo vynasobenim
koeficientem 0,2 v ptikazu ,test size=0,2“ jak je vidét na obrazku 11. Parametr

random_state ovliviiuje proces nahodného rozdé¢leni dat na tréninkovou a testovaci mnozinu.

In [9]: # RozdélLeni dat do trénovaci a testovaci sady, zvolil jsem pomér 88% a 20%
X_train, X_test, y_train, y_test = train_test split(X, y, test_size=0.2, random_state=41)

Obrazek 11 Rozd¢leni dat (vlastni zpracovani)
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4.2.6 Volba algoritmu a uceni

Pfichazi faze volby modelu. Na tento typ problému lze pouzit cela fada modeld, jako
napiiklad LSTM, Xgboost, nebo Decision tree. V ptipad¢ vétsiho mnozstvi dat by mohly
byt presnéjsi, ale zaroven by bylo nutné u téchto modelti upravovat jejich takzvané
hyperparametry. 1 v ptipad¢€, ze by byla neuronova sit’ presnéjsi, velmi $patn¢ by se poté
vysledky vysvétlovaly. V praci bude pouzit model strojového uceni s ndzvem linearni
regrese. Diky své snadné interpretovatelnosti a univerzalnosti je pro tento problém vhodny.
Dalsi podstatnou vlastnosti, ktera hrala roli pfi vybéru byla obrovskad jednoduchost této
metody, diky absenci hyperparametrt a jejimu snadnému pouziti. To vSechno jsou divody,
pro¢ byl zvolen tento algoritmus, jak je vidét na obrazku 12. Dale je model aplikovan na

trénovaci sadu dat a nechan se ,,naucit* nase data.

In [1@]: |# Aplikace modelu strojového ufeni, Limedrni regrese
model = LinearRegression()
model.fit(X_train, y_train)
Qut[ie]: 5 -
out[ie]: -, LinearRegression

LinearRegressiun(ﬂ

Obrazek 12 Volba modelu strojového uceni (vlastni zpracovani)

4.2.7 Testovani algoritmu

Nyni je otestovan a vyhodnocen vybrany model. Na obrazku 13 je vidét, jak se algoritmus
testuje na druhé sad¢ dat. Ve spodni Casti jsou vidét statistické velic¢iny, urcujici presnost
zvoleného modelu. Cim niZsi jsou tyto veli¢iny, tim je model piesnéjsi. R-squared, neboli
koeficient determinace v hodnoté€ 0,89 je dobry vysledek a model mizeme vyhodnotit jako

vhodny k pouziti.

In [11]: |# Vytvofeni predikce no testovaci soubor
y_pred = model.predict(X test)

In [12]: |# Vyhodnoceni pFesnosti modelu
mse = mean_squared_error(y_test, y pred)
r2 = r2_score(y_test, y pred)
print({"Mean Squared Error: {:.2f}".format(mse))
print{"R-squared: {:.2f}".format(r2))

Mean Squared Error: 51.83
R-sguared: ©.89

Obrazek 13 Testovani modelu a vyhodnoceni (vlastni zpracovani)
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4.2.8 Aplikace algoritmu

Aplikaci modelu se dostane vystup v podobé 12 cisel, znamenajicich predikci objemi
prodeji na nasledujicich 12 mésicti. To je poslednim krokem pro tuto kategorii naradi,
protoze je predikce hotova. Nyni cely sled téchto krokt je tfeba zopakovat stejné pro druhou
kategorii naradi. V piipad¢ potteby je mozné v tomto kroku ptepsat ¢islo ,,+ 12 a ziskat tak
predikci na libovolny pocet mésicii. VéEtSinou se vSak doporucuje predikovat pouze objemy
na nejblizsi nasledujici obdobi, protoze poté vyrazné stoupa nepiesnost, jak bude zndzornéno

grafem intervalu spolehlivosti.

In [13]: |# Budouci pfedpovdd
future X = np.array(range(len(elektrické df), len(elektrické df)+12))[:, np.newaxis]
future_y = model.predict(future_X)
print("Future Predictions:", future_ y)

Future Predictions: [79.88814726 80.68759517 82.28704308 83.88649099 85.48593889 87.8853368
88.68483471 90.28428262 91.88373852 93.48317843 95.08262634 96.68287425]

Obrazek 14 Aplikace modelu a vysledek (vlastni zpracovani)

Nakonec je potieba vytvotit Excelovy soubor, kam se nechaji ziskané predikce vepsat. Tento
krok je libovolny, protoze je predikce jiz hotova. Obecné je to povazovano za spravny, ne-li
nutny postup, protoze je vystup rovnou zobrazen v Excelovém souboru a neud¢la se chyba
rucnim piepisovanim. V praxi je to vyzadovano, aby data byla automaticky ptipravena pro

interpretaci.

In [14]: # Vytvorfeni souboru Excel, kam se data uloZi
workbook = openpyxl.Workbook()

# Vybér aktivniho pracovniho Listu
worksheet = workbook.active

# Nastaveni zdhlavi sloupcd
worksheet.cell(row=1, column=1, value="Produkt™)
worksheet.cell(row=1, column=2, value="M&sic")
worksheet.cell{row=1, column=3, wvalue="Predikovand hodnota")
# Cyklus pro vepsdni predpoklddanych hodnot pro kaZdy mésic
now = datetime.datetime.now()
for i in range(len(future_y)):
next_month = now + datetime.timedelta(days=38%i)
value = future_y[i]
worksheet.cell(row=i+2, column=1, value='elektrické aku.’)
worksheet.cell(row=i+2, column=2, value=next_month.strftime("%Y-%m"))
worksheet.cell(row=i+2, column=3, value=value)

In [15]: # UloZit .xLsx soubor do poéitace
workbook . save("PFredpovéd_pro_elektrické aku.xlsx™)

Obrézek 15 Tvorba Excelového souboru (vlastni zpracovani)
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A B C D

1 |Produkt Mésic  Predikovand hodnota
2 |elektrické aku. 202305 79,08814726
3 elektrické aku. 2023-06 80,68759517
4 |elektrické aku. 2023-07 82,28704308
5 |elektrické aku. 2023-08 83,88649099
6 |elektrické aku. 2023-09 85,48593889
7 |elektrické aku. 2023-10 87,0853868
8 |elektrické aku. 2023-11 88,68483471
9 |elektrické aku. 2023-12 90,28428262
10 |elektrické aku. 2024-01 91,88373052
11 |elektrické aku. 2024-02 93,48317843
12 |elektrické aku. 2024-03 95,08262634
13 |elektrické aku. 2024-04 96,68207425
14|

Obrazek 16 Vysledna tabulka v Excelu (vlastni zpracovani)

Vysledna tabulka, kterd byla vygenerovana, je zobrazena na obrdzku 16. Zobrazuje, kolik
kusti naradi na baterii se bude prodavat nasledujicich 12 mésicich. Nakonec se vysledky

zaokrouhli na cela ¢isla. Tab. 1 vznikne spojenim predikovaného objemu kusti elektrického,

neboli kabelového naradi a naradi aku napdjeného baterii.

Tabulka 1 Zaokrouhlené vysledky predikce (vlastni zpracovani)

Meésic, rok | V.23 | VL23 | VIL.23 | VIIL23 [ 1X.23 | X.23 | X1.23 | XIL.23 | 1.24 | 11.24 | 1I1.24 [ IV .24

Elektrické (ks) | 74 | 74 | 74 | 74 | 74 [ 74 | 74 | 13 | B3| 3| 13 | 73

Aku (ks) 79 81 82 84 85 87 89 90 1921 93 | 95 97

4.2.9 Vypocet intervalu spolehlivosti a popis grafi

V této fazi byl vypocitan 95 % interval spolehlivosti predikce obou kategorii pomoci kodu

zobrazeného na obrédzku ¢islo 17. Timto postupem se ziskaji grafy na obrazcich 18 a 19.

In [28]: model = LinearRegression()
model.fit(X train, y_train)

y_train_pred = model.predict(X train)
residuals = y train - y_train_pred
residual_std = np.std(residuals)

future_y = np.array([79.08814726, 80.68759517, 82.28784388, 83.88649899, 85.48593889, 87.8853868,
88.68483471, 90.28428262, 91.88373852, 93.48317843, 95.88262634, 96.68287425])
future_X_range = range(len(y), len(y) + len(future_y))
confidence interval = [residual_std * stats.t.ppf
((1 + @.95) / 2, len(y_train) - 1) * np.sqrt(i+1) for i in range(len(future_y))]

plt.figure(figsize=(10,6))

plt.plot(range(len(y)), y, 'o-', celor="blue', label='Originalni hodnoty')

plt.plot(future_X range, future_y, "o-', color="red', label='Predikované hodnoty"})

plt.fill_between(future_X_ range, future_y - confidence_interval, future_y + confidence_interwval,
color="gray', alpha=@.5, label='95% interval spolehlivosti')

plt.grid(True)

plt.legend()

plt.title("95% interval spolehlivosti predikowvanych hodnot pro elektrické aku.")

plt.xlabel("Mésic")

plt.ylabel("Objem prodeja™)

plt.show()

Obrézek 17 Tvorba grafu intervalu spolehlivosti (vlastni zpracovani)
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95% interval spolehlivosti predikovanych hodnot pro elektrické aku.
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Obrazek 18 Interval spolehlivosti pro naradi elektrické aku. (vlastni zpracovani)
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Obrézek 19 Interval spolehlivosti pro elektrické nétadi (vlastni zpracovani)

Na obréazcich 18 a 19 je vidét predikce z Tab. 1 zobrazena grafy. Cervené body reprezentuji
predikované hodnoty a modré body predstavuji skute€né plvodni hodnoty. Grafy dale
zobrazuji 95 % interval spolehlivosti predikovanych hodnot. Ze se skute¢ny objem prodeji
bude pohybovat v tomto rozmezi 1ze oCekavat s 95 % spolehlivosti. Jedna se o statisticky
termin, ktery v tomto piipad¢ dava rozsah hodnot znazornény Sedivou plochou, tedy mira
této jistoty je zobrazena Sedivym polem trychtyfovitého tvaru. S ¢asové vzdalengjsi predikei
je vidét, Ze neptesnost velmi rychle naristd a vypovidajici hodnota se snizuje. Proto se

obecné doporucuje predikovat prodeje pouze na dalsi nejblizsi nutné ¢asové obdobi.
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4.3 Interpretace vysledki

Na grafu 2 je vizualizovany vyvoj objemu prodaného zbozi podle kategorie za kazdy mésic
zacinajici v minulosti a koncici v budoucnu. Na grafu jsou vidét pfedchozi uskute¢néné
prodeje, zac¢inajici lednem 2020, az po prodeje za mésic duben 2023. Na tato data navazuji
ktivky z predikce, které jsou vizualné oddéleny svislou Carou, zacinajici na hodnotach 74
kusi elektrického zbozi a 79 kusti zbozi na baterii v kvétnu 2023. Kiivky kon¢i v dubnu
roku 2024 na hodnotach 73 kust elektrického zbozi a 97 kust zbozi na baterii. Celkovy
objem prodeji kategorie nafadi na aku baterii viditeln€ rostl a z vysledkt predikce je ziejmé,
ze v tomto trendu bude nejpravdépodobné;ji 1 nadale pokracovat. Celkové prodeje kategorie
elektrického naradi se zdaly, ze spise klesaly a z predikce vySslo, ze budou stagnovat, nebo

velmi pomalu klesat.

Predikce prodejii na nasledujicich 12 mésicti
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Obrazek 20 Predikce prodejii na nasledujicich 12 mésict (vlastni zpracovani)

Z grafu vyplyva, Ze v tnoru roku 2023 byl poprvé objem prodeji nafadi na baterii vys$si, nez
kabelového a z piijatych firemnich informaci by se tento celosvétovy trend riistu prodejii
naradi na baterii nemél zménit. Na tuto zménu v poptdvce po riznych typech zbozi se
spole¢nost musi v€as pfipravit a zavést vhodné opatfeni, aby tak zamezila propadu trzeb.
Obchodni a jiné spolec¢nosti, které se dokazou na zakladé této znalosti pfizpusobit trhu,

budou mit konkuren¢ni vyhodu nad ostatnimi.
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Na tomto grafu si je dobré povSimnout cykli¢nosti prodeji aku naradi, které melo kazdé
predvanocni obdobi nartst a kazdy leden poté strmy pokles o desitky procent. Je to
pravdépodobné zplisobeno tim, ze nejvetsimi zakazniky spolecnosti jsou predevsim firmy,
které si mohou timto ndkupem pied koncem ucetniho obdobi, tedy pied ucetni zavérkou

snizit zaklad pro vypocet dan¢ a tim vyuzivaji moznosti dail optimalizovat.

4.3.1 MoZna omezeni predikce

Omezenim vypoctu predikce bylo, Ze je zaloZzena na datech zaCinajich az rokem 2020. Je
tomu tak z diivodu, Ze spolecnost diive artikl naradi vedla jen malo. Teprve v roce 2020 se
spolecnost rozhodla tento typ zboZi vice rozsitit ve svych prodejnach. Ani v roce 2023 ale
neni nafadi prioritou a spolecnost se na néj pfiliS nezaméfuje v porovani s jinym

sortimentem. Z malych objemt prodeji poté plyne niZsi pfesnost prognozy.

Nedostatkem takeé je, ze Casové del$i progndzy nemaji ptiliS smysl, jelikoZ omezena vstupni
data byla dostacujici pouze na nejblizsi budouci Casové obdobi. S kazdym dalsim mésicem

se poté rychle zvySuje nepresnost predikce, jak bylo zndzornéno obrazky 18 a 19.

Dalsim omezenim je, ze z predikce nemiizeme védét, o jaké konkrétni znacky a zbozi bude
zajem, protoze se jedna o predikci souhrnnych prodejii za kategorii. Jist¢ by Sel vytvorit
komplikovangjsi a presnéjsi model s pouzitim mnoha metod strojového uceni, zohlednujici
mnohem vice faktord, ale to by bylo z hlediska pfimétené obtiznosti bakalaiské prace prilis

naro¢né. Proto byla zvolena cesta linearni regrese.
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5 OPTIMALIZACE SKLADOVYCH ZASOB

Tato kapitola se zabyva analyzou a optimalizaci soucasné¢ho stavu zdsob vybraného
sortimentu. Kapitola vychazi nejen z vytvofené prognozy, ale také z pfijatych dat
o prodejich. Jiz z predesl¢ kapitoly je zndmé, jak se budou prodeje vyvijet do budoucna, a ze
pravdépodobné jedna kategorie produktd bude v prodejnosti stoupat, zatimco druha
stagnovat. TudiZ je moZné doporucit, jak se na tuto zménu z pohledu firmy pfipravit. Déle
bude vypocitan dalsi ukazatel doby obratu zasob. Také se vypocita, jak by spole¢nost méla
pracovat se zasobami, aby ziistala pokud mozno co nejvice efektivni. Déle probéhne
segmentace dodavatelii podle metody ABC. Nakonec budou navrzena vhodna opatieni, jak

by firma mé¢la k témto zménam na trhu pfistoupit a jaké kroky podniknout.

5.1 Analyza soucasného stavu zasob sortimentu naradi

Spole¢nost méla k datu 1.5.2023 dohromady naskladnénych 1 776 polozek elektrického
nafadi a 1 078 polozek aku nafadi. Protoze zvefejnéni piesnych ndkupnich cen zbozi by
poskodilo budouci vyjednavaci pozici s dodavateli, tyto ceny mi nebyly poskytnuty.
Nakupni ceny se tedy spocitaji pomoci jiz diive spoc¢itané primérné marze. Bude se tedy

pfedpokladat stejna 25 % marZe na vSechny produkty i pfesto, Ze je to nepiesny predpoklad.

Priimérnd prodejni cena polozky naskladnéného elektrického naradi k datu 1.5.2023 je
18 260 K¢. Primérna prodejni cena polozky naskladnéného aku naradi k datu 1.5.2023 je
11 941 K¢. Poté ndkupni cena po odecteni marze jednotky polozky je 18 260 / 125 x 100 =
14 608 K¢ v pripad¢ elektrického naradi a 11 941 / 125 x 100 = 9 553 K¢ v pripadé aku
naradi. Vynasobenim poctem kust na skladé se ziskd pomér pénéznich prostredkli vazanych
na sklad¢ v tomto sortimentu. To je zobrazeno na vyseCovém grafu 3. Je zfetelné vidét, jaky
nepomér ma spolecnost v alokaci kapitalu v zdsobach. Hodnoty zde vypocitané budou takeé

pouzity pro vypocet doby obratu zdsob pozdéji.
Celkové zasoby sortimentu naradi jsou: 17 418 687 K& + 7479 186 K¢ =24 897 873 K&

Na grafu (obrazek 22) je mozné vidét predikci poméru poctu prodeji vyrobkil podle
kategorie v obdobi mésice dubna 2024. Srovnanim grafli na obrazcich 21 a 22 vidime, Ze se
poméry vyrazné¢ rozchazi, v ¢emz muze spocivat problém. Spole¢nost ma stale vyrazné vice
penéZnich prostfedkii vazanych v naradi kabelovém, ale prodeje néfadi na baterii jsou jiz

tento rok vyssi a budou se nadale zvySovat.
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PENEZNI PROSTREDKY VE ZBOZi

AKku naradi

Elektrické narradi

Obrazek 21 Penézni prostiedky vazané ve zbozi k 1.5.2023 (vlastni zpracovani)

PREDIKCE PRODEJU PODLE KATEGORIE

Elektrické naradi

AKku naradi

Obrézek 22 Predikce prodejii zboZi podle kategorie v dubnu 2024 (vlastni zpracovani)

5.2 Aplikace ABC analyzy

Cilem této ABC analyzy je diferencovat zasoby natfadi (Tabulka 2) do tfech kategorii,
aby bylo patrné, v jakych znackéach naskladnéného naradi je vazdno nejvice kapitalu. Toto
rozdéleni umoziuje efektivngji fidit zasoby. Klasifikacnim kritériem je ndkupni kumulativni
cena. Kategorie jsou A, B, a C. Pro stanoveni mezi byla data sefazena sestupné dle nakupni
ceny celkem, kterd se sklada z poctu naskladnénych kust néfadi daného dodavatele
vynasobenych jejich cenou. Z ceny je vypoctem odectena jiz dfive spocitana marze 25 %,
jelikoz ceny v tabulce jsou prodejni, nikoliv ndkupni. Kazdé nafadi je nacenéno jinak, a proto
je zde uveden pouze celkovy soucet. Kategorii A budou tvoftit polozky znacek, kterd tvofi
60 % finan¢nich prostfedkii. Do kategorie B budou zatazeny polozky znacky, které tvoii 20
% a zbylé polozky budou pattit do kategorie C. Rozd¢€leni zasob do jednotlivych kategorii

podle zvoleného kritéria a stanovenych mezi zndzoriiuje Tab. 3.
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Tabulka 2 Podklady pro ABC analyzu (vlastni zpracovani)

. ., | Kumulativni
poradi Znacky na skladu POCfe t Kumulatly " cena bez
polozek | cena [KC¢] marZe [K{]

1. |aku. Stanley 207 951 032 760 826
2. | aku. Rothenberger 77 2 797 847 2238278
3. |aku. Rems 11 271 168 216 934
4. |aku. Milwaukee 195 2231535 1 785 228
5. |aku. DeWALT 351 2146 010 1716 808
6. |aku. Bosch 237 951 391 761 113
7. | Stanley 245 667 870 534 296
8. | Rothenberger 55 1803110 1 442 488
9. |Rems 578| 14850884 | 11 880 707
10. |DeWALT 403 2167 598 1734 078
11. |Bosch 495 2 283 896 1827117

Tabulka 3 Aplikace ABC analyzy (vlastni zpracovani)

Kumulativni | Kumulativni )
poradi Znacky na skladu cena bez cena bez [%] | Kategorie

marZe [K¢] | marze [%)]
9. Rems 11 880 707 47,72 47,7 A
2. aku. Rothenberger 2238278 8,99 56,7 A
11. |Bosch 1827117 7,34 64,1 B
4. aku. Milwaukee 1 785 228 7,17 71,2 B
10. |DeWALT 1734 078 6,96 78,2 B
5. aku. DeWALT 1716 808 6,9 85,1 B
8. Rothenberger 1 442 488 5,79 90,9 C
6. aku. Bosch 761 113 3,06 93,9 C
l. aku. Stanley 760 826 3,06 97 C
7. Stanley 534 296 2,15 99,1 C
3. aku. Rems 216 934 0,86 100 C
X 24 897 873 100

Vypocet procentudlniho poctu poloZek dle kategorie:

Polozky A: (578 +77) /2 854 x 100 = 23 %

Polozky B: (495 + 195 +403 + 351) /2854 x 100 = 51 %

Polozky C: (55+ 237+ 207 +245+11)/2 854 x 100 =26 %

5.2.1 Zavér z ABC analyzy

Z provedené ABC analyzy vyplyva, ze ackoliv polozky kategorie A tvofi pouze 23 %

z veskerych polozek, vazou na sobé 60 % celkového finan¢niho kapitalu, ktery je alokovan
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v sortimentu naradi. Do kategorie A jsou zatazeny znacky Rems, od kterého je odebirano
elektrické naradi a Rothenberger, ktery je dodavatelem aku natadi. Polozky kategorie B tvoti
51 % z veskerych polozek a vazi na sebe 20 % kapitalu. Kategorie C ptedstavuje 26 %
zbylych polozek a vazi 10 % kapitalu.

5.2.2 Rychlost obratu zasob

Z obdrzenych dat se nejdiive zjisti pocet prodanych kust za posledni mésic. V tomto piipadé
je to v dubnu 2023 75 kust prodaného elektrického néfadi a 78 aku naradi. Nyni je zndmo
dostatek hodnot pro spocitani diillezitého ukazatele v fizeni zasob, doby obratu zasob. Doba

obratu zasob se v tomto piipad¢ vypocita: zdsoby / trzby za tento mésic.

Vypocet pro elektrické naradi:

17418687 _ .
18260x 75 =/ mesice
Vypocet pro aku naradi:
7479186 o
11941x78 o mesid

Z vysledkt vyplyva, ze doba obratu pro kategorii elektrického naradi je horsi, nez pro
kategorii aku naradi. Vysledek 12,7 mésice neni moc dobry. Pro ptesnéjsi vypocet by bylo
potieba znat presné marze téchto vyrobk, protoze z nich je spocitdna hodnota zasob. Doba

obratu zasob se také méni s tim, jak se postupem Casu vyvijeji trzby.

5.2.3 Zavéry z vypocti

Na sklad¢ se v dubnu 2023 nachézelo vice polozek kabelového naradi, nez polozek naradi
na baterii. Primérna ndkupni cena kabelového néradi, které bylo skladem, byla také vyssi,
nez primeérna nakupni cena nafadi na baterii. Stav zasob je vyrazné pfevdzZen na stranu
elektrického naradi, ackoliv jsou objemy prodejli obou kategorii podobné a mulZeme
predpokladat, ze vyssi obrat bude v budoucnu délat pfedevsim néfadi na baterii. Vyrazné
niz8i doba obratu zasob aku nafadi znamen4, Ze je pro spolec¢nost vyhodnéjsi. Spolecnost by
méla hledat feSeni, jak snizit dobu obratu zasob u elektrického naradi. Doba obratu zasoby
12,7 mésice znamend velké mnoZstvi drzenych zasob, coz muze vést k vysokym nakladim
na skladovani a riziku zastardvani zasob. Aku néfadi s doby obratu zdsoby 8 mésicii
predstavuje mnohem lepsi vysledek, ktery by se mohl jesté zlepsit, pokud bude prodejnost

tohoto zboZi narustat.
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5.3 Navrh doporuceni

Poslednim krokem je navrh opatieni, které by spole¢nosti pomohlo usetfit ndklady. Na
zaklad¢ provedené¢ho zhodnoceni soucasného stavu zasob bude v této zavérecné kapitole
uvedeno, jak optimalizovat hladinu skladovych zdsob a tim uSetfit spole¢nosti naklady
spojené predevsim s vazanosti prostiedki v zdsobach. Jelikoz se poptavka po zbozi méni, je

nejvyssi ¢as na to spolecnost piipravit.

Prodej jak elektrického, tak aku nétadi je pro spolecnost vyhodny a v udrzovani tohoto
sortimentu je vhodné doporucit pokraCovat. Timto spole¢nost rozsifuje svou komplexni
nabidku zbozi a zakaznici si mohou vSe koupit na jednom misté. To vede k vétsi
spokojenosti zakaznikli. Cely sortiment nafadi se prodava a poptavka po téchto produktech

je konzistentni, nebo se spiSe zvysuje.

Z pohledu objemu prodejii by celkové finan¢ni prosttedky vynaloZené na nakup nového
naradi méla spole¢nost spiSe snizovat, nebo zachovat, pokud se ji dafi a mé volné finan¢ni
prostiedky. V pfipad¢é nedostatku finan¢nich prostiedkli by stalo za zvazeni, zda nejdiive
nevyprodat jiz vlastnéné zasoby naradi, naptiklad pomoci marketingové kampané. M¢lo by
se také cilit na vyrovnani stavu finan¢nich prostfedki vazanych v zasobach téchto dvou
kategorii nafadi, se kterymi se v predikci pracovalo. Objem celkovych prostiedki
vynaloZzenych na nakup nového natradi napajeného baterii by méla spolecnost zvySovat

v pom¢éru prostiedkli vynalozenych na ndkup naradi napajeného kabelem.

Z pohledu doby trvani obratu zasob by bylo vhodné doporucit snizeni finan¢nich prostiedkti
vazanych v zdsobach nafadi. Obratka zasob pfedevSim u nafadi kategorie elektrické by
mohla byt lepsi. Doporucenim je tedy zarovei snizit pocet naskladnéného zbozi a tim snizit
dobu obratu, nebo zvysit prodeje pomoci marketingovych kampani a dalSich specialnich
nabidek. Spolec¢nost mliZze déale snizit objem celkovych prosttedkl ulozenych v zasobach

tim, Ze tyto produkty omezi v dal§im nakupovani.

Celkove by se mélo cilit na snizeni celkové trovné zdsob, pokud je to mozné, aniz by se
riskoval jejich nedostatek a projevilo by se to negativné€ na prodejich. K tomu by pomohla
presnéjsi predikce poptavky zaméfend na jednotlivé znacky, zkraceni dodacich lhit od
dodavatell, zlepSeni efektivity skladovani, distribuce a pravidelné revize urovné zasob.

Nakonec z provedené analyzy ABC vyplyva, Ze aby spolecnost jesté vice zvysila svou

vvvvvv

kategorii ,,A%, tedy znacky zbozi na skladé od dodavatele Rothenberger a Rems.
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ZAVER
Bakalarska prace se vénovala velkym objemtim dat a aplikaci strojového uceni pro predikci

prodeji vybraného zbozi spolecnosti Ptacek — velkoobchod, a.s. Prace byla rozdélena na

teoretickou a praktickou cast.

V teoretické ¢asti byla provedena reserSe teoretickych poznatkd. V této Casti se soustiedila

vvvvvv

vvvvvv

shrnuta na jejim konci.

Praktickd cast zacala uvedenim spoleCnosti a stru¢nou analyzou ucetnich vykazh.
Pokracovala predikci poctu kusi, které se prodaji v néasledujicim roce. Bylo podrobné
a prehledn¢ vysvétleno, jak se k vysledkiim predikce doslo a z jakych davodi se vybrala
pouzita metoda. Z vypoctenych budoucich hodnot prodeju, tykajicich se skladovych zasob
sortimentu naradi, byla vytvorena analyza soucasnych skladovych zasob tohoto sortimentu.
Vysledky predikce byly poté porovnany se souCasnou situaci skladovych zdsob. Jsou
piedlozena vhodna doporuceni, jejichz dodrzovani by mohlo vést ke zlepSeni situace ve

spolecnosti. V neposledni fadé byly zhodnoceny zasoby podle ABC analyzy.

Byla vytvorena literarni reSerSe na témata souvisejici se zadanim prace. Aplikovan
algoritmus strojového uceni na podnikovy proces tak, aby pomohl firmé usettit naklady.
Z uvedenych divodu lze tvrdit, Ze jak teoretickd, tak praktickd ¢ast byla tispésné splnéna a
cile stanovené na zacatku prace byly dosazeny. Dilezité v praci bylo nejen splnit stanovené

cile, ale také prezentovat principy této metodiky.
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SEZNAM POUZITYCH SYMBOLU A ZKRATEK

BI Business intelligence
ERP Planovani podnikovych zdroju (z angl. Enterprise Resource Planning)

ICT Informacéni a komunikacni technologie (z angl. Information and Communication

Technologies)
ICO Identifikaéni ¢islo osoby
[oT  Internet véci (z angl. Internet of Things)

SQL Standardizovany strukturovany dotazovaci jazyk (z angl. Structured Query
Language)

VMI Zasoby tizené dodavatelem (z angl. Vendor Managed Inventory)

Pozn.: V seznamu nejsou uvedeny symboly a zkratky vSeobecné znamé.
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PRILOHA P I: POUZITY ZDROJOVY KOD

# Import knihowven
import pandas as pd
import numpy as np
import openpyxl
import datetime
import statsmodels.api as sm
import scipy.stats as stats
import matplotlib.pyplot as plt
from sklearn.linear_model import LinearRegression
from sklearn.model selection import train_test_split
from sklearn.metrics import mean_squared_error, r2_score
# Import dat a pre-processing + rozdéleni objemu prodejd do dvou kategorii po mésicich
df = pd.read_excel( Export dat.xlsx", sheet_name="Sheetl')
df = df.groupby( 'Vlastnost').sum()
# Zbaveni se dat, kterd nebudou potfeba
df = df.drop(['ID", *Zbo%i - popis’, ‘Jednotkovd cena', 'Z&soba - mnoZstvi'], axis=1)
# Transponovani tabulky a lep3i format casu
df = df.transpose()
df.index = pd.to_datetime(df.index, format="%Y - %b")
# Takto nyni vypada tabulka ve tvaru, kterém potfebujeme
df.head(10)
# Nejdfive si zvolime pouze jednu kategorii produktd, napfiklad "elektrické aku."” (nafadi na baterii)
elektrické df = df.drop([ elektrické’], axis=1)
# Tabulka wypadd nyni takto
elektrické df.head(10)
# Datum si prevedeme do indexu, protoie linedrni regrese umi pracovat pouze s &isly a ne datumy
X = np.array(range(len(elektrické df)))[:, np.newaxis]
y = elektrické df[ elektrické aku.'].values
# Rozdéleni dat do trénovaci a testovaci sady, zvolil jsem pomér 8B8% a 20%
X_train, X_test, y_train, y_test = train_test split(X, vy, test_size=08.2, random_state=41)
# Aplikace modelu strojového uéeni, linearni regrese
model = LinearRegression()
model.fit(X_train, y_train)
# Vytvorfeni predikce na testovaci soubor
y_pred = model.predict(X test)
# Vyhodnoceni pfesnosti modelu
mse = mean_squared error(y_test, y pred)
r2 = r2_score(y_test, y pred)
print(“Mean Squared Error: {:.2f}".format(mse))
print("R-squared: {:.2f}".format(r2))
# Budouci predpovéd
future X = np.array(range(len{elektrické df), len(elektrické df)+12))[:, np.newaxis]
future y = model.predict(future X)
print("Future Predictions:", future_ y)
# Vytvorfeni souboru Excel, kam se data uloii
workbook = openpyxl.Workbook()
# Vybér aktivniho pracovniho listu
worksheet = workbook.active
# Nastaveni zdhlavi sloupcd
worksheet.cell{row=1, column=1, value="Produkt")
worksheet.cell(row=1, column=2, value="Mésic")
worksheet.cell(row=1, column=3, value="Predikovand hodnota")
# Cyklus pro vepsani predpokladanych hodnot pro kaZdy mésic
now = datetime.datetime.now()
for i in range(len(future y)):
next_month = now + datetime.timedelta(days=38%1i)
value = future y[i]
worksheet.cell{row=i+2, column=1, value='elektrické aku")
worksheet.cell{row=i+2, column=2, wvalue=next month.strftime("%Y-%m"))
worksheet.cell{row=i+2, column=3, wvalue=value)
# UloZit .x1sx soubor do po&itace
workbook . save("Predpovéd_pro_elektrické aku.xlsx")
model = LinearRegression()
model.fit(X train, y_train)



y_train_pred = model.predict(X_train)
residuals = y_train - y_train_pred
residual_std = np.std(residuals)

future_y = np.array([79.08814726, 80.68759517, 82.28704308, 83.88649099, 85.48593889, 87.0853868,

88.68483471, 90.28428262, 91.88373852, 93.48317843, 95.88262634, 96.682087425])

future_X_range = range(len(y), len(y) + len(future_ y))
confidence_interval = [residual std * stats.t.ppf

plt.
plt.
plt.
plt.

plt.
plt.
plt.
plt.
.ylabel("Objem prodeja™)

plt

plt.

({1 + 08.95) / 2, len(y_train) - 1) * np.sgrt(i+l) for i in range(len(future_y))]

figure(figsize=(18,6))

plot(range(len(y)), v, 'o-', color='blue’, label='Origindlni hodnoty’)

plot(future X _range, future y, 'o-", color="red', label="Predikované hodnoty')

fill between(future X range, future_y - confidence interval, future y + confidence_interval,
color="gray", alpha=8.5, label='95% interval spolehlivosti')

grid(True)

legend()

title("95% interval spolehlivosti predikovanych hodnot pro elektrické aku.™)

xlabel("Mésic")

show()
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