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ABSTRAKT

Cílem této diplomové práce je navrhnout °e²ení pro detekci zav°ených o£í ve videu v

reálném £ase. V práci budou teoreticky popsány principy neuronových sítí a Spatial

Transformer Network. Následovat bude praktické seznámení s tvorbou vybraných mo-

del· konvolu£ních neuronových sítí za pomoci framework· Keras a Tensor�ow. Tyto

vytvo°ené modely budou poté pouºity p°i samotné detekci zav°ených o£í. Bude ov¥-

°ena funk£nost a p°esnost navrºeného °e²ení. Sou£ástí práce bude i re²er²e metod pro

detekci objekt·, se zam¥°ením na detekci o£í. P°i vývoji samotné aplikace byl pouºit

scriptovací jazyk Python a knihovna po£íta£ového vid¥ní OpenCV.

Klí£ová slova: Deep learning, Neuronové sít¥, Konvolu£ní neuronové sít¥, Spatial Trans-

former Network, Detekce o£i, Detekce mrkání, Python, OpenCV, Keras, TensorFlow

ABSTRACT

The aim of this thesis is to design a solution for the detection of closed eyes in video in

real time. The principles of neural networks and Spatial Transformer Network will be

theoretically described. There will be a practical introduction to the creation of selected

models of convolutional neural networks using the frameworks Keras and Tensor�ow.

These models will then be used to detect closed eyes. The functionality and accuracy

of the proposed solution will be veri�ed. Part of the work will be a research of methods

for object detection, focusing on eye detection. The Python scripting language and

OpenCV computer vision library were used to develop the application itself.

Keywords: Deep learning, Neural networks, Convolution neural networks, Spatial Trans-

former Network, Eye detection, Blink detection, Python, OpenCV, Keras, TensorFlow
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ÚVOD

Deep Learning je technika strojového u£ení, p°i které se po£íta£ový model u£í d¥lat

to, co je pro £lov¥ka p°irozené, a tím je u£it se p°íkladem. Deep Learning je jednou z

klí£ových technologií autonomního °ízení. Tato technologie umoº¬uje rozpoznání do-

pravních zna£ek £i rozli²ovat chodce od lampy. Také je klí£em pro hlasové ovládání

telefon·, tablet·, televizí a dal²ích.

P°i Deep learning se po£íta£ový model u£í provád¥t klasi�ka£ní úkoly p°ímo z ob-

rázku, hlasu nebo textu. Modely Deep learning mohou v n¥kterých p°ípadech dosahovat

p°esnosti srovnatelné s výkonem £lov¥ka. Tyto modely jsou trénovány p°i pouºití roz-

sáhlého mnoºství dat a architektur neuronových sítí. Nap°íklad vývoj autonomních

vozidel vyºaduje milióny obrázk· a hodin videa. Trénování model· Deep learningu

m·ºe trvat n¥kolik dn· aº týdn·. Pouºití GPU m·ºe podstatn¥ urychlit tento proces,

a to °ádov¥ z dn· na hodiny.

Ospalost je jednou z hlavních p°í£in vzniku dopravních nehod. Autonomní vozidla

p°edstavují velký potenciál v eliminaci dopravních nehod zp·sobené ospalostí. A£koli

autonomní vozy nabízejí slibné °e²ení, nelze se pouze spoléhat na budoucnost vozidel

bez °idi£e. V sou£asné dob¥ je ²iroce roz²í°ena technologie monitorující chování °idi£e,

jenº zahrnuje identi�kaci ospalosti. Na základ¥ sledování o£í lze detekovat únavu °idi£e

v dostate£ném p°edstihu.

Cílem této práce je seznámení se systémy Deep Learningu, které povedou k tvorb¥

aplikace pro detekci zav°ených o£í ve videu v reálném £ase. P°i vývoji bude kladen

d·raz na rychlost, p°esnost a funk£nost navrºené aplikace. Teoretická £ást je zam¥°ena

p°edev²ím na popis neuronových sítí, konvolu£ních sítí a mechanismu Spatial Trans-

former Network. V praktické £ásti budou demonstrovány a aplikovány znalosti získané

z teoretické £ásti. Navrºené °e²ení bude testováno a zhodnoceno.
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I. TEORETICKÁ �ÁST
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1 Neuronové sít¥

Neuronové sít¥ jsou jádrem Deep learningu, oboru, který má praktické vyuºití v mnoha

r·zných oblastech. Dnes jsou neuronové sít¥ pouºívány pro klasi�kaci obrazu, rozpo-

znávání °e£i, detekci objekt· atd.

Koncept um¥lé neuronové sít¥ byl v minulosti inspirován a vytvá°en na základ¥ bi-

ologického nervového systému. Nervový systém m·ºeme rozd¥lit na centrální nervový

systém (CNS), sloºen z mozku a míchy, a periferní nervový systém. Hlavním úkolem

CNS je °ízení organismu, zpracovávat signály, které se do CNS ²í°í ze smyslových re-

ceptor· a na základ¥ vyhodnocení vstupních signálu vydat pokyn, který se op¥t ²í°í

ve form¥ signálu sm¥rem k efektor·m (nap°. sval·m). Um¥lé neuronové sít¥ byly na

svém za£átku ²iroce inspirovány p°iblíºenou biologickou analogií, nicmén¥ po ustavení

základních technických koncept· probíhal jejich dal²í rozvoj uº zcela samostatn¥, bez

jakékoli dal²í p°ímé vazby na p·vodní motivaci. Matematická reprezentace a modely

um¥lých neuronových sítí jsou tedy oproti známé biologické realit¥ pouze velmi zjed-

nodu²enými modely, navíc £asto pom¥rn¥ vzdálenými [1], [2].

1.1 Biologický neuron

Neuron neboli nervová bu¬ka je základním kamenem CNS. Lidský mozek je sloºen v

pr·m¥ru z 1011 neuron·, kde kaºdý z t¥chto neuron· muºe mít aº 5000 spoj· s ostatními

neurony. S rostoucím v¥kem £lov¥ka po£et neuronu klesá. Neuron je schopen p°ijímat

r·zné formy ur£itých signál· a odpov¥d¥t na n¥ speciálními signály, vést je a vytvá°et

funk£ní kontakty (synapse) s ostatními neurony, efektory nebo receptory. Strukturáln¥

m·ºe být neuron rozd¥len na t°i hlavní £ásti: bun¥£né t¥lo (soma), dendrity a axon [1],

[2]. Schematicky je model biologického neuronu zobrazen na obrázku 1.1.

Obr. 1.1 Model biologického neuronu [2].

T¥lo bu¬ky obsahuje organely neuronu a také v n¥m vznikají dendrity. Dendrity jsou

velmi tenká a ²iroce rozv¥tvená vlákna v r·zných sm¥rech, jenº p°edstavují vstup do
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t¥la neuronu, kterým p°ichází signály z okolních neuron·. Na kaºdý neuron je p°id¥len

práv¥ jeden axon. Jedná se o jediné dlouhé vlákno, které ²í°í výstupní signál z t¥la

neuronu a které je pomocí synapsí spojen s dendrity neuron· ostatních [1], [2], [3].

1.2 Um¥lý neuron

V roce 1943 navrhli neurolog Warren S. McCullosh a matematik Walter Pitts první

konceptuální model um¥lé neuronové sít¥ [3], který p°edstavoval teoretický model £ásti

nervové soustavy (biologického neuronu). Ve své práci popsali koncept neuronu, jedné

bu¬ky v síti bun¥k, která je schopná p°ijmout vstupy, zpracovávat je a vygenerovat

výstup, p°i£emº váha v²ech vstup· je stejná a výstup je v binární form¥. Schematicky

je model um¥lého neuron zobrazen na obrázku 1.2.

Obr. 1.2 Model um¥lého neuronu [3].

Obecn¥ lze o McCullosh-Pitts (MCP) neuronu, ºe je tvo°en n¥kolika vstupy x1, x2, ..., xn
a jedním výstupem y. Váºená suma vstupních hodnot p°edstavuje vnit°ní potenciál

neuronu ζ, který lze vypo£ítat ze vztahu:

ζ =
N∑
i=1

xiwi − h (1.1)

Kaºdá vstupní hodnota je tedy násobena p°íslu²nou vahou, tato hodnota je v t¥le

neuronu se£tena pro v²echny vstupní hodnoty a od výsledné hodnoty je ode£ten práh.

Takto získaná hodnota vnit°ního potenciálu se stává následn¥ argumentem obecn¥ ne-

lineární aktiva£ní (p°enosové) funkce.

Z praktických d·vod· se práh zpravidla modeluje jako jedna z vah tak, ºe vstupní

hodnoty i jejich váhy jsou roz²í°eny o nultou pozici. Vstup na nulté pozici je vºdy

uvaºován za roven 1 a nultá váha je nastavena na hodnotu −h. Výstup neuronu m·ºeme
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tedy matematicky vyjád°it jako

y = σ(ζ) = σ(
N∑
i=0

xiwi) (1.2)

kde x0 = 1, w0 = −h a σ(ζ) p°edstavuje aktiva£ní (p°enosovou)funkci, v tomto

p°ípad¥ se jedná o funkci skokovou.

Jestliºe je vnit°ní potenciál neuronu niº²í neº práh h, bude na výstupu neuronu 0,

pokud vy²²í, bude na výstupu 1. Tuto funkci je moºné matematicky zapsat jako

y =

1 pokud ζ ≥ 0

0 pokud ζ < 0
(1.3)

1.2.1 Hebb·v zákon u£ení

V roce 1949 de�noval D. Hebb na základ¥ biologické analogie a studia podmín¥ných

re�ex· pravidlo, které vychází práv¥ z p°edstavy posilování vazeb mezi neurony. Hebb·v

zákon u£ení je povaºován za základ v²ech u£ících algoritm·, p°i£emº se jedná o nejstar²í

pravidlo u£ení. Toto pravidlo p°edpokládá, ºe pokud se dva sousední neurony aktivují

nebo deaktivují sou£asn¥, vazba mezi nimi se posiluje, zatímco p°i nesouhlasné aktivaci

oslabuje. Pokud je aktivní jen jeden neuron z dvojice, nedochází k ºádné modi�kaci

vazby. V neuronových sítích m·ºeme toto pravidlo de�novat jako

wnewij = woldij + ηyiyj (1.4)

kde woldij je váha p°ed modi�kaci, wnewij je váha po modi�kaci, η je u£ící koe�cient

(learning rate) a yi, yj výstupy neuronu. Pokud jsou oba neurony yi a yj sou£asn¥

aktivní, to odpovídá hodnot¥ 1 pro binární aktiva£ní funkci, budou váhy mezi nimi

v p°í²tím kroku upraveny tak, ºe k nim bude p°i£ten u£ící koe�cient. Jeho vhodným

nastavením lze tedy ovlivnit, o kolik se budou m¥nit hodnoty vah v jednom kroku.

Pokud bude alespo¬ jeden z neuron· neaktivní (hodnota jeho výstupu bude 0), hodnota

vah mezi nimi se nezm¥ní. Na obrázku 1.3. je znázorn¥na ukázka aplikace Hebbova

zákona u£ení. Jedná se o p°íklad ukázkového podmín¥ného re�exu, který je znázorn¥n

pomocí jednovrstvé sít¥ [10].
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Obr. 1.3 Jednovrstvá neuronová sí´ - znázorn¥ní asociací [10].

1.3 Perceptron

V roce 1957 p°edstavil americký psycholog Frank Rosenblatt um¥lou neuronovou sí´

zvanou perceptron. Perceptron m·ºeme povaºovat za jediný neuron. Nechal se p°itom

inspirovat d°ív¥j²í prací W. McCulloche a W.Pittse. Jedná se o obecn¥j²í výpo£etní

model MCP neuronu. Tato sí´ m¥la slouºit k rozpoznávání znak· promítaných na

plátno. Modelovala percepci, odtud tedy pochází pojem perceptron [4].

Jediným perceptronem lze °e²it pouze lineárn¥ separabilní data, pomocí základních

logických funkcí (NOT, AND, OR) rozd¥luje prostor výsledk· na dv¥ £ásti pomocí

rovné plochy. Funkce XOR není lineárn¥ separabilní, tudíº je nemoºné ji °e²it jediným

perceptronem. XOR znamená, ºe výsledná hodnota bude 1, pokud A nebo B bude 1,

nesmí v²ak A a B nabývat 1 sou£asn¥ [7].

Pro lep²í znázorn¥ní problému je vhodné tyto body zanést do dvourozm¥rného pro-

storu, p°i£emº problém lineární separace spo£ívá v úkolu nalézt p°ímku, která odd¥lí

body s r·znou funk£ní hodnotou. Tento problém je znázorn¥n na obrázku 1.4 [7].

Obr. 1.4 Logické funkce - problém XOR [7].
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Z obrázku je patrné, ºe jednotlivé mnoºiny funkce XOR nejsou lineárn¥ separabilní,

a tedy pro klasi�kaci nem·ºeme pouºít klasický jednovrstvý perceptron.

Z°ejmým °e²ením XOR-u by bylo poskládat více perceptron· dohromady. To v²ak

sebou neslo n¥kolik problém·. F. Rosenblatt p°edstavil spolu s perceptronem také pra-

vidlo u£ení. Jednalo se o algoritmus, který jednotlivým vstup·m automaticky dopo-

£ítal korektní váhy. Toto pravidlo v²ak nebylo zev²eobecn¥né pro vícevrstvou sí´ per-

ceptron·, coº u£inilo u£ící proces t¥chto sítí mnohem sloºit¥j²í.

1.3.1 Aktiva£ní funkce

Aktiva£ní funkce jsou matematické rovnice, které ur£ují výstup neuronové sít¥. Funkce

je p°ipojena ke kaºdému neuronu v síti neuronu v rozsahu mezi 1 a 0 nebo mezi -1 a 1.

Nyní si uvedeme n¥kolik nej£ast¥ji pouºívaných aktiva£ních funkcí v dop°edných

neuronových sítích [5].

1. Lineární funkce

Jedná se o nejjednodu²²í aktiva£ní funkci. Výstup nabývá stejných hodnot jako

vstup, funkce je de�nována v rozsahu (−∞,∞) .

Matematicky je funkce de�nována následujícím vzorcem:

f(x) = x (1.5)

Pr·b¥h této funkce je znázorn¥n na obrázku 1.5.

Obr. 1.5 Lineární funkce.

2. Skoková funkce

Skoková (binární) funkce je v neuronových sítích velmi vyuºívanou funkcí. Tento

typ funkce je uºite£ný pro binární schémata. Transformuje záporné hodnoty x na

0 a nezáporné na 1. Výstup je tedy binární povahy [5]. Matematicky je funkce

de�nována následujícím vzorcem:

f(x) = 0 pokud x < 0, 1 pokud x ≥ 0 (1.6)
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Pr·b¥h této funkce je znázorn¥n na obrázku 1.6.

Obr. 1.6 Skoková funkce.

3. Logistická sigmoida

Funkce sigmoid je matematická funkce, která vytvá°í sigmoidní k°ivku charakte-

ristickou pro její tvar S. Jedná se o nejstar²í a £asto pouºívanou aktiva£ní funkci.

Vstup má libovolnou hodnotu mezi 0 a 1 a vytvo°í logistický charakter [5]. Tato

funkce odkazuje na speciální p°ípad logistické funkce de�novaný následujícím

vzorcem:

f(x) =
1

1 + e−x
(1.7)

Pr·b¥h této funkce je znázorn¥n na obrázku 1.7.

Obr. 1.7 Logistická sigmoida.

4. Hyperbolický tangens

Dal²í velmi populární a ²iroce pouºívanou aktiva£ní funkcí je funkce tanh. Pokud

se podíváte na následující obrázek, m·ºete si v²imnout, ºe vypadá velmi podobn¥

jako sigmoid. Jedná se o nelineární funkci, de�novanou v rozsahu hodnot (-1, 1)

[5].
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Matematicky je funkce de�nována následujícím vzorcem:

f(x) = tanh(x) =
2

1 + e−2x
− 1 (1.8)

Pr·b¥h této funkce je znázorn¥n na obrázku 1.8.

Obr. 1.8 Hyperbolický tangens.

5. ReLU (Recti�ed Linear Unit)

ReLU je nej£ast¥ji pouºívanou aktiva£ní funkcí. Nej£ast¥ji nachází uplatn¥ní v

po£íta£ovém vid¥ní a rozpoznávání °e£i pomocí neuronových sítí. Transformuje

záporné hodnoty x na 0 a nezáporné nechá identické jako x. Rozsáh výstupu je

tedy 0 aº ∞ [5]. Matematicky je funkce de�nována následujícím vzorcem:

f(x) = 0 pokud x < 0, x pokud x ≥ 0 (1.9)

Pr·b¥h této funkce je znázorn¥n na obrázku 1.9.

Obr. 1.9 ReLU funkce.

6. Softmax

Typicky se Softmax pouºívá pouze pro výstupní vrstvu, pro neuronové sít¥, které

pot°ebují klasi�kovat vstupy do více kategorií. Funkce Softmax zpracuje výstupy

kaºdé jednotky mezi 0 a 1, stejn¥ jako funkce sigmoid. Rozd¥luje také kaºdý
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výstup tak, ºe celkový sou£et výstup· je roven 1. Pr·b¥h této funkce je znázorn¥n

na obrázku 1.10 [6].

Obr. 1.10 Softmax [6].

Výstup funkce Softmax je ekvivalentní kategorickému rozd¥lení pravd¥podob-

nosti, tedy udává pravd¥podobnost, ºe n¥která z t°íd je pravdivá. Matematicky

je funkce de�nována následujícím vzorcem:

f(x) =
ezj∑K
k=1 e

z
k

(1.10)

1.4 Vícevrstvá sí´

Vícevrstvá sí´ je sí´ neuron·, která je tvo°ena minimáln¥ t°emi vrstvami neuron·: ob-

sahuje vstupní vrstvu, jednu nebo více skrytých vrstev a vrstvu výstupní. Je-li pouºita

jedna skrytá vrstva spolu se vstupní a výstupní, hovo°íme o t°ívrstvé neuronové síti.

Pokud obsahuje sí´ více skrytých vrstev, hovo°íme o hlubokých neuronových sítích. Na

p°esný po£et neuron· (perceptron·) ve skryté vrstv¥ neexistuje pravidlo. Obsahuje-

li skrytá vrstva aº p°íli² neuron·, dochází k jevu zvanému p°eu£ení - sí´ se aº p°íli²

p°esn¥ nau£í mnoºinu testovacích dat a to v£etn¥ náhodných chyb nebo ²umu. Naopak

p°i malém po£tu neuron· nemá sí´ dostate£nou kapacitu k vy°e²ení problému [9].

P°i ur£ovaní po£tu neuron· postupujeme experimentáln¥ a to tak, ºe za£neme men-

²ím po£tem. Funkcí, jenº ur£í výpo£et chybovosti je dále ur£eno, jak p°esn¥ je sí´ na-

u£ená a podle toho zvy²ujeme nebo sniºujeme po£et neuron· do doby, kdy chybovost

klesne pod p°ijatelnou mez [9].

1.4.1 Vícevrstvý perceptron

Vícevrstvý perceptron (MLP) je nej£ast¥ji pouºívaným typem neuronové sít¥. Jak ze

samotného názvu napovídá, základním stavebním kamenem této sít¥ je jednovrstvý

perceptron. Jedná se o dop°ednou neuronovou sí´, b¥hem normálního provozu není

mezi vrstvami ºádná zp¥tná vazba [8], [32].

U£ení sít¥ je v tomto p°ípad¥ provád¥no prost°ednictvím algoritmu Backpropagation.

Neurony pracují s nelineárními aktiva£ními funkcemi, na rozdíl o jednovrstvého per-
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ceptronu umí °e²it nelineárn¥ separabilní data (obrázek 1.11). Díky správnému nasta-

vení hodnot vah m·ºe poskytnout pot°ebné odd¥lení pro p°esné t°íd¥ní vstup· XOR

[7], [8].

Obr. 1.11 Nelineární separace.

MLP se skládá z alespo¬ 3 vrstev, vstupní, výstupní a jedné nebo více skrytých

vrstev [32]. Architekturu MLP demonstruje obrázek 1.12.

Obr. 1.12 Vícevrstvý perceptron [33].

Vstupy kaºdého neuronu jedné vrstvy jsou spojeny s výstupy v²ech neuron· vrstvy

p°edchozí. Neexistují ºádné vztahy mezi vzdálen¥j²ími vrstvami nebo mezi neurony

v rámci jedné vrstvy. Kaºdý neuron má tedy práv¥ tolik vstup·, kolik je neuron· v

p°edchozí vrstv¥. Vstupní vrstva sít¥ slouºí pouze k distribuci vstupních hodnot [8].

P°i volb¥ aktiva£ní funkce u vícevrstvých perceptron· není vhodné pouºití funkce

skokové ani lineární. D·vod je takový, ºe jedna vrstva lineárních neuron· provádí li-

neární zobrazení a skládáním více lineárních zobrazení dostaneme op¥t jen lineární

zobrazení. Správnou volbou je pouºití perceptron· s nelineární aktiva£ní funkcí. Ta-

ková to funkce transformuje sou£et impuls· do intervalu <0,1>, a to tak, ºe u vstupních

hodnot v blízkosti nuly prudce roste, zatímco u vysokých a nízkých hodnot se m¥ní jen

nepatrn¥ (tato vlastnost je p°evzata od biologických neuron·). Tyto poºadavky spl¬ují

jiº zmín¥né nelineární aktiva£ní funkce, z nichº nej£ast¥ji se pouºívá jiº d°íve zmín¥ná

Logistická sigmoida [8].
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1.5 U£ení neuronové sít¥

Cílem u£ení neuronové sít¥ je nastavení váh modelu neuronové sít¥ tak, aby docházelo k

minimalizaci odchylky (chyby) mezi skute£ným (aktuálním) a poºadovaným výstupem.

V biologických sítích jsou zku²enosti uloºeny v dendritech. V um¥lých neuronových

sítích jsou tyto zku²enosti uloºeny v jejich matematickém ekvivalentu a tím je váha.

U£ení neuronové sít¥ lze obecn¥ rozd¥lit na u£ení s u£itelem a u£ení bez u£itele [9], [10].

U u£ení s u£itelem je obdobn¥ jako u biologických sítí vyuºita zp¥tná vazba. Na

základ¥ aktuálního nastavení je zji²t¥na výstupní hodnota, která je porovnána s poºa-

dovanou hodnotou a na základ¥ rozdílu t¥chto hodnot ur£íme chybu. Poté spo£ítáme

nutnou korekci a upravíme hodnoty vah £i prah· tak, aby do²lo ke sníºení hodnoty

chyby. Tento proces je opakován aº do dosaºení stanovené minimální chyby [9], [10].

U u£ení bez u£itele nedochází k vyhodnocování výstupu, takºe b¥hem u£ení není

znám výstup. Sí´ dostává na vstup sadu vzor·, které si sama t°ídí. Vzory jsou t°íd¥ny

bu¤ do skupin a reaguje na typického zástupce, nebo si p°izp·sobí topologii vlastnostem

vstupu [9], [10].

1.5.1 Delta pravidlo

Delta pravidlo, nazývané taky jako metoda LMS (Least Mean Square), bylo poprvé

p°edstaveno B. Widrowem a M. Ho�em v síti ADALINE (Adaptive Linear Element) [1],

[10], [11]. Jedná se o u£ící pravidlo pro aktualizaci vah vstup· v jednovrstvé neuronové

síti. Snahou pravidla je najít ideální váhy pomocí minimalizace celkové chybové funkce

δ. Tato chyba je vypo£tena jako rozdíl mezi poºadovaným a skute£ným výstupem dle

rovnice:

δj = tj − yj (1.11)

kde tj je cílový (poºadovaný) výstup a yj je skute£ný výstup. Dosazením této rovnice

dostaneme �nální podobu delta pravidla

wnewij = woldij η(tj − yj)xij (1.12)

kde η je u£ící koe�cient v rozmezí (0,1). Delta pravidlo je ideální pro neurony s

lineární aktiva£ní p°enosovou funkcí, v p°ípad¥ modi�kace je v²ak pouºitelné i pro

neurony s nelineární aktiva£ní p°enosovou funkcí.
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1.5.2 Backpropagation

Algoritmus Backpropagation byl p·vodn¥ p°edstaven v roce 1970, jeho význam byl

v²ak docen¥n aº v roce 1986 z £lánku od Davida Rumelharta, Geo�rey Hintona a Ro-

nalda Williamse. Backpropagation je metoda zp¥tné propagace chyby a je p°íkladem

zobecn¥ní delta pravidla, pouºívá se pro výpo£et chybové funkce podle jednotlivých

vah ve vícevrstvých sítích. V sou£asné dob¥ se jedná o nej£ast¥ji pouºívaný algoritmus

k u£ení neuronových sítí. Aby bylo moºné algoritmus pouºívat i pro nelineární klasi�-

ka£ní úlohy, m·ºeme pouºít aktiva£ní funkce jako nap°íklad logistickou sigmoidu nebo

hyperbolický tangens. Výstupní °e²ení se porovná s o£ekávaným a tím se zjistí, o kolik

se neuronová sí´ zmýlila. Zp¥tn¥ se pak na základ¥ tohoto výsledku vypo£ítá, o kolik

se mají váhy neuron· zm¥nit, aby se odchylka od správného °e²ení co nejvíce sníºila

[4], [12].

Chybová funkce m·ºe být popsána jako pr·m¥r ztrát v jednotlivých p°íkladech:

E =
1

2

n∑
j=1

(tj − yj)2 (1.13)

Odvození algoritmu Backpropagation za£íná pouºitím pravidla °et¥zce na £áste£nou

derivaci chybové funkce

∂E

∂wkij
=
∂E

∂akj

∂akj
∂wkij

(1.14)

kde akj je aktivace uzlu j ve vrstv¥ k p°ed jeho p°edáním do nelineární aktiva£ní

funkce (v tomto p°ípad¥ funkce sigmoid) pro generování výstupu. Tato dekompozice

parciálního derivátu v zásad¥ °íká, ºe zm¥na chybové funkce E v d·sledku váhy wkij je

výsledkem zm¥ny chybové funkce E v d·sledku aktivace akj krát zm¥na aktivace akj na

váhu wkij [12].

První termín δkj se obvykle nazývá chybou a lze vyjád°it vztahem

δkj ≡
∂E

∂akj
(1.15)

Druhý termín lze vypo£ítat z rovnice pro akj uvedené vý²e

∂akj
∂wkij

=
∂

∂wkij
(

rk−1∑
l=0

wkljo
k−1
l ) = ok−1i (1.16)

Parciální derivace chybové funkce E vzhledem k váze wkij je tedy
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∂E

∂wkij
= δkj o

k−1
i (1.17)

Parciální derivace váhy je tedy výsledkem chyby δkj v uzlu j vrstvy k a výstupu o
k−1
i

uzlu i vrstvy k − 1.

1.6 Hop�eldova sí´

Poprvé byla tato sí´ p°edstavena v roce 1982 Johnem Hop�eldem. Hop�eldova sí´ je

p°íkladem sít¥ se zp¥tnou vazbou (tzv. Rekurentní sí´). Sí´ je tvo°ená z n neuron·, kde

jsou výstupy neuron· spojeny se vstupem kaºdého neuronu pomocí p°íslu²ných vah.

Následující obrázek 1.13 demonstruje chování Hop�eldovi sít¥ [14], [15], [16].

Obr. 1.13 Ukázka Hop�eldovi sít¥ [16].

Výstup z této sít¥ je tvo°en hodnotami -1 nebo 1. Jestliºe je vnit°ní potenciál neuronu

niº²í neº práh h, bude na výstupu neuronu -1, v opa£ném p°ípad¥ bude na výstupu 1

[13]. Tuto funkci je moºné matematicky zapsat jako

y =

1 pokud ζ ≥ 0

−1 pokud ζ < 0
(1.18)

Mezi kaºdou dvojicí neuron· i a j existuje v Hop�eldovi síti spojení, které je ozna-

£ováno váhou wij. Jedná se o symetrické spojení, to znamená, ºe mezi neurony i a j je

stejná váha jako mezi neurony j a i, matematicky vyjád°eno:
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wii = 0,∀i
wij = wji,∀i, j

Hop�eldova sí´ implementuje Hebb·v zákon u£ení a to následujícím zp·sobem:

w(ij) = w(ji) = − 1

N

p∑
k=1

x
(k)
i x

(k)
j (1.19)

kde k zna£í jednotlivé kroky, tedy hodnota odpovídá celkovému po£tu krok· adaptace.

Tato adaptace probíhá podle Hebbova zákona v jednotlivých krocích, b¥hem nichº

dochází k postupnému upravování synaptických vah na základ¥ p°edkládaných vzor·.

Hop�eldova sí´ nov¥ zavádí pojem energetická funkce. Tato funkce matematicky

vyjad°uje jak velké chyby se sí´ dopou²tí v kaºdém jejím okamºiku [13].

Energetická funkce je vyjád°ena vztahem:

E(y) = −1

2

N∑
i=1

N∑
j=1

wijyiyj (1.20)

kde N udává celkový po£et neuron· sít¥, wij váhu mezi neurony i, j a y ∈ −1, 1.

B¥hem samotného výpo£tu by se m¥la energie E sniºovat, dokud nedosáhne svého

lokálního minima.

1.6.1 Boltzmann·v stroj

Boltzmann·v stroj je inspirován binární Hop�eldovou sítí a je b¥ºn¥ známý jako jeho

stochastická verze. Tento model neuronové sít¥ vynalezl Geo�rey Hinton a Terry Sej-

nowski v roce 1985 [34].

Boltzmann·v stroj se skládá ze stochastických neuron·, které mají jeden ze dvou

moºných stav·, bu¤ 1 nebo 0. Zm¥na stavu neuronu na opa£ný (0 na 1 a 1 na 0 )

závisí jak na hodnot¥ aktiva£ní funkce, tak na veli£in¥ nazývané teplota sít¥ T ≥ 0.

Tato teplota se obvykle m¥ní v pr·b¥hu práce sít¥ a je zodpov¥dná za stochastické

chování neuron· a energie sít¥ tak nemusí na rozdíl od Hop�eldovy sít¥ v kaºdém

kroku sít¥ jen klesat. Obrázek 1.14 zobrazuje jednoduchou architekturu Boltzmannova

stroje [2], [35].

Základem Boltzmannova stroje je tedy stochastický neuron, u kterého známe pravd¥-

podobnost P , se kterou se bude nacházet v daném stavu na základ¥ hodnoty vnit°ního

potenciálu neuronu. Funkce, jenº vyjad°uje závislost pravd¥podobnosti zm¥ny stavu

bývá sigmoida, která je modi�kována práv¥ parametrem T . V závislosti na teplot¥

tedy m·ºe stochastický neuron s jistou pravd¥podobností zm¥nit sv·j stav bez ohledu

na hodnotu vnit°ního potenciálu ζi [2].

Pravd¥podobnost, ºe sí´ p°ijme zm¥nu stavu, je dána následujícím vztahem



UTB ve Zlín¥, Fakulta aplikované informatiky 23

Obr. 1.14 Architektura Boltmannova stroje [35].

P = σ(ζi) =
1

1 + e
−ζi
1+T

(1.21)

Pro T ≥ 0 dostáváme pro pravd¥podobnost zm¥ny stavu standardní sigmoidální

funkci a neuron se tedy s vysokou pravd¥podobností bude chovat dle hodnoty svého

vnit°ního potenciálu ζi. Dále vyplývá, ºe s rostoucí hodnotou parametru T dochází

k vyrovnání pravd¥podobnosti volby obou stav· bez ohledu na hodnotu vnit°ního

potenciálu ζi a pro T → 0 se neuron chová zcela náhodn¥, oba stavy jsou stejn¥

pravd¥podobné. Na následujícím obrázku 1.15 je znázorn¥n graf pravd¥podobnostní

aktiva£ní funkce vykreslený pro r·zné teploty [2], [10].

Obr. 1.15 Pr·b¥h pravd¥podobnostní aktiva£ní funkce [2].
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1.7 Kohonenova mapa

Kohonenova mapa nebo taky Kohonenova sí´ byla poprvé p°edstavena v 80. letech 20.

století profesorem T. Kohonenem. Pat°í do skupiny samoorganizujících se neuronových

sítí. To znamená, ºe ke svému u£ení nepot°ebuje p°ítomnost u£itele [9], [14].

Samoorganizující se mapy se li²í od jiných um¥lých neuronových sítí tím, ºe uplat¬ují

konkuren£ní u£ení na rozdíl od u£ení chybových korekcí (nap°. algoritmus Backpropa-

gation ) a v tom smyslu, ºe pouºívají funkci sousedství k zachování topologických

vlastností vstupního prostoru [17], [18].

Kohonenova sí´ je tvo°ena vstupní vrstvou a jedinou vrstvou neuron·, tzv. Koho-

nenovou (kompeti£ní) vrstvou, kde kaºdý neuron v této vrstv¥ je propojen se v²emi

vstupy, takºe má p°esnou informaci o kaºdé vstupní hodnot¥. Následující obrázek 1.16

znázor¬uje strukturu Kohonenovi sít¥ [18].

Obr. 1.16 Struktura Kohonenovy mapy [9].

Váhy spojení mezi neurony p°edstavují sou°adnice udávající konkrétní polohu neu-

ronu v prostoru. Pro neurony v Kohonenov¥ vrstv¥ je typické, ºe neobsahují práh. Jsou

uspo°ádány do p°edem daných struktur pomocí laterálních spoj·, jenº ur£ují vazby

mezi nimi a topologickou m°íºku, která m·ºe p°edstavovat nap°. kruh nebo £tverec.

Výstup neuron· je binární (0 - neaktivní, 1 - aktivní), p°i£emº práv¥ jeden neuron

m·ºe být v daný okamºik aktivní [2].



UTB ve Zlín¥, Fakulta aplikované informatiky 25

U£ení sít¥ je provád¥no na základ¥ Eukleidovské vzdálenosti, pomocí které je vybrán

tzv. vít¥zný neuron.

wnewij =
m∑
j=1

(xi − wij)2 (1.22)

Za vít¥zný neuron je povaºován neuron s nejmen²í vzdálenosti, tento neuron se stává

dále aktivním. Pomocí laterálních spoj· je pak okolo n¥j vytvo°eno tzv. sousedství,

jedná se o okolní neurony které se jemu nejvíce podobají. Váhy t¥chto neuron· se

dále modi�kují [2]. Aktualizace váhy jak vít¥zného neuronu, tak i jeho sousedství je

vypo£ítána ze vztahu

wnewij = woldij + η(xi − woldij ) (1.23)

Proces u£ení je ukon£en, jakmile dojde k vy£erpání stanoveného po£tu iterací.
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2 Konvolu£ní neuronové sít¥

Konvolu£ní neuronová sí´ - CNN (Convolutional Neural Network) je t°ídou um¥lé neu-

ronové sít¥, která pouºívá konvolu£ní vrstvy k �ltraci uºite£ných informací na vstupu.

Operace konvoluce zahrnuje kombinaci vstupních dat (mapování funkcí) s jádrem kon-

voluce (�ltr) pro vytvo°ení transformované mapy funkcí. Filtry ve vrstvách konvoluce

(konvolu£ní vrstvy) jsou upraveny na základ¥ nau£ených parametr· pro získání nejuºi-

te£n¥j²ích informací pro konkrétní úkol. Konvolu£ní sít¥ se automaticky p°izp·sobují,

aby nalezly nejlep²í funkci zaloºenou na úkolu [6], [36]. Aplikace konvolu£ních neuro-

nových sítí zahrnují r·zné obrazové systémy (rozpoznávání obrazu, klasi�kaci obrázk·,

ozna£ování videa, textovou analýzu) a zpracovávání °e£i (rozpoznávání °e£i, zpracování

p°irozeného jazyka, textové klasi�kace) spolu s nejmodern¥j²ími systémy AI, jako jsou

roboti, virtuální asistenti nebo autonomní vozidla [6], [36].

2.1 Architektura

Konvolu£ní neuronové sít¥ se skládají z °ady konvolu£ních a ²kálovacích vrstev, které

jsou voliteln¥ následovány pln¥ propojenými vrstvami. Vstupem konvolu£ní vrstvy je

m×m×r obrázek, kde m je vý²ka a ²í°ka obrazu a r je po£et kanál·, nap°. obraz RGB

r = 3. Konvolu£ní vrstva má �ltry (nebo jadra) velikosti n× n× x× q, kde n je men²í

neº rozm¥r obrázku a q m·ºe být stejný jako po£et kanál· r nebo men²í a m·ºe se li²it

pro kaºdé jádro. Velikost �ltr· dává vzniknout lokáln¥ propojené struktu°e, která je

kaºdá konvolvována s obrazem, aby se vytvo°ily k mapy funkcí o velikosti m− n + 1.

Kaºdá mapa je pak ²kálována typicky s pr·m¥rem nebo maximálním sdruºením p× p
souvislé oblasti, kde p se pohybuje mezi 2 pro malé obrazy a 5 pro ty v¥t²í. P°ed nebo

po ²kálovací vrstv¥ se na kaºdou mapu vlastností aplikuje aditivní zkreslení a sigmoidní

nelinearita. Po konvolu£ních vrstvách m·ºe být libovolný po£et pln¥ propojených vrs-

tev. Hust¥ spojené vrstvy jsou identické s vrstvami ve standardní vícevrstvé neuronové

síti [13], [19], [36].

2.1.1 Vrstvy konvolu£ní sít¥

• Konvolu£ní vrstva (Convolution Layer) - aplikuje speciální po£et �ltr· na obrá-

zek. Pro kaºdý subregion obrázku vrstva vypo£ítá pomocí mnoºiny matematic-

kých operací jedinou hodnotu na výstupu. Konvolu£ní vrstva pouºívá typickou

ReLu aktiva£ní funkci, která vkládá do modelu nelinearitu [6], [36].

• �kálovací vrstva (Pooling Layer) - sniºuje velikost obrázk· extrahovaných konvo-

lu£ními vrstvami, tak aby se zmen²ila dimenze mapy a zkrátila £as zpracování.

Obvykle se pouºívá max-pooling (obrázek 2.1), který vytvá°í subregiony mapy s
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velikostí 2×2 pixel·, udrºuje jejich maximální hodnotu a zbavuje se v²ech ostat-

ních hodnot. Lze ale pouºít i mean-pooling nebo jiný [6], [36].

Obr. 2.1 Max-pooling [20].

• Pln¥ propojená vrstva (Full Connected Layer) - provádí klasi�kaci na extraho-

vaných datech z konvolu£ních a ²kálovacích vrstev. V pln¥ propojené vrstv¥ je

kaºdý uzel vrstvy propojen s kaºdým uzlem z p°edchozí vrstvy (obrázek 2.2) [6],

[36].

Obr. 2.2 Pln¥ propojená vrstva [21].

Ve vý²e uvedeném obrázku 2.2 bude matice map funkcí p°evedena na vektor

(x1, x2, x3, . . .). S pln¥ propojenými vrstvami jsme tyto vlastnosti spojili dohro-

mady a vytvo°ili model. Nakonec máme aktiva£ní funkci, jako je softmax nebo

sigmoid pro klasi�kaci výstup· jako ko£ka, pes, auto, kamion a jiné [6].
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2.2 Modely konvolu£ní sít¥

2.2.1 LeNet-5

Model LeNet-5 byl p°edstaven Yeannem LeCunem v roce 1998, aby identi�koval ru£n¥

psané £íslice pro rozpoznávání PS� v po²tovní sluºb¥. Tento pr·kopnický model do

zna£né míry zavedl konvolu£ní neuronovou sí´, jak ji známe dnes. Podle moderních

standard· je architektura LeNet velmi jednoduchá a pam¥´ov¥ nenáro£ná, a tak je

ideální volbou pro výuku základ· CNN [22], [23].

Obr. 2.3 Architektura LeNet [24].

Architektura LeNet (obrázek 2.3) je rozd¥lena do dvou £ástí, z bloku konvolu£ních

vrstev a jedné pln¥ propojené vrstvy. Základními jednotkami v konvolu£ním bloku jsou

konvolu£ní vrstva a následná pr·m¥rná vrstva ²kálovací (mean-pooling v sou£asné dob¥

nahrazen max-pooling). Konvolu£ní vrstva se pouºívá k rozpoznávání prostorových

vzor· v obraze, jako jsou £áry a £ásti objekt·, pr·m¥rná vrstva ²kálovací se pouºívá

ke zmen²ení rozm¥r·. Konvolu£ní vrstvový blok se tudíº skládá z opakovaných svazk·

t¥chto dvou základních jednotek. Kaºdá konvolu£ní vrstva v tomto bloku pouºívá okno

tvaru 5×5, kroku 1 a aktiva£ní funkci Sigmoidu (v sou£asné dob¥ pouºití ReLU). Pro

první konvolu£ní vrstvu je po£et výstupních kanál· 6, pro druhou konvolu£ní vrstvu

byl tento po£et zvý²en na 16. To proto, ºe vý²ka a ²í°ka vstupu druhé konvolu£ní vrstvy

je men²í neº vý²ka kanálu první konvolu£ní vrstvy. Tvar okna pr·m¥rných ²kálovacích

vrstev v bloku je 2×2 a krok £iní 2 [22].

2.2.2 AlexNet

A£koli LeNet dosáhl dobrých výsledk· v brzkých malých souborech dat, jeho výkonost

na v¥t²ích souborech dat nebyla uspokojivá. AlexNet, pojmenován podle Alexe Kri-

zhavského, byl p°edstaven v roce 2012. A£koli jsou si architektury AlexNet a LeNet

velmi podobné, existuje n¥kolik významných rozdílu [23], [25].

AlexNet je sloºen dohromady z osmi vrstev, z toho z p¥ti konvolu£ních vrstev, dvou

pln¥ propojených skrytých vrstev a jedné pln¥ propojené výstupní vrstvy. Dále do²lo

u AlexNet k nahrazení p·vodní aktiva£ní funkce sigmoid (LeNet) novou funkcí ReLU.
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To významn¥ zlep²ilo konvergenci b¥hem trénování. Architekturu AlexNet popisuje

obrázek 2.4 [23], [25].

Obr. 2.4 Architektura AlexNet [24].

V první vrstv¥ AlexNet je tvar okna s konvolucí 11×11. Tvar konvolu£ního okna

ve druhé vrstv¥ se zmen²í na 5x5 následován 3×3. Po první, druhé a páté konvolu£ní

vrstv¥ p°idává sí´ maximální ²kalovací vrstvy (max-pooling) s tvarem okna 3×3. Krom¥

toho má AlexNet zhruba 10× více kánálu neº jeho p°edch·dce LeNet [23].

2.2.3 VGGNet

VGG je zkratka pro skupinu Visual Geometry Group z Oxfordské univerzity. Archi-

tektura sít¥ VGG byla poprvé p°edstavena Simonyanem a Zissermanem v jejich doku-

mentu z roku 2014. Tv·rci VGGNet dosud vymodelovali n¥kolik r·zných variant sít¥.

Nap°íklad varianta VGG-16 se skládá z 16 vrstev. Narozdíl od AlexNetu, jenº pou-

ºívá velikost okna první konvolu£ní vrstvy 11×11 a 5×5 pro druhou vrstvu, pouºívá

velikost okna 3x3 pro jednu konvolu£ní vrstvu za druhou. Dále obsahuje 2 pln¥ propo-

jené vrstvy, kde kaºdá vrstva má 4096 uzl· a jedné pln¥ propojené vrstvy s 1000 uzly.

Nakonec následuje klasi�kátor Softmax. Obrázek 2.5 vykresluje architekturu VGG-16

[23].
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Obr. 2.5 Architektura VGG-16 [24].

2.2.4 GoogLeNet/Inception

V roce 2015 navrhl Szegedy strukturu, která p°ekonala v²echny ostatní. Hlavní otázkou

p°i vývoji bylo, jaká velikost konvoluce je ideální pro zpracování. Koneckonc· máme k

dispozici výb¥r z moºností 1×1 nebo 3×3, 5×5 nebo dokonce v¥t²í. A není vºdy jasné,

který z nich je nejlep²í. Jak se ukázalo, kombinace v²ech vý²e uvedených velikostí

konvoluce funguje nejlépe. Základní konvolu£ní blok v GoogLeNet je ozna£ován jako

Inception blok [23], [25].

Obr. 2.6 Struktura po£áte£ního bloku GoogLeNet [25].
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Jak je vid¥t na obrázku 2.6, ve vstupním bloku jsou £ty°i paralelní cesty. První t°i

cesty pouºívají konvolu£ní vrstvy s velikostí okna 1×1, 3×3 a 5×5 k získání informací

z r·zných prostorových velikostí. St°ední dv¥ cesty provedou 1×1 konvoluci na vstupu
ke sníºení po£tu vstupních kanál·, tím se sníºí sloºitost modelu. �tvrtá cesta pouºívá

3×3 maximální ²kálovací vrstvu, za kterou následuje 1×1 konvolu£ní vrstva pro zm¥nu

po£tu kanál·. V²echny £ty°i cesty pouºívají vhodné vypln¥ní (padding), které dává

vstupu a výstupu stejnou vý²ku a ²í°ku. Nakonec z°et¥zíme výstup kaºdé cesty kanálu

a vloºíme ji do dal²í vrstvy. P°izp·sobitelné parametry po£áte£ního bloku jsou po£et

výstupních kanál· na vrstvu, které mohou být pouºity pro °ízení sloºitosti modelu [25].
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3 Spatial Transformer Network

Spatial Transformer Network (STN) byla poprvé p°edstavena Maxem Jaderbergem a

jeho spolupracovníky spole£nosti Google Deepmind v roce 2016. STN umoº¬uje pro-

storovou manipulaci s daty v rámci sít¥ [25].

Konvolu£ní neuronové sít¥ de�nují mimo°ádn¥ silnou skupinu model·. Tyto modely

jsou v²ak stále omezeny na to, být prostorov¥ nem¥nné vzhledem ke vstupním dat·m

efektivním zp·sobem výpo£etn¥ i parametricky [25], [26].

STN je samostatný modul, který lze kdykoliv vloºit do architektury CNN, a v ja-

kémkoliv po£tu, coº vede k vytvo°ení sítí prostorových transformátor·. Tento modul je

výpo£etn¥ velmi rychlý a nezhor²uje tak výrazn¥ samotnou rychlost tréninku. Umíst¥ní

prostorových transformátor· do CNN umoº¬uje síti nau£it se aktivn¥ transformovat

mapy funkcí, aby se minimalizovala celková nákladová funkce sít¥ b¥hem tréninku. Zna-

losti o tom, jak transformovat kaºdý tréninkový vzorek, jsou komprimovány a ukládány

do mezipam¥ti váhách lokaliza£ní sít¥ (a také vahách vrstev p°edcházejících prostoro-

vému transformátoru) b¥hem tréninku [26].

V CNN je moºné mít více prostorových transformátor·. Umíst¥ní více prostorových

transformátor· do rostoucí hloubky sít¥ umoº¬uje transformaci stále abstraktn¥j²ích

reprezentací a také dává lokaliza£ním sítím potenciáln¥ více informativní reprezen-

tace, na nichº se zakládají p°edpokládané transforma£ní parametry. Lze také pouºít

více prostorových transformátor· paraleln¥, to m·ºe být uºite£né, pokud je v map¥

objekt· n¥kolik objekt· nebo £ástí zájmu, které by m¥ly být zam¥°eny individuáln¥.

Omezení této architektury v £ist¥ p°edávací síti je, ºe po£et paralelních prostorových

transformátor· omezuje po£et objekt·, které m·ºe sí´ modelovat [26].

3.1 Prostorová transformace

Mechanismus prostorové transformace je rozd¥len do t°í £ástí, znázorn¥ných na obrázku

3.1. V po°adí výpo£tu nejprve lokaliza£ní sí´ p°ebírá mapu vstupních prvk· a p°es

mnoºství skrytých vrstev vydává parametry prostorové transformace, které by m¥li být

aplikovány na mapu funkcí. Pak se p°edpokládané transforma£ní parametry pouºijí k

vytvo°ení vzorkovací m°íºky, coº je sada bod·, ve které by m¥la být vstupní mapa

vzorkována, aby se vytvo°il transformovaný výstup. To se provádí generátorem sít¥.

Nakonec mapa funkcí a vzorkovací m°íºka jsou p°evzaty jako vstupy do vzorkova£e, ve

kterém se vytvá°í výstupní mapa vzorkovaná ze vstupu v bodech m°íºky [25], [26].
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Obr. 3.1 Spatial Transformer [25].

3.1.1 Lokaliza£ní sí´

Lokaliza£ní sí´ vezme mapu vstupních funkcí U ∈ RH×W×C se ²í°kou W , vý²kou H

a C kanály a výstupy θ, parametry transformace Tθ, které mají být aplikovány na

mapu funkcí. Velikost θ se m·ºe m¥nit v závislosti na typu transformace, který je

parametrizován, nap°. pro a�nní transformaci θ je 6-rozm¥rná [26].

Lokaliza£ní sí´ová funkce m·ºe mít jakoukoliv formu, jako je pln¥ propojená sí´

nebo konvolu£ní sí´, m¥la by v²ak zahrnovat kone£nou regresní vrstvu pro vytvo°ení

transforma£ních parametr· θ [26].

3.1.2 Parametrizovaná vzorkovací m°íºka

Úkolem generátoru sít¥ je výstup parametrizované vzorkovací m°íºky, coº je sada bod·,

kde by vstupní mapa m¥la být vzorkována, aby se vytvo°il poºadovaný transformovaný

výstup [26].

Pro provedení zkreslení mapy vstupních funkcí se kaºdý výstupní pixel vypo£ítá

pouºitím vzorkovacího jádra centrovaným na ur£itém míst¥ v map¥ vstupních prvk·.

Pixelem ozna£ujeme prvek obecné mapy prvk·, nemusí se nutn¥ jednat o obraz. Obecn¥

jsou výstupní pixely de�novány tak, aby leºely na pravidelné m°íºce G = Gi pixel·

Gi = (xti, y
t
i), tvo°ících výstupní mapu funkcí V ∈ RH′×W ′×C , kde H ′ a W ′ jsou vý²ka

a ²í°ka m°íºky a C je po£et kanál·, který je stejný ve vstupu a výstupu [26].

(
xsi

ysi

)
= Tθ(Gi) = Aθ

 xti

yti

1

 =

[
θ11 θ12 θ13

θ21 θ22 θ23

] xti

yti

1

 (3.1)

kde (xti, y
t
i) jsou cílové sou°adnice pravidelné m°íºky na výstupní map¥ funkcí, (xsi , y

s
i )

jsou zdrojové sou°adnice ve vstupní map¥ funkcí, které de�nují vzorkovací body a Aθ
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je matice a�nní transformace.

Transforma£ní matice umoº¬uje o°íznutí, p°eklad, rotaci, m¥°ítko a zkosení. Chceme-

li transformaci omezit, zapí²eme ji ve form¥

Aθ =

[
s 0 tx

0 s ty

]
(3.2)

kde parametry s, tx a ty p°edstavují o°íznutí, p°eklad a isotropní ²kálování. Vliv

transformace na m°íºku ve srovnání s identickou transformací je znázorn¥n na obrázku

3.2.

Obr. 3.2 P°íklady pouºití parametrizované vzorkovací m°íºky na obraz U produkující
výstup V [26].

3.1.3 Vzorkování s rozli²itelným obrazem

Pro provedení prostorové transformace vstupní mapy funkcí musí vzorkova£ odebrat

sadu vzorkovacích bod· Tθ(G), spolu se vstupní mapou funkcí U a vytvá°ejí vzorovou

výstupní mapu funkcí V [26].

Kaºdé sou°adnice (xsi , y
s
i ) v Tθ(G) de�nuje prostorové umíst¥ní ve vstupu, kde je

jádro vzorkování pouºito pro získání hodnoty u konkrétního pixelu ve výstupu V . To

m·ºe být napsáno jako

V c
i =

H∑
n

W∑
m

U c
nmk(xsi −m; Φx)k(ysi − n; Φy)∀i ∈ [1...H ′W ′]∀c ∈ [1...C] (3.3)

kde Φx a Φy jsou parametry generického vzorkovacího jádra k(), které de�nuje obraz

interpolace (nap°. bilineární), U c
nm je hodnota v míst¥ (n,m) kanálu c vstupu a V c

i je

výstupní hodnota pixelu i v míst¥ (xti, y
t
i) kanálu c. Vzorkování se provádí identicky

pro kaºdý kanál vstupu, takºe kaºdý kanál je transformován stejným zp·sobem (to

zachovává prostorovou konzistenci mezi kanály) [26].
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II. PRAKTICKÁ �ÁST
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4 Vývoj

Vývoj byl implementován na notebooku Acer Swift 3 s procesorem Intel R©CoreTM i3-

7100U CPU 2,4GHz, 4GB opera£ní pam¥tí DDR4 a opera£ním systému Windows 10.

Ve²kerá implementace byla provedena v jazyce Python. Jedná se o multiplatformní,

interpretovaný, objektov¥ orientovaný programovací a skriptovací jazyk. Tvorba kon-

volu£ních sítí byla provád¥na pomocí frameworku Keras s backend Tensor�ow.

Keras je knihovna na úrovni modelu psaná v jazyce Python, která poskytuje sta-

vební bloky na vysoké úrovni pro vývoj model· hlubokého u£ení. B¥ºí jak na CPU,

tak GPU. Podporuje konvolu£ní sít¥, rekurentní sít¥, jakoº i kombinaci obou. Keras je

navrºen tak, aby umoºnil rychlé experimentování s hlubokými neuronovými sít¥mi, byl

uºivatelsky p°íjemný, modulární a roz²i°itelný. Nezpracovává samotné operace nízké

úrovn¥, jako jsou produkty tensor, konvoluce a tak dále. Místo toho spoléhá na speci-

alizovanou, dob°e optimalizovanou tensorovou manipula£ní knihovnu, která má slouºit

jako �backend engine� Kerasu. Namísto výb¥ru jediné knihovny tensor· a provád¥ní

implementace Kerasu vázané na tuto knihovnu °e²í Keras tento problém modulárním

zp·sobem a lze do n¥j bez problém· zapojit n¥kolik r·zných backend engine. V sou-

£asné dob¥ má Keras k dispozici t°i implementace backend engine: backend TensorFlow,

backend Theano a backend CNTK [28].

TensorFlow je open-source softwarová knihovna pro numerické výpo£ty pomocí da-

ta�ow graf·. Uzly grafu p°edstavují matematické operace, zatímco hrany graf· p°ed-

stavují vícerozm¥rná pole dat (tensory), která mezi nimi proudí. Tato �exibilní archi-

tektura umoº¬uje nasazení výpo£t· na jeden nebo více CPU nebo GPU na po£íta£ích,

serverech nebo mobilních za°ízeních bez p°episování kódu. TensorFlow se p°edev²ím

pouºívá pro aplikace strojového u£ení, jako jsou neuronové sít¥ [29].
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5 Implementace

Cílem této práce je implementace algoritmu pro detekci zav°ených o£í, který bude pra-

covat s webovou kamerou v reálném £ase. Tento algoritmus by m¥l p°edstavovat zjed-

nodu²ený systém detekce únavy °idi£e, ve smyslu identi�kace mikrospánku. Mrkání je

zdrojem fale²ných detekcí a musí být pro správnost systému ignorováno. Zjednodu²en¥

bude systém probíhat takto:

1. Detekce tvá°e v kaºdém snímku vytvo°eném webovou kamerou.

2. Pro detekovanou tvá° jsou detekovány o£i.

3. U kaºdého detekováno oka je zji²t¥no, zda je oko otev°ené nebo zav°ené.

4. Pokud bylo zji²t¥no, ºe b¥hem krátkého £asového úseku byli o£i otev°eny, pak

zav°eny a otev°eny, dosp¥li jsme k záv¥ru, ºe osoba mrkla.

5. Samotné mrknutí trvá zhruba 0,3 sekund [37]. Pokud po této dob¥ budou o£i

stále zav°eny, systém detekuje mikrospánek a zahlásí varování.

Existuje n¥kolik zp·sob·, jak je moºné detekovat zav°ené o£i. V této práci k tomu

pouºijeme modely konvolu£ní neuronové sít¥, které povedou k vytvo°ení binárních kla-

si�kátor·.

Vybranými modely konvolu£ní neuronové sít¥ jsou LeNet-5, VGGNet a speciální

p°ípad Spatial Transform Network. Tyto modely budou vytrénovány na datové sad¥

Closed Eyes In The Wild (CEW). Ta se skládá p°ibliºn¥ z 2400 o£ních snímk· ve

velikosti 24×24. Tyto snímky byly extrahovány z tvá°í lidí r·zné pleti, barvy o£í, lidí

s brýlemi i bez nich [27].

5.1 Sestavení model· konvolu£ní sít¥

P°ed samotným tréninkem model· je pot°eba správn¥ nakon�gurovat proces u£ení. K

tomu je pot°eba ur£it optimaliza£ní funkci, ztrátovou funkci, pop°ípad¥ n¥které metriky

jako p°esnost.

Ztrátová funkce je m¥°ítkem toho, jak dobrý je ná² model p°i dosahování daného cíle.

M¥°í nep°esnost klasi�kace po projití kaºdé dávky v síti a závisí pouze na výstupních

hodnotách sít¥.

Optimaliza£ní funkce se pouºívá pro minimalizaci ztrátové funkce pomocí aktualizací

vah p°i pouºití gradient·. Váhy jsou nastavovány tak, aby do²lo ke sníºení celkové chyby

sít¥ a postupn¥ tak bylo dosaºeno jejího globálního minima. Metoda Adam (adaptive
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moment estimation) je £asto pouºívaná pro svou rychlou konvergenci, protoºe ke zm¥n¥

rychlosti u£ení dochází uº v pr·b¥hu u£ení sít¥.

Rychlost u£ení ur£uje, jak rychle se vypo£ítávají optimální váhy pro model. Men²í

rychlost u£ení m·ºe vést k p°esn¥j²í váze, ale doba pot°ebná k výpo£tu váhy bude del²í.

V rámci této práce je pouºita jako ztrátová funkce binární crossentropie a optima-

liza£ní funkce Adam s rychlostí u£ení lr = 0, 001.

Vstupem v²ech t°í modelu jsou parametry

1. width- ²í°ka snímku

2. height - vý²ka snímku

3. depth - po£et kanálu (hloubka) snímku

4. classes - po£et t°íd v úkolu klasi�kace

V²echny vstupní snímky v na²í datové sad¥ budou 24 pixel· ²iroké, 24 pixel· vy-

soké a mají hloubku 1. Vzhledem k tomu, ºe v datové sad¥ existují jen dv¥ t°ídy

(zav°ené/otev°ené), nastavili jsme po£et t°íd na 2.

5.2 Trénink model·

Rozd¥lení validace náhodn¥ rozd¥lí data pro trénování a testování. B¥hem tréninku je

moci vid¥t valida£ní ztrátu, která udává st°ední kvadratickou chybu na²eho modelu na

valida£ní sad¥. Provedeme validaci rozd¥lení na 0,2, coº znamená, ºe 20% tréninkových

dat, které poskytujeme modelu, bude vyhrazeno pro testování výkonnosti modelu.

Po£et epoch je po£et opakovaných cykl· dat. �ím více epoch provozujeme, tím více

se model zlep²í, aº do ur£itého okamºiku. Po tomto okamºiku se uº model b¥hem kaºdé

epochy nezlep²uje. �ím více epoch je, tím déle bude trénink modelu trvat. Na²e zvolené

modely jsou trénovány pro 20 epoch s velikostí dávky 64.

V²echny na²e trénované modely jsou sekven£ního typu. To umoº¬uje vytvá°et model

vrstvu po vrstv¥. Jedná se o nejjednodu²²í zp·sob, jak vytvá°et model v Kerasu.

Dropout je parametr, jenº pomáhá zabránit k p°eu£ení sít¥. P°eu£ení sít¥ znamená,

ºe je sí´ p°izp·sobena svým trénovacím dat·m natolik, ºe její výstup není moºné

úsp¥²n¥ pouºít pro klasi�kaci dat jiných. Dropout b¥hem u£ení vynechá náhodnou

mnoºinu aktivací tak, ºe jejich hodnoty nastaví na hodnotu 0.

5.2.1 LeNet-5

Na²e první konvolu£ní vrstva se u£í s 20 �ltry, kaºdý o velikosti 5×5. Poté je pouºita
aktiva£ní funkce ReLU následovaná ²kálovácí vrstvou (max-pooling) 2×2 s krokem
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2×2, £ímº se sníºí velikost vstupu o 75%. Pak pokra£ujeme dal²í konvolu£ní vrstvou, v

po°adí druhou, tentokrát se v²ak u£í s 50 �ltry namísto 20. Jako dál²í je pln¥ propojená

vrstva s 500 uzly a aktiva£ní funkcí ReLU. Model zakon£uje klasi�kátor Softmax.

Obr. 5.1 Graf p°esnosti a ztrát p°i tréninku LeNet.

Obr. 5.2 Výstupní tabulka p°esnosti LeNet.

kde micro avg p°edstavuje pr·m¥r na základ¥ sumarizace jednotlivých pravdivých

pozitivních vzork·, fale²ných pozitivních vzork· a fale²ných negativních vzork· kaºdé

t°ídy, macro avg je pr·m¥r z pr·m¥r· kaºdé t°ídy, f1-score je váºený pr·m¥r mezi preci-

sion a recall, recall vyjad°uje intuitivní schopnost klasi�kátoru najít v²echny pozitivní

vzorky a support po£et výskyt· v kaºdé t°íd¥ [38].

Z pohledu na graf ztrát a p°esnosti v £ase (obrázek 5.1) lze vy£íst, ºe se na²e sí´

chová dob°e. Po pouhých p¥ti epochách jiº LeNet dosahuje p°esnosti klasi�kace 95%.

Ztráta jak na tréninkových, tak na testovacích datech postupn¥ klesá, protoºe na²e

míra u£ení z·stává konstantní a neupadá. Na konci dvacáté epochy dosahujeme 97%

p°esnosti na na²em testovacím souboru, viz. obrázek 5.2. Celkový £as tréninku byl 10

minut a 35 sekund.
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5.2.2 MiniVGGNet

Model MiniVGGNet je men²í verzí VGGNet, který umoºní rychlej²í a mén¥ náro£n¥j²í

trénink na na²em systému. Pro snaz²í popis architektury zavedeme zkratky jako CONV

pro konvolu£ní vrstvu, ACT pro aktiva£ní funkci, BN pro BatchNormalization, FC pro

pln¥ propojenou vrstvu a POOL pro ²kálovací vrstvu (MaxPooling).

Architektura se skládá z (CONV => RELU => BN) * 2 => POOL => DRO-

POUT. Jako první je de�nována CONV s 32 �ltry, kaºdý o velikosti 3×3. Poté je

aplikována aktiva£ní funkce ReLU, která je vzáp¥tí p°ivád¥na do vrstvy BN. Abychom

zmen²ili prostorové dimenze na²eho vstupu, namísto pouºití POOL pouºijeme jinou

sadu CONV => RELU => BN. To umoºní na²í síti u£it se bohat²ím funkcím, coº

je b¥ºnou praxí p°i tréninku hlub²ích CNN. Pokra£ujeme pouºitím POOL s velikostí

2×2. Vzhledem k tomu, ºe není explicitn¥ nastaven krok, Keras implicitn¥ p°edpo-

kládá, ºe ná² krok bude roven maximální velikosti ²kálování, tedy 2×2. Poté je pouºit
DROPOUT s pravd¥podobností p = 0, 25, a to znamená, ºe uzel z POOL se náhodn¥

odpojí od dal²í vrstvy s pravd¥podobností 25% b¥hem tréninku.

Druhý blok odpovídá p°esn¥ stejnému vzoru jako vý²e, nyní se v²ak u£í CONV s 64

�ltry (kaºdý o velikosti 3×3) oproti 32 �ltr·m v prvním bloku. Zvy²ujeme po£et �ltr·,

protoºe se prostorová vstupní velikost zmen²uje s tím, £ím hloub¥ji jsme v síti. Dále

p°ichází na²e první a jediná sada FC => RELU vrstev. Na²e pln¥ propojená vrstva

má 512 uzl·, po nichº následuje aktivace ReLU a BN. Následuje DROPOUT p = 0, 5

aplikovaný mezi pln¥ propojenými vrstvami. Nakonec pouºijeme klasi�kátor Softmax.

Obr. 5.3 Graf p°esnosti a ztrát p°i tréninku MiniVGGNet.

Z dokon£eného trénování m·ºeme vid¥t, obrázek 5.3 a obrázek 5.4, ºe model Mi-
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Obr. 5.4 Výstupní tabulka p°esnosti MiniVGGNet.

niVGGNet získává p°esnost klasi�kace 98%. Celkový £as trénování byl 38 minut a 38

sekund.

Tab. 5.1 Architektura MiniVGGNet

Typ vrstvy Velikost výstupu Velikost �ltru / krok

Velikost obrázku 24×24×1
CONV 24×24×32 3×3, K=32
ACT 24×24×32
BN 24×24×32
CONV 24×24×32 3×3, K=32
ACT 24×24×32
BN 24×24×32
POOL 12×12×32 2×2
DROPOUT 12×12×32
CONV 12×12×64 3×3, K = 64
ACT 12×12×64
BN 12×12×64
CONV 12×12×64 3×3, K = 64
ACT 12×12×64
BN 12×12×64
POOL 6×6×64 2×2
DROPOUT 6×6×64
FC 512
ACT 512
BN 512
DROPOUT 512
FC 2
SOFTMAX 2
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5.2.3 Spatial Transformer Network

Spatial Transformer Network je mechanismus roz²i°ující klasickou architekturu CNN.

Pouºitá lokaliza£ní sí´ (locnet) je ve form¥ konvolu£ní sít¥ a je tvo°ena ze dvou blok·.

Kaºdý blok je tvo°en z vrstvy ²kálovací s velikostí 2×2 a vrstvy konvolu£ní s 20 �ltry

velikosti 5×5 pro první blok a velikostí 3×3 pro druhý blok, který p°echází do pln¥

propojené vrstvy s 50 uzly a aktiva£ní funkcí ReLU. Výstup z lokaliza£ní sít¥ je veden

do modulu prostorové transformace, která obsahuje mechanismy jako generátor sít¥

a bilineární vzorkova£. Výstupem modulu prostorové transformace je interpolovaný

obraz jako transformovaná vstupní mapa, která je p°ivedena do jiº známého modelu

LeNet.

Obr. 5.5 Graf p°esnosti a ztrát p°i tréninku STN.

Obr. 5.6 Výstupní tabulka p°esnosti STN.

Z dokon£eného trénování m·ºeme vid¥t, obrázek 5.5 a obrázek 5.6, ºe model Spatial

Transformer Network získává p°esnost klasi�kace 97%. Celkový £as trénování byl 14

minut a 50 sekund.
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5.3 Detekce

Nyní, kdyº jsou natrénovány modely konvolu£ní neuronové sít¥ p°ejdeme k implemen-

taci na²eho detektoru zav°ených o£í. K tomu pouºijeme knihovnu po£íta£ového vid¥ní

OpenCV.

Nejd°íve je p°e£ten kaºdý snímek z webové kamery, následuje detekce tvá°e a o£í.

Detekované o£i o°ízneme do snímku a ten vloºíme do na²í konvolu£ní sít¥, která vrátí

predikované hodnoty pravd¥podobnosti otev°eného/zav°eného oka.

5.3.1 Detekce tvá°e a o£í

Jako první je de�nována funkce pro detekci tvá°e, k tomu je pouºit natrénovaný Haar·v

kaskádový klasi�kátor pro detekci tvá°e haarcascade_frontalface_alt.xml distribuovaný

s balí£kem OpenCV.

Detekce objekt· pomocí kaskádových klasi�kátor· zaloºených na Haarových p°í-

znacích je efektivní metoda detekce objekt· navrhovaná Paulem Violou a Michaelem

Jonesem v jejich £lánku z roku 2001. Jedná se o p°ístup zaloºený na strojovém u£ení,

kde kaskádová funkce je vycvi£ena z mnoha pozitivních a negativních snímk·. Poté se

pouºívá k detekci objekt· v r·zných obrazech. OpenCV jiº obsahuje mnoho p°edem

p°ipravených klasi�kátor· pro detekci obli£eje, o£í, úsm¥v· a jiných [31].

Jakmile je ve snímku detekována tvá°, je moºné p°istoupit k detekci o£í. Detekovanou

tvá°í je vymezen prostor, ve kterém o£i hledat. Z tohoto prostoru lze pak snadn¥ji získat

oblasti pro levé a pravé oko. V p°ípad¥ detekce o£í bude postup obdobným zp·sobem

jako u detekce tvá°e s tím rozdílem, ºe bude pouºit vytvo°ený Haar·v kaskádový kla-

si�kátor haarcascade_lefteye_2splits.xml pro levé a haarcascade_righteye_2splits.xml

pro pravé oko. Úsp¥²nou detekce tvá°e a o£í znázor¬uje obrázek 5.7.
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Obr. 5.7 P°íklad detekce tvá°e a o£í

5.3.2 Detekce zav°ených o£í

Pro kaºdý snímek detekce oka je predikován stav pomocí na²ich model·. Aby byl ná²

natrénovaný model konvolu£ní sít¥ schopen predikovat ze snímku co nejp°esn¥ji, musí

být ve stejném formátu jako snímky, ze kterých se u£il. Takºe musíme ud¥lat stejné

úpravy i na na²ich o£ních sou°adnicích. Operace jsou provedeny jak pro pravé, tak

pro levé oko. Pokud jsme detekovali ob¥ o£i, zm¥níme jejich velikost tak, aby byly ve

stejné velikosti, jako u snímku, které jsme u£ili u na²ich model·. To v²e vede k správné

predikce stavu oka.

Výsledek predikce obsahuje dv¥ hodnoty, které vyjad°ují pravd¥podobnost, zda je

oko otev°ené nebo zav°ené. Pokud je hodnota pravd¥podobnosti pro otev°ené oko v¥t²í

neº hodnota pro zav°ené, je nastaven stav oka jako otev°ené, v opa£ném p°ípad¥ jako

zav°ené.
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6 Testování

Cílem testování je zjistit úsp¥²nost detekce zav°ených o£í p°i pouºití r·zných model·

konvolu£ní sít¥, kterými jsou LeNet, MiniVGGNet a speciální p°ípad Spatial Trans-

former Network. Pro testování byl mechanismus detekce upraven tak, aby detekoval

i samotné mrknutí oka. To z d·vodu, ºe testujeme u mechanismu úsp¥²nost detekce

zav°eného oka, nikoli, zda byl detekován mikrospánek.

Pro testování úsp¥²nosti detekce byly pouºity £ty°i datové sady, kde kaºdá sada

obsahovala odli²nou osobu v r·zných prost°edích. Tyto snímky byly zhotovené extrakcí

jak z osobních, tak ve°ejných videosnímk·. Snímky obsahovaly tvá° s otev°enýma nebo

zav°enýma o£ima (obrázek) .

Celkovou p°esnost detekce vypo£ítáme ze vztahu:

presnost[%] =
TruePositive+ TrueNegative

TruePositive+ TrueNegative+ FalsePositive+ FalseNegative
∗100

(6.1)

kde TruePositive je po£et správn¥ detekovaných snímk· zav°ených o£í, TrueNegative

po£et snímk· se správnou detekcí otev°ených o£í, FalsePositive po£et snímk·, u kte-

rých do²lo k chybné detekci zav°ených o£í a FalseNegative po£et snímk·, u kterých

do²lo k chybné detekci otev°ených o£í. Jednotlivé výsledky testování jsou znázorn¥ny

v tabulkách 6.1, 6.2 a 6.3.

Tab. 6.1 Úsp¥²nost detekce modelu LeNet

LeNet Osoba1 Osoba2 Osoba3 Osoba4

Po£et snímk· 145 150 134 145
TruePositive 11 4 35 5
TrueNegative 113 145 96 85
FalsePositive 5 1 3 55
FalseNegative 0 0 0 0

P°esnost 97% 99% 98% 62%
Pr·m¥r 89%
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Tab. 6.2 Úsp¥²nost detekce modelu MiniVGG

MiniVGG Osoba1 Osoba2 Osoba3 Osoba4

Po£et snímk· 145 150 134 145
TruePositive 11 4 35 5
TrueNegative 7 145 95 122
FalsePositive 127 1 4 18
FalseNegative 0 0 0 0

P°esnost 95% 99% 97% 88%
Pr·m¥r 95%

Tab. 6.3 Úsp¥²nost detekce Spatial Transformer Network

STN Osoba1 Osoba2 Osoba3 Osoba4

Po£et snímk· 145 150 134 145
TruePositive 11 4 35 5
TrueNegative 122 145 96 53
FalsePositive 12 1 3 87
FalseNegative 0 0 0 0

P°esnost 92% 99% 98% 40%
Pr·m¥r 82%

Nejlep²ího výsledku, co do úsp¥²nosti detekce, dosahuje na testovacích datech kon-

volu£ní model miniVGGNet s pr·m¥rnou p°esností 95%. Jeho úsp¥²nost se zejména

projevila u testovací sady - Osoba4, ve kterých dosahoval výrazn¥ lep²ích výsledku neº

zbývající modely. U Osoby4 docházelo £asto k fale²ným detekcím v p°ípad¥, kdy sní-

maná osoba zm¥nila sv·j úhel pohledu tvá°e sm¥rem dol·. U dal²ích osob vykazovaly

modely velmi podobné úrovn¥ p°esnosti. Jako druhý se umístil model LeNet s pr·m¥r-

nou p°esností 89% a jako t°etí skon£il model STN s 82%. Následující obrázky 6.1, 6.2

demonstrují správnou detekci systému, obrázek 6.3 detekci chybnou.
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Obr. 6.1 Ukázka správné detekce zav°ených o£í u Osob 1-4 v po°adí zleva doprava, z
vrchu dol·.

Obr. 6.2 Ukázka správné detekce otev°ených o£í u Osob 1-4 v po°adí zleva doprava, z
vrchu dol·.

Modely byly dále porovnány i z hlediska £asové náro£nosti rychlosti detekce. Rych-

lost byla m¥°ena od na£tení snímku aº po samotné zobrazení výsledku detekce, tedy



UTB ve Zlín¥, Fakulta aplikované informatiky 48

Obr. 6.3 Ukázka ²patné detekce u otev°ených o£í u Osob 1-4 v po°adí zleva doprava, z
vrchu dol·.

zahrnuje detekci tvá°e, o£í i jejich stavu. Následující tabulka 6.4 obsahuje pr·m¥rnou

rychlost detekce jednotlivých model· v milisekundách (ms).

Tab. 6.4 Rychlost detekce

Pr·m¥rný £as detekce stavu oka ve snímku
LeNet 29,3ms

miniVGG 52,9ms
STN 30,8ms

Z tabulky m·ºeme vid¥t, ºe nejkrat²ího £asu dosahuje model LeNet s necelými 30

milisekundami t¥sn¥ následován modelem STN. Nejdel²í £as pat°í modelu miniVGG-

Net, který je °ádov¥ o 20 milisekund pomalej²í, neº první dva modely.
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7 Srovnání

Ve své d°ív¥j²í práci jsem se rovn¥º zabýval detekcí mrknutí v obrazech pomocí t°í

r·zných metod.

První z nich byla detekce zorni£ky pomocí prahování. Princip této metody spo£íval

v hledání nejtmav²ího bodu celého oka - zorni£ky (obrázek 7.1). Pokud je tento bod v

obraze nalezen, p°edpokládá, ºe je oko otev°ené. Tato metoda je choulostivá na p°íli²

velký odraz v oku, jenº zastínil zorni£ku. Dal²í problém jsou tmavé °asy, které fale²n¥

detekovaly zav°ené oko. Výhodou metody je robustnost v p°ípad¥, kdy se osoba dívá

do stran [30].

Obr. 7.1 Detekce zorni£ky pomocí prahování [30].

Dal²í pouºitou metodou byla Houghova transformace pro nalezení kruºnic. O£ní du-

hovka p°edstavuje zdroj takovéto kruºnice, pokud je v oku detekována, p°edpokládá se,

ºe je oko otev°ené (obrázek 7.2). Nevýhodou této metody je absence nalezení kruºnice

v p°ípad¥, kdy se osoba dívá do stran nebo mºourá [30].

Obr. 7.2 Detekce kruºnice, levý snímek - otev°ené oko, právý snímek - zav°ené oko
[30].

Poslední zvolenou metodou byla detekce zav°eného oka pomocí natrénovaného kaská-

dového klasi�kátoru. Trénování probíhalo za pomoci knihovny OpenCV, k tomu byla

zapot°ebí sada snímk· zav°eného a otev°eného oka. Tato metoda dosahovala nejlep²ích

výsledk· ze v²ech t°í zmín¥ných a jako jediná tak m·ºe konkurovat úsp¥²nosti natré-

novaných model· konvolu£ní neuronové sít¥ [30]. Úsp¥²nost v²ech t°í metod zobrazuje

tabulka 7.1.

Tab. 7.1 Srovnání cizích metod

Metody detekce - srovnání
Prahování 70%

Houghova transformace 73%
Kaskádový klasi�kátor 93%
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ZÁV�R

Deep learning, neuronové sít¥, um¥lá inteligence a strojové u£ení. Tato pojmy se víc neº

£asto pouºívají p°i pokro£ilé analýze rozsáhlých dat, které v sou£asné dob¥ berou sv¥t

útokem. Technicky jde o sloºit¥j²í datové modely, které dokáºou nap°íklad rozpoznat

co je na obrázku, porozum¥t lidské °e£i £i detekovat únavu °idi£e. Únava °idi£e je

významným faktorem velkého po£tu dopravních nehod. Vývoj technologií pro detekci

nebo prevenci ospalosti p°i °ízení je velkou výzvou v oblasti systém· pro p°edcházení

nehodám.

Navrhovaný systém by mohl zabránit nehodám zp·sobeným ospalostí p°i °ízení.

Informace o poloze hlavy a o£í se získají pomocí r·zných algoritm· pro zpracování

obrazu. B¥hem monitorování je systém schopen rozhodnout, zda jsou o£i otev°ené

nebo zav°ené. Pokud jsou o£i zav°ené del²í dobu neº je doba mrknutí, vydá se varovný

signál. Samotná detekce o£í je nezbytnou sou£ástí pro p°esné detekování stavu o£í

(zav°ené/otev°ené). Pokud tedy není systém schopný detekovat o£i ve videu, jsou dal²í

operace spjaté s detekcí stavu o£í zbyte£né.

V této práci jsme se jak teoreticky, tak prakticky seznámili s prací neuronových

síti. Byly p°edstaveny modely konvolu£ních neuronových sítí, z nich byly vybrány t°i,

které jsem dále trénoval na sad¥ snímk·. Vybranými modely byly LeNet, VGGNet a

Spatial Transformer Network. Výstup z t¥chto model· byl dále pouºit pro detekci stavu

o£í. Modely byly testovány jak £asov¥, tak co do úsp¥²nosti. Nakonec byly výsledky

porovnány s ostatními metodami detekce.

V porovnání s ostatními metodami dosahuje detekce zav°ených o£í pomocí neuro-

nových sítí o poznání lep²ích výsledk·, p°i£emº nejlep²ího výsledku dosáhl model kon-

volu£ní neuronové sít¥ VGGNet, který prokázal svou schopnost p°edev²ím u snímku se

²patnou kvalitou.
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